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概要：近年モデルベース強化学習がモデルフリー強化学習に対して, 獲得報酬という点で優れた性能を出す
手法が多く提案されている. モデルベース強化学習はモデルの学習と方策や状態価値関数の学習を交互に
行うことが一般的である. モデルの学習では, その精度を向上させるために, 複数の遷移モデルをニューラ
ルネットワークで近似し, それをアンサンブル学習するという手法が提案されている. また方策の学習で
は, ある長さの行動列を生成しその行動列自体を最適化するという手法 (モデル予測制御, MPC) が提案さ
れており, 多くのタスクで性能の向上が見られた. 一方で行動次元数の多いタスクでは性能が上がらないと
いう課題がある. 本稿では HalfCheetahという環境で, MPCを用いる POPLINという既存手法の方策ア
ルゴリズムの一部を変化させることによる性能の変化を検証し, モデルの精度が低い学習前半に元となる
手法を上回る報酬を獲得することができた.
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Abstract: Recently, many methods in which model-based reinforcement learning performs better than
model-free reinforcement learning in terms of acquisition rewards have been proposed. Model-based reinforce-
ment learning generally alternates between model learning and learning of policy or state-value functions.
For model learning, in order to improve the accuracy of the model, the method of approximating multiple
transition models with neural networks and ensemble learning of them has been proposed. For learning of
policy, the method called Model Predictive Control (MPC) that optimizes the action sequence itself by gener-
ating action sequences of a certain length has been proposed, and there was an improvement in performance
for many tasks. On the other hand, the performance is not improved for tasks with a large number of action
dimensions. This paper examines the performance of an existing method, POPLIN, which uses MPC in the
HalfCheetah environment, by changing a part of its policy algorithm. We show that the rewards outweighed
the original method in the first half of the training, when the model was less accurate.

1. はじめに

強化学習の手法は大きく 2つに分類することができる.

モデルフリー強化学習, モデルベース強化学習である. こ

れらは環境を遷移関数としてモデル化するか否かによって

分類される.

モデルフリー強化学習は環境から遷移モデルを学習させ

ず, データを収集するたびに環境と相互作用を行う必要が
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ある. モデルフリーな手法としては例えば方策勾配法 [1]が

挙げられる. これは収集したデータを用い方策をその勾配

方向に変化させることで方策を最適化させていく方法であ

る. その他にも Q学習 [2] などによる方策の評価と方策の

更新を交互に行う Actor-Critic [3] という方法などもあり,

現在非常に多くの手法が提案され, 性能が向上している.

一方モデルベース強化学習では環境から遷移モデルを学

習する. このモデルを学習させるためのコストはかかるが,

新たなデータを遷移モデルから取り出すことが可能である

ため, 環境と相互作用する回数を少なくできるという意味

でサンプル効率がモデルフリーに比べて良いとされている.

理想的には環境と誤差のない関数モデルを作ることができ
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れば, 例えばロボットの実験などの環境との相互作用を行

わなくて良いことになる. しかし, 学習されたモデルでは

環境とのずれが生じてしまう. 1つは, 環境からデータを集

める際に実際に取れるデータにはノイズが乗ってしまい,

理想的なデータを得られない場合があるということ, 2つ

めは環境から得られるデータには多くのデータを取れるよ

うな状態と, 逆に少ないデータしか取れない状態が存在し

てしまう. 特にデータ点が少ない部分では学習モデルも不

正確になってしまい, そのずれが蓄積することで, 実環境と

全く異なる状態に進むことになりうる. このような問題点

が存在する. 次にモデルベース強化学習にはモデルを学習

した後プランニングを行うことでエージェントが環境に適

した行動を行うことができるようにする. これらにはラン

ダムシューティングや交差エントロピー法 [4] などがあり,

これらの手法によってある長さの行動列を最適化する. こ

の行動列を構成する 1つ 1つの行動はある方策 π や, それ

までの高い報酬の得られた複数の行動列の各時間ごとの分

布から求める. またこのような手法に対し, 近年この方策

を求める際にニューラルネットワークを用いる手法が提案

されてきている. 本研究ではモデルベース強化学習のプラ

ンニング手法に注目している. 本稿で行なったことは以下

の通りである. また確認できたこととして, 過去のよい行

動列の分布を取り込む比率を変化させることで幅広い探索

が可能となることが示唆された.

• 既存手法と提案手法の性能比較
• 方策の学習に必要なデータセットを変化させた時の性
能の違いの比較

これらの結果は 6章で詳しく記載した. また具体的な既

存手法のアルゴリズムは以下の 4章で詳しく記載した.

2. 本研究の目的

本研究ではモデルベース強化学習において, その方策を

工夫しニューラルネットワークを用いることで, 行動空間

やパラメータ空間が広く学習が難しいとされるタスクにお

いて, よい性能を上げることができる強化学習のプランニ

ング手法を提案することを目的としている.

3. 関連研究

モデルベース強化学習という観点から考えると古くは

Dyna [5] と呼ばれる手法がある. これは環境から集めた

データとモデルから得たデータを用いてQ関数を更新して

いくという手法の原型に当たる. またゲームAIの分野では

モンテカルロ木探索 (MCTS) [6] と呼ばれる手法が存在す

る. これは既知な環境に対し探索を行いより報酬が高くな

ると考えられる部分や未知の部分を集中的に探索すること

で探索を効率化し, よりよい方策を求める手法である. これ

は将棋や囲碁などの環境が既知な状況で使われる手法であ

る. MCTSにニューラルネットワークを用いた AlphaGo

[7] や AlphaZero [8] という手法が人間を倒したということ

で知られている. 近年では環境が未知で行動空間の広い環

境に対し, モデルベース強化学習を組み入れる研究がなさ

れている. Nagabandi [9] らは, 遷移モデルの関数をニュー

ラルネットワークで近似し, またプランニングにおいて行

動の列をランダムシューティングで生成するという手法を

提案し, モデルベース強化学習の性能を向上させた. 加え

て Chuaら [10] は, ニューラルネットワークで近似した遷

移モデルをアンサンブル化しサンプルに対し過適合しすぎ

ないように工夫し, プランニングでは行動の一連の列に対

し交差エントロピー法で行動列をプランニングするとい

う PETS という手法を提案した. またMichaelら [11] は

同様にモデルをアンサンブルで学習させ, モデルのロール

アウトの長さを変化させ, 方策の学習で Soft Actor-Critic

(SAC) [12] を用いるMBPO という手法を用いることで多

くのタスクで PETSを上回る性能の向上に成功した.

同時に, Wangら [13] はプランニング時の行動列を現方

策のニューラルネットワークから求める POPLINという

手法を提案し, 多くのタスクにおいて既存のモデルベース

な手法を上回る性能を得ることに成功した. また Lai ら

[14] は環境から順方向, 逆方向と 2つのモデルを作ること

で, モデルの実環境との複合誤差を小さくし, 方策でも同様

に順方向, 逆方向で学習させることでさらに多様なタスク

において, 性能を上げることに成功した BMPO という手

法がある.

4. 背景

本研究において, いくつかの既存手法を用いるため, はじ

めにこれらの手法のアルゴリズムの概要について説明する.

4.1 強化学習の体系

強化学習とは, ゲームAIやロボットなどのエージェント

が環境と相互作用を行い, エージェントが獲得できる累積

報酬を最大化させるような方策を求める方法であり, 機械

学習の一種とされている. 図 1で示すように, エージェント

は環境内のある状態を取り, そこで取る行動を方策により

選択し, 次の状態に進むことが可能となり, またその行動が

どれほど最適なものかを示す報酬という値がエージェント

に与えられる. 一般に強化学習はマルコフ決定過程 (MDP)

と呼ばれる数学的枠組みによって定式化される. 本研究で

行われる離散時間 MDPは (S,A, T , r, γ, ρ)によって定義

される. S は状態集合を表し, Aは行動集合を表す. T はあ
る状態, 行動の組 (s, a)から次の状態 (s′)への遷移確率を

表す. r はある状態 sにおいて行動 aを選択した時の報酬

を表し, γ は割引率を, ρは初期状態分布を表す.

すなわち強化学習ではMDPのもとで 以下の式で表され

る報酬を最大化する方策を求める手法である.
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図 1 強化学習の模式図

J(π) =

∞∑
t=0

γtr(st, at)

また状態遷移に関しては, 次の状態は 1つ前の状態とそこ

での行動のみに依って決まり, それ以前の過程は問わない

というマルコフ性のもとで遷移する.

4.2 Model Predictive Control (MPC)

モデルベース強化学習における, 方策や状態価値関数の

推定のためにModel Predictive Control (MPC) と呼ばれ

る手法がある. これはモデルベース強化学習では, 遷移

モデルを用いるため, これを利用してある長さの行動の

列を行動列単位で最適化していくという手法である. ま

ず, ある分布や現在の方策によって, 行動を生成し, 行動列

[at, at+1, ..., at+τ ]を作る. この行動列を複数作り, 作成し

た遷移モデル fθ を用いて,

st+1 = fθ(st+1|st, at)

上記のように遷移を行う. この遷移のたびに報酬 r(st, at)

を得ることができるため, それを τ 回行うことで, 行動列に

対応する累積報酬を得ることができる. 生成した全行動列

のうち最も報酬が得られたものを選び, 最初の行動 at を実

際の環境で実行し, サンプルデータを得る. これを一定回

繰り返し, 得られたデータを基に遷移モデルや方策を学習

させる. この一連のプランニングアルゴリズムがMPCと

呼ばれる手法である. 本稿で用いる既存手法は全てMPC

をモデルとしている.

4.3 ランダムシューティングと交差エントロピー法

MPCによって, 行動列を作る際に用いられる手法として

ランダムシューティングと交差エントロピー法がある. ラ

ンダムシューティングでは行動列のそれぞれの行動をラン

ダムに生成する. これは特定の分布にとらわれずにランダ

ムな行動を選択できるが,良い行動列を得るために非常に時

間を要する. それを解決するための手法として交差エント

ロピー法がある. これはまず行動列上の各行動をある分布

で仮定する. すなわち確率分布を Pr(θ)として at = Pr(θt)

のように行動を独立に選び行動列を生成しMPCを実行す

る. すなわちどのような分布を用いれば高い報酬が得られ

たかがわかるため, これまでの行動列のうちよい報酬が得

られたもの (エリート) の分布を用いて, 新しい分布のパラ

メータを変化させることができるという手法である. 例え

ば本稿で取り上げる既存手法ではガウス分布を仮定してい

るため, それまでの分布のパラメータ, エリートの分布のパ

ラメータをそれぞれ µ, Σ µ′, Σ′ として以下の式のように

平均と分散を更新する.

µ = αµ+ (1− α)µ′ (1)

Σ = αΣ + (1− α)Σ′ (2)

この方法では分布の更新ごとに報酬が高い行動から抽出

された分布が生成されるため, 時間効率は非常に良い.

4.4 PETS

PETSという手法はモデルベース強化学習の手法の 1つ

であり PEというモデルの構築手法, TSと呼ばれるエー

ジェントの行動の生成手法に分割して考えられる. PEは

モデルの遷移関数をニューラルネットワークで近似し, そ

れをアンサンブル化する手法である. ここで遷移関数を

fi(θ) = Pr(st+1|st, at)

とし, ある状態とその時の行動を入力とし, 次状態を出力と

した遷移関数を複数 (B)個作成する. これらを基に最終的

に選択される状態は

f(θ) =
1

B

B∑
i=0

fi(θ)

から出力される平均値によって出力される. また本手法で

は確率分布をガウシアン分布として出力される. そのため

ニューラルネットワークの損失はパラメータ θ 平均 µ 分

散 Σを用いて以下の式で表される.

loss(θ) =

N∑
i=1

[µθ(si, ai)− si+1]TΣ−1
θ (si, ai)[µθ(si, ai)− si+1]

+ log det Σθ(si, ai)

このニューラルネットワークを学習させることでモデルを

作成する.

次に行動列のプランニングを行う. このために交差エン

トロピー法によりある長さの行動の列を作る. 次に行動を

開始する初期状態を複数用意する. 作成したモデルに従い

各初期状態から状態を遷移させていく. この遷移が TSと

いう手法である. それぞれのデータが累積報酬を獲得する

ことになり, 最終的な報酬値はこれらの報酬の平均とされ
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る. 報酬値を基に, 行動列の良さを判断し交差エントロピー

法で行動列を求める分布を変更する. この行動列は報酬の

高い行動列をエリートとして選択し, 交差エントロピー法

により行動列の分布を変更し, 生成する. これを行動列の

みを変更し一定ステップ繰り返すことで, 最も報酬が大き

い行動列を求めることができる. その最初の行動のみを実

際の環境で実行する. これを一定回数繰り返し, ある行動

列を実際の環境で実行することになり, そこで得られた状

態と行動, 次の状態のタプルをデータセットに保存し, 次の

モデル作成に用いる. 以上の方法を繰り返すことでモデル

の精度向上とプランニングを行う.

4.5 POPLIN

本手法は環境からモデルの作成は PETSと同じ PEとい

うアンサンブル手法を用いる. PETSと異なる点は行動の

プランニング手法にニューラルネットワークを組み込むこ

と, また交差エントロピー法を行動列ではなく空間へのノ

イズ成分に適用することである. POPLINには 2種類あり,

POPLIN-Aと POPLIN-Pである. POPLIN-Aでは, まず

現在の状態での方策によって得られた行動を初期行動列に

加える. これをあるステップ数繰り返すことで初期行動列

を生成する. 次に, 得られた行動列のそれぞれの行動に対

して, ノイズを加え, モデルを用いて状態を遷移させ, 獲得

報酬の大きさをもとにノイズの分布を交差エントロピー法

を用いて更新していく. 最終的に最も報酬の獲得できる行

動列を求め, その最初の行動を実際の環境で実行する. こ

れを繰り返すことで得られる実環境との相互作用のデータ

を用いて環境モデルと方策のパラメータを更新していく.

このときの行動列 [ât, ât+1, ..., ât+τ ] に対する報酬は δ を

ノイズ成分として以下のように定義される.

R(si, δi) = E

[
i+τ∑
t=i

r(st, at = ât + δt)

]

また状態遷移以下のようになる.

st+1 = fϕ(st+1|st, at = ât + δt)

一方, POPLIN-Pでは方策のパラメータを更新する流れ

は同じであるが, POPLIN-Aでは行動に直接ノイズを加え

て行動列を生成したのに対し, パラメータ空間に対してノ

イズを加えることで行動列を生成するという手法になって

いる. すなわち ωをノイズ成分として報酬と状態遷移は以

下のように表される.

R(si, ωi) = E

[
i+τ∑
t=i

r(st, at = πθ+ωt(st))

]

st+1 = fϕ(st+1|st, at = πθ+ωt(st))

つまり両者の違いは方策のニューラルネットワークを行

動空間に適用するかパラメータ空間に適用するかの違いで

ある. また本実験では方策のニューラルネットワークの学

習に Behavior cloning (BC) という手法を用いた. BCと

は以下の式で表されるように方策を, 実際の環境での行動

との差を最小化するようにパラメータを更新するという手

法である.

min
θ

Es,a∈D||πθ(s)− a||2

4.6 既存手法の課題

既存手法ではいくつかのタスクではサンプル効率が高く,

それに加えモデルフリー強化学習の手法と同等以上の性能

が出ている. 一方Wangら [15] はモデルベース強化学習の

多くの手法の性能比較を行なっているが, どれもタスク依

存であり, 多くのタスクで成功していると考えられる手法

が少なく, Humanoid や Walker などの次元数の多い行動

を必要とするタスクでは成功しているものが少ない. この

理由としては高次元タスクの行動空間の広さに対する探索

が不足していることが考えられる.

5. 提案手法

本稿で提示した既存手法ではMPCの行動列の導出に交

差エントロピー法を用い, 分布のパラメータを更新してい

るが, その際, 取り入れるエリート分布の割合は常に一定で

ある. すなわちイテレーション数に関係なく優秀な分布を

同じ比率で取り込む. 一方でモデルの学習は徐々にデータ

の量が増え, より正確になっていくと考えられる. それゆ

え, 学習の前半と後半でエリートと呼ばれる行動列から遷

移モデルを介して行われる状態の変化は, 後半になるに連

れてより実環境と近い状態になり, その行動列に対する報

酬予測の信頼度は高くなると考えられる.

POPLINという手法が行動空間が広いタスクでは性能が

低い理由には, 行動列の探索における多様性が小さいため

であるというのが考えられる. これを改善するには, 報酬

予測の信頼度が低い学習前半では, ノイズの分布をエリー

ト分布に近づけすぎるのではなく, より多様性のある広い

探索を行うことで行動空間の広さに対応できる可能性があ

ると考えられる. これを実現するためには, 分布にエリー

ト分布を取り込む比率を学習前半では, 低く抑えることで,

よりランダム性の高い分布でサンプリングを行えるように

なり, これが探索の多様性につながると考えられる. また

モデルの信頼度が向上する学習後半ではエリート分布を取

り込む比率を上げ, 最終的な報酬を向上させることで, 行動

空間の広いタスクであっても一定の性能を出すことができ

ると期待される. 具体的には, (1) , (2)式の αをイテレー

ション数の変化と共に, 徐々に大きくすることでエリート

分布を取り込む比率を動的に変化させ, 学習前半に多様な

行動を作り出すことができ, 複雑なタスクであっても, 性能
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図 2 HalfCheetah の環境

が安定することが期待される.

6. 実験

6.1 実験の概要

実験 1として, 提案した手法を POPLIN-Aの実装を一部

変更させ, エリート分布を取り込む割合をイテレーション

の回数と共に変化させて, 性能の比較を行なった.

実験 2では POPLIN-Aに対し方策に用いた BCのデー

タセットを実環境との相互作用のデータのみからなるデー

タセットと, それに加えモデルから遷移したデータを組み

合わせたデータセットを用いた場合で性能にどれほど差が

生じるのかの実験を行なった.

実験 2では提案手法とは異なり, 交差エントロピー法に

よるエリートの取り組む比率は 0.9で一定である. また全

ての実験結果は 2回の平均値となる.

本実験で用いたモデルの学習には 3層の隠れ層を用いた

5層ニューラルネットワークを用いており, 活性化関数は

swish [16] を使用している. またアンサンブルの数は 5つ

である.

6.2 実験の目的

実験 1では提案手法と既存手法の差異に注目し, 改善が

見込めたか否かを検証する. 実験 2では方策に必要なデー

タセットを変化させ,既存手法がモデルから取り入れたデー

タを活用できるかどうかを検証することが目的となる.

6.3 実験に用いた環境

本実験では全てMuJoCo [17] 上の HalfCheetahの環境

を用いた. これは, 前足, 後ろ足の 2足歩行のシミュレータ

が走った距離と, 加えたトルクの大きさから報酬を獲得で

きるタスクである. 図 2では本実験で用いた HalfCheetah

の環境を示す.

6.4 実験結果及び考察

実験 1 では (1), (2) 式の α をイテレーション数を t と

図 3 HalfCheetah において POPLIN-A と提案手法の性能の比較

して

α = 0.5− t

100

という一次関数的に変化させることで, 学習時の得られる

報酬の挙動や, 最終的な獲得報酬が既存手法とどのように

異なるのかの実験を行なった. この実験 1の結果を図 3で

表す. なおイテレーション数は 50回であるため αは 0.5か

ら 0までを 0.01刻みで変化する. 既存手法では αは 0.1で

固定である.

実験結果から, イテレーション数が 10から 30付近にお

いて, 既存手法よりも高い報酬が比較的安定して得られる

ようになった. モデルが不正確な状況である学習前半では

性能は不安定で低いことが予想されるが, 本手法のように,

ランダム性をやや増やすことで, 探索空間が広くなり, 局所

的な解の分布に落ちなかったため, ある一定の性能を出す

ことができたと考えられる. このことはモデルの学習が難

しいタスクにおいて, 良い報酬が得られる可能性があるこ

とが示唆される結果となった. 一方で, 最終的な報酬値に

大きな変化は見られなかった. これは, 提案手法は既存手

法を部分的に変化させただけであり, 手法としての大枠の

アルゴリズムは同じである. そのため, 最終的な結果とし

ては大きな変化が見られなかったと考えられる. また実験

環境である HalfCheetahは行動次元が少なく, 様々な強化

学習の手法で実験の行われている比較的簡単なタスクであ

る. そのため, 手法の差異によらずある程度学習が進めば,

性能が向上するのではないかと考えられる.

次に実験 2の結果を図 4で表す. 実験 2では POPLIN-A

という手法において, 方策の学習に BCを用いたが, BCに

用いるデータセットを実際の環境からのみ集めたデータを

用いた場合 (BC-AR) と, それに加え訓練中のモデルから

生成されたデータを加えたを用いた場合 (BC-AI)の性能の

違いを比較した. ここで実験 1では POPLIN-A, 提案手法

では BC-AIを用いている. 図 4から実環境以外からもデー

タを加えたデータセットのほうがより性能が高くなること

が確認された. 特にイテレーション数が 40を超えた学習後
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図 4 BC のデータセットの違いによる性能の比較

半で性能に差が生じていることから, 学習が進むに連れて

遷移モデルの性能が向上し, モデルから生成されたデータ

の信頼度が向上したことが原因だと考えられる. 本実験の

タスクである HalfCheetahは行動の次元が少ないため, モ

デルの学習が進みやすいと考えられる. そのため, モデル

の学習に時間を要する高次元タスクでは逆に, モデルから

のデータを, この実験と同様に取り入れることが性能の向

上につながるとは限らないということが示唆される. すな

わちタスクの行動次元数に対応させて, モデルからのデー

タ取り込みに関して工夫を施す必要があると考えられる.

7. 今後の課題

本稿では, プランニングにニューラルネットワークを適

切に組み込むことで比較的単純なタスクでは性能が向上す

ることが確認できた. また提案手法の性能を確認するため

比較的単純な, 一次関数的にパラメータを変化させること

で, 報酬予測の信頼度と共にエリート分布を取り込む比率

を変化させ, 実験を行なった. しかし, モデルの精度は必ず

しも一次関数的に増加するわけではなく, Chuaら [10] に

よると HalfCheetahのタスクでは学習前半はモデルの精度

が非常に速く向上し, 実環境とのずれが小さくなるが, 学習

後半ではその精度は大きくは変化しない. そのため単に一

次関数的に変化させるのではなく, モデルの精度を基に比

率を変化させる必要がある. モデルの精度を測定するため

の指標を導入し, それを基に, 報酬予測の信頼度を見積も

り, エリート分布を取り込む割合を変化させる必要がある

と考えられる. また本手法は POPLINという既存手法を一

部, 変化させて実験を行なっているため, 手法としての限界

があることも考えられ, 提案手法の改善のみでは, より高次

元な行動を要するタスクに対して, 性能が向上できない可

能性もある. そのため, モデルベース強化学習, MPCとい

う枠組みの中でより, ベースとしての性能が高い手法を検

討する必要があると考えられる.

次に手法のアルゴリズムのみではなくデータセットにも

工夫を施すことも考えられる. 行動空間の広いタスクでは,

学習前半ではモデルの性能が低いと考えられるため, モデ

ルから生成されたデータをデータセットに取り込まず, 実

環境から得られたデータを使い, 学習後半ではモデルから

のデータも部分的に取り込むというような, データセット

にも変化を加えることで, より方策の性能が向上するので

はないかと考えられるため, この実装も行うことを考える.

本実験ではMuJoCoという環境を用いた. これは連続行

動であるが, Atariなどのゲーム系のタスクの多くは離散行

動である. そのため, 本稿で取り上げた手法や提案手法を

離散行動を必要とするゲームなどへも適用することも考え

られる.
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