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大局的構造に基づく正則化を用いた
自己注意機構付き深層ドラム採譜

石塚 崚斗1,a) 錦見 亮1,b) 中村 栄太1,c) 吉井 和佳1,d)

概要：本稿では，音響音楽信号からドラムのオンセット時刻をテイタム単位で推定する手法を述べる．自
動ドラム採譜では，フレーム単位で設計された深層ニューラルネットワーク (deep neural network; DNN)

により，スペクトログラムを入力としてドラムのオンセット時刻を出力する手法が盛んに研究されてきた

が，記号単位でドラム譜の推定を行う研究はまだ少ない．フレーム単位の入力からテイタム単位の出力を

行う機構 (採譜モデル) として，エンコーダ・デコーダモデルがある．しかし，DNNの学習に用いるペア

データの量が限られているために，採譜モデルが音楽的に不自然なドラムパターンを生成してしまうとい

う問題点が残されている．このような背景から，我々はフレーム単位の入力特徴量からテイタム単位のド

ラム譜を推定する採譜モデルを設計する．さらに，採譜モデルの推定結果を音楽的に妥当なパターンに誘

導するため，大規模ドラム譜データを用いて学習した言語モデルによる評価値を，採譜モデルの学習時に

正則化項として組み込む手法を提案する．このとき，採譜モデルに自己注意機構を導入し，言語モデルに

Masked language model (MLM) を利用することで，双方向の文脈から楽曲の長期的な構造を学習するこ

とができる．標準データセットを用いた実験により，提案法の効果を示す．

1. はじめに

自動音楽採譜とは音楽音響信号から楽譜を推定するタス

クであり，作曲・編曲などの創作活動の補助に応用するこ

とができる．ドラムがポピュラー音楽の音楽的な構造を支

える重要な楽器であることから，自動ドラム採譜は自動音

楽採譜の中でも特に重要な役割を果たしている．本稿で

は，ドラムの中でも主要な bass drum (BD) ，snare drum

(SD) ，hi-hats (HH) の 3楽器を扱う．一般的には，自動

ドラム採譜ではフレーム単位の入力特徴量からドラムが演

奏されている秒数 (オンセット時刻) の推定を行うが，記

号単位の推定を行う研究はまだ少ない．

自動ドラム採譜では，深層ニューラルネットワーク

(deep neural network; DNN)と非負値行列因子分解 (non-

negative matrix factrization; NMF) に基づく手法が代表

的であり，入力特徴量であるスペクトログラムからフレー

ム単位でオンセット確率値を出力し，ピークピッキングを

用いてオンセット時刻を検出する [1]．畳み込みニューラル

ネットワーク (convolutional neural networks; CNN) は時

間-周波数領域に着目して特徴量を抽出することにより，高
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い精度を達成している [2–4]. 再帰型ニューラルネットワー

ク (recurrent neural networks; RNN) を用いることで，時

系列を考慮してドラム譜を推定できる [5–7]．

記号単位のドラム譜を推定するためには，フレーム単位

の入力特徴量からテイタム単位のオンセット確率値を推定

する機構が必要になる．ある入力系列から異なる長さの系

列を出力する機構に，エンコーダ・デコーダモデルがある．

このモデルは，エンコーダが音響的な特徴量を抽出し，デ

コーダが言語的に妥当な推論を行う機構とみなすことがで

きる [8]だけでなく，実装が容易で推論時間も短いという

利点がある．そこで，本提案手法では，フレーム単位の入

力特徴量からテイタム単位のドラム譜を推定する機構 (採

譜モデル) として，エンコーダデコーダモデルを採用する．

エンコーダが局所的な特徴量に着目して潜在表現ベクトル

を抽出し，デコーダがテイタム単位で楽曲の構造を捉える

機構として働くため，採譜モデルはエンコーダ・デコーダ

モデルとして音響的な側面と音楽的な側面の両者を同時に

学習することが期待できる．なお，ビート時刻は予め推定

しておき，max-poolingを用いてフレーム・テイタム間の

対応づけを行うものとする．

本提案法におけるエンコーダには，特徴量抽出器として

CNNを用いる (図 1「採譜モデル」上部) ．デコーダには，

時系列を考慮してドラム譜を推定するため，RNNと自己
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注意機構を用いることが考えられる．機械翻訳や自動音声

認識の分野でよく利用される自己注意機構は，RNNより

も広範な構造を学習することができるうえに, 並列計算に

よる高速化を可能にするため，本提案法ではデコーダとし

て自己注意機構に基づく Transformerエンコーダを採用す

る (図 1「採譜モデル」下部) ．具体的には，学習データと

して 16小節の系列を扱い，注意重みを計算することで長

期的な依存関係を明示的に学習することが可能になる．

DNNベースの自動ドラム採譜システムでは，準備する

ことができるペアデータの量が限られているために，繰り

返し構造に代表されるような楽曲の長期的な特徴を学習す

ることが難しく，音楽的に不自然なパターンをしばしば生

成してしまうという問題点が指摘されている．この問題を

解決する手法の一つに，転移学習 [9,10]の利用が挙げられ

る．大規模ドラム譜データからテイタム単位でオンセット

の確率分布を学習した言語モデルの知識を，DNNベース

の採譜モデルに転移することで，音楽的な妥当性を担保し

ながらドラム譜を推定することができる．従来は単方向の

言語モデルが設計されてきたが，Masked language model

(MLM) を用いることで双方向の文脈を利用してドラム譜

の音楽的な妥当性を評価することができる．

このような背景から，本提案法において採譜モデルの学習

過程でMLMによる正則化を行う (図 1赤線「正則化」部)．

採譜モデルの正則化付き学習では，モデルが出力するテイ

タム単位オンセット確率値と正解ラベル間のクロスエント

ロピー Ltran と，MLMにより計算されたオンセット確率

値の損失 Llang との重み付け和 Ltotal を目的関数として最

小化する．このとき，オンセット確率値は gumbel-sigmoid

trick [11]により微分可能な形で二値化されるため，誤差逆

伝播に基づくネットワークの最適化が可能になる．なお，

これらのフレームワークは，我々が最近提案した手法 [12]

の拡張になっている．

2. 関連研究

本章では，自動ドラム採譜 (2.1節) の関連研究を述べた

後に，エンコーダ・デコーダモデル (2.2節)， 言語モデル

(2.4節) ，転移学習 (2.3節) ，自己注意機構 (2.5節) に関

する関連研究を述べる．

2.1 自動ドラム採譜

NMFは，振幅スペクトログラムを基底行列とアクティ

ベーション行列に分解する手法として自動ドラム採譜に応

用されてきた [13–17]．しかし，基底行列の表現力の乏し

さから，最近では局所的な特徴量を自動で抽出する CNN

が利用されるようになり，自動ドラム採譜に限らず自動音

楽採譜で広く活用されている [2–4, 18, 19]．フレーム単位

の時系列依存性を学習するために，RNNもよく利用され

ている [5,7]．このように，自動ドラム採譜ではフレーム単
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図 1 本提案法の概略図．

位で設計された DNNベースの手法がよく用いられている

が，記号単位で推定を行う手法はまだ少ない．

2.2 エンコーダ・デコーダモデル

機械翻訳や文章要約，画像認識などの分野において，あ

る系列を異なる系列に変換する手法が盛んに提案されてい

る．エンコーダ・デコーダモデルは，長さの異なる系列を

扱う最も基本的なモデルである．このモデルは，エンコー

ダが音響的な特徴量を抽出し，デコーダが言語的に妥当な

推論を行う機構とみなすことができる [8]．エンコーダ・デ

コーダモデルは，実装が容易で推論時間も短い一方で，学

習に十分なペアデータが必要となる．そこで，大量のテキ

ストデータによって学習されたモデルの知識を転移学習に

基づいて活用しようとする手法が提案されてきた [9, 10].

2.3 転移学習

転移学習は関連するドメインから効率的に知識を利用

することを目的とし，多くの分野で幅広く応用されてい

る [20]．転移学習の扱う対象はペアデータだけでなく，ラ

ベルなしデータに対しても適用することができ, 対象とす

る問題に応じて様々なデータセットの組み合わせが利用さ

れる [21–23]．いくつかの研究では，teacher-studentの枠

組みで studentモデルが teacherモデルと同等もしくは上

回る性能を発揮することが報告されている [24, 25]．転移

学習が比較的軽量な studentモデルの学習に利用される場

合は，特に知識蒸留と呼ばれる [21]．

最近，大規模ラベルなしデータから学習された他ドメイ

ンの知識を利用する研究が盛んに行われている．ASRで

は，言語として自然な単語列を推定するために，デコード

時に言語モデルが利用されている．しかし，この手法では

推論に長い時間を要する．このような背景から，ASRでは

知識蒸留に基づく手法が提案されている．Cold fusion [26]

と呼ばれる手法では，End-to-end型モデルの学習時に事

前学習済み言語モデルの隠れ状態を組み込むことで，転移

学習を行なっている．知識蒸留に基づく手法は推論時に

言語モデルを必要としないため，高速に動作する利点が
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ある [9]．知識蒸留は自動ドラム採譜でも利用されており，

Wuら [27]はDNNベースの studentモデルに対してNMF

ベースの teacherモデルの知識を埋め込むことで，ラベル

なしデータの活用方法を示した．石塚ら [12]は，CRNN

ベースの採譜モデルに対して GRUベースの事前学習済み

言語モデルによる正則化を施すことで，音楽的な妥当性を

担保しながらドラム採譜を行う方法を提案した．

2.4 言語モデル

DNNベースの自動ドラム採譜システムでは，準備する

ことができるペアデータの量が限られているために，音楽

的に不自然な出力をしばしば推定してしまうという問題が

残されている．この問題を解決する手法の一つとして，音

楽的な妥当性を評価する言語モデルの利用が挙げられる．

従来，言語モデルはフレーム単位で設計されてきた．例え

ば，Raczyǹskiら [28]は，deep belief networkで設計され

た言語モデルを用いてコードの遷移を確率的にモデル化す

ることで，NMFで設計された採譜モデルの精度を向上さ

せた．Sigtiaら [29]は，DNNによって推定された事後確

率から音楽的に妥当なコード系列を推定するために，RNN

で設計された言語モデルを用いた．しかし， [30, 31]で指

摘されているように，音楽的な構造を学習するためには，

言語モデルをテイタム単位で設計する必要がある．

最近になって，自動音楽採譜の分野ではテイタム単位

で設計された言語モデルの利用が検討されている．Ko-

rzeniowski [32]らは，N-gramを用いてシンボル単位の言

語モデルを設計し，DNNベースのコード認識モデルの精

度を向上させた．Korzeniowski [33]らは, フレーム単位で

設計された言語モデルがデコード時にスムージングの効

果しかもたらしていないという問題意識の下，コードの継

続時間をモデル化することで RNNで設計されたシンボル

単位の言語モデルをコード認識に活用した．Ycartら [34]

は，LSTM (long short-term memory) の言語モデルとし

ての能力を幅広い観点から調査し，16分音符単位で設計さ

れた LSTM言語モデルが音符の遷移などを表現すること

ができることを示した．自動ドラム採譜では，Thompson

ら [35]がサポートベクターマシンを用いてドラムパター

ンをいくつかに分類した辞書を作り，そのテンプレートと

のマッチングに基づく言語モデルを提案した．上田ら [15]

は，DNNベースの言語モデルをドラム譜の事前分布とし

て利用することで，ベイズ推論を行う手法を提案した．し

かし，いずれの手法も採譜モデルが楽曲の長期的な構造を

学習しにくいという問題点が残されている．

2.5 自己注意機構

注意機構に基づくエンコーダ・デコーダモデルは，デ

コード時にエンコーダの最終出力である固定長の埋め込み

を用いる代わりに全ての埋め込みの重み付け和を用いるこ

とで，より長期的な系列を扱うことを可能にした [36, 37]．

注意機構はクエリ，キー，バリューという 3つのベクトル

を用いて記述することができる．クエリは入力系列，キー

とバリューは出力系列に対応するベクトルである．注意機

構に基づくエンコーダ・デコーダモデルでは，クエリベク

トルとキーベクトルを用いてスコアが計算され，スコアに

基づいて算出された注意重みに従ってバリューベクトルか

ら各要素が抽出される．計算の容易さから，スコアの計算

には内積が用いられることが多い．入力系列と出力系列が

同じ系列を指す場合，注意機構は特に自己注意機構と呼ば

れる．Transformerは (自己) 注意機構のみで構成された

エンコーダ・デコーダモデルであり，スコアは内積によっ

て計算される [38]．従来の RNNを用いたエンコーダ・デ

コーダモデルとは異なり，学習時には非再帰的に並列計算

を行う．Transformerを用いることで，長期的な時系列依

存性を学習するために深いネットワークを構築する必要が

なくなり，並列計算による高速化が可能になった．

最近，言語モデルの設計として，事前学習を用いる手法

が盛んに提案されている．ELMO (embeddings from lan-

guage models) [39] は特徴量に基づく事前学習モデルの一

つであり，順方向 RNNと逆方向 RNNを最終層で結合す

ることで双方向の推論を可能にしているが，順方向の推

論と逆方向の推論が分離されている．さらに，学習が再帰

的に行われるため，計算に時間を要する．GPT (genera-

tive pretrained Transformer) [40]と BERT (bidirectional

encoder representations from Transformers) [41] はファ

インチューニングに基づく事前学習モデルの一つである．

GPTは Transformerの注意機構にマスクをかけて未来の

情報に注意がかからないようにすることで自己注意機構

を用いた言語モデルを実現したが，その推論は単方向に限

られている．BERTの事前学習はMLMと Next sentence

predictionのマルチタスク学習によって構成されており，

双方向の文脈を同時に学習して推定単語列のスコア (擬似

パープレキシティ) を計算することができる [42]．

自己注意機構は，音楽生成の分野でもよく利用されて

いる．Music Transformer [43]は，楽曲の長期的な構造を

学習するために相対位置に基づく自己注意機構を導入し，

計算量を削減する新しいアルゴリズムを提案した．Pop

Music Transformer [44]は Transformer-XLを利用し，音

楽のリズムや調和を表現する新しいデータ構造を提案した．

Transformer Variational AutoEncoder [45] は，階層的な

変分オートエンコーダに自己注意機構を導入することで，

局所的・長期的な楽曲構造を同時に学習することを可能に

した．Harmony Transformer [46]は，コードの認識と長期

的な遷移を自己注意機構を用いて同時に学習することで，

コード認識の性能を向上させた．しかし，自動ドラム採譜

の文脈では，ドラムが繰り返し構造を表しやすい楽器であ

りながらも，自己注意機構を用いる研究はまだ少ない．
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3. 提案手法

本章では，音楽音響信号から得られたメル周波数スペク

トログラムを入力として，テイタム単位のドラム譜を推定

する提案法について，問題設定を述べる (3.1節) ．図 1に

示す通り，我々の提案法はテイタム単位のオンセット確率

値を推定するDNNベースの採譜モデル (3.2節)を利用し，

ドラム譜の音楽的な妥当性を評価する言語モデル (3.3節)

を大規模ドラム譜により事前に学習しておくことで，採譜

モデルの学習時に正則化を施す (3.4節) ．

3.1 問題設定

我々は，メル周波数スペクトログラム X ∈ RF×T
+ から

ドラム譜 Y ∈ {0, 1}M×N を推定する問題に取り組む．こ

こで，M は扱うドラムの楽器数 (本稿では BD，SD，HH

であるためM = 3) ，N はテイタム数（本稿では 16小節

の系列を扱うため N = 256），F は周波数ビン数，T は時

間フレーム数を表す．本稿では，全てのオンセット時刻

がビート時刻を四等分した 16分音符単位のテイタム時刻

B = {bn}Nn=1に沿っているものと仮定し，ビート時刻は予

め推定された結果を利用する．ただし，1 ≤ bn ≤ T かつ

bn < bn+1 とする．

3.2 採譜モデル

採譜モデルは，テイタム単位のオンセット確率値

ϕ ∈ [0, 1]M×N を推定する．ここで，ϕ ∈ [0, 1]M×N は

ドラムmのテイタム nにおけるオンセット確率値を表す．

ϕ ∈ [0, 1]M×N を閾値 δ ∈ [0, 1]によって二値化すること

で，ドラム譜 Y ∈ {0, 1}M×N を推定する．採譜モデルに

は，フレーム単位の CNN，フレーム・テイタム間のアライ

メントを行う max-pooling，自己注意機構に基づくテイタ

ム単位の Transformerエンコーダを用いる．最初に，CNN

はメル周波数スペクトログラムX を入力として受け取り，

フレーム単位の潜在ベクトル表現系列 F ∈ RDF×T に変換

し，テイタム時刻 Bに基づく max-poolingを利用してテ

イタム単位の潜在ベクトル表現系列G ∈ RDF×N に変換す

る (図 2) ．ここで，DF は潜在ベクトル表現の次元数とす

る．具体的には，以下の操作を行う．

Gd,n = max
bn−1+bn

2 ≤t<
bn+bn+1

2

Fd,t (1)

ここで，b0 = b1 かつ bN+1 = bN である．Transformerエ

ンコーダは，Gに Positional encodingを加えたG′を入力

として受け取り，オンセット確率値 ϕを推定する (図 3) ．

ここでは， [38]で述べられている Positional encodingを

採用し，Multi-head注意機構 (図 3青枠部) の headの数は

h ∈ Nとする．Transformerエンコーダにおいて，クエリ

ベクトル Qi ∈ RDK×N，キーベクトルKi ∈ RDK×N，バ

リューベクトルVi ∈ RDK×N は以下のように計算される．

　出力：　潜在ベクトル表現系列

　入力：　スペクトログラム
　畳み込み層

　畳み込み層

　畳み込み層

　畳み込み層

　Max-pooling

　Max-pooling

　Max-pooling

：　3×3×32 + バッチ正則化

：　3×3×32 + バッチ正則化

：　1×3×1

：　3×3×64 + バッチ正則化

：　3×3×64 + バッチ正則化

：　1×3×1

：　フレーム単位 → テイタム単位

図 2 CNN の概略図．

Multi-head 注意機構

Transformer エンコーダ層 ×

×

Positional encoding

Score

LayerNorm

FFN

図 3 自己注意機構の概略図．

Qi = [qi,1, . . . ,qi,N ] = W
(Q)
i G′ + b

(Q)
i (2)

Ki = [ki,1, . . . ,ki,N ] = W
(K)
i G′ + b

(K)
i (3)

Vi = [vi,1, . . . ,vi,N ] = W
(V )
i G′ + b

(V )
i (4)

ただし，1 ≤ i ≤ h は Multi-head 注意機構における

headのインデックス，Dk は潜在ベクトル表現の次元数，

qi ∈ RDK，ki ∈ RDK，vi ∈ RDK はそれぞれクエリ，キー，

バリューベクトル，W(Q)
i ∈ RDK×DF，W(K)

i ∈ RDK×DF，

W
(V )
i ∈ RDK×DF はそれぞれ重み行列，b

(Q)
i ∈ RDK×N，

b
(K)
i ∈ RDK×N，b

(V )
i ∈ RDK×N はそれぞれバイアスベク

トルである．なお，本稿では [38]に従ってDk = DF

h に設

定した． 注意重み αi ∈ RN×N は，G′ 自身の関連度を表

す正規化された行列であり，以下のように計算される．

ei,n,n′ = Score (qi,n,ki,n′) (5)

αi,n,n′ =
exp (ei,n,n′)∑N

n′=1 exp (ei,n,n′)
(6)

ここで，nと n′ はそれぞれQi とKi のテイタム方向に関

するインデックスを示す．本稿では，Scoreの計算に内積

を用いる．

Score (qi,n,ki,n′) =
qT
i,nki,n′
√
DK

(7)

ただし，T はベクトルの転置を表す．バリューベクトルと

注意重みの内積を潜在表現ベクトルの次元方向に結合する

ことで，潜在ベクトル表現系列H ∈ RDF×N を得る．

Hi = Viα
T
i (8)

H = [H1, . . . ,Hh] (9)
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Hに残差接続として入力G′ を加えた後に，Layer norma-

rization [47]を施してH′ ∈ RDF×N を得る．

H′ = LayerNorm(H + G′) (10)

H′は，ReLU (rectified linear unit) を通して 2層のフィー

ドフォワードネットワークに通される．

FFNj(H
′)=W

(H′)
2 max

(
0,W

(H′)
1 H′+b

(H′)
1

)
+b

(H′)
2

(11)

ただし，jはTransformerエンコーダの層に関するインデッ

クス，W
(H′)
1 ∈ RDFFN×DF，W

(H′)
2 ∈ RDF×NFFN は重み

行列，b
(H′)
1 ∈ RDFFN×DF，b

(H′)
2 ∈ RDF×N はバイアスベ

クトル，DFFN は線形変換後の潜在表現ベクトルの次元数

である．式 (2)～式 (11)で表される処理を一つの層として

設定し，残差接続として初期の入力G′ の代わりに前の層

の出力 FFNj(H
′)を加えて l回繰り返す (図 3赤線部) ．最

終的に，オンセット確率値 ϕは以下のように計算される．

ϕ = σ
(
W

(H′)
3 FFNl(H

′) + b
(H′)
3

)
(12)

ただし，σ(·)はシグモイド関数，W
(H′)
3 ∈ RM×DF は重み

行列，b
(H′)
3 ∈ RM×N はバイアスベクトルである．

3.3 言語モデル

言語モデルは，ドラム譜 Ỹ ∈ RM×N の生成確率を評価

する．本稿では，双方向言語モデルを提案する．

3.3.1 双方向言語モデル

楽曲の長期的な構造を学習する双方向言語モデルとし

て，採譜モデル同様 Transformerエンコーダを用いる． 事

前学習タスクとして，BERTで利用されているMLMを採

用する (図 4上部)．MLMでは，学習時に全テイタム数の

15%をランダムに選び，[Mask]トークンを挿入する．学習

時は，以下の Lbi
lang(Ỹ)を最小化する．

p̂(Ỹn) = p(Ỹ:,n|Ỹ:,1:n−1, Ỹ:,n+1:N ) (13)

Lbi
lang(Ỹ) = −

N∑
n=1

log p̂(Ỹn) (14)

3.3.2 単方向言語モデル

単方向言語モデルの学習時には，負の対数尤度Luni
lang(Ỹ) =

− log p(Ỹ)を最小化する．

Luni
lang(Ỹ) = −

N∑
n=1

log p(Ỹ:,n|Ỹ:,1:n−1) (15)

ここで，“:” は全ての要素を表す．単方向言語モデルに

は， [12]で提案されているスキップ型 Bi-gram (図 4中部)

と GRUを用いる (図 4下部) ．単方向言語モデルの損失

Luni
lang(Y)は負の対数尤度であるのに対し，双方向言語モデ

ルの損失 Lbi
lang(Y)は負の対数尤度と厳密には異なること

に注意されたい．

……

単方向言語モデル②：GRU (gated recurrent unit)

単方向言語モデル①：スキップ型 Bi-gram

BD
SD
HH

双方向言語モデル：Masked-language model

BD
SD
HH

BD
SD
HH

図 4 言語モデルの概略図．

3.4 正則化

採譜モデルの学習時は，正解ラベル Ŷ が与えられた下

で，Ŷの負の対数尤度を最小化する．

Ltran(ϕ|Ŷ)

= −
M∑

m=1

N∑
n=1

(
γŶm,n log ϕm,n+(1−Ŷm,n) log(1−ϕm,n)

)
(16)

ただし，γ > 0はオンセットとオフセットの不均衡を調節

するための重みである．Ltranは ϕと Ŷのクロスエントロ

ピー，つまり音響的な損失しか考慮していないために，ϕ

を二値化して得られる Y の音楽的な妥当性は担保されて

いない．そこで，本提案法では以下で表される損失 Ltotal

を最小化することで誤差逆伝播に基づいて採譜モデルの最

適化を行う．

Ltotal = Ltran(ϕ|Ŷ) + αL∗
lang(Y) (17)

ここで，α > 0は事前学習済み言語モデルによる正則化項

の重み，*は「uni」または「bi」を表す．学習時には，ϕ

を閾値によって二値化する代わりに，誤差逆伝播を行うた

めに微分可能な形で二値化する．そこで， [12]と同様に

gumbel-sigmoid trick [11]と呼ばれる手法を用いる．事前

学習済み言語モデルのパラメータは，採譜モデルの学習時

は固定しておく．

4. 評価実験

本章では，実験設定 (4.1節) を述べた後に，言語モデル

の評価 (4.2節) と提案法の有効性 (4.3節) を報告する．

4.1 実験設定

言語モデルの学習には，Jポップとビートルズ計 510曲

のドラム譜を用いた．ハイパーパラメータは Optuna [48]

を用いて 3 分割交差検証に基づくベイズ最適化を行なっ

た．その結果，GRUの層数は 3，潜在ベクトル表現の次元
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数は 98，Transformerエンコーダのパラメータは h = 4，

DF = 112，DFFN = 448，l = 8となった．採譜モデルの

評価には RWCポピュラー音楽データベース [49] (RWC)

でドラムが含まれる 89曲のうち，アノテーションが正確

な計 69曲を用い，10分割交差検証を行なった．いずれの

交差分割検証においても，学習データのうちランダムに選

んだ 15%を検証データとして利用した．いずれのデータ

セットにおいても，学習データには正解ビートを用いて 16

小節ごとに分割したデータを利用し，バッチサイズは 10に

設定した．RWCの楽曲に対して，シフト幅 441 (10 ms)，

窓幅 2048 (約 46 ms)の短時間フーリエ変換を用いて振幅

スペクトログラムを作成した．さらに，バンド数 80，最低

周波数 20Hz，最高周波数 20000Hzのメルフィルタバンク

を利用して，入力特徴量のメル周波数スペクトログラムを

作成した．学習データには Spleeter [50]による分離音源も

用い，混合音から得られたメル周波数スペクトログラムと

合わせて入力特徴量を 2チャネルに設定した．ビート推定

にはMadmom [51]を利用し，評価尺度には，以下で定義

される F値を利用した．

P =
Nc

Ne
R =

Nc

Ng
F =

2PR
P + R

(18)

ここで，Neは推定されたビート数，Ng は正解のビート数，

Nc は正解したビート数を表している．推定されたビート

時刻には 50msの許容誤差を設定し，mir eval [52]を利用

して P, R, F を計算した．Madmomによるビート推定の

精度は 96.4%であり，RWCに対しては高い精度でビート

を推定できていることが分かった．

4.2 言語モデルの評価

言語モデルの予測性能を評価するため，RWCに対して

パープレキシティを計算した．事前学習済み双方向言語モ

デルの尤度は以下のように定義される [42]．

p(Ỹ) =
1

Z

N∏
n=1

p̂(Ỹn) (19)

Z =
∑
Ỹ∈Θ

p̂(Ỹn) (20)

ただし，Θはドラムパターンの全ての組み合わせの総数を

表す．しかし，計算量の問題から Z を算出することが難し

い．そこで，単方向言語モデル同様に，双方向言語モデル

でも以下のように定義されるパープレキシティを利用する．

PPL∗(Ỹ) = 2
1
N L∗

lang(Ỹ) (21)

ただし，「*」は uniもしくは biを表す．PPLbiはパープレ

キシティの定義と厳密には異なるため，PPLuni と単純な

比較ができないことに注意されたい．スキップ型 Bi-gram

と GRUを用いて PPLuni を計算したところ，スキップ型

Bi-gramは 1.326，GRUは 1.266となった．この結果から，

スキップ型 Bi-gramに比べて GRUの方が，評価データに

対する言語モデルとして適切に機能していることが分かる．

また，MLMを用いて PPLbi を計算したところ，1.084と

なった．この結果から，正則化項として言語モデルによる

評価値を利用する際には，同程度のオーダの重みパラメー

タが利用されることが予測される．

4.3 実験結果

CNNの構造は [53]に基づいた．畳み込み層のカーネル

サイズは 3× 11であり，時間方向の次元数が一定になるよ

うにゼロパディングを施した．ネットワークの最適化には

AdamW [54] (lr=10−3, β1 = 0.9，β2 = 0.98，ϵ = 10−9)

を利用し，検証データの損失 Ltotal が 30 回連続で下が

らなかった場合に学習を停止した．Transformerの学習率

は，[38]に従って変化させた．なお，warmup stepsは 4000

に設定した．全ての学習段階で過学習を防ぐために重み正

則化 (λ=10−4)を施し，ドロップアウトをCRNNの全結合

層の直前 (p = 0.2)と Transformerの各レイヤー (p = 0.1)

に適用した．CNNとGRUの重みは [55]，全結合層の重み

は Uniform(0, 1), バイアスは 0にそれぞれ初期化した. 比

較のため，フレーム単位で設計するCRNNとして最高精度

を達成したとされている従来法 [7]の精度も評価した．こ

のモデルの学習方法は， [12]に従った．ハイパーパラメー

タは，言語モデル同様検証データに対して Optuna [48]を

用いてベイズ最適化し，h = 8，DK = 120，DFFN = 480，

l = 7に設定した．α，β，γ の最適化の結果は表 1に示す．

提案法の評価は，ビート推定と同様に式 (18)に従い，許

容誤差も 50 msに設定した．提案法の採譜精度を表 1に示

す．採譜モデルに CRNN，Transformerエンコーダを使っ

た場合のいずれも，言語モデルによる正則化を施すこと

で採譜精度が向上し，MLMの正則化に基づく採譜モデル

が最も全体の精度向上幅が大きかった．BDと SDの精度

は採譜モデルに Transformer エンコーダ，言語モデルに

MLMを用いた場合が最も高く，HHの精度は採譜モデルに

CRNN，言語モデルに GRUを用いた場合が最も高く，全

体の精度は採譜モデルに CRNN，言語モデルにMLMを用

いた場合が最も高かった．この結果は，繰り返し構造を学

習するために，BDや SDが長期的な履歴を必要とするのに

対し，HHが短期的な履歴で十分であることを示唆してい

る．最後に，正則化によって結果が改善した RWCの楽曲

(RWC-MDB-P-2001 No.40)の一部を図 5に示す．採譜モ

デルには Transformerエンコーダ，言語モデルにはMLM

(α = 1.312)を利用し，図中の F値は楽曲全体の採譜精度

を表す. 左図を見ると，MLMによる正則化に基づいて，各

小節の 4拍目に SDが演奏されやすいという規則性を採譜

モデルが学習していることが確認できた．一方で，右図の

ように双方向の長期的な履歴に引きずられて HHを単純化

しすぎてしまう例も見られた．
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表 1 従来法と提案法のドラム採譜精度 (F 値) ．

手法 言語モデル 採譜モデル
Madmom Ground-truth

BD SD HH Total BD SD HH Total

従来法 - CRNN [7] (β = 8.270) 83.8% 72.1% 70.8% 75.5% 83.7% 72.2% 70.8% 75.6%

提案法

- CRNN (γ = 0.610) 87.5% 74.3% 79.8% 80.5% 87.9% 74.0% 79.0% 80.3%

単方向
+ Bi-gram (α = 1.370) 87.5% 76.8% 81.2% 81.9% 87.6% 76.4% 80.6% 81.6%

+ GRU (α = 0.036) 87.4% 77.6% 81.4% 82.1% 87.3% 76.8% 80.7% 81.6%

双方向 + MLM (α = 0.264) 88.2% 78.2% 80.2% 82.2% 88.5% 78.4% 79.7% 82.2%

- Transformer (γ = 0.620) 87.9% 77.1% 71.9% 78.9% 88.2% 76.7% 72.6% 79.2%

単方向
+ Bi-gram (α = 1.103) 87.8% 76.3% 73.5% 79.2% 88.1% 76.8% 74.2% 79.7%

+ GRU (α = 0.045) 88.1% 77.4% 73.0% 79.5% 88.3% 78.2% 74.3% 80.3%

双方向 + MLM (α = 1.312) 88.7% 79.2% 73.4% 80.4% 89.0% 79.6% 74.7% 81.1%

α=0 (　　=84.6%)

α=1.312 (　　=93.4%)

Ground-truth
改悪例改善例

図 5 採譜モデルに正則化を施すことで推定結果が改善 (左図)，改悪 (右図) した具体例．

5. おわりに

本稿では，テイタム単位のドラム採譜において自己注

意機構を導入すると同時に，双方向言語モデルにより長

期的なドラム譜を学習する手法を提案した．採譜モデル

は，フレーム単位の特徴量抽出器である CNNに基づくエ

ンコーダとテイタム単位で音符の時系列依存性を表現す

る Transformerエンコーダに基づくデコーダで構成され，

音響・音楽的な側面を同時に学習する．評価実験により，

MLMによる正則化は，採譜モデルの精度と推定結果の音

楽的な自然さを向上させることが明らかになった．

今後は，自動ドラム採譜の目的が記号単位の楽譜を出力

することから，従来のようなフレーム単位の評価ではなく

記号単位の評価尺度を導入する予定である．他にも，ドラ

ムのオンセット時刻とビート時刻に相互依存性があるとす

れば，マルチタスク学習の枠組みでビート・ダウンビート

推定を提案法に組み入れることが考えられる．
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