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GANに基づくスタイル変換による生成データを用いた
ジェスチャ認識の精度向上

鈴木 乃依瑠1,a) 渡辺 祐貴1,b) 中澤 篤志1,c)

概要：センサデータからのジェスチャ認識は，モバイル・ウェアラブル技術において必須の技術である．機
械学習技術の発達に伴い，近年では学習データに基づくジェスチャ認識が主流となっている．一方，ジェ

スチャに伴う動作データはユーザ依存性が高いため，高い認識性能を発揮するためにはユーザ毎のサンプ

ルデータを事前に得るなどが必要になることが問題だった．本研究では敵対的学習を用い，ユーザの少ク

ラスのジェスチャのセンサデータから未知のジェスチャのセンサデータを生成し，識別器を学習するこ

とで高精度な認識を行う手法を提案する．具体的には，GANに基づくスタイル変換ネットワーク (Style

Transformer Network)を用いてあるユーザの少クラスの動作サンプルから多クラスの動作サンプルを生成

し，識別器の学習に用いる．実データを用いた実験において，既存手法で 70%の認識精度が提案手法に

よって 86%に向上することを確認し，提案手法の有用性を示した．

1. Introduction

センサデータからのジェスチャ認識は，モバイル・ウェ

アラブル技術において必須の技術である．ジェスチャ認識

では，より高い認識精度を実現したり，より多くのジェス

チャクラスを認識できるようにすることで，システムの信

頼性や可用性を高めることが可能になる．

一方，認識の高精度化と多クラス化の両方を同時に実現

するのは本質的に困難な問題である．これは図 1 に示す

ように，同じジェスチャであっても，異なるユーザの動作

データは特徴空間中の差異や重なりがあるため，高精度か

つ汎化した識別器を作るには，各ジェスチャの特徴空間を

大きく取る必要があり，これはジェスチャの多クラス化に

排反するからである．逆にジェスチャ種類を増やすと個々

の特徴空間中の領域が小さくなるため識別境界を細かく設

定する必要があるが，それは個人差を許容しない境界にな

ることを意味する．

これを解決するためには，ユーザ毎の識別境界を設定す

ることが考えられる [1]．図 1の例では，現在の全ユーザに

対応した識別境界 (General boundary)とは若干異なる新

たな境界 (User 1 boundary, User 2 boundary)を学習する

ことでより良い分離が可能になることがわかる．一方でこ
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図 1 ジェスチャ認識でのデータの個人差とジェスチャの識別境

界．データには個人差があるので，全ユーザに対応した境界

(General boundary：黒線) では区別できないジェスチャ／

ユーザが生じる．そのため，ユーザごとのデータを学習するこ

とで，より精度の良い識別が実現できる (User 1 boundary,

User 2 boundary)．一方で，あるユーザに対応した識別境界

を他のユーザに使用すると，一般的に性能は低下する．また同

様に，ジェスチャの種類を多くすると，その変動が個人差と識

別不可能になり認識精度は一般的に低下する．

のような境界を得るためには，ユーザの全ジェスチャデー

タを得，再学習を行う必要（ユーザキャリブレーション）が

あるが，ユーザには大きな負担となり可用性を低下させる．

これに対し我々は，ユーザの一部のジェスチャデータが

欠損した状況を想定し，その欠損データを他のデータから

生成することを考える．これが実現できれば，ユーザの全

ジェスチャデータを取得する必要がないため，可用性が大

幅に向上する．
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図 2 ジェスチャデータの一部．4 クラスのジェスチャに対する

User1 と User2 の動作データ．グラフの異なる色が異なるセ

ンサを表す．ここからジェスチャクラスごとに共通の特徴が見

られることや，同じジェスチャでもユーザごとの個性差が出て

いることがわかる．

ジェスチャデータの変換には，近年画像のスタイル変換

で注目されている敵対的学習 (Generative Adversarial Net-

work (GAN))を用いたスタイル変換ネットワーク (Style

Transfer Network) の一種である StarGAN を用いる．

これは，異なるユーザでも同じクラスのデータには共通の

特徴がある，あるいは異なるクラスのデータでも個人の個

性が反映されていると考えられるからである．図 2の例で

は，ユーザに関係なくジェスチャクラス Lineは Circleに

比べてセンサー値の山が時間的に短く，Stairsには山が二

つ見られることがわかる．また，User2のデータの変化は

User1よりも小さく時間的には短いことが確認できる．つ

まり，このようなジェスチャクラスごと，ユーザごとの傾

向をスタイル変換ネットワークが学習し動作データの変

換を行うことで，未知のデータの生成を行うことが可能に

なる．

敵対的学習ではデータを生成する Generatorと，その結

果の real/fakeを見分けるDiscriminatorからなるが，Star-

GANでは，Generatorに変換元／対象となるスタイルクラ

スを与え，Discriminatorは real/fakeに加えスタイルクラ

スを出力させて敵対的学習を行うことで，データのスタイ

ル変換を行うことができる．本研究では，スタイル変換に

おいて変換すべき要素 (style)と保持すべき要素 (context)

として以下の２パターンを考える．

Intra-user setup: ジェスチャクラスを style，ユーザを

contextとする（同一ユーザ内でのジェスチャクラス間の

変換）．

Inter-user setup: ユーザを style，ジェスチャクラスを

contextとする（同じジェスチャクラスのユーザ間の変換）．

スタイル変換ネットワークで変換・生成したデータによ

りデータセットの欠損を補ってジェスチャ識別器を学習す

ることで，生成データを使用しないときよりも精度の高い

認識が行えることを目指す．

2. Related Work

2.1 Deep Learning for Gesture Recognition

近年の深層学習の急速な発展に伴い，センサーデータか

らのジェスチャ認識に深層学習を適用した研究が数多く行

われている．

Walseら [2]は，PCAを特徴量抽出，DNNを分類器と

してジェスチャ認識を行った．Hammerlaら [3]は特徴量

抽出・分類をまとめて DNNで行った．

CNNを用いる場合，入力データの形として２通りの方

法が考えられる．一つはデータをセンサーの各次元をチャ

ネルとした 1D画像として扱い 1D畳み込みを適用する手

法 [4], [5]，もう一つは何らかの手法でセンサーデータを仮

想 2D画像に変形して 2D畳み込みを適用する手法 [6], [7]

である．本研究では後者を採用し，センサーデータをセン

サー数×フレーム数という 2D画像として扱う．

Wang ら [8] は，stacked autoencoder (SAE) を用いた

Greedy Layer-wise Training[9] による事前学習と fine-

tuningによる認識を行った．Inoueら [10]は，Deep RNN

を用いて高スループットでジェスチャ認識を行うことがで

きるアーキテクチャを提案した．また，Ordóñezら [11]は

CNNと LSTMを組み合わせたモデルを提案し，センサー

データの空間的特徴量と時間的な相関の両方を考慮するこ

とにより高精度なジェスチャ認識が可能であることを示

した．

このようにセンサーデータからのジェスチャ認識モデル

は多数提案されているが，その一方でセンサーデータにス

タイル変換を適用してデータを生成する研究は未だ無い．

2.2 Generative Adversarial Networks

Generative Adversarial Networks(GAN) [12] は近年画

像生成を始めとするコンピュータビジョンの分野で注目を

集めている生成モデルである．realデータと fakeデータを

認識するように学習する Discriminatorと，Discriminator

を騙すような realデータに近い fakeデータを生成するよ

うに学習する Generatorの二つのネットワークを競い合わ

せて学習させることで，高精度なデータを生成すること

ができる．Conditional GAN (CGAN) [13]では各ネット

ワークの入力に画像のラベル情報を加えることで条件付け

された画像の生成を可能とした．また，ACGAN [14]では

Discriminatorに real/fakeの識別だけでなくクラスの識別

もさせることで高精度な画像生成を実現した．

GANは画像のスタイル変換でも顕著な結果を残してい

る．pix2pix [15]は CGANをベースとしたモデルで，対に

なる画像間の変換を学習する．また，CycleGAN [16]は，

変換した画像を元のドメインに再変換した時に元の画像
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図 3 提案手法の概要．pre-train データは欠損のない複数のユーザのデータ，fine-tune デー

タと test データは target ユーザのデータである．fine-tune データは一部のジェスチャ

クラスが欠損していると想定する．スタイル変換ネットワークは (a) ジェスチャクラス

間の変換 (Intra-user setup)，または (b) ユーザ間の変換 (Inter-user setup) を学習す

る．学習したスタイル変換ネットワークで生成したデータと pre-tarinデータ，fine-tune

データを用いてジェスチャ識別器 (CNN/SVM) を学習する．

に戻るようにする cycle consistency lossを損失関数に加え

ることで，１対１対応していない２つの画像群の間のスタ

イル変換の学習を可能とした．CycleGANでは３つ以上の

ドメイン間の変換を学習するときドメインペアの数だけ

Generatorを用意する必要があるが，この問題を解決した

のが StarGAN [17]である．StarGANはGeneratorの入力

画像と共に変換先ドメインのラベルを与え，Discriminator

に画像のドメイン識別をさせることで３つ以上のドメイン

間の変換を１つの Generatorと Discriminatorで学習する

ことを可能とした．

3. Method

提案手法はスタイル変換ネットワークとジェスチャ識別

器 (CNN/SVM)から成る（図 3）．本研究では，データを

以下の三種類に分類する．

pre-trainデータ pre-trainユーザ（欠損なし）のデータ

fine-tuneデータ targetユーザ（欠損あり）の学習データ

testデータ targetユーザのテストデータ

まず pre-trainデータと fine-tuneデータを用いてスタイ

ル変換ネットワークを学習し，データの生成を行う．その

後，pre-trainデータで事前学習した識別器を生成データと

fine-tuneデータを用いてさらに学習する (fine-tuning)．

以下ではまず提案するネットワークの構成について述

べ，その後 Loss関数について述べる．

3.1 Style Transformer Network

提案手法のネットワークは，StarGANのフレームワー

クをベースとする Generatorおよび Discriminatorの２つ

の CNNから構成される．概要を図 4，各ネットワークの

構造を図 5に示す．

3.1.1 Generator

Generator G : x, s, s′ → G(x, s, s′)は [0, 1]の範囲に正規

化された入力データ xとその styleラベル s，変換先 style

ラベル s′を受け取り，スタイル変換されたデータG(x, s, s′)

を出力する．構造としては，encoderと decoder，そしてそ

の間をつなぐ３つのResidual block [18]から成る．encoder

部分では，１層の畳み込み層のあと２つの畳み込み block

とそれに続く average-pooling層により downsamplingを

行う．各 Residual blockでは，畳み込み blockの入力と出

力を shortcut connectionにより足し合わせる．decoder部

分では，２つの unpooling層とそれに続く畳み込み block，

そして１層の 2D逆畳み込み層により upsamplingを行う．

これらに含まれる各畳み込み blockでは、1D畳み込みと

2D 畳み込みを並列に行う．1D 畳み込みによって各セン

サーごとの時間方向の相関を，2D畳み込みによってセン

サー間の相関を含めた特徴量を得ることができ，これらを

合わせることで各センサーごとの特徴を保持したままセン

サー間の相関を考慮することができる．各畳み込み層と逆

畳み込み層には Batch Normalization [19]を適用し，畳み

込み blockの出力層以外の畳み込み層には活性化関数とし

て Leaky ReLUを適用した．

　

3.1.2 Discriminator

Discriminator D : x → {Dadv(x), Dstyle(x), Dcont(x)}
は入力データ x を受け取り，x の真のサンプル集合に

対する尤度 Dadv(x)，各 style クラスに対する尤度ベク

トル Dstyle(x)と，各 contextクラスに対する尤度ベクト

ル Dcont(x)を出力する．構造としては２層の 2D畳み込

み層と１層の全結合層，そのあとに並行する３つの全結

合層から成る．各畳み込み層では max-pooling 層による

downsamplingを行う．出力層となる各全結合層はそれぞ

れ Dadv(x)，Dstyle(x)，Dcont(x)を出力する．

3.1.3 Loss Function

損失関数は Adversarial Loss, Style-class Loss, Context-
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図 4 スタイル変換ネットワークの概要．ネットワークは２つの CNN(Generator, Discrim-

inator) から成る．Generator は Input Gesture Data のチャネル方向に変換元 Style

Label と変換先 Style Label を結合したものを入力として Fake Gesture Data を生成

する．Discriminator にはこの Fake Data あるいは変換先 Style のデータセットから

サンプリングした Real Data を入力する．Discriminator は３つのヘッドを持ち，それ

ぞれ入力データの Real データセットに対する尤度，各 Style クラスに対する尤度，各

Context クラスに対する尤度を出力する．図中の各矩形は 3.1.3 節に示した Generator

の損失関数を構成する各項を表す．

class Loss, Cycle-Consistency Loss, Smoothness Lossの５

項から成る．

Adversarial Loss．生成されるデータが real データ

に近くなるように学習するための項である．本研究では

Modified GAN Loss[12]を用いる．

LG
adv = −Ex[logDadv(G(x, s, s′)))]

LD
adv = Ex[logDadv(x))] + Ex[logDadv(G(x, s, s′)))].

Style-class Loss．生成されるデータが変換先として指

定したスタイルに変換されるよう学習するための項である．

Generatorに関しては fakeデータについて，Discriminator

に関しては realデータについて Discriminatorが出力した

styleクラス尤度との Binary Cross Entropyをとる．

LG
style = Ex,s,s′ [− logDstyle(s

′|G(x, s, s′)))]

LD
style = Ex,s[− logDstyle(s|x)].

Context-class Loss．生成されるデータが元データの

contextを保持するように学習するための項である．Gen-

eratorに関しては fakeデータについて，Discriminatorに

関しては real データについて Discriminator が出力した

contextクラス尤度との Binary Cross Entropyをとる．c

は contextクラスを表す．

LG
cont = Ex,s,s′,c[− logDcont(c|G(x, s, s′)))]

LD
cont = Ex,c[− logDcont(c|x)].

Cycle-Consistency Loss．元の入力データ xと，xに

スタイル変換を適用したものをさらに元のスタイルへと変

換したデータ G(G(x, s, s′), s′, s)が同じになるように学習

するための項であり，両者の二乗誤差を取る．

Lcycle = Ex,s,s′
[
||x−G(G(x, s, s′), s′, s)||22

]
.

Smoothness Loss．ノイズを抑えて滑らかなデータを

生成するための項であり，時間方向に隣り合う値の二乗誤

差の合計を取る．[
yT
0 . . . yT

T

]
= G(x, s, s′)

Lsmooth =
T∑

t=1

||yT
t − yT

t−1||22.

ただし T は，ジェスチャのフレーム数を表す．

Generator，Discriminatorの損失関数はこれらの lossと

ハイパーパラメタを用いてそれぞれ以下のように表される．

LG = λadv ∗ LG
adv + λstyle ∗ LG

style + λcont ∗ LG
cont

+ λcycle ∗ Lcycle + λsmooth ∗ Lsmooth

LD = λadv ∗ LD
adv + λstyle ∗ LD

style + λcont ∗ LD
cont

実験では，λadv = 1.0, λstyle= 10.0, λcont= 10.0, λcycle=

100.0, λsmooth = 1.0とした．

4. Experiments

4.1 Dataset

提案手法の性能を評価するため，二種類の実データを用

いて実験を行った．

4.1.1 CheekInput

CheekInput [20]は Yamashitaらの提案した，頬をタッ

チサーフェースとして情報入力を行う Head Mounted Dis-

playである．フレームの下部及び側部に複数個配置された

反射型の光センサーで頬からフレームまでの距離を複数点

で計測することで皮膚形状の変化を取得する．本研究では，
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図 5 Generator および Discriminator のネットワーク構造．

CheekInputの左頬側の 10個のセンサーで計測した４種類

のジェスチャデータを利用する．具体的には，各ユーザは

二回の trial(A, B)を行い，各 trialでランダムに提示され

る順に各ジェスチャをそれぞれ 30回ずつ計測する（各ジェ

スチャの計測時間は 30Hzで 160フレーム）．したがって，

ユーザ一人あたりのデータ数は 2 trials × 4 gestures × 30

instances = 240である．10人のユーザのデータを収集し，

６人を pre-trainユーザ（trial Aを pre-trainデータ，trial

Bを validationデータ）とし，４人を targetユーザ（trial

Aを fine-tuneデータ，trial Bを testデータ）とした．

4.1.2 USC-HAD

USC-HAD [21]はユーザの腰に取り付けたMotionNode

sensing platform（二種の三軸センサーによる計測ユニッ

ト）で計測された walking，runningなどの 12クラスのア

クティビティデータである．そのうち５クラス（sitting，

standing など）には大きな値の変化が見られないため，

本研究ではそれ以外の７クラスを使用した．100Hz で計

測されている元データを 50Hzにダウンサンプリング後，

144フレームごとに分割した．14人のユーザのうち９人を

pre-trainユーザ（データの 70%を pre-trainデータ，30%

を validationデータ）とし，５人を targetユーザ（70%を

fine-tuneデータ，30%を testデータ）とした．

4.2 Training and Data Generation

スタイル変換ネットワークの学習には Optimizerとして

Adam[22]を使用，β1=0.5，β2=0.999とした．学習率はG

が 0.0002，Dが 0.0001とした．CheekInputはバッチサイ

ズ 24で 80000iteration，USC-HADはバッチサイズ 50で

70000iterationの学習を行った．

生成されたデータの一部を図 6 に示す．変換によって

Ground-truthに類似した特徴を持つデータが生成されて

いることがわかる．このことから，スタイル変換はジェス

チャデータに対しても有効であるといえる．

4.3 Recognition

ジェスチャ識別器として CNNと SVMを使用し，１ク

ラス欠損における以下の手法の認識精度を比較した．

CNN PT pre-trainデータのみで学習

CNN FT1 CNN PTを fine-tuneデータ（欠損補完なし）

で fine-tuning

CNN FT2 CNN PTを fine-tuneデータ（欠損補完あり）

で fine-tuning（提案手法）

SVM PT pre-trainデータのみで学習

SVM FT1 pre-trainデータと fine-tuneデータ（欠損補

完なし）で学習

SVM FT2 fine-tuneデータ（欠損補完あり）で学習（提

案手法）

また，提案手法の欠損クラス数の増加に対する耐久性を

調べるため，Intra-user setupで CNNを用いたストレステ

ストを行った．

4.3.1 Missing One Gesture Class

１クラス欠損における各手法の比較を図 7に示す．CNN

を用いた提案手法 (CNN FT2) は，どちらのデータセッ

トにおいても生成データを使用しない手法 (CNN PT，

CNN FT1，SVM PT，SVM FT1)に比べ高い精度を出し

ている．一方 SVM においては，USC-HAD では一部の

ユーザで提案手法 (SVM FT2)が SVM PTや SVM FT1

に勝っているが，CheekInputでは精度が低くなった．た

だし，SVM FT1は SVM FT2に比べ学習データ量が多い

ため，学習に約 500倍の時間を要した（FT1が約 1.5秒，

FT2 が約 0.03 秒）．これらの結果から，提案手法による

スタイル変換は特に CNNによる認識においてデータに欠

損があるときの認識精度向上に有効であることがわかる．

SVMにおける提案手法の結果が優れなかった原因として，

スタイル変換ネットワークの Discriminatorが CNNベー

スであるため，生成データが CNNにとって認識しやすい

特徴を持つデータである可能性があることが考えられる．

4.3.2 Stress Test

Intra-user setupで欠損クラス数を増加させたときの認識
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(1) CheekInput

(2) USC-HAD

Source Data
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Ground-Truth

Source Data

Generated Data
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図 6 スタイル変換ネットワークによる生成結果．上段が生成元データ，中段が生成データ，下

段が Ground-truth．
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図 7 １クラス欠損における実験結果．CNN FT2 と SVM FT2 が提案手法．

精度の変化を図 8 (CheekInput)と図 9 (USC-HAD)に示す．

いずれのパターンにおいても欠損クラス数が増えるに従っ

て認識精度が低下する傾向がある．それは特に CNN FT1

において顕著であるが，一方で提案手法 (CNN FT2)では

精度の低下幅が小さく抑えられており，ほとんどのケー

スで CNN FT1の精度を上回っている．また，提案手法が

CNN PTの精度を上回るのに必要なデータ量（クラス数）

は 25% (=1/4，CheekInput)から 43% (=3/7，USC-HAD)

となっており，これは提案手法がユーザのデータ収集コス

トの削減に非常に有効であることを示している．

5. Conclusion

本研究では，ユーザの未知のジェスチャに対して認識精

度を向上させるための手法として，ジェスチャクラス間あ

るいはユーザ間のデータのスタイル変換を用いる手法を提

案した．また，この変換を行うためのスタイル変換ネット

ワークおよび学習のフレームワークを提案した．実験では

二つの実データセットに提案手法によるスタイル変換を適

用し，生成したデータを用いて識別器の学習を行うことで

生成データを使用しない手法に比べて認識精度が向上す

ることを確認した．また，提案手法が欠損クラス数の増加

による認識精度の低下を緩和することを確認し，ユーザの

データ収集コストの削減に対する提案手法の有用性を示

した．

本研究の実験では，スタイル変換における変換元のデー

タとしてあらゆるジェスチャクラスあるいはユーザのパ

ターンを試し，その選び方によって認識精度が変化するこ

とがわかった．したがって，今後の展望として認識精度の

向上により有効となるデータを生成するための変換元デー

タの選び方を調べるため，データの解析を進めていく予定

である．
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図 8 ストレステスト (CheekInput) の結果．実線と破線がそれぞれ CNN FT2（提案手法）

と CNN FT1を表す．欠損パターン１（左）はジェスチャクラス１から３の順に欠損を

増やすパターン，パターン２（右）はクラス 4から２の順に欠損を増やすパターンである．
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図 9 ストレステスト (USC-HAD)の結果．実線と破線がそれぞれ CNN FT2（提案手法）と

CNN FT1 を表す．欠損パターン１（左）はジェスチャクラス１から６の順に欠損を増

やすパターン，パターン２（右）はクラス７から２の順に欠損を増やすパターンである．
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