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推薦論文

多次元ストリーミング時系列データの
効率的なモチーフモニタリングアルゴリズム

加藤 慎也1,a) 天方 大地1,b) 原 隆浩1,c)

受付日 2020年1月21日,採録日 2020年5月12日

概要：近年，多くの IoT機器は多次元ストリーミング時系列データを生成しており，それらを分析するこ
とに注目が集まっている．時系列データを分析する最も重要な技術として，時系列データのなかに最も多
く現れるサブシーケンスであるレンジモチーフがある．本論文では，多次元ストリーミング時系列データ
に対してレンジモチーフをモニタリングする問題に取り組む．この問題を解決するため，新たな値を観測
した際，新たに生成された多次元サブシーケンスとこれまでに生成されたすべての多次元サブシーケンス
との距離を計算することが考えられるが，これは効率的ではない．そのため，効率的にレンジモチーフを
モニタリングするアルゴリズムMMM（Multi-dimensional Motif Monitoring）を提案する．MMMでは，
サブシーケンスをクラスタに分割し，三角不等式を用いることで不必要な距離計算の回数を削減する．4
つの実データを用いた実験により，MMMの有効性を確認する．

キーワード：多次元時系列データ，モチーフ

Monitoring Motif on Multi-dimensional Streaming Time-series

Shinya Kato1,a) Daichi Amagata1,b) Takahiro Hara1,c)

Received: January 21, 2020, Accepted: May 12, 2020

Abstract: Recent IoT-based applications generate multi-dimensional streaming time-series, and time-series
analysis has been receiving much attention. Discovering a range motif, which is a subsequence that repeti-
tively appears the most in a time-series, is one of the most important tools for analyzing time-series. This
paper addresses the problem of monitoring a range motif of a multi-dimensional streaming time-series. When-
ever a new value is observed, a new subsequence is generated. A straightforward solution for monitoring
a range motif is to scan all subsequences while computing their occuring counts measured by a similarity
function. However, this is not efficient. We therefore propose an efficient algorithm, namely MMM (Multi-
dimensional Motif Monitoring). The main ideas of MMM are to cluster subsequences and to utilize triangular
inequality. Based on them, MMM prunes unnecessary distance computation. Our experiments using four
real datasets demonstrate that MMM scales well and shows better performance than a baseline.
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1. 序論

近年，多くのストリーミング時系列データが生成されて

おり，それらを分析することに注目が集まっている．モ
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チーフ発見は時系列データを分析する最も重要な技術の

1つである [15], [22]．ある時系列データ tが与えられたと

き，tのレンジモチーフとは，tのなかで最も多く現れるサ

ブシーケンスである [16]．つまり，レンジモチーフは頻繁

に発生するサブシーケンスを表す．レンジモチーフを発見

本論文の内容は 2019 年 11 月の第 27 回マルチメディア通信と
分散処理ワークショップ（DPSWS2019）で報告され，同プログ
ラム委員長により情報処理学会論文誌ジャーナルへの掲載が推薦
された論文である．
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することで，根底にある事象を理解したり，時系列データ

の特徴を知ることができる．

また，1次元の時系列データだけでなく多次元の時系列

データも多く生成されている [4], [5], [14], [18], [19], [21]．

たとえば，IoT機器は複数のセンサを搭載しており，また，

加速度センサやジャイロセンサは 3方向に対する値を観測

しているため，多次元時系列データを生成している．その

ため，多くの研究が多次元時系列データのモチーフを発見

する問題に取り組んでいる．それらの研究の多くは，多次

元時系列データのすべての次元を用いてモチーフを発見し

ている．一方，最新の研究 [21]では，一部の次元のみを用

いることで，より有益なモチーフを発見できると主張して

いる．本論文では，一部の次元のみを用いるという観測に

基づき，多次元ストリーミング時系列データにおけるレン

ジモチーフ（多次元レンジモチーフ）をモニタリングする

問題に取り組む．今後，特に明記する必要がない場合，多

次元レンジモチーフを単にモチーフと呼ぶ．

時系列データは，値そのものが重要であるもの，傾向や

周期性が重要であるもの，およびその両方が重要であるも

のに分類できる．傾向や周期性が重要である時系列データ

に対してモチーフを利用することで，様々なアプリケー

ションに活用できる．

アプリケーション例．IoT機器が定期的にデータを収集し，

サーバに送信すると仮定する．IoT機器は複数のセンサを

搭載しており，また，高頻度にデータを収集する．すべて

のデータをサーバに送信すると，多くの通信量がかかり，

それらのデータを保存するために多くのストレージ容量

が必要となる．そこで，得られたモチーフのみを送信およ

び保存することで，通信量およびストレージ容量を削減で

きる．また，IoT機器の管理者が時系列データをモニタリ

ングすると仮定する．このとき，モチーフをモニタリング

することで，モチーフの変化から侵入検知を行ったり [2]，

データセンタの冷却効率を向上できたりする [17]．

提案アルゴリズムの概要．上記のようなアプリケーション

では，時々刻々と値が追加される多次元ストリーミング

時系列データのモチーフをリアルタイムにモニタリング

する必要がある．そのため，モチーフを効率的にモニタリ

ングするアルゴリズム MMM（Multi-dimensional Motif

Monitoring）を提案する．新たな値を取得したとき，新た

な値を含む新たな多次元サブシーケンス snが生成される．

このとき，モチーフを更新する最も単純な手法として，sn

とこれまでに生成されたすべての多次元サブシーケンスと

の距離を計算するものが考えられる．この手法は，snと類

似する多次元サブシーケンスの数を正確に取得できるが，

多大な計算コストがかかる．そこで，MMMは，各次元の

すべてのサブシーケンスを，あるサブシーケンスを中心と

するクラスタに分割する（図 1）．ある次元 iに新たなサブ

シーケンス s
(i)
n が生成されたとき，s

(i)
n ，あるクラスタの中

図 1 提案アルゴリズム MMM

Fig. 1 The proposed algorithm MMM.

心サブシーケンス，およびそのクラスタ内のサブシーケン

スに対して三角不等式を適用することで，そのクラスタに

含まれるあるサブシーケンスと s
(i)
n との距離の下界値を高

速に計算できる．これにより，s
(i)
n と類似しないサブシー

ケンスの距離計算を削減できる．

貢献．以下に本研究の貢献を示す．

• 多次元ストリーミング時系列データのレンジモチーフ
をモニタリングする問題に取り組む．筆者らの知る限

り，この問題はこれまでに取り組まれていない．

• 値を取得したときに，モチーフを効率的に更新するア
ルゴリズムMMMを提案する．

• 4つの実データを用いた実験により，MMMの有効性

を確認する．

本論文の構成．2 章で本論文の問題を定義し，3 章で関連

研究について述べる．4 章でMMMについて説明し，5 章

で実データを用いた実験の結果を示す．最後に 6 章で本論

文のまとめと今後の課題について述べる．

2. 予備知識

2.1 定義

まず，1次元のストリーミング時系列データを定義する．

定義 1（ストリーミング時系列データ）．ストリーミング時

系列データ tは実数値の系列であり，t = (t[1], t[2], . . . )と

表現する．

次に，tの一部を表すサブシーケンスを定義する．

定義 2（サブシーケンス）．tおよび長さ lが与えられたと

き，p番目の値を始点とする tのサブシーケンス sp は式

(1)により定義される．

sp = (t[p], t[p + 1], . . . , t[p + l − 1]) (1)

ここで，sp の x番目のデータの値を sp[x]と表現する．つ

まり，sp = (sp[1], sp[2], . . . , sp[l]) である．次に，時系列

データ間の距離を測る基本的な指標である z正規化ユーク

リッド距離を定義する [13]．

定義 3（z 正規化ユークリッド距離）．長さ lの 2つのサブ
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シーケンス sp および sq が与えられたとき，これらの z 正

規化ユークリッド距離 d(sp, sq)は式 (2)により定義される．

d(sp, sq) =

√√√√ l∑
i=1

(
sp[i] − μ(sp)

σ(sp)
− sq[i] − μ(sq)

σ(sq)

)2

(2)

ここで，μ(s)および σ(s)はそれぞれ (s[1], s[2], . . . , s[l])の

平均および標準偏差である．z 正規化ユークリッド距離と

ピアソン相関には以下の関係が成り立つ [12]．

ρ(sp, sq) = 1 − d(sp, sq)2

2l
(3)

また，ρ(sp, sq) ∈ [−1, 1]である．

次に，時系列データの定義を多次元に拡張する．

定義 4（多次元ストリーミング時系列データ）．d次元の多

次元ストリーミング時系列データ tは，同じ時刻に取得さ

れた各次元のストリーミング時系列データの集合であり，

以下のように表現する．

t =

⎛
⎜⎜⎝

t(1)

...

t(d)

⎞
⎟⎟⎠ =

⎛
⎜⎜⎝

t(1)[1], t(1)[2], . . .
...

t(d)[1], t(d)[2], . . .

⎞
⎟⎟⎠ (4)

定義 5（多次元サブシーケンス）．tおよび長さ lが与えら

れたとき，p番目の値を始点とする tの d次元の多次元サ

ブシーケンス sp は式 (5)により定義される．

sp =

⎛
⎜⎜⎝

s
(1)
p

...

s
(d)
p

⎞
⎟⎟⎠ =

⎛
⎜⎜⎝

s
(1)
p [1], s

(1)
p [2], . . . , s

(1)
p [l]

...

s
(d)
p [1], s

(d)
p [2], . . . , s

(d)
p [l]

⎞
⎟⎟⎠ (5)

次に，多次元サブシーケンス間の距離を測るため，多次

元サブシーケンス間の距離を定義する．1 章で述べたよう

に，すべての次元を考慮すると有益な解が得られない場

合がある．そのため，d次元のなかから相関しない次元を

除くため，k次元におけるサブシーケンス間の距離を定義

する．

定義 6（k 次元におけるサブシーケンス間の距離）．長さ l

の 2つの d次元サブシーケンス sp，sq，および k (≤ d)が

与えられたとき，k次元におけるこれらのサブシーケンス

間の距離 d(k)(sp, sq)は式 (6)により定義される．

d(k)(sp, sq) = min(k)
i d(s(i)

p , s(i)
q ) (6)

ここで，min(k) は k 番目に小さい値を出力する関数とす

る．式 (3)と同様に，k 次元におけるサブシーケンス間の

距離をピアソン相関に変換したものを定義する．

定義 7（k次元におけるサブシーケンス間のピアソン相関）．

長さ lの 2つの d次元サブシーケンス spおよび sq の k次

元における距離が d(k)(sp, sq)であるとき，k 次元におけ

るこれらのサブシーケンスのピアソン相関 ρ(k)(sp, sq)は

式 (7)により定義される．

ρ(k)(sp, sq) = 1 − d(k)(sp, sq)2

2l
(7)

次に，サブシーケンス sp と類似する多次元サブシーケン

ス（類似サブシーケンス）を定義する．

定義 8（類似サブシーケンス）．sp，sq，k，およびある閾

値 θが与えられたとき，sp（sq）が sq（sp）と類似してい

るならば，次の条件を満たす．

ρ(k)(sp, sq) ≥ θ ⇔ d(k)(sp, sq) ≤
√

2l(1 − θ) (8)

sp と sp+1 が互いに類似していることは自明であり，有

用な結果を得るためには，このようなサブシーケンスを考

慮すべきではない．そこで，互いに重なり合う多次元サブ

シーケンスをトリビアルマッチと定義する [8], [16]．

定義 9（トリビアルマッチ）．sp が与えられたとき，sp と

トリビアルマッチである多次元サブシーケンスの集合 Sp

は次の条件を満たす．

Sp = {sq | p − l + 1 ≤ q ≤ p + l − 1} (9)

ここで，時刻 xにおける値を t[x]としたとき，時刻 |t|に
おけるすべての多次元サブシーケンスの数は |t| − l + 1で

あり，それらの集合を S とする．このとき，多次元サブ

シーケンスの集合 S に対して，ある多次元サブシーケンス

sp と類似した多次元サブシーケンスの数をスコアと定義

する．

定義 10（スコア）．t，l，θ，および kが与えられたとき，あ

るサブシーケンス spのスコアは式 (10)により定義される．

score(sp) = |{sq | sq ∈ S\Sp, ρ
(k)(sp, sq) ≥ θ}| (10)

本研究では，このような環境においてスコアが最大とな

る多次元サブシーケンスをモニタリングする．つまり，本

研究の問題は以下のように定義される．

問題定義．t，l，θ，および kが与えられたとき，式 (11)で

表される多次元レンジモチーフ s∗ をモニタリングする．

s∗ = arg max
sp∈S

(score(sp)) (11)

ここで，arg max
sp∈S

(score(sp))は，S に含まれるサブシーケ

ンス sp に対して，スコアが最大となるサブシーケンスを

表す．

2.2 ベースラインアルゴリズム

本論文は本問題に初めて取り組むため，まず，ベースラ

インとなるアルゴリズムについて考える．新たな値が観測

された際，新たに生成される多次元サブシーケンスに対し

て，これまでに生成されたすべての多次元サブシーケンス
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との距離を計算し，スコアを更新する．そして，スコアが

最大の多次元サブシーケンスをモチーフとする．前述した

ように，tには |t| − l + 1個の多次元サブシーケンスが存

在し，k次元におけるサブシーケンス間の距離の計算には

O(dl)時間かかる．そのため，ベースラインアルゴリズム

の時間計算量は O((|t| − l)dl)である．

ここで，ある多次元サブシーケンスのスコアに影響を与

えるのは，その多次元サブシーケンスと類似した多次元サ

ブシーケンスのみであるため，すべての多次元サブシーケ

ンスのスコアを更新する必要はない．そのため，新たな値

を取得したとき，スコアを更新する必要がある多次元サブ

シーケンスを効率的に特定するアルゴリズムを提案する．

3. 関連研究

時系列データマイニングに関する研究は多く行われてい

る [1], [9], [11]．本章では，本研究に最も関連しているレン

ジモチーフおよび多次元モチーフに関する既存研究につい

てのみ紹介する．

3.1 レンジモチーフ

文献 [16] では，レンジモチーフを効率的に発見するた

めの近似アルゴリズムを提案している．このアルゴリズ

ムでは，各サブシーケンスを SAX（Symbolic Aggregate

approXimation）を用いて記号列に変換する．このアルゴ

リズムと同様に，文献 [6]では，iSAX（indexable SAX）を

用いてレンジモチーフを発見するアルゴリズムを提案して

いる．SAXおよび iSAXは時系列データを記号列に近似

するため，発見されたモチーフが正確であることが保証さ

れない．また，いくつかの確率的アルゴリズムが提案され

ているが [8], [20]，これらのアルゴリズムも発見されたモ

チーフが正確であることは保証されない．文献 [10]では，

スライディングウィンドウ上でレンジモチーフをモニタリ

ングする問題に取り組んでいる．文献 [10]の提案アルゴ

リズムでは，ウィンドウ内のサブシーケンスを Piecewize

Aggregate Approximationで圧縮後，kd 木で管理してい

る．kd木を用いた範囲検索によりレンジモチーフが更新

されるかどうかを高速に把握できる．これらの研究は 1次

元の時系列データを対象としており，多次元時系列データ

は対象としていない．

3.2 多次元モチーフ

文献 [18]では，多次元時系列データを Principal Compo-

nent Analysisで 1次元時系列データに変換し，モチーフ

の発見を行う．モチーフ発見の精度および速度は，5つの

パラメータの調整が必要であり，実践的でない．文献 [14]

では，無関係な次元を除いた次元に対してモチーフ発見を

行うことで，ノイズに強く，また，有益なモチーフを発見

できるとしている．具体的には，各次元のサブシーケンス

を SAXを用いて記号列に変換する．また，各次元間に対

して，記号列に変換されたサブシーケンス間の距離がある

閾値を超えるまで有効な次元であるとして，無関係な次

元を除外する．文献 [21]では，Matrix Profileと呼ばれる

データ構造を用いて多次元モチーフを発見するアルゴリズ

ムmSTAMPを提案している．このデータ構造は，すべて

のサブシーケンスに対して最近傍のサブシーケンスとの距

離を保持する．mSTAMPは，全次元の組合せに対してモ

チーフ発見を行い，Minimum Description Lengthを用い

て，モチーフ発見に用いる最適な次元を決定している．こ

れらの研究は静的な多次元時系列データを対象としている．

4. MMM: Multi-dimensional Motif

Monitoring

新たな値が観測された際，これまでに生成された多次元

サブシーケンスのスコアは最大で 1増加する．そのため，

モチーフは頻繁に変化せず，新たに生成される多次元サブ

シーケンスのスコアが頻繁に score(s∗)を超えることは非

常にまれである．

ここで，新たに生成されるサブシーケンスを sn とした

とき，高速に score(sn) < score(s∗)であることが分かれ

ば，正確なモチーフを効率的にモニタリングできる．これ

を実現するため，4.1 節においてある次元における距離計

算の回数を削減するアルゴリズムを提案し，4.2 節におい

て score(sn)の上界値を取得するアルゴリズムを提案する．

最後に，4.3 節においてMMMの全体的なアルゴリズムを

紹介し，MMMの計算量について述べる．

4.1 距離計算回数の削減

まず，これ以降に必要となる重要な定理を紹介する．

定理 1（類似サブシーケンス）．以下の条件を満たすとき，

sp と sq は類似サブシーケンスである．

|{i | 1 ≤ i ≤ d, d(s(i)
p , s(i)

q ) ≤
√

2l(1 − θ)}| ≥ k (12)

証明．d(s(i)
p , s

(i)
q ) ≤

√
2l(1 − θ)を満たす iが k 個以上あ

るとき，k 番目に小さい d(s(i)
p , s

(i)
q )は必ず

√
2l(1 − θ)以

下である．したがって，d(k)(sp, sq) ≤
√

2l(1 − θ)が成り

立つため，sp と sq は類似サブシーケンスである． �
つまり，各次元 iのサブシーケンス s

(i)
p および s

(i)
q に対し

て，d(s(i)
p , s

(i)
q ) ≤

√
2l(1 − θ)を満たす次元数を計算し，そ

の数が k以上かどうかを調べることで，sp と sq が類似サ

ブシーケンスであるかどうかを把握できる．そのため，あ

る次元 iにおけるサブシーケンス間の距離計算回数を削減

する．

長さ lのサブシーケンス s
(i)
p は l次元上の点として表現

できる．このとき，定理 2が成り立つ．

定理 2（z正規化ユークリッド距離の下界値・上界値）．あ

る次元 iの 3つのサブシーケンス s
(i)
p ，s

(i)
q ，および s

(i)
r に
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対して，以下の不等式が成り立つ．

|d(s(i)
p , s(i)

r ) − d(s(i)
q , s(i)

r )| ≤ d(s(i)
p , s(i)

q )

≤ d(s(i)
p , s(i)

r ) + d(s(i)
q , s(i)

r )
(13)

証明．三角不等式より定理 2が成り立つ． �
d(s(i)

p , s
(i)
r )および d(s(i)

q , s
(i)
r )が事前に分かっているとき，

定理 2より，d(s(i)
p , s

(i)
q )の下界値 dlb(s

(i)
p , s

(i)
q )および上界値

dub(s
(i)
p , s

(i)
q )をO(1)で得ることができる．dlb(s

(i)
p , s

(i)
q ) >√

2l(1 − θ)である場合，d(s(i)
p , s

(i)
q ) ≤

√
2l(1 − θ)を満た

さないため，正確性を失うことなく s
(i)
p と s

(i)
p の正確な距離

計算を枝刈りできる．また，dub(s
(i)
p , s

(i)
q ) ≤

√
2l(1 − θ)を

満たす場合，正確な距離計算をすることなく，d(s(i)
p , s

(i)
q ) ≤√

2l(1 − θ)を満たすことが分かる．

ここで，あるサブシーケンスを中心とするサブシーケン

スの集合（クラスタ）を定義する．

定義 11（クラスタ）．クラスタ C
(i)
p は，サブシーケンス

s
(i)
p を中心とし，s

(i)
p との距離が r 以下であるサブシーケ

ンス s
(i)
q の集合であり，s

(i)
q は s

(i)
p との距離の降順にソー

トされている．

新たに生成されたサブシーケンス s
(i)
n ，クラスタ C

(i)
p の

中心サブシーケンス s
(i)
p ，および C

(i)
p 内のサブシーケンス

s
(i)
q に対して定理 2が成り立つ．このとき，定理 3が成り

立つ．

定理 3（距離計算の打ち切り）．新たに生成されたサブシー

ケンス s
(i)
n ，距離の閾値

√
2l(1 − θ)，および s

(i)
p を中心と

するクラスタ C
(i)
p が与えられたとし，d(s(i)

n , s
(i)
p )は事前に

分かっているとする．d(s(i)
n , s

(i)
p )が C

(i)
p のクラスタ半径

（中心から最も遠いサブシーケンスとの距離）よりも大き

いならば，s
(i)
q ∈ C

(i)
p に対して dlb(s

(i)
n , s

(i)
q )を順に計算し

たとき，dlb(s
(i)
n , s

(i)
q ) >

√
2l(1 − θ)を満たした時点で，そ

れ以降の距離計算を打ち切っても正確性は失われない．

証明．クラスタ内のサブシーケンス s
(i)
q ∈ C

(i)
p は中心

s
(i)
p との距離の降順にソートされているため，定理 2によ

り計算される dlb(s
(i)
n , s

(i)
q )は単調に増加する．そのため，

dlb(s
(i)
n , s

(i)
q ) >

√
2l(1 − θ)を満たした場合，それ以降もつね

に dlb(s
(i)
n , s

(i)
q ) >

√
2l(1 − θ)が成り立つ．dlb(s

(i)
n , s

(i)
q ) >√

2l(1 − θ)が成り立つとき，d(s(i)
p , s

(i)
q ) >

√
2l(1 − θ)で

ある．以上より，定理 3が成り立つ． �
例 1．図 2 および表 1 に距離計算の打ち切りの例を示

す．図 2 は，長さ 2 のサブシーケンスを 2 次元上の点，

s
(i)
p を中心とするクラスタ C

(i)
p を円として表現しており，

表 1 は，s
(i)
p と C

(i)
p 内のサブシーケンスとの距離を示す．

また，距離の閾値を 5 とする．d(s(i)
n , s

(i)
p ) = 10 である

とき，dlb(s
(i)
n , s

(i)
e ) = 10 − 6.2 = 3.8 < 5 である．次に，

dlb(s
(i)
n , s

(i)
b ) = 10 − 4.5 = 5.5 > 5であるため，これ以降

の計算を打ち切ることができる．

新たに生成されたサブシーケンス s
(i)
n と全クラスタに対

して定理 3を用いることで，s
(i)
n とこれまでに生成された

図 2 サブシーケンスとクラスタ

Fig. 2 Subsequences and a cluster.

表 1 s
(i)
p と C

(i)
p 内のサブシーケンスとの距離

Table 1 The distance between s
(i)
p and subsequences in C

(i)
p .

C
(i)
p d(s

(i)
p , s

(i)
· ) dlb(s

(i)
p , s

(i)
· )

s
(i)
e 6.2 10 − 6.2 = 3.8

s
(i)
b 4.5 10 − 4.5 = 5.5

s
(i)
a 3.8 ×

s
(i)
c 3.7 ×

s
(i)
d 2.9 ×

サブシーケンスとの距離計算回数を削減できる．

4.2 スコアの上界値の取得

定理 1より，以下の系が成り立つ．

系 1．以下の不等式が成り立つとき，sp と sq は類似する

可能性がある．

|{i | 1 ≤ i ≤ d, dlb(s(i)
p , s(i)

q ) ≤
√

2l(1 − θ)}| ≥ k (14)

新たに生成された多次元サブシーケンス sn とこれまでに

生成されたすべての多次元サブシーケンス spに対して，系

1を満たすサブシーケンスの数が score(sn)の上界値とな

る．sn のスコアの上界値が score(s∗)を超えた場合，sn

の正確なスコアを計算しモチーフが更新されるかどうかを

確認する必要がある．このとき，sn と類似する可能性の

あるサブシーケンスとのみ距離計算することで効率的にモ

チーフを更新できる．そこで，あるサブシーケンス spと類

似する可能性のあるサブシーケンスを保存するリスト PL

（Possible Similar Subsequence List）を定義する．

定義 12（PL）．sp の PL PLp は，サブシーケンスの識別

子 q の集合であり，PLp に含まれるあるサブシーケンス

sq は以下の条件を満たす．

sq ∈ S\Sp, d
(k)
lb (sp, sq) ≤

√
2l(1 − θ) (15)

ここで，d
(k)
lb (sp, sq)は k次元における sp，sq 間の距離の

下界値とする．さらに，PLp に含まれるサブシーケンス

と距離計算を行い，d(k)(sp, sq) ≤
√

2l(1 − θ)となった sq

の数を暫定のスコアとする．

定義 13（暫定のスコア）．spの暫定のスコア scoretmp(sp)
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は以下の条件を満たすサブシーケンスの数である．

sq ∈ S\Sp, d(k)(sp, sq) ≤
√

2l(1 − θ), q /∈ PLp (16)

つまり，spの正確なスコアを計算するとき，PLpから qを

取り出し，d(k)(sp, sq) ≤
√

2l(1 − θ)ならば scoretmp(sp)

を 1増やす．そして，scoretmp(sp) + |PLp| < score(s∗)

となった時点で，spはモチーフにならないため，距離計算

を終了する．

4.3 アルゴリズム

本節では MMMの詳細を紹介する．効率的に定理 3に

よる距離計算の打ち切りを行うため，ある時刻 |t|になる
までデータを蓄積し，それらのデータに対してクラスタリ

ングを行ってから，MMMを実行する．

初期化．k-means++ [3]のクラスタの中心の決定方法に基

づき，事前にクラスタを作成する．ある時刻 |t|において，
各次元 iに対して以下の処理を行う．まず，すべてのサブ

シーケンスの平均の距離 d
(i)
avg を計算する．次に，ランダ

ムにサブシーケンスを選択し，そのサブシーケンスを中心

とする半径 r = d
(i)
avg −

√
2l(1 − θ)のクラスタを作成する．

その後，以下の手順をすべてのサブシーケンスがクラスタ

に含まれるまで繰り返す．すべてのサブシーケンスに対し

て最近傍クラスタとの距離を計算し，まだクラスタリング

されていないサブシーケンスのなかから，重み付き確率分

布によりサブシーケンスを選択する．まだクラスタリング

されていないサブシーケンスに対して，選択されたサブ

シーケンスを中心とする半径 rのクラスタを作成する．

MMM．図 3 にMMMの詳細を示す．まず，新たな多次

元サブシーケンス sn が生成されたとき，各次元 iに対し

て処理を行う．s
(i)
n がどのクラスタに含まれるかを決め

るため，s
(i)
n の最近傍のクラスタの識別子および中心との

距離を保存する cluster idおよび cluster distを初期化す

る（2行）．次に，次元 iに存在するクラスタの集合 C(i)に

含まれるクラスタ C
(i)
j に対して処理を行う．s

(i)
n とクラ

スタの中心のサブシーケンス s
(i)
j との距離を計算する（4

行）．そして，s
(i)
n の最近傍のクラスタを必要に応じて更

新する（5–6行）．C
(i)
j 内のサブシーケンス s

(i)
p に対して，

|dist− d(s(i)
p , s

(i)
j )|の昇順に処理を行う．ここで，snと sp

に対して類似する次元を一時的に保存する rdn,p，および

類似する可能性のある次元を一時的に保存する prdn,pを初

期化する（8行）．s
(i)
n と s

(i)
p の距離の下界値 distlb を定理

2を用いて計算する（9行）．distlb ≤
√

2l(1 − θ)である場

合，s
(i)
n と s

(i)
p の距離の上界値 distub を定理 2を用いて計

算し，さらに distub ≤
√

2l(1 − θ)である場合，rdn,p に i

を追加し，そうでない場合，prdn,pに iを追加する（10–15

行）．distlb >
√

2l(1 − θ)である場合，定理 3より，それ

以降の計算を打ち切る（16–17行）．C(i) に含まれる C
(i)
j

に対しての処理を終えると，s
(i)
n をクラスタに追加する処

図 3 アルゴリズム

Fig. 3 Algorithm.

理を行う．cluster dist ≤ d
(i)
avg −

√
2l(1 − θ)である場合，

C
(i)
cluster idに s

(i)
n を追加する（18–19行）．そうでない場合，

s
(i)
n を中心とするクラスタ C

(i)
n を作成し，C(i) に追加する

（20–21行）．

次に，sn の暫定のスコア scoretmp(sn)，および sn の

PL PLn を初期化する（22 行）．これまでに生成された

すべてのサブシーケンス sp に対して，sn と類似するか

どうかを確認する．|rdn,p| + |prdn,p| ≥ k を満たし，さら

に |rdn,p| ≥ k を満たす場合，sn と sp は類似するため，

scoretmp(sn)および scoretmp(sp)を 1増加させる（24–26
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図 4 |t| の影響
Fig. 4 Impact of |t|.

行）．|rdn,p| ≥ kを満たさない場合，snと spは類似する可

能性があるため，PLn および PLp にそれぞれ pおよび n

を追加する（27–28行）．scoretmp(sp)または |PLp|が増加
し，スコアの上界値が score(s∗)超えるとき，Motif-Update

を実行する（29–30行）．Motif-Updateの詳細は後述する．

これまでに生成されたすべてのサブシーケンス sp に対

しての処理を終え，scoretmp(sn) + |PLn| > score(s∗)で

ある場合，Motif-Updateを実行する（31–32行）．最後に，

S に sn を追加する（33行）．

Motif-Update．Motif-Update(sp, s∗)はモチーフを更新す

るアルゴリズムである．scoretmp(sp)+ |PLp| > score(s∗)

満たす場合，sp はモチーフになりうるため，sp の正確な

スコアを計算する必要がある．そのため，PLp に含まれ

る多次元サブシーケンスとの k次元における距離を計算す

ることで，sp の正確なスコアを計算する．sp のスコアが

score(s∗)より大きい場合，spがモチーフとして返却され，

それ以外の場合，s∗ が返却される．

時間計算量．アルゴリズム 1における 21行目までの処理

には，平均クラスタ数を c，距離計算を打ち切るまでの平均

繰返し回数を c′としたとき，O(dc(l + c′))時間かかる．こ

こで，sp のスコアを正確に計算する場合，|PLp|回距離計
算が必要となるためO(|PLp|dl)時間かかる．よって，新た

な値を取得した際，正確なスコア計算が必要なサブシーケ

ンスの集合を S′ としたとき，アルゴリズム 1における 22

行目以降の処理には，O(
∑

S′ |PLp|dl)時間かかる．よっ

て，MMMの時間計算量はO(dc(l + c′) +
∑

S′ |PLp|dl)と

なる．

空間計算量．各多次元サブシーケンスは最近傍のクラスタ

との距離，スコア，および PLを保持するため，その空間

計算量はO(|PL|)である．また，長さ lの d次元サブシー

ケンス 1つの空間計算量は O(dl)である．そのため，時刻

|t|における，MMMの空間計算量は O(|t|dl|PL|)である．

5. 評価実験

本章では，MMMおよびベースラインアルゴリズムの性

能評価のために行った実験の結果を紹介する．

表 2 パラメータ設定

Table 2 Configuration of parameters.

パラメータ 値　

|t| 1,000～100,000

l 50，100，150，200

θ 0.75，0.8，0.85，0.9，0.95

k 2，3，4

5.1 実験環境

すべての実験は，Windows 10 Pro，3.00 GHz Intel Xeon

Gold，および 512 GB RAMを搭載した計算機で行い，す

べてのアルゴリズムを C++で実装した．

データセット．以下の 4つの実データを用いた．

• Cricket [7]：加速度センサの多次元時系列データ（6

次元）

• EigenWorms [7]：線虫の動きの多次元時系列データ（6

次元）

• SelfRegulationSCP1 [7]：脳波の多次元時系列データ

（6次元）

• HousePowerConsumption *1：フランスのある家庭に

おける消費電力の多次元時系列データ（7次元）

パラメータ．本実験で用いたパラメータを表 2 に示す．太

字で表されている値はデフォルトの値であり，あるパラ

メータの影響を調べるとき，他のパラメータは固定する．

評価指標．モチーフの更新時間，および時刻 100,000まで

にかかったモチーフの更新時間の合計を評価する．

初期状態．|t| = 1,000（|t| = 1,000は事前実験により決定

した）で実験を開始する．

5.2 評価結果

|t| の影響．図 4 に |t| を変化させたときの結果を示す．
MMMの更新時間は，ベースラインアルゴリズムよりも高

速である．これは，ベースラインアルゴリズムは新たに生

成された多次元サブシーケンスとこれまでに生成されたす

べての多次元サブシーケンスとの正確な距離計算を行って

いるが，MMMはモチーフが更新される可能性があるとき

*1 http://archive.ics.uci.edu/ml/datasets.php
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図 5 l の影響

Fig. 5 Impact of l.

図 6 θ の影響

Fig. 6 Impact of θ.

図 7 k の影響

Fig. 7 Impact of k.

のみ正確な距離計算を行っているからである．どちらのア

ルゴリズムにおける更新時間も，|t|の増加にともない，線
形に増加する．これは，|t|の増加によって，距離計算を行
う多次元サブシーケンスの数が増加するからである．

lの影響．図 5 に lを変化させたときの結果を示す．|t|を
変化させたときと同様の理由でベースラインアルゴリズム

よりも MMMが高速となっている．どちらのアルゴリズ

ムにおいても，lの増加にともなって合計更新時間は増加

する．これは，lの増加によって，距離計算にかかる時間

が増加するからである．

θの影響．図 6 に θを変化させたときの結果を示す．ベー

スラインアルゴリズムでは，新たな値を取得した際，こ

れまでに生成されたすべての多次元サブシーケンスとの

距離を計算するため，合計更新時間は θ によらず一定で

ある．これは，ベースラインアルゴリズムの時間計算量

が O((|t| − l)dl) であることから明らかである．一方で，

MMMは θ の増加にともなって合計更新時間は減少する．

これは，θの増加にともなって，距離の閾値が小さくなり，

早い段階で定理 3による距離計算の打ち切りが行われるか

らである．また，θの増加にともなって，類似する可能性

のある多次元サブシーケンスの数が減少し，Motif-Update

実行時の正確な距離計算の回数が減少する．

kの影響．図 7 に kを変化させたときの結果を示す．図 6

と同様の結果が得られていることが分かる．ベースライン

アルゴリズムでは，θを変化させたときと同様の理由で合

計更新時間は kによらず一定である．一方，MMMは kの

増加にともなって合計更新時間は減少する．これは，kの

増加にともなって，類似する可能性のある多次元サブシー

ケンスの数が減少し，Motif-Update実行時の正確な距離計

算の回数が減少するからである．

6. 結論

近年，多くの多次元ストリーミング時系列データが生成

されており，それらをリアルタイムに解析することが重要
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になっている．本論文では，多次元ストリーミング時系列

データに対して多次元レンジモチーフをモニタリングする

問題に初めて取り組んだ．効率的にモチーフをモニタリン

グするため，MMM を提案した．MMM は各次元のサブ

シーケンスをクラスタに分割し，三角不等式を用いること

で不要な距離計算を削減することができる．実データを用

いた評価実験により，MMMの有効性を確認した．

本論文では，高性能な機器を用いて評価実験を行った．

しかし，実際には，性能の低い機器を用いる場合が多いと

考えられる．そのため，今後は，そのような性能の低い機

器においても，高速にモチーフをモニタリングできる近似

アルゴリズムを考案することを検討している．
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推薦文

本論文は，多次元ストリーミング時系列データの分析に

重要となるレンジモチーフ（時系列データのなかに最も多

く現れるサブシーケンス）を効率的にモニタリングする新

たなアルゴリズムを提案するものである．本研究が扱うレ

ンジモチーフのモニタリングは，これまでに取り組みがな

く新たな分野の開拓につながる研究課題であり，その意義

は大きい．また，実データを用いた実験により確認した提

案手法の評価結果の有用性は高く，今後の発展性も期待で

きる．以上の理由により，本論文を推薦する．

（第 27回マルチメディア通信と分散処理ワークショップ

プログラム委員長 川上 朋也）
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