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概要：本論文では，教師データセットの作成において，事例をランダムに選び，アノテーションすると不
均衡データになってしまう課題に対して，機械的なプレフィルタリングを用いたサンプリングにより，不
均衡化を緩和するアノテーション手法 PSSA（Prefilter based Stepwise Sampling for Annotation）を提案
する．また，辞書フィルタを用いた PSSAによる Twitterからの意見抽出モデルを構築し，提案手法の有
効性を示した．まず，辞書フィルタを用いた PSSAによる，不均衡化の緩和効果の検証のため，ツイート
のアノテーション実験を行い，次にアノテーション段階での不均衡データ対策の有効性を検証するため，
意見抽出モデルを構築し，アノテーション手法と前処理，機械学習構築手法の組合せの違いによるモデル
精度の違いを検証した．最後に，アノテーションを行うサンブル選択に辞書フィルタを用いることによる
影響を分析するため，各辞書フィルタを適用した場合とフィルタリングしなかった場合のモデル精度を比
較した．以上の比較実験を通して，提案するアノテーション手法の優位性を多角的に検証した．
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Abstract: In this paper, we propose an annotation method that relieves imbalance by using mechanical pre-
filtering to solve the problem that randomly selected cases and annotated result in imbalanced data when
creating a training dataset. We proposed PSSA (Prefilter based Stepwise Sampling for Annotation) and
verified its effectiveness. Specifically, we first created a training dataset from Tweet with the task of opinion
mining from Twitter, and verified the effect of mitigating data imbalance by PSSA. Next, we construct a
machine learning model using the constructed dataset and evaluate its accuracy, and compare it with the
conventional method for imbalanced data to evaluate and compare the machine learning model construction
method including dataset creation. And verified its effectiveness.
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1. はじめに

近年 SNSの利用が増えており，特に Twitter *1は，誰も

が自由に思ったこと考えたことを，ツイート（つぶやき）と
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呼ばれる短文投稿機能によって発信できる，利用者も多く

知名度も高い SNSの 1つである．ツイートの中には商品

やサービスに対する批評や要望などの「意見」も含まれて

おり，このような消費者の生の声を収集，分析する「ソー

シャルリスニング」という手法は，企業が消費者のニーズ

を把握し，マーケティング戦略を決定するための重要な手

*1 https://twitter.com
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段となっている．実際，2013年の NTTデータ経営研究所

の企業に対するアンケート調査 [1]においては，「自社の

商品・サービスに関する投稿数やポジティブ・ネガティブ

件数の定量的な把握を実施していますか」という設問に対

し，回答総数 408件のうち「把握している」が 39.5%，ま

た「把握したい」という回答を含めると 63.8%に達してお

り，多くの企業がソーシャルリスニングを重視しているこ

とが分かる．

しかし，Twitterは誰もが自由にツイート（投稿）でき

るため，ツイート数が膨大であり，多様な意見が含まれる

反面，企業側にとって重要な「意見」の占める割合は少な

い．そのため，収集した膨大なツイート集合を 1つずつ確

認しながら，「意見」ツイートを人手により探し出すこと

は，時間的なコストが非常に大きくなる．そのため，SNS

からの意見抽出の研究が進められている [2]．

しかしながら，人の言語表現は多様であり，単純な表現

パターンのみで「意見」を判別することは難しい．このよ

うな課題に対しては，事例データに基づいた機械学習によ

る判別が行われている．この事例データは，教師データと

呼ばれ，例題と答えについてのデータである．Pakら [3]

は，実際の Twitter投稿から教師データを作成し，感情分

析のための機械学習モデルを構築している．このように，

Twitterは自然言語処理のための教師データ，コーパスと

して様々な研究に利用されている．

意見抽出モデルの教師データ作成をする場合，収集した

各ツイートに対して，「意見である」と「意見でない」のラ

ベル（答え）を付与する作業が必要になる．このラベル付

け作業は「アノテーション（注釈付け）」と呼ばれ，そのラ

ベル精度は．そのまま機械学習モデルの精度に大きく影響

するため，重要な工程である．

しかしながら，意見抽出の場合，実際にTwitterからラン

ダムにサンプリングしてきたツイート集合にアノテーショ

ンを行うと，「意見である」ラベルの付与されるツイートの

全体に占める割合は，「意見でない」ラベルの付与されるツ

イートと比べて圧倒的に小さくなり，分類する各クラスの

データ数の比率が偏る．これをそのまま学習すると，モデ

ルの精度が著しく落ちることが知られている．これは，不

均衡データ問題と呼ばれ，実問題への機械学習適用におい

て頻繁に起こる課題である．

このような不均衡データに対するアプローチとしては，

大きく以下の 2つが提案されている（図 1）．

• サンプリングベースのアプローチ：オーバサンプリン
グやアンダサンプリングなど教師データの削除をした

り，増やしたりすることでデータの割合を調整，均衡

化するデータに対しての手法 [4], [5]

• モデルベースのアプローチ：モデルの学習時に，損
失関数などの重みをデータ数の偏りに応じて調整す

る，学習アルゴリズムに対しての手法（Cost Sensitive

図 1 アンダサンプリングと Cost Sensitive Learning の比較

Fig. 1 Comparison between undersampling and cost sensitive

learning.

図 2 従来手法と提案手法の比較

Fig. 2 Comparison between conventional method and pro-

posed method.

Learning）[6], [7]

これらの手法は，アノテーション済みの不均衡な教師

データに対するアプローチであるが，本論文では，アノ

テーションによる教師データ構築段階での不均衡データ対

策手法を提案する．具体的には，アノテーション作業の対

象となるデータ収集時に機械的なプレフィルタリングを用

いたサンプリングにより分類クラスのデータ偏りを調整

しながら収集することで，不均衡化を緩和する手法 PSSA

（Prefilter based Stepwise Sampling for Annotation）を提
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案する．図 2 に提案手法の従来とのアプローチの違いを

示す．

また，この PSSAを意見抽出モデルの構築に適用するた

め，辞書マッチングによるプレフィルタを用いた PSSAを

提案，実際にアノテーションとモデル構築を行い，精度検

証を通して，その有用性を検証する．

本論文の構成は以下のとおりである．以下，2章では，不

均衡データ対策手法と意見抽出手法，教師データ構築につ

いての関連研究について説明する．3章では提案するアノ

テーション手法とその意見抽出モデルについて述べ，4章

では，アノテーション実験，学習モデルの比較実験，フィ

ルタリングによる影響分析の結果を示し，提案手法の有効

性について評価する．最後に，5章で本論文をまとめる．

2. 関連研究

本章では，提案するアノテーション手法と意見抽出モデ

ル構築に関する既存研究について述べる．

2.1 不均衡な教師データに対するアプローチに関する研究

分類問題において，各クラスのデータ数が均衡な教師

データで学習した分類モデルは，不均衡な教師データで学

習した分類モデルよりも分類性能が高いとされる [8]．さ

らに，Heら [9]によると，分類問題において，教師データ

が不均衡データであると，多数派クラスのデータに偏り，

過学習するという問題があるとしている．

例をあげると，Positiveのデータ数が 1，Negativeのデー

タ数が 99の計 100件の不均衡データを，特に対策をせず

に教師あり学習させると，すべてのデータを Negative と

予測しても正解率（Accuracy）は 0.99となり，非常に高い

値が得られる．一方で，実際に Positive であるデータのう

ち，モデルによって Positive と予測したデータの割合を示

す再現率（Recall）は 0になる．また，モデルが Positive

と予測したデータのうち実際に Positive であったデータ

の割合を示す適合率（Precision）も 0になる．反対にこの

モデルが完全に正しく予測できるとすれば，Accuracy は

1となり，Recall も 1，Precision も 1になる．このように

不均衡なデータを学習した分類モデルに対する評価指標は

正解率（Accuracy）だけでなく，再現率（Recall），適合率

（Precision）が重要であることが分かる．

本論文で使用するモデルの評価指標は Accuracy のみで

はなく Precision，Recall も利用する．また，Prescision と

Recall は相反の関係にあることから，Precision と Recall

との相乗平均である，F 値（F -measure）も評価指標とし

て利用する．以下にそれぞれの評価指標の数式を示す．

Accuracy =
TP + TN

TP + FP + FN + TN

Recall =
TP

TP + FN

Precision =
TP

TP + FP

F-measure =
2Recall · Precision
Recall + Precision

TP ：True Positive 正しく Positive と予測

FP ：False Negative 誤って Positive と予測

FN ：False Negative 誤って Negative と予測

TN ：True Negative 正しく Negative と予測

このような不均衡な教師データから学習させる様々な手

法が提案されている．Haixiangら [10]は不均衡データに

対する対応手法として，大きく，データの前処理と Cost

Sensitive Learningの 2つをあげている．

データの前処理に関する手法では，多数派データと少数

派データのデータ数のバランスを再調整するサンプリング

によるアプローチが多く用いられている．サンプリング手

法は多数派データ数を少数派データ数に近づけるアンダサ

ンプリングや少数派データをかさ増しし，多数派データ数

に近づけるオーバサンプリング，またこれら 2つを同時に

利用したハイブリッド方式があげられる．

ランダムアンダサンプリングは多数派データからランダ

ムにサンプリングすることによって少数派データとのバ

ランスを調整する手法で，最も単純で多く用いられてい

る [10]．また，この改良手法として，クラスタベースによ

るサンプリングや距離ベースでのサンプリング手法が提案

されている [11], [12]．Yenら [11]は不均衡データセットに

対し，クラスタリングを行い，各クラスタ内の多数派デー

タと少数派データのバランスを考慮して，各クラスタから

多数派データのサンプリングを行い，他のアンダサンプ

リング手法と比べて優れていることを示した．また，Ku

ら [12]は，ランダムアンダサンプリング手法は単純であり

使いやすいとする一方で，有用なデータが失われ，過学習

する可能性があるとし，ファジイ距離ベースでアンダサン

プリングを行う手法を提案している．

また，オーバサンプリングの手法である SMOTEはラン

ダムなオーバサンプリングと比較してより精度が高く，過

学習が起きにくいとされている [10]．紺野ら [13]は深層学

習を用いて少数派のデータをかさ増しする手法を提案し，

画像分類において高い精度を示した．文書分類などの自然

言語処理ではデータのかさ増しを行うオーバサンプリング

の手法は難しいとされていたが，澤崎ら [14]は単語の入れ

替えと文節の入れ替えを行うことによって，少数派の文書

データのかさ増し手法の提案を行った．

本研究で提案する PSSA はデータに対する不均衡デー

タ対策のアプローチであるが，アンダサンプリングやオー

バサンプリングのように既存の不均衡なラベル付きデータ

セットから学習に用いる教師データをサンプリングする

手法ではなく，収集したデータから不均衡化が緩和された
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ラベル付きデータセットを作成するアノテーション手法

である．このため，PSSAはアンダサンプリングや Cost

Sensitive Learningなどの不均衡化した教師データに対す

る対策手法と組み合わせて利用することができる．

2.2 意見抽出の関連研究

乾ら [15]は意見抽出研究の題材となるテキストの種類に

ついて以下のようにまとめている．

• 意見の収集，集約が目的となっているテキスト
– 社会調査などによる自由回答アンケート

– カスタマーサポートセンターにおける「お客様の声」

– レビュー

• 潜在的に意見を含むテキスト
– チャット

– Web掲示板

– Weblog

前者は「意見抽出」自体が目的となっているテキスト集

合のため，有用な情報が比較的多い傾向がある．前者のよ

うなテキストから意見表現などを抽出する研究は多い．小

林ら [16]は「意見」を〈対象，属性，評価値〉という 3つ組

で定義し，意見表現を，共起パターンを用いて収集する手

法を提案している．佐野ら [17]はWeb経由で収集した地

域苦情データに対して，経験的パターンや係り受け関係，

機械学習の手法を用いて要望表現の識別を行い，Yuら [18]

は，感情分析を行うために，ニュース記事から論説などの

「意見」と「事実」にそれぞれ分類し，Bayes分類モデルを

用いた意見抽出を提案している．Pangら [19]は感情分析

に用いるため，映画のレビューを主観に基づく表現を含む

テキストと事実を述べているテキストを分類し，機械学習

の手法を用いて「主観抽出」を行っている．

一方で，Twitterなどの SNSを含む後者は「意見抽出」を

目的とされたテキスト集合ではないため，有用なデータが

非常に少なくなる．立石ら [20]はインターネット上からの

意見を効率的に抽出する研究がこれまで存在しなかったこ

とを明らかにしたうえで，評価表現辞書を用いて意見を抽

出するシステムを提案した．また，橋本ら [21]は Twitter

から政策やサービスへの評判や評価の傾向を予測する研究

を行った．川島ら [22]は Twitterからの意見抽出に関する

研究で，辞書と半教師あり学習のDistant supervisionの手

法を用いて教師データを半自動的に構築し，SVMを用い

て分類，抽出した．立石ら [20]，橋本ら [21]，川島ら [22]

は評価情報を含む表現のある文章を，辞書を用いて抽出し

ているが，本研究では辞書に含まれている意見表現が明示

されているツイートだけでなく，辞書に含まれていないが，

文脈上などで意見とされるツイートに対してもサンプリン

グを行い，教師データを作成する手法を提案する．

また，前者のような意見収集が目的のテキストでは主語

や述語など文法的に整っているテキストが多い傾向にある

が，後者のようなテキストでは文法的に誤っているなど，

テキスト自体の問題も多く [23]，共起パターンや係り受け

関係など文法的な抽出のみでの高精度での分類は困難で

ある．

2.3 データセット作成に関する研究

特定の情報源からデータを収集し，アノテーションを

行ってデータセットを作成する，教師データセット構築に

ついての研究は数が少ない．

筒井ら [24]は公開されている地方議会の会議録のデー

タを政治学や言語学や情報工学などの様々な学問分野にお

いて研究対象になっていることを明らかにしたうえで，こ

れらのデータの形式がそれぞれ異なっており，収集作業に

労力がかかることなどの問題を取り上げ，これを解決する

ためにコーパス構築を行っている．宮崎ら [25]はWeb上

のレビュー文書から 10名のアノテータによって注釈付き

評判情報コーパスを構築している．この研究のなかで，宮

崎らは各アノテータによる判断の一致率が低いことを問題

として取り上げ，アノテーション事例参照利用を提案し，

判断の揺れ削減に効果があると報告した．本研究でもアノ

テーション時にアノテータに事例を複数あげることによっ

て，教師データの品質の確保を行った．

アノテーション作業対象のデータ数が多くなると，それ

にともなってアノテータを増やすことが必要である．組織

によっては労働力の確保が難しいことがある．これを解決

するために，アノテーション作業をクラウドソーシング

し，データセットを構築した研究が存在する [26]．しかし，

クラウドソーシングにおけるアノテーション作業者（アノ

テータ）はやる気にばらつきがあり，報酬目的の不誠実な

作業者も存在することから低品質な成果物がもたらされる

ことがあり，それを仕組み的に改善する研究が行われてい

る [27]．本研究でもアノテータに人数を十分確保すること

が難しいため，クラウドソーシングによるアノテーション

を行っている外部企業に実際のラベリング作業の一部を委

託した．

3. 提案手法

本章では，あるデータ集合から教師データ（ラベル付き

データセット）を作る際，ランダムにラベル付けするデー

タを選択すると不均衡データになってしまう場合に，フィ

ルタリングを活用して段階的にサンプリングすることで，

データの不均衡化を緩和するアノテーション手法，PSSA

（Prefilter based Stepwise Sampling for Annotation）を提

案する．また，PSSA を意見抽出問題へと適用した辞書

フィルタを用いた PSSA，これを用いた意見抽出モデルの

構築手法を提案する．

分類問題の教師データを作る際は，各クラスのデータ数

が均衡している方が精度の高いモデルが構築できる．しか
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しながら意見抽出問題の場合，たとえば Twitterからラン

ダムに事例を集めてくると，「意見」の事例は「意見でな

い」事例より圧倒的に少なくなってしまう．このような自

然言語処理では，辞書によるキーワードマッチングがよく

使われており，意見の文書に共通するような言語表現を集

めて辞書を作り，マッチングすることで，かなりの意見が

抽出可能である．このように辞書フィルタを使えば，意見

の事例を集めることができる．しかしながら，これで集め

られた事例は，単純な事例ばかりで，文脈で表現された複

雑な意見の事例が集められない．

そこで，すべてが「意見」でなくても良いので，意見が多

く含まれるような緩いフィルタを利用することで，「意見」

の含まれる割合を上げることを考える．また，そのフィル

タも実際に利用してみなければその効果が分からないた

め，絞込条件が異なる複数のフィルタを段階的に実施する

ことで，不均衡度合いを緩和しつつ，分類精度の向上に重

要な事例も含まれるような事例サンプリングを実現する．

3.1 PSSA（Prefilter based Stepwise Sampling for

Annotation）

PSSAは，ランダムサンプリングすると一部の分類クラ

スのデータ割合が小さくなってしまう場合に，少数クラス

のデータ割合が増えるような機械的フィルタを利用し，サ

ンプリングする条件を絞り込むことで，データの不均衡化

を緩和する．しかし，機械的フィルタにより絞られたデー

タは，中に含まれる学習データのパターンが単純化するな

どの悪影響が考えられる．そこで，絞込み効果の異なる機

械的フィルタを複数用意し，（悪影響の少ない）弱い効果の

フィルタから順に適用し，段階的にアノテーション対象と

なるデータをサンプリングしていくことで，不均衡化を緩

和した教師データを構築する手法である．機械的フィルタ

には，ルールベース，辞書マッチングなどの条件ベースの

ものから，学習済みの弱学習器など追加の教師データが不

要であれば適用可能である．実際のフィルタについては次

節で説明する．以下，PSSAの詳細な手順について述べる．

事例をランダムにサンプリングを行い，アノテーション

を行うと不均衡な教師データとなってしまう問題に対して，

アンダサンプリングなどの手法では少数派ラベルのデータ

数に多数派ラベルのデータ数を合わせるため，多数派ラベ

ルの教師データのほとんどが学習されず，効率が悪くなる

という問題がある．また，教師データを作成するアノテー

ションは時間的コストがかかるため，効率の良いデータサ

ンプリング手法が求められる．

PSSAは最初に，事例をランダムにサンプリングすると

少数派となるデータ（以下，少数派ラベルデータとする）

の特徴をプレフィルタとして構築する．構築したそれぞれ

のプレフィルタをすべてのデータに適用し，それぞれプレ

フィルタリングで Positive と判別されたデータ集合，プレ

図 3 PSSA の処理の流れ

Fig. 3 PSSA processing flow.

フィルタリングでNegativeと判別されたデータ集合の 2つ

に分ける．Positiveと判別された集合とNegativeと判断さ

れた集合から一定の割合でサンプリングを行い，アノテー

ションを行い，教師データを作成する．また，プレフィル

タ，サンプリングの割合を複数構築し，データ分布への悪

影響が少ない，絞込効果の弱いプレフィルタから順に適用

し，上記の内容を繰り返す．これによってプレフィルタリ

ングによって少数派ラベルデータを多く抽出できる．ま

た，プレフィルタリングで Positive と判別された集合とプ

レフィルタリングで Negative と判断された集合両方から

サンプリングを行うことによって教師データの特徴がプレ

フィルタに偏ることを防ぐことができる．

PSSAの処理フローを図 3 に示すとともにその処理手順

1©～ 4©を以下に示す．
なお，ブロック数（n）とは，適用するプレフィルタの数

であり，プレフィルタによるサンプリングを行う回数であ

る．目標値（ratio）とは，少数クラスの全体に占めるデー

タ割合の目標とする割合である．

1© ブロック数（n），教師データすべてに含まれる少数

派ラベルデータの割合の目標値（ratio），プレフィ

ルタ（FILTER1～FILTERn）とサンプリング割合

（sampling1～samplingn）の組をあらかじめ定義する．

また，k = 1とする．

2© すべてのデータ（DATA）に対し， 1©で定義したプレ
フィルタ（FILTER1～FILTERn）のうちの FILTERk

でプレフィルタリングを行った後，samplingk でサン

プリングを行い，ブロックデータ（B DATAk）を作成

する．

3© B DATAkにアノテーションを行い，教師ブロックデー
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タ（TRAIN B DATAk）を作成する．

4© 作成したすべての教師データ（
∑

TRAIN DATAk）の

うち，少数派ラベルデータが占める割合（ratiok）が

事前に定義した ratio に到達する，または kが nに達

するまで kを 1ずつ増やしながら 2©， 3©を繰り返す．

3.2 辞書フィルタを用いたPSSAによる意見抽出モデル

本章では，PSSAを用いた意見抽出モデルの構築につい

て説明する．プレフィルタとしては，評価表現辞書による

マッチングを用いた．モデルの構築には，PSSAにより作

成された教師データを用いて学習するモデルの選択が必要

だが，本手法は一般的な教師あり機械学習モデルすべてに

適用可能である．

3.2.1 Twitterからの意見抽出

ツイートの収集を行い，「意見」の定義に基づいてアノ

テーション作業を行い，意見抽出モデルのための教師デー

タを構築する．アノテーション作業には膨大な人手と時間

的コストがかかるため，より信頼性の高い教師データの

構築手法が求められる．しかし，従来手法では収集したツ

イートからランダムサンプリングを行ってアノテーショ

ン作業を行うことによって教師データを構築するが，この

手法は Twitterなどの SNSの特性上，「意見」ではないツ

イートが非常に多く抽出され，不均衡データになり，学習

が難しくなる可能性が非常に高い．

3.2.2 「意見」の定義

本研究で提案する意見抽出システムの目的は企業がマー

ケティングに利用する上で「有用」な「意見」を抽出する

ことであり，一般的に「意見」とされる定義の中でも「要

望」や具体的な「批評」を述べているツイートを抽出する

ことが必要である．また，アノテータの負担増によって教

師データの信頼性が失われることを防ぐために必要最小限

で定義を行うことも必要である．

国立研究開発法人情報通信研究機構旧知識処理グループ

情報信頼性プロジェクトによって開発された意見（評価表

現）抽出ツール（以下ツールとする）*2では「意見」を「感

情」，「批評」，「メリット」，「採否」，「出来事」，「当為」，「要

望」と定義しているが，本研究はこれらのうち，「意見」を

「感情」「批評」「要望」に限って定義する．また，このう

ち「感情」と「批評」はツールでは「主観的でかつ，感情

的な評価表現」と「主観的ではあるが，感情的ではない評

価表現」が類似しているため，本研究においては「感情・

批評」の 1つにまとめ，「発言者の主観的な感情や批評のあ

る表現」として，「感情・批評」「要望」「その他」の 3つの

ラベルを指定してアノテーション作業を行った．しかし，

「感情・批評」は非常に広範囲に定義されている表現であ

り，たとえば「ディズニー行きたい」や「USJ楽しい」な

*2 https://alaginrc.nict.go.jp/opinion/index.html

どの「なぜそのような感情や批評に至ったのか」が示され

ていないような，マーケティング上有用ではないツイート

が「意見」として抽出されてしまう可能性が高い．これを

防ぐため，「感情・批評」を「根拠・理由の示されている発

言者の主観的な感情や批評のある表現」とすることによっ

て該当する表現を限定した．

「要望」の定義はツールでは「要望を表す評価表現」と，

具体的に定義されていないため，川島ら [19]の研究を参考

にした．川島ら [19]は Twitterからの要望抽出を行う研究

で「命令」，「依頼」，「禁止」，「誘いかけ」，「希望」，「希望

非断定」，「当為」，「当為非断定」，「不満」を要望表現と定

義しているが，本研究では前述のように必要最小限で定義

を行うため，これらのうち最も普遍的な表現である，「発言

者が相手に強制するする表現」とする「命令」，「発言者が

相手の意志を尊重して，相手にある動作をするよう頼む表

現」とする「依頼」を引用した．

以下で具体例を示しながら「意見」として抽出する「感

情・批評」，「要望」の定義を整理する．

・「批評・感情」の定義

理由が示されている感情・批評：根拠・理由の示されてい

る発言者の主観的な感情や批評のある表現

例：今度ハロウィンイベントがあるからディズニー行

きたい

例：キャストさんが親切でディズニー楽しかった

例：USJで財布を落としたら親切な人が拾ってくれた

みたい．本当に感謝．

・「要望」の定義

命令：発言者が相手に強制するする表現

例：ディズニーは早く新しい作品を出せ

依頼：発言者が相手の意志を尊重して，相手にある動作を

するよう頼む表現

例：ディズニーの年パスもう少し安くしてほしい

例：ディズニーのキャストは再度教育すべき

また，客観的な事実を述べた「出来事」や，発言者が個

人ではなく，広告である「広告」や前述した「理由の示さ

れていない感情・批評」はマーケティング上有用性が低い

ため本研究で「意見」に分類しないとした．具体例を以下

に示す．

出来事：客観的な事実を述べた表現

例：ディズニー行ってきた

例：ディズニーの年パス買ってきた

広告：発言者が個人ではなく，広告である表現

例：ディズニーのチケットが今だけ 30%引き！

理由が示されていない感情・批評：なぜその感情になった

のか，書かれていないもの．

例：ディズニー行きたい

例：ディズニー楽しかった

例：〇〇さんと一緒に行ったディズニー楽しかった

c© 2020 Information Processing Society of Japan 74



情報処理学会論文誌 数理モデル化と応用 Vol.13 No.2 69–83 (Aug. 2020)

3.2.3 評価表現辞書を用いたプレフィルタリング

意見表現をまとめた辞書を構築し，それを収集したツイー

トにプレフィルタリングして抽出されたツイートにアノ

テーション作業を行う立石ら [20]，橋本ら [21]の研究や抽出

されたツイートに半教師あり学習のDistant Supervisionの

手法を適用して網羅的に教師データを収集した川島ら [19]

の研究が存在するが，辞書に収録されている表現を含むツ

イートのみが教師データとして学習され，辞書に収録され

ていない表現ではあるが「意見」として抽出されるべきツ

イートが教師データに含まれず，抽出漏れが起きる可能性

がある．また，反対に辞書でプレフィルタリングして抽出

されたツイートすべてが必ずしもアノテーション作業で

「意見」と判定されるわけではない．

本研究では，評価表現辞書を用いたプレフィルタリン

グを用いる．この辞書には，小林が構築した評価表現辞

書*3を用いる．この辞書は評価を表す可能性のある表現を

集めた約 5,200語からなる辞書であり，ある程度ドメイン

横断的に使用可能としている．辞書には，「高い」，「安い」

など特定の対象に対する評価の値を表す表現や，「好き」，

「嫌い」などの書き手などの評価保持者の感情を表す表現

が含まれている．

本提案手法では，評価表現辞書を基に下記のような 3段

階のプレフィルタを提案し，これを適用した PSSAを用い

て不均衡化を緩和する．ブロック数 nの値を増やすほどプ

レフィルタリングの回数が多くなり，細かくフィルタリン

グを制御できるが，それだけ多くのフィルタを設計する必

要があり，アノテーション作業を小刻みに調整する労力と

作業時間がかかるため，適用する分野にもよるが，現実的

には，n = 3～5程度を推奨する．

本研究課題である Twitterからの意見抽出タスクにおい

ては，プレフィルタに評価表現辞書を用いて，評価表現の

品詞のバリエーションの違いと文字数の制限によって，プ

レフィルタを構築した．品詞の組み合わせ的には，n = 10

段階以上のフィルタも可能だが，クラウドソーシングを活

用してアノテーションを実施する際，日単位などの粒度で

の調整は難しいため，1段階のフィルタの結果まとめを 2

週間程度で実施すると想定し，バッファ期間を含めて 2カ

月以内にアノテーションを完了するため，n = 3段階での

フィルタリングを構築した．

また，2値分類問題において，それぞれのラベルのデー

タ数が全教師データに占める割合が 0.5であれば最も精度

が高いため，ratio の推奨値は 0.5とする．ただし，ある程

度の不均衡はアルゴリズムでの不均衡対策により，対処可

能なので，目標値 ratio を 0.5とすることが困難な場合に

は，少し小さめに設定し，教師データ中の事例が偏らない

ようにフィルタを設計した方が結果的に分類精度が高くな

*3 http://www.syncha.org/evaluative expressions.html

る場合も考えられる．本提案手法では，推奨値を利用する

こととし，PSSAのパラメータは以下のように定義する．

n = 3

ratio = 0.5

プレフィルタの絞込条件が細かくなると，「意見」ラベ

ルのデータが抽出される割合が増える一方，教師データの

事例の偏りも顕著になるため，PSSAの段階が進むにつれ

て，プレフィルタで抽出されたツイートの割合が低くなる

ようにサンプリング割合 sampling を決定した．

以下に提案手法の各段階のプレフィルタとサンプリング

を示す．

・第 1段階

FILTER1：小林の評価表現辞書を収集したツイートにプ

レフィルタリングする．

sampling1：抽出されたツイートと抽出されなかったツイー

トそれぞれ 7：3になるようにサンプリングを行う．

・第 2段階

FILTER2：小林の評価表現辞書にMeCab *4で形態素解析

を行い，「形容詞」，「副詞助詞類」，「助動詞」，「名詞副詞接

続」，「名詞形容動詞語幹」に該当する評価表現のみを取り

出した新しい辞書を作成する．また，収集したツイートに

対して，新しい辞書でプレフィルタリングする．

sampling2：抽出されたツイートと抽出されなかったツイー

トそれぞれ 8 : 2になるようにサンプリングを行う．

・第 3段階

FILTER3：小林の評価表現辞書にMeCabで形態素解析を

行い，「形容詞」，「副詞助詞類」，「助動詞」，「名詞副詞接

続」に該当する表現のみを取り出した新しい辞書を作成す

る．また，収集したツイートに対して，新しい辞書でプレ

フィルタリングし，71文字以上の文字数があるツイートの

みをプレフィルタリングする．

sampling3：抽出されたツイートと抽出されなかったツイー

トそれぞれ 5 : 1になるようにサンプリングを行う．

以下に上記プレフィルタを用いた処理手順 1©～ 3©を示す．
1© k = 1 として，収集したツイート（DATA）に対

し，FILTERk と samplingk からブロックツイート

（B DATAk）を作成する．

2© B DATAkに対してアノテーションを行い，ラベル付き

ブロックツイート（TRAIN B DATAk）を作成する．

3© 作 成 し た す べ て の ラ ベ ル 付 き ツ イ ー ト

（
∑

TRAIN DATAk）の う ち ，「 意 見 」ラ ベ ル

データが占める割合が ratio（= 0.5）を超える，また

は k が n（= 3）になるまで k を 1ずつ増やしながら

上記 1©， 2©を繰り返す．
FILTERk の k が進むにつれて，よりプレフィルタの絞

*4 https://taku910.github.io/mecab/
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込条件を細かくし，少数派ラベルデータである「意見」デー

タが多く収集される．また，samplingkにおいて，プレフィ

ルタで抽出されたデータだけでなく，プレフィルタで抽出

されなかったデータからもサンプリングすることによって，

プレフィルタに偏らないデータを収集することができる．

4. 検証

本章では，提案手法の有効性を検証するため，5つの検

証実験を行った．まず実験 1において，辞書フィルタを用

いた PSSAによる，不均衡化の緩和効果の検証のため，ツ

イートのアノテーション実験を行う．

次に実験 2-1，2-2において，アノテーション段階での

不均衡データ対策の有効性を検証するため，実験 1で作成

された教師データを用いて意見抽出モデルを構築し，アノ

テーション手法と前処理，機械学習構築手法の組み合わせ

の違いによるモデル精度の違いを検証する．

最後に実験 3-1，3-2において，アノテーションを行うサ

ンブル選択に辞書フィルタを用いることによる影響を分析

するため，各辞書フィルタを適用した場合とフィルタリン

グしなかった場合のモデル精度を比較する．

4.1 実験条件

4.1.1 ツイートデータ収集・前処理

まず，アノテーション対象となるツイート収集につい

て説明する．今回の実験では，意見抽出の目的を「大規模

サービス施設におけるサービス改善に役立つ意見の収集」

と設定した．ツイート検索を行うためのキーワードは，ツ

イート数が一定数以上存在するテーマパークや東京都内の

5つ星ホテルなど合計 19施設の名称，またはその略称とし

た．ツイート収集対象とした施設のキーワードと収集した

ツイート数を表 1 に示す．表中の都内 5つ星ホテルは「ア

マン」，「グランドハイアット」，「コンラッド」，「リッツ・

カールトン」，「ペニンシュラ」，「シャングリラホテル」，

「パークハイアット」，「マンダリンオリエンタル」の 8施設

を選定した．収集期間は 2018年 5月 1日～2019年 4月 30

日までの 365日間とした．なお，不要なツイートを除外す

るため，収集時に以下の前処理を行った．

• 重複しているツイート，リツイート（RT），リプライ

（@付きツイート）は収集対象から除外した．

• URLが含まれているツイートは該当部分を「〈URL〉」

の文字列に置き換えた．

• Pythonライブラリ neologdn *5を利用して文字表現の

正規化を行った．

• 大文字アルファベットは小文字に統一を行った．
neologdnは SNSなどの日本語テキストにおいて表記ゆ

れの正規化を行う．具体例をあげると，全角英数字記号や

*5 https://github.com/ikegami-yukino/neologdn

表 1 各キーワード名と収集したツイート数

Table 1 keyword and number of tweets collected.

表 2 各ドメインのツイート数

Table 2 Number of tweets for each domain.

半角カナなどを半角英数字記号，全角カナへ変換，また

「スーパーーーー」や「無駄無駄無駄ァ」などの連続して重

複する文字列を「スーパー」や「無駄ァ」などへ正規化を

行う．

その後，収集したツイートに対してMeCabを利用して分

かち書きを行った．また，MeCabの辞書は標準の IPADIC

とWeb上の新語が追加されているNEologd *6（2019年 12

月 5 日更新時点）を利用した．収集されたツイート数を

表 1 に示す．

表 1 のように，「ディズニー」と「USJ，ユニバ」をキー

ワードとして収集したツイート件数がそれら以外のキー

ワードの件数と比べて非常に多いことが分かった．そこで，

特定のキーワードに対するツイート件数の割合が偏るこ

とを防ぐため，収集したツイートデータを「ディズニー」，

「USJ，ユニバ」（以降「USJ」とする），「その他」の 3つ

のドメインに分割し，収集したツイートから教師データを

構築する際に，各ドメインのツイート件数の割合が極端に

偏らないように調整を行った．表 2 に 3つのドメインに

集約した後の各ドメインの収集ツイート件数を示す．

*6 https://github.com/neologd/mecab-ipadic-neologd/blob/
master/README.ja.md
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4.1.2 実験環境

ここでは，実験に使用した計算機のスペックやプログラ

ミング言語，使用したパッケージのバージョンについて述

べる．

まず，プログラムを実行する計算環境のスペックは以下

のとおりである．

CPU：Intel XeonW-2123（3.60GHz，4Core）

メモリ：128 GB

GPU：NVIDIA TITAN V

OS：Ubuntu 16.04 x86 64

プログラム実装に用いた言語は Python 3.7.4である．ま

た，今回の実験に際して使用した Pythonパッケージとそ

のバージョンは以下のとおりである．なお，実行における

仮想環境構築には Anacondaを使用した．

scikit-learn 0.22

imbalanced-learn 0.6.1

numpy 1.16.5

pandas 0.25.1

mecab-python3 0.996.3

neologdn 0.4

4.2 教師データの不均衡化緩和効果の検証

収集したツイートデータに PSSAを適用してアノテー

ションをすることで教師データを作成し，その不均衡化の

緩和効果を検証する．

4.2.1 実験 1

ツイートデータから意見分類のための教師データ作成実

験を行う．本実験において，提案手法である辞書フィルタ

による PSSAを用いた場合と，従来手法であるランダム

サンプリングを用いた場合の教師データの不均衡度合いを

比較することで，PSSAによる不均衡化緩和の効果を分析

する．

今回，PSSAは 3段階のフィルタリングを用いる．各段

階において，アノテーション対象としたツイート件数と各

ドメインのデータ数を表 3 に示す．

次に比較対象として，従来手法であるランダムサンプ

リングにより作成される教師データを構築する．これは，

PSSAの各段階における辞書フィルタによって抽出された

意見ツイート候補の全体割合（表 4）の分布に基づいて，

PSSAで作成した教師データからもっともらしいツイート

数になるように作成した．従来手法によって作成されたツ

イート件数を表 5 に示す．

アノテータは 20代から 60代までの男女 35人で，与え

られたツイートに対し，「感情・批評」，「要望」，「その他」

の 3カテゴリのラベリング作業を行った．「感情・批評」と

「要望」両方に該当する表現があった場合は両方にラベリ

ングを行った．ラベリングの判断がアノテータで異なった

場合，該当アノテータ間で定義や事例を改めて確認し，判

表 3 PSSA の各段階でアノテーション対象としたツイート件数

Table 3 Number of tweets targeted for annotation.

表 4 PSSA の各段階における意見ツイート候補の割合

Table 4 Percentage of extracted tweets.

表 5 従来手法によって作成された教師データ件数

Table 5 Number of teacher data created by the conventional

method.

表 6 PSSA によって作成された教師データのうち，「意見」ラベル

が占める割合

Table 6 Percentage of opinion labels.

断の統一を行った．

4.2.2 実験 1の結果と考察

アノテーション実験により求められた，PSSA で教師

データを作成した場合と従来手法で教師データを作成した

場合の「批評」・「要望」ラベル（以下，「意見」ラベルと

する）の教師データが全教師データに占める割合を以下の

表 6 に示す．

表 6 の結果から，PSSAを用いて作成した教師データの

方が従来手法で作成した教師データよりも意見の割合が高

くなり，不均衡度合いが改善されることを確認した．

段階ごとに見ると，第 1 段階では PSSA側が従来手法
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側よりも意見の割合が小さいが，第 2 段階，第 3 段階で

は PSSA側の意見の方が割合が大きくなった．第 1段階で

PSSA側の意見の割合が小さくなった原因として，第 1段

階のプレフィルタ FILTER1 が，ランダムサンプリングと

比べてもそれほど意見の絞込効果が低い可能性がある．実

際，表 4 に示したように，FILTER1 により抽出された意

見ラベルの候補は 0.64と高い．また sampling1 も 7 : 3に

設定したことからプレフィルタが強く作用しなかったこと

があげられる．

FILTER2 では，より絞込条件が細かくなったことか

ら，第 2段階での意見が全体に占める割合が PSSA側は

従来手法側よりも高い値を示したと考えられる．そのた

め，FILTER1 をより絞込条件が細かいものに変えること

で従来手法側よりも高い値が出せると考えられる．また，

sampling1 を 8 : 2などプレフィルタで抽出されたツイー

トの割合をさらに増やすことでも従来手法側よりも高い値

が出せると考えられる．本実験では，後の実験において，

フィルタリングとランダムサンプリングとの比較を行うた

め，ランダムサンプリンによるデータを一定数確保する必

要があり，sampling1 を 8 : 2としたが，その比較が不要な

場合は，sampling1 を 9 : 1などに設定することで，より不

均衡の緩和が行える．

4.3 意見抽出モデルの精度向上効果の検証

アノテーション段階からの不均衡データ対策手法である

PSSAを適用することによる，意見抽出モデルの精度向上

効果の検証を行う．実験 1で作成された教師データを用い

て意見抽出モデルを構築し，アノテーション手法と前処理，

機械学習構築手法の組合せの違いによるモデル精度の違い

を明らかにすることで，PSSAの優位性を確認する．

4.3.1 実験 2-1

教師データを，辞書フィルタを用いた PSSA により作

成した場合と，ランダムサンプリングにより作成した場

合，それぞれのデータセットに対して，不均衡データ対策

（Under-sampling，Cost Sensitive Learning）を行ってモデ

ル化した場合，対策を行わずにモデル化した場合の分類精

度を評価した．

まず，データセットの作成方法について述べる．最初に

4.2.1項で作成した 6,664件のデータから表 4 の割合の分

布に基づいて，ランダムサンプリングにより選択された場

合のデータを擬似的に 666 件作成し，これをテストデー

タとした．次に 6,664件のデータからテストデータ 666件

を除いたデータ（以降 PSSA-Largeデータとする）から，

表 4 の分布に基づいて擬似的に従来手法（ランダムサンプ

リング）による教師データ（以降 baselineデータとする）

を作成した．また，baselineデータのデータ数と同じ数を

PSSA-Largeデータからサンプリングを行ったデータ（以

降 PSSA-Baseデータとする）を作成した．表 7 に 3種類

表 7 実験 2-1 の各教師データ数と意見割合

Table 7 Number of teacher data.

のデータセットのデータ数を示す．

次に，各データセットに共通で適用したベクトル化まで

の前処理について説明する．

自然言語のベクトル化を以下の手順で実施した．

• ツイート内に記号が含まれている場合は半角スペース
に置き換えた．

• 半角カナは全角カナに置き換えた．
• MeCabで形態素解析を行い，助詞を削除した．

次に教師データは文書データであるため，各ツイートを

TF-IDFの手法を用いて特徴量化を行った．TF-IDFは文

書内に含まれる単語の重要度に基づいてベクトル化する手

法であり，以下の数式で表される．

tfidf a,X = tfa,X · idfa

tf a,x =
文書 Xにおける単語 aの出現回数
文書 Xにおける全単語の出現回数の和

idf a = log
(

全文書数
単語 aの出現する文書の数

)

tfidf を計算することによって，各ツイートをベクトルとし

て表すことができる．PSSA-Large，PSSA-Base，baseline

それぞれのデータセットとテストデータを結合し，3つの

データセットを新たに作成し，各データセットにおいてツ

イートの tfidf を求めた．

次に特徴量化を行った教師データに対して scikit-

learn *7の TruncatedSVD *8を用いて 1,000 次元へ次元圧

縮を行った．

以上の手順で作成された特徴ベクトルを入力とし，SVM

（ハイパーパラメータは scikit-learnのデフォルトの設定）

による意見抽出モデルを以下の 3種類構築し，精度評価を

行った．

• Normal：不均衡データ対策なし

• Under Sampling：アンダサンプリング（多数派クラ

スのデータ数を少数派クラスのデータ数まで削減）を

適用

• Cost Sensitive Learning：損失関数の定義において，

少数派クラスの誤分類のペナルティを多数派クラスの

誤分類のそれよりも重くするコスト考慮型学習を適用

精度評価は前述の Accuracy，Precision，Recall，F-

measure，学習と予測の合計時間で行った．また，アン
*7 https://scikit-learn.org/stable/
*8 https://scikit-learn.org/stable/modules/generated/

sklearn.decomposition.TruncatedSVD.html
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表 8 ランダムサンプリングとの比較評価

Table 8 Accuracy evaluation for comparison with random

sampling.

ダサンプリングは 5 回行った平均の値をとった．以下の

表 8 にそれぞれのモデルの評価結果を示す．

4.3.2 実験 2-1の結果と考察

まず，ランダムサンプリング（baseline）とPSSA（PSSA-

Baseは baselineとデータ数を揃えたもの）の比較を行う

と，すべてのモデルにおいてAccuracy，F-measure ともに

baselineより PSSA-Baseの評価値が上回っており，計算時

間も大きく変わらないことから，PSSAの優位性が確認でき

た．なかでも PSSAのデータセットに Under Samplingを

適用したモデルが最も性能が高かった．また，不均衡デー

タ対策を実施しない場合（Normal）は，最も PSSA-Base

と baselineの精度差が大きくなった．

また，RecallはUnder Samplingの PSSA-Baseが，Pre-

cision，Accuracy は Normal の PSSA-Base が，時間では

baselineが一番高い結果となった．

また，データ数が大きい PSSA-Large では，最も性能

が高かったのは，PSSAのデータセットに Cost Sensitive

Learningを適用したモデルで，データ数が多いため時間は

非常に長くなるものの，Precision と Recall の偏りも小さ

く非常にバランスの良いモデルとなっている．

NormalとUnder Sampling，Cost Sensitive Learningを

比較すると，全手法で Under Samplingと Cost Sensitive

Learningの Precision が下がり，Recall が上がった．Cost

Sensitive Learning の方が Under Sampling よりも Preci-

sion，Recall の変動は少なかった．

また，Normal の PSSA-Large では PSSA-Base と比較

して Precision が下がり，Recall が上がっており，Under

Samplingの PSSA-Largeでは Precision が上がり，Recall

が少し下がっていることから，完全に不均衡化が緩和され

ている状態でツイート数を増やすとRecall は一定の数値で

収束するが，Precision は上がると考えられる．

4.3.3 実験 2-2

次にランダムサンプリングではなく，クラスタリング

ベースのサンプリングを用いた教師データ作成手法との，

精度比較を行った．これは，フィルタリングの代わりにク

ラスタリングを行い，各クラスタから均等にサンプリング

する手法であり，辞書フィルタのような対象となるデータ

についての事前知識を必要とせず，距離計算が可能なベク

トルデータであれば適用可能なことがメリットである．

今回，クラスタリング手法には，非階層的手法の代表

手法である，k-meansを利用した．収集したツイート集合

に k-meansを適用し，各クラスタから同じデータ数をサ

ンプリングし，アノテーションを行った教師データの不均

衡化の緩和効果の検証と，これを利用した意見抽出モデ

ルの精度検証を行った．k-meansのクラスタ数 kについて

は，x-meansで最適なクラスタ数を求めた結果，すべて 2

であったため，k = 2を基本として，参考のため，k = 3，

k = 5の場合も実施した．

以下，教師データの作成手法について述べる．教師デー

タは新たにアノテーションを行うのではなく，PSSA-Large

データから擬似的に作成し，再現した．

最初に PSSA-Largeデータの段階ごとにフィルタで抽出

されたツイートとフィルタで抽出されなかったツイートに

分類した．次にそれぞれのデータに実験 2-1と同様の前処

理，TF-IDFによる特徴量化，次元圧縮を行った．

次に k-means を適用し，各データ内でクラスタごとの

データ数が同じになるようにアンダサンプリングを行っ

た．最後にこれらのデータを表 4 の分布に基づいてもっと

もらしいツイート数になるように調整し，教師データを作

成した．

比較のため，本実験で作成したクラスタリングベースの

サンプリングと教師データ数が同じになるように，PSSA-

Largeデータや baselineデータのデータ数を調整（ランダ

ムサンプリング）した．表 9 に各教師データのツイート数

と「意見」クラスの割合を示す．

続いて，作成したそれぞれの教師データに対し，実験

2-1と同様に意見抽出モデルの精度検証を行った．結果を

表 10 に示す．また，本実験ではアンダサンプリング手法

として，Clustering besed UnderSamplingを適用した．こ

れは，通常のランダムなアンダサンプリングと異なり，ク

ラスタリングを行い，得られた各クラスタから均等にアン

ダサンプリングを行う手法である．

4.3.4 結果と考察

まず，表 9 に基づき，意見の割合を比較する．最適なク

ラスタ数 k = 2の場合は，クラスタリングベースのサンプ

リングは 0.17とランダムサンプリング（baseline）の 0.15
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表 9 実験 2-2 の各教師データ数

Table 9 Number of teacher data for experiment 2-2.

表 10 クラスタリングベースサンプリングとの比較評価

Table 10 Accuracy evaluation of each model for comparison with clustering base

sampling.

より割合が改善しているが，PSSAの 0.28には遠く及ば

ない結果となった．また，クラスタ数が k = 5の場合は，

0.14と baselineより悪化しており，クラスタ数に結果が影

響されることが分かった．

次に，表 10 に基づいて，モデルの精度比較を行う．

PSSAはランダムサンプリング（Normal）とクラスタリン

グベースのサンプリング（Clustering）と比べて，すべて

F-measureが高くなっており，その優位性を確認すること

ができた．Clusteringは，最適なクラスタ数である k = 2

のとき，Under Samplingを適用したモデルが最も精度が

高く，Normalより精度が高いが，k = 5では逆に Normal

より精度が落ちており，意見の割合の比較と同様に，クラ

スタ数に結果が影響されることが分かった．

また，PSSA，Normal，Clusteringともに，このデータ

数では，Under Samplingとの組合せが，精度が高くなっ

ている．

4.4 プレフィルタによる影響の検証

PSSAのプレフィルタリングによって，教師データの不

均衡化が緩和される一方，フィルタリングによって判別に

とって重要な事例が教師データ中から失われる可能性が

ある．つまり，フィルタの性能によっては，判別が比較的

簡単な事例ばかりになり，判別が難しい事例が含まれ難く

なる危険性がある．本論文で用いた辞書フィルタの場合で

は，単純な意見表現による事例が増えてしまい，複雑な文

脈により表現された意見の事例が少なくなることで，意見

抽出モデルの精度が下がってしまう可能性がある．これら

の悪影響を評価するため，各フィルタを適用した教師デー

タとフィルタリングをしなかった場合を比較する．

4.4.1 実験 3-1

PSSAはプレフィルタにより分類クラス間のデータ不均

衡を緩和することにより，モデルの精度を高める手法であ

るが，本実験では，この PSSAのプレフィルタによる悪影

響のみを評価するため，すべてのモデルにおいて，アンダサ

ンプリングを行い，均衡化を行ったうえでモデル構築を行

う．これにより，各クラスのデータ割合は均等，教師デー

タ数も同じ条件で，PSSAと従来手法（フィルタリングな

し）のモデル精度の比較を行うことになる．違いは，教師

データのなかの事例のみで，フィルタリングしたツイート

集合から選択した事例とフィルタリングなしのツイート集
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表 11 実験 3-1 のために抽出したツイート数

Table 11 Number of extracted tweets for experiment 3-1.

表 12 フィルタによるモデル精度低下の影響評価

Table 12 Impact assessment of filters.

合から選択した事例の比較となる．フィルタリングによる

教師データ内の事例の偏りの影響により，PSSAは従来手

法より精度が低くなることが予想されるが，各フィルタで

の精度の低下度合いから，その悪影響を評価する．

最初に PSSAの教師データを以下のように作成した．ま

ず，baselineデータに対して，PSSAの 3つのプレフィルタ

をそれぞれかけ，プレフィルタによって抽出されたデータ

に対してそれぞれアンダサンプリングを行い，均衡なデー

タをそれぞれ作成した．表 11 に抽出したデータ数を示す．

次に従来手法（フィルタリングなし）の教師データを作

成するため，baselineデータから表 11 とそれぞれ同じデー

タ数になり，かつ各クラスのデータ数が同じになるように，

ランダムサンプリングしてきた．

上記で作成した教師データから意見抽出モデルを学習

し，精度評価を行った結果を表 12 に示す．

4.4.2 実験 3-2

実験 3-1では，プレフィルタの悪影響のみを評価するた

め，アンダサンプリングによる均衡化を行ったうえでモデ

ルを学習したが，実験 3-2では，教師データ作成段階から

同条件で PSSA と従来手法（フィルタリングなし）を比

較する．つまり，教師データの数は同じでも，各クラスの

データ割合は異なる．これにより，プレフィルタによる悪

影響だけでなく，不均衡緩和によるモデル精度への効果も

表 13 実験 3-2 のために抽出したツイート数と割合

Table 13 Number and ratioof extracted tweets for experiment

3-2.

表 14 フィルタごとの精度評価

Table 14 Accuracy evaluation for each filter.

含めて評価を行うことができる．

最初に PSSAの教師データ作成のため，baselineデータ

に対して，3つのプレフィルタをそれぞれかけ，データを抽

出した．次に従来手法の教師データ作成のため，baseline

データから同じデータ数をそれぞれランダムサンプリング

した．実験 3-1のように各クラスのデータ数を同じにする

ような処理は実施していないため，それぞれ意見クラスの

データ割合は異なる．表 13 に抽出したデータ数と割合を

示す．

上記で作成した教師データからそれぞれ意見抽出モデル

を学習し，精度評価を行った結果を表 14 に示す．

4.4.3 実験 3-1と実験 3-2に対する結果と考察

まず，PSSAのプレフィルタによる悪影響，教師データ

の事例の偏りによるモデルの精度低下を評価する．実験

3-1の結果を見ると，FILTERk は k が増えるほど，絞込

条件が細かいフィルタであるため，モデルの精度低下が予

想されるが，表 12 の結果は，そのとおりになった．しか

しながら，FILTER1 の段階では，悪影響はなく，従来手

法より PSSAの方が高い評価となっている．FILTER2 で

は，F-measure が 0.03ほど下がり，FILTER3 では，0.07

下がっている．

しかしながら，実験 3-2における，不均衡緩和によるモ

デル精度への効果も含めての評価を見ると（表 14），PSSA
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がすべてのフィルタにおいて高い評価を得ており，PSSA

の適用によるモデル精度向上効果が確認された．

5. おわりに

本論文では従来のデータ収集，アノテーション手法では

不均衡データ学習になる，Twitterからの意見抽出タスク

において，不均衡化を緩和する手法 PSSAを提案し，その

有効性を検証した．PSSAはサンプリングを行う前に，段

階的に複数のプレフィルタリングを行うことによって教師

データの中の事例の過度な偏りを防ぎ，不均衡化を緩和す

ることができ，作成した教師データを学習させたモデルの

精度も向上することを確認した．

具体的には，PSSAを用いると教師データに含まれる「意

見」ラベルデータ数の割合が増加することが確認され，教

師データの不均衡化が緩和されたことから，学習時の精度

も向上した．また，フィルタリングの代わりにクラスタリ

ングベースのサンプリングを行った場合よりも，モデル精

度向上への効果が高いことを確認した．また，フィルタリ

ングによる事例の偏りの影響についても分析し，その影響

は不均衡緩和による精度向上のより小さい事を確認した．

評価にAccuracy，Precision，Recall のいずれかを用いる

ことによって最良のモデルは変わるが，Accuracy や Preci-

sion を評価指標として利用すると，PSSA単独のモデルが

最良な結果が出ることが検証された．網羅性を高めるため

に Recall を評価指標とすると，PSSAと Under Sampling

を併用したモデルが最良の結果が出ることが検証された．

今後の課題としては，より効果的なプレフィルタの設計

と評価，他のドメインへの拡張手法の研究などがあげら

れる．

謝辞 本研究は JSPS科研費 20K11960の助成を受けた
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