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スペクトログラムとピッチグラムの
深層クラスタリングに基づく複数楽器パート採譜

田中 啓太郎1,a) 中塚 貴之1,b) 錦見 亮2,c) 吉井 和佳2,d) 森島 繁生3,e)

概要：本稿では，任意の複数楽器で演奏された音楽音響信号に対し，各楽器パートのピアノロールを推定
するための深層クラスタリングに基づく採譜手法について述べる．採譜対象の楽曲が常に特定の楽器で

演奏されている場合，各ピアノロールを得るための直接的な方法は，深層ニューラルネットワーク (deep

neural network, DNN)を用いて各楽器ごとのピッチグラム（音高サリエンシースペクトログラム）を推定

する手法である．しかしながらこの手法には，事前指定外の楽器を含む楽曲を取り扱うことができないと

いう致命的な限界がある．本研究では，楽器に依存しない音高推定器を用いてコンデンスピッチグラムを

推定した後，深層球面クラスタリングによって指定した数の楽器パートに分離する．採譜精度向上のため，

各楽器の音色特徴量と音高特徴量に基づくスペクトログラムとピッチグラムの同時クラスタリングを提案

する．実験では，提案手法により事前指定外の未知楽器を含む楽曲に対しても，既知楽器のみで構成され

る楽曲とほぼ同程度かつ最先端の精度で採譜を行うことができることを確認した．

1. はじめに

音楽音響信号中の多重音基本周波数推定 (multi-pitch

estimation, MPE) [6]は，音楽音響信号を自動的に楽譜化

する自動採譜にとって基盤となる技術であり，音楽情報処

理において重要な役割を担っている [2]．従来のMPEの手

法は，主に一種類の楽器で構成された音楽音響信号の採譜

を目的としていた．この単一楽器MPEは深層学習によっ

て精度が大幅に改善し，近年では単一楽器MPEを拡張し

一般化を進めたものとして複数楽器MPEが研究されてい

る．複数楽器MPEとは，複数楽器で構成された音楽音響

信号中の各楽器に対して，各時刻の演奏音を表すピッチグ

ラム（音高サリエンシースペクトログラム）を推定するも

のである．複数楽器の場合，各ピッチグラムの帰属先とな

る楽器を推定する必要が追加される．この困難を軽減する

ため，先行研究 [15], [19]では対象楽器を少数の事前指定

楽器に限定してきた．この条件下では，複数楽器MPEに

おいてクラス分類手法を適用することで，音楽音響信号か

ら直接各ピッチグラムを推定する方法が考えられる．
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図 1 提案するクラスタリングによるパート譜採譜の概念図

これらのクラス分類に基づく手法は，特にクラシック音

楽のように構成楽器がほぼ固定されている楽曲に対し，教

師あり学習の枠組みにおいて成功を収めてきた．しかし，

ポップスや EDMのように多くの種類の楽器が使用される

現代の楽曲に対して質の高い自動採譜を達成するためには，

採譜対象となる楽器に制約のないことが理想的である．

音声信号処理における話者分離では，類似した研究と

して任意話者の音声分離がなされている [12], [20]．深層

ニューラルネットワーク (deep neural network, DNN) で

対象の任意性を扱う際には，順列に関連した技術的問題が

生じる．DNNでは入力が与えられると，予め定義されたラ

ベルに対応する出力次元へ決定論的に写像される．そのた

め，異なる出力次元間の順列並べ替えが許容されない．こ
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の順列問題を解決するため，任意話者に対する音声分離を

クラス分類ではなくクラスタリング問題として捉える，深

層クラスタリングと呼ばれる手法が提案されている [12]．

この手法は類似度行列を使用することで，上記順列問題を

回避すると同時に最適なクラスタリングを可能にする．

本稿では，任意の複数楽器で演奏された音楽音響信号に

対し，深層クラスタリングに基づいて各楽器パートのピア

ノロールを推定する新たな手法を提案する．楽器に依存し

ない音高推定器を用いて，全楽器の演奏音をサリエンシー

によって表すピッチグラム（コンデンスピッチグラム）を

推定した後，深層球面クラスタリングによって指定した数

の楽器パートに分離することで，各楽器パートのピアノ

ロールである各パートピッチグラムを得る．クラスタリン

グ時にピッチグラムに加えてスペクトログラムも考慮する

ことで，楽曲に含まれる楽器の音色と音高双方の特徴に基

づいた最適なクラスタリングが可能となる．また，MPE

と音源分離の間には相補関係がある [9], [11]ため，スペク

トログラムとピッチグラムの同時クラスタリングを行うこ

とで採譜精度のさらなる向上を図る．

2. 関連研究

本章では，関連研究として複数楽器MPEと，DNNにお

いて任意性を取り扱うための手法の概要を述べる．

2.1 複数楽器多重音基本周波数推定

自動採譜は長年研究されてきたが，その複雑さから依然

として挑戦的な課題である [3]．中でも複数楽器MPEは特

に難しく，単一楽器MPEと楽器パート推定を各推定音に

対して同時に行う必要がある [2]．

複数楽器 MPE はストリームレベルでの採譜問題とし

て一般に研究されており，推定音をグループ化すること

で各パートの連続的な音高遷移を得る．Duan ら [8] は，

MPEの結果に対して制約付きクラスタリングを適用する

手法を提案した．彼らの手法はあらゆるMPEアルゴリズ

ム [10], [13], [18]と併用することができ，また各楽器のみで

訓練された音源モデルを一切必要としない．この研究に追

従して Aroraら [1]は同様のアプローチを取りつつ，MPE

と音源依存の特徴量抽出に確率的潜在要素解析を，各楽器

パートへのクラスタリングに隠れマルコフ確率場を用いた．

以上の二手法は多様な楽器を扱うことができるが，アルゴ

リズムの特性上，各楽器は単音楽器である必要がある．

近年では，MPEと楽器認識をフレームレベルで同時に行

うアプローチによって，複数楽器MPEに取り組む研究がな

されている．Wuら [19]は DeepLabV3+ [5]と U-Net [17]

の構造に基づく DNNモデルを提案し，複数楽器MPEを

スペクトログラム上のセマンティックセグメンテーショ

ン問題として捉えた．最新の研究では，ケルベロスネット

ワークがManilowら [15] によって提案されている．以上

の手法に共通する弱点は，事前に指定した楽器群のみが採

譜対象となっている点である．クラス分類に基づく手法を

音源分離に適用するためには，各出力クラスと対象はとも

に明示的に表されなければならない．そのため，これらの

手法を一般の場合に拡張することは困難である．

2.2 深層ニューラルネットワークにおける任意性

音楽音響信号から任意楽器のピアノロールを抽出するた

めには，楽器自体を特定せずに推定する必要がある．すな

わち，各ピアノロールはピアノ，ギター，ヴァイオリンの

ように楽器が特定された状態ではなく，楽器１，楽器２，

楽器３のように表現されなければならない．しかし，DNN

に基づいたアプローチでは順列並べ替えの問題が生じる．

特に各楽器パートのピアノロールが推定できても具体的な

楽器名が不明であるような場合，直接に損失関数を計算す

ることができない．

同様の問題が任意話者の話者分離において研究されて

いる [12], [20]．対象となる話者の画像や動画がない限り

各話者の推定分離音と正解分離音とを対応づけることが

できないため，同様の順列並べ替え問題が生じる．この問

題を解決するため，近年では permutation invariant train-

ing(PIT) [20]や深層クラスタリング [12]とよばれる手法

が提案されている．

PITでは推定分離音と正解分離音の全ての組み合わせに

対する損失関数を計算し，その値が最小となる組み合わせ

のみでネットワークの最適化を行うことにより，順列並べ

替え問題に取り組んでいる．実装が単純であり，同時に他

の学習手法と組み合わせることができる一方，計算負荷が

極めて高い．具体的には，N 個の音源が音声信号中に含ま

れている場合，N !通りの計算が行われる．

これに対し深層クラスタリングでは，出力の潜在表現と

最適化によって順列並べ替え問題を回避している．X を

時間周波数の要素数，Dを潜在次元数とする X ×Dの行

列 Aが出力の潜在表現である時，類似度行列 AAT を計

算する．同様に，X ×N の行列B が正解である時，類似

度行列BBTを計算する．ただし，N は話者数を表す．最

適化は二つの類似度行列間の距離を表す ||AAT−BBT||2F
の値を最小化するように行われる．いかなる D ×D の順

列行列 P に対しても (AP )(AP )T = AAT が成立するた

め，順列並べ替え問題を回避している．加えて，最適化は

変形後である X ×X の行列において行われるため，対象

となる音声ないし音響信号は任意数の音源を含むことがで

きる．これらの長所に着目し，本研究では深層クラスタリ

ングを用いる．

3. 提案手法

本章では，クラスタリングに基づく任意楽器パートの採

譜手法について述べる．提案手法の枠組みは大きく特徴量
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抽出部，特徴量埋め込み部，推論部の三部分に分かれてい

る．学習初期の安定化のため特徴量抽出部と特徴量埋め込

み部を独立に学習し，その後全体を通した学習により全体

最適化を行う．

3.1 問題設定

S = {sn ∈ Rl}Nn=1 を混合音音響信号の集合とする．た

だし，l = 44.1 [kHz]× 10 [sec] は音響信号長を，N は混合

音音響信号の数を表す．また各 snは３楽器で構成されてい

ると仮定する．Y pi = {ypi
n ∈ [0, 1]

T×C}N+1
n=1 をピッチグラ

ムの集合とする．ただし，T は時間フレーム長を，Cは定Q

変換 (constant-Q transform, CQT)における周波数ビンの

数を表す．Sから Y piへの写像を行うDNNf を学習する．

ここで，精度向上と学習安定化のために f に対して二種類

の工夫を施す．Y ti = {yti
n ∈ RT×F }Nn=1 を各ピアノロール

に対応するスペクトログラムとする．ただし，F は短時間

フーリエ変換 (short-time Fourier transform, STFT) にお

ける周波数ビンの数を表す．f について，S から Y pi への

写像だけでなく，Y ti への写像も合わせて学習させること

により，採譜精度の向上を図る．f の学習を安定させるた

め，音高特徴量Xpi ∈ [0, 1]
T×C と音色特徴量Xti ∈ RT×F

の二つを中間特徴量として用いる．f を二つのネットワー

クに分割し，それぞれを S からXpi への写像を行う特徴

量抽出ネットワーク g，Xpi とXti からなる中間特徴量か

ら Y pi と Y ti への写像を行う特徴量埋め込みネットワー

ク hとする．学習安定化のため，まず gと hを独立に学習

し，その後 f (= h ◦ g)の学習によって全体最適化を行う．

3.2 特徴量抽出

特徴量抽出時は，入力の音楽音響信号からピッチグラム

とスペクトログラムを得る．これは，各楽器の音高と音色

に関する特徴が各楽器パートのピアノロール推定に重要で

あるためである．音高に関しては，楽器に依存しない音高

推定器 [4]を用いて，入力された音楽音響信号に対し対数

周波数スペクトログラムと同様の形式のコンデンスピッ

チグラムを計算した．なお，この推定器は調和定 Q変換

(harmonic constant-Q transform, HCQT)を入力として，

Xpi で表されるコンデンスピッチグラムを出力する．

音色に関しては，信号から STFTを用いて計算された振

幅スペクトログラムXtiを用いた．入力信号の総音量によ

る影響を減らすため，スペクトログラムは各時間周波数ビ

ンが平均 0，分散 1となるように正規化している．

3.3 特徴量埋め込み

採譜と音源分離の同時学習を行う．これらは相補関係に

あり，同時学習によって双方の精度向上につながることが

知られている [9], [11]．得られた音高と音色の特徴を同時

に学習するため，それぞれの特徴量を周波数軸にそって結合

する．この入力特徴量X in ∈ RT×(C+F )は，ピアノロール

空間V pi ∈ [−1, 1]
TC×Dと音色空間V ti ∈ [−1, 1]

TF×D′
へ

写像される．図 3にその詳細を示す．図中のDとD′はそ

れぞれピアノロール空間と音色空間の潜在次元数を，H は

双方向長短期記憶 (Bidirectional Long short-term memory,

BLSTM)の隠れ層の数を表す．なお，L2 正規化は各空間

を Dと D′ 次元の超球面とするためのものである．

これら二つの潜在空間から二値マスクを作成し，ピッチ

グラムとスペクトログラムへ適用する．ここで，クラスタ

リングによってマスクを生成するためには，全ての時間

周波数ビンが超球面上において理想的に埋め込まれてい

る必要がある．すなわち，同じ音源に属するビン同士は

近距離に，異なる音源に属するビン同士は遠距離になけ

ればならない．この理想的な埋め込みは，各空間の類似

度行列 V pi,tiV pi,tiT を構成することによって実現できる．

V pi,ti は L2 正規化がなされているため，TC × TC また
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図 3 同時埋め込み部の詳細図

は TF × TF の行列 V pi,tiV pi,tiT は，全ての時間周波数

ビンに関するコサイン距離を示している．N を楽器パー

ト数とし，TC × (N + 1)の行列 M̂pi と TF × N の行列

M̂ ti を正解マスクとする．各時間周波数ビンは一つの音

源にのみ属すると仮定する．複数の音源が同一ビンを共有

している場合には，スペクトログラムにおいて最大の値を

持つ音源によって占有されるものとする．このとき M̂pi,ti

は二値を取り，割り当てられたビンの値は 1，割り当てら

れていないビンの値は 0となる．これに伴い，類似度行列

M̂pi,tiM̂pi,tiT もまた二値を取る．ネットワークの学習に

あたっては，M̂pi,tiM̂pi,tiT を V pi,tiV pi,tiT の正解として

用いることで，教師あり学習を行うことができる．

なお，M̂piにおいて次元を一つ追加している．スペクト

ログラムXti と異なりコンデンスピッチグラムXpi は推

定値であるため，誤推定を含む．特に偽陽性に関しては正

解となる帰属先の楽器が存在せず，例外として扱う必要が

ある．そのため，正解ピッチグラムにおける無音のビンの

帰属先として新たに次元を設け，真陰性と偽陽性のビンを

集めている．また，微小な値を持つビンにより学習の妨げ

を防ぐため，Xti のビンに関しては閾値以上のビンのみを

考慮し，その他のビンについては全音源で共有する．

3.4 学習方法

音高推定器の学習は，式 (1)で表される損失関数の値の

最小化によって行う．

LDS = −X̂pi log(Xpi)− (1− X̂pi) log(1−Xpi) (1)

ここで，X̂piとXpiはそれぞれ正解コンデンスピッチグラ

ムと推定コンデンスピッチグラムを表し，ともに 0から 1

までの連続値をとる．同時埋め込み部の学習は，式 (2)で

表される損失関数の値の最小化によって行う．なお，式中

の || · ||2F はフロベニウスノルムの平方である．

LDC
p,t = ||V p,tV p,tT − M̂pi,tiM̂pi,tiT ||2F (2)

計算量を減らすため，実際には式 (2)の展開形を用いた．

LDC
p,t = ||V p,tTV p,t||2F − 2||V p,tTM̂pi,ti||2F

+ ||M̂pi,tiTM̂pi,ti||2F (3)

TC と TF の値は D と D′ の値よりも極めて大きいため，

式 (3)により類似度行列の直接計算を回避している．これ

ら二種類の損失関数を用いて，全体の損失関数は式 (4)の

ように表される．αと βは各損失の重みパラメータである．

Ltotal = LDS + αLDC
pi + βLDC

ti (4)

学習初期の安定化のため，まず音高推定器と同時埋め込

みネットワークを式 (1)と式 (3)によってそれぞれ学習さ

せた．その後，式 (4)によってネットワーク全体の最適化

を行った．なお，全ての学習には Adam [14]を用いた．

3.5 推論

推論時は，学習済み潜在空間 V pi，V ti から Xpi と

Xti にそれぞれに対する二値マスク {Mpi
i }i=1,...,N+1 と

{M ti
j }j=1,...,N を生成する．これは埋め込み特徴量のクラ

スタリングによって行われる．二つの潜在空間はともに超

球面状であるため，超球面上の距離（コサイン距離）に基づ

く超球面クラスタリング [7]を適用する．各楽器パートお

よび無音パートのピアノロール {Y pi
i }i=1,...,N+1 は，式 (5)

によって求められる．

Y pi
i = Xpi ⊗Mpi

i (5)

加えて，各楽器パートのスペクトログラム {Y ti
j }j=1,...,N

が式 (6)により得られる．これは，逆短時間フーリエ変換

によって各楽器パートの分離音へと変換することができる．

Y ti
j = Xti ⊗M ti

j (6)

式 (5)および式 (6)において，⊗は行列の要素積を表す．

4. 評価実験

4.1 使用データ

評価実験には Slakh2100-orig [16]を使用した．このデー

タセットは訓練データ 1500曲，検証データ 375曲，評価

データ 225曲を含む．各楽曲は複数楽器で演奏されており，

データセットはMIDIデータを伴う混合音および分離音で

構成されている．含まれる楽器は 12種類（ピアノ，ベー

ス，ギター，ドラム，弦楽器，シンセパッド，リード，金

管楽器，オルガン，パイプ，シンセリード，クロマティッ

クパーカッション）であるが，このうち採譜時に音高情報

が重要でないドラムとクロマティックパーカッションは除

外した．任意楽器に対する採譜精度を確かめるため，残る

10楽器のうちオルガン，パイプ，シンセリードを除く 7楽
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器のみを用いて学習を行った．評価時には，学習済みの 7

楽器のみを含む閉条件と全楽器を含む開条件を用意し，そ

れぞれ評価を行った．

学習データは各楽曲を 10秒ごとに切り出した上で，正

解コンデンスピッチグラムは構成楽器のMIDIデータを，

混合音は各楽器の演奏音を，それぞれ重ね合わせることで

用意した．混合されたMIDIデータは二値化した後, [4]に

倣いガウシアンフィルタを適用した．楽曲の演奏音はモノ

ラル，サンプリングレートは 44.1kHzである．STFTの窓

幅は 2048（約 50 [ms]），シフト幅は STFT，HCQTとも

に 512（約 11 [ms]）とした．HCQTは 32.7Hz（C1）から

6オクターブにかけて，5倍音まで計算を行った．全体の

データ量は，訓練データ 11時間，検証データ 3時間，評価

データ 6時間（開閉両条件とも）となった．

4.2 実験条件

混合音中の各楽器パートに対する，フレームレベルでの

採譜精度を評価した．実験に際し，楽器数は 3楽器に固定

した．評価尺度は評価尺度は式 (7)で表される適合率 (P )

と再現率 (R)，F値 (F )を用いた．ただし，TPと FP，FN

は，それぞれ真陽性，偽陽性，偽陰性のビンの数である．

P =
TP

TP + FP
, R =

TP

TP + FN
, F =

2PR

P +R
(7)

ある特定の楽器のピッチグラムビンにおいて，二値で表さ

れる推定結果と正解とが一致し，かつ正しくパート割り当

てが行われた時に限り，推定が正しく行われたものとした．

既存のクラス分類手法との比較を行うため， [19]を 8ク

ラス（上記 7種類の既知楽器と非楽器クラス）の出力に変

えて追実装した．パート推定について提案手法のクラスタ

リングアプローチと，既存のクラス分類アプローチとの公

平な比較評価のため，実験条件を以下のように設定した．

• クラスタリングアプローチでは，全体の F値が最高と

なるように各クラスタを各楽器に割り当てる．

• 閉条件でのクラス分類アプローチでは，パート推定結
果を用いて直接各楽器への割り当てを行う．

• 開条件でのクラス分類アプローチでは，全体の F値が

最高となるように各クラスを各楽器に再度割り当てる．

4.3 実験結果

表 1に実験結果を示す．開条件下での未知楽器の採譜精

度において，提案手法はクラス分類に基づく手法 [19]を上

回った．また，既存手法では未知楽器の採譜精度が既知楽

器の採譜精度よりも大幅に減少したのに対し，提案手法に

おいては両者が比肩する結果となった．さらに，提案手法

は閉条件か開条件かを問わず，既知楽器の採譜においても

既存手法と同等の精度であった．

図 4の提案手法による採譜結果例から，提案手法が音高

推定と楽器パート割り当てに成功していることが分かる．

その一方失敗例では，3秒付近においてピアノロール 2に

含まれるべき音がピアノロール 1に含まれているほか，多

くの誤推定が行われている．

5. おわりに

本稿では，深層球面クラスタリングに基づく任意の複数

楽器パートに対する採譜手法について述べた．提案手法で

はピッチグラムとスペクトログラムの同時クラスタリング

を通して，音楽音響信号中の音色と音高の特徴が同時に考

慮された採譜が行われるとともに，実験により訓練データ

に含まれない楽器を含む楽曲のパート譜採譜が可能である

ことを確かめた．

提案手法では各楽器パートのピアノロールに加えて分離

音も得ることができるが，両者間の対応づけは手動で行う

必要がある．この自動化を可能にするアルゴリズムを考案

し，より統一的に音高情報と音色情報を考慮することが，

最も興味深い今後の方針として考えられる．
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