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概要：画像認識で利用される手法の一つに，Deep Convolutional Neural Network（DCNN）がある．DCNN

は，CNNの隠れ層を深くすることで特徴の表現力を大幅に向上させたモデルである．CNNのアーキテク

チャは，哺乳類の視覚皮質のモデルに基づいている．一方，生物学的な観点でなく，学習手法の観点から

発展したスキップ接続のある Residual Network（ResNet）と呼ばれるモデルが提案されている．本研究で

は，ImageNetの分類タスクにおける ResNet の受容野を調査し，ResNet には方向選択ニューロンと二重

反対色ニューロンがあることを確認した．さらに，我々は ResNet の最初の層に不活性ニューロンが存在

することと，それらが分類に寄与していることを示した．
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Interpretation of ResNet by Visualization of Preferred Stimulus in
Receptive Fields
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Abstract: The Deep Convolutional Neural Network (DCNN) is the de facto standard in the image classi-
fication task. By deepening the hidden layers of Convolutional Neural Network (CNN), the DCNN greatly
improves its expressive power of features. The architecture of the CNN is inspired from a model of the pri-
mary visual cortex of mammals. On the other hand, there is a model called Residual Network (ResNet) that
has a skip connection, which comes from the viewpoint of efficient learning. Thus, ResNet is an advanced
model in terms of the learning method, however, it has not been interpreted from a biological viewpoint. In
this research, we investigate the preferred stimulus in receptive fields of ResNet neurons, which is designed
for on the classification task with ImageNet dataset. We find that ResNet has orientation selective neurons
and double opponent color neurons. In addition, we suggest that some inactive neurons in the first layer of
ResNet affect the classification task.

Keywords: Deep Convolutional Neural Network, Residual Network, Visual Cortex, Receptive Field

1. 背景

近年，Deep Convolutional Neural Network (DCNN) は

画像や音声といった信号処理の幅広い分野で利用されてい

る．特に画像分類問題において，DCNNは既存の手法より

も高い性能を示している．DCNNはConvolutional Neural
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Network（CNN）の隠れ層を多層にすることによって，表

現能力が高くなったモデルの一つである．CNNの特徴は

畳込み層とプーリング層を積層していることであり，その

層の構造は哺乳類の初期視覚野にある単純型細胞と複雑型

細胞に基づいている [2]．Krizhevskyら [5]は勾配学習と

大量のデータで学習した DCNNを用いて，自然画像の分

類問題における DCNNの有効性を示し，DCNNは幅広い

分野で使われるようになった．

DCNNの成功は，DCNNを理解する研究を加速させた．
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工学的な観点から，その研究の主流は勾配の逆伝播を用

いた DCNN の内部表現の可視化に基づいている [6]．ま

た，DCNN の基礎構造は生物学的な観点 [2] から触発さ

れているが，ここ十年に提案されている DCNNモデルは

非生物学的な発展をしている．例えば，Residual Network

(ResNet) [3]は勾配学習をうまくために発展したモデルで

ある．

本研究では，我々は受容野における最適刺激の観点に着

目し，ResNetの解釈を検討する．受容野は視覚システム

の基本的な概念であり，細胞が反応しうる視覚入力領域の

一部分を意味する．その最適刺激とは，ある細胞が強く反

応する刺激のことである．我々は ResNetの性質を明らか

にするために，この考えを用いる．

2. 手法

2.1 Residual Network

Heら [3]は Residual Network（ResNet）の概念を提案

し，ResNet34といったいくつかのモデルを示した．ResNet

の特徴はスキップ接続と呼ばれる特徴的な構造を含んでい

ることである．スキップ接続のアイデアは層による写像を

非線形なものと線形なものに分割することである．入力ベ

クトルを x，出力ベクトルを y，非線形な写像部分を F (·)
とすると，多くのスキップ接続は式 (1)のように表せる．

y = x+ F (x) (1)

xと F (x)の次元が異なる場合，xは線形写像により変換

される．Heらの ResNetでは，この線形写像は非線形な

活性化関数を持たない畳込み層で構成される．我々はス

キップ接続を除外した ResNetのモデルを PlainNetとし

て，ResNetの比較に用いる．

2.2 CNNの受容野

CNNの文脈での受容野は入力領域の一部分であり，最

適刺激は入力画像パッチの一部分である．図 1に受容野の

概観図を示す．左の四角形から入力，特徴マップ 1，そし

て特徴マップ 2を表している．各特徴マップの人工細胞は

二次元格子状の位置を持つ．特徴マップのある細胞を選ん

だ時，それより低次の接続されている領域を入力まで求め

ることができる．従って，図 1に示すように，特徴マップ

2の赤い細胞の最適刺激を求めることができる．

Zeilerら [8]は DCNNの受容野における最適刺激のサン

プルを示し，各層の特徴を報告した．そのサンプルを示す

ことは DCNN の内部表現を理解する単純な方法である．

我々は人工細胞の性質を調査するために，この受容野にお

ける最適刺激を用いる．xを画像とすると，受容野は空間

的な位置の集合である．我々は画像 xの受容野 rにおける

受容野画像を x[r]として形式的に書き表す．

Input Feature map 1 Feature map 2
図 1: 受容野の概観．各黒い縁の四角形は細胞であり，入

力にある青い枠内の領域は特徴マップ 1にある青い細胞に

対応する受容野である．入力にある赤い枠内の領域は特徴

マップ 2にある赤い細胞に対応する受容野である．
Fig. 1 Overview of receptive field. Each black boder rectangle

is a neuron. The area inside the blue border on input is

the receptive field and corresponds to the blue neuron

in feature map 1. The area inside the red border on

input is the receptive field and corresponds to the red

neuron in feature map 2.

2.3 勾配を用いた可視化

多くの研究者はDCNNを理解するために勾配に基づいた

可視化手法を使っている [6]．最初期の手法として，Erhan

ら [1]の活性値最大化法があり，Simonyanら [6]はその手

法を DCNNへ適用した．活性値最大化法は最適化問題と

して細胞の入力が最大となる入力画像を求めるものであ

る．モデルのパラメータを θ とし，f(θ,x)を入力 xを与

えた時のモデルのニューロンの活性値とする．θを固定し

た時，活性値最大化法は式 (2)で表せる．

x∗ = argmax
x

{f(θ,x)− λ∥x∥2} (2)

入力画像の方向成分について興味があるので，L2 ノルム

制約を入れる．この手法は勾配上昇法によって求められ，

微分可能な全てのモデルに適用できる．一方で，最適化方

法に依存して局所的な最適解になる可能性がある．

3. 実験と結果

3.1 ResNetsの学習

我々は Heら [3]と Szegedyら [7]の訓練方法を参考に

ImageNetデータセットで ResNet34と PlainNet34を学習

させた．前処理として，入力画像を色チャネルについて白

色化した．モデルの重みの最適化に，重み減衰が 10−4，初

期の学習率を 0.01で，モーメント 0.9の確率勾配降下法を

適用する．この学習率は 30エポックごとに 10で割られ，

訓練エポックは 90エポックで，256ミニバッチ学習をす

る．訓練時，データ拡張方法として Szegedyら [7]の方法

を用いた．
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(a) 最初のプーリン

グ層. 受容野の大きさ

は 11 × 11 である．

Pooing layer in layer

1. Size of receptive

field is 11× 11.

(b) 3 層目の畳込み

層．受容野の大きさ

は 27 × 27 である．

Conv. layer in layer

3. Size of receptive

field is 27× 27.

(c) 7 層目の畳込み

層．受容野の大きさ

は 59 × 59 である．

Conv. layer in layer

7. Size of receptive

field is 59× 59.

図 2: ResnNet34のチャネル 18の上位 16の最適刺激のサ

ンプル．
Fig. 2 Samples of the top 16 preferred stimulus images of chan-

nel 18 in ResNet34.

3.2 受容野における最適刺激の分析

我々は最適刺激を見つけるために，まず，ImageNetの

評価画像セットX を ResNet に入力する．その後，各層に

おいて活性値の降順になるように刺激を揃える．riを受容

野とし，受容野画像（刺激）を与えた時の i番目の細胞の

活性値を fi (x [ri])とすると，正値評価画像 X+ における

平均受容野画像を式 (3)のように書き表せる．我々はこれ

を平均最適刺激として分析に用いる．

xi =
1

N

∑
x∈X+

x [ri] (3)

正値評価画像は，ある細胞が正の値を出力した時の評価画

像セット中の受容野画像の集合であり，式 (4)のように表

せる．

X+ = {x ∈ X | fi (x [ri]) > 0} (4)

図 2と 4に，ResNet34と PlainNet34のある細胞の最適

刺激の上位 16個を示し，図 3と 5にその細胞に対応する最

初の畳込み層の重みと平均最適刺激を示す．最適刺激のサ

ンプルから，両方のDCNNは高次の層になるにつれて多様

な刺激に反応することがわかる．図 2(c)と 4(c)は一貫性

のないサンプルに見えるが，図 3(d)と 5(d)から中心領域

に特徴があることがわかる．PlainNetと比べて，ResNet

は異なる層の同じチャネルの特徴は似るという性質をもつ

ことがわかる．平均最適刺激は大まかな傾向を捉えること

ができるが，細胞の細かな傾向を見つけることは困難であ

ることがわかる．

3.3 活性値最大化法を用いた可視化

主流な手法と比較するために，活性値最大化法を

ResNet34 に適用し，図 6 にその結果を示す．具体的に

は，特徴マップの中心に位置する細胞に対して，重み減衰

10−6 と学習率 0.1で Adam [4]と呼ばれる勾配法で最適化

(a) 最初の畳

込みフィルタ．

First conv. fil-

ter.

(b) 最 初 の

プ ー リ ン グ

層の平均最適

刺 激 ．Mean

preferred

stimulus in

pooling layer

in layer 1.

(c) 3 層目の畳

込み層の平均最

適刺激．Mean

preferred

stimulus in

conv. layer in

layer 3.

(d) 7 層目の畳

込み層の平均最

適刺激．Mean

preferred

stimulus in

conv. layer in

layer 7.

図 3: ResNet34のチャネル 18の最初の畳込みフィルタと

平均最適刺激．
Fig. 3 First convolutional filter and mean preferred stimulus

images of channel 18 in ResNet34.

(a) 最初のプーリング

層．Pooling layer in

layer 1.

(b) 3層目の畳込み層．

Conv. layer in layer

3.

(c) 7層目の畳込み層．

Conv. layer in layer

7.

図 4: PlainNet34のチャネル 19の上位 16の最適刺激のサ

ンプル．
Fig. 4 Samples of the top 16 preferred stimulus images of chan-

nel 19 in PlainNet34.

(a) 最初の畳

込みフィルタ．

First conv. fil-

ter.

(b) 最 初 の

プ ー リ ン グ

層の平均最適

刺 激 ．Mean

preferred

stimulus in

pooling layer

in layer 1.

(c) 3 層目の畳

込み層の平均最

適刺激．Mean

preferred

stimulus in

conv. layer in

layer 3.

(d) 7 層目の畳

込み層の平均最

適刺激．Mean

preferred

stimulus in

conv. layer in

layer 7.

図 5: PlainNet34のチャネル 19の最初の畳込みフィルタ

と平均最適刺激．
Fig. 5 First convolutional filter and mean preferred stimulus

images of channel 19 in PlainNet34.

を行った．また，初期入力は 0で埋められた画像で，31回

繰り返し行う．
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(a) 最初のプーリン

グ層のチャネル 18．

Channel 18 in conv.

layer in first layer.

(b) 3 層目の畳込

み層のチャネル 18．

Channel 18 in conv.

layer in layer 3.

(c) [7 層目の畳込

み層のチャネル 18．

Channel 18 in conv.

layer in layer 7.

図 6: ResNet34の活性値最大化法による最適化結果の例．
Fig. 6 Examples of visualizations by activation maximization

for the neuron in ResNet34.

図 3と 6を比較すると，最適化による結果と平均画像が

似ていることがわかる．高い層の可視化結果について，活

性値最大化法の結果は中心が黄色に反応し，その周辺が赤

色に強く反応するといった細かい傾向がわかる．一方，平

均最適刺激は中心が黄色に強く反応するということのみが

わかる．

3.4 不活性ニューロン

評価画像において，我々は最初のプーリング層のいくつ

かのチャネルがいかなる入力を与えても，0のみを出力し

ていることを発見した．我々はこのチャネルの細胞を不活

性ニューロンと呼ぶ．表 1に ResNet34と PlaiNet34の不

活性ニューロンの数を数え上げたもの示す．両モデルの

不活性数を比較すると，ResNet34は PlainNet34の不活性

ニューロンの数が多いことがわかる．

不活性細胞が識別に与える影響を調査するために，不活

性ニューロンにノイズを与える 2 種類の識別実験を行っ

た．一つは全ての不活性ニューロンにノイズを加えるもの

で，もう一方は毎ミニバッチごとにランダムに選ばれた不

活性ニューロンにノイズを加えるものであり，我々はノイ

ズとして，不活性ニューロンの各空間的な次元に N (0, 1)

からサンプルされたガウスノイズ xに ReLU（max(x, 0)）

を施したものを用いる．∆Lは全てにノイズを加えた時の

評価損失からノイズを加えない時の評価損失を引いた値と

し，∆Lrnd はランダムにノイズを加えた時の評価損失か

らノイズを加えない時の評価損失を引いた値とし，表 1の

右側に識別実験の結果を示す．ResNet34の ∆Lと ∆Lrnd

は PlainNet34 のものより大きく正の値であることから，

ResNet34の不活性ニューロンは識別タスクにおいて影響

を与えていることがわかる．

4. 結論

我々は ResNet34を理解するために，最適刺激を用いた

分析と活性値最大化法を ResNetと PlainNetに適用した．

表 1: 不活性ニューロンの数と最初の層に存在する不活性

ニューロンが識別に与える影響．評価画像セットにおける

ResNet34と PlaiNet34の結果である．
Table 1 Count of the inactive neurons and effect of the inac-

tive neuron in first max-pooling layer for validation

dataset in ResNet34 and PlainNet34.

モデル 不活性数 ∆L ∆Lrnd

ResNet34 13 1.26962e + 0 2.40560e− 2

PlainNet34 2 −1.66893e− 6 −8.34465e− 7

両手法は低次の層の傾向をつかむことはできるが，最適刺

激の分析は活性値最大化法のように高次の層の傾向をつか

むことが困難である．また，我々は識別に影響を与える不

活性ニューロンが ResNet34に存在することを発見した．

この現象はスキップ接続によるチャネル共有が原因である

と我々は推測している．一つの仮説として，あるチャネル

が最初の畳込み層の特徴と似ない特徴を使うために不活性

ニューロンが存在することが考えられる．今後の研究とし

て，我々は高次の層の分析に適用できる手法を考える必要

と，我々の仮説を支持する根拠を示す必要がある．
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