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推薦論文

強化学習を用いたMPEG-DASHにおける
映像品質制御手法の実験と評価

生出 真人1,a) 阿部 亨1,2,b) 菅沼 拓夫1,2,c)

受付日 2019年9月5日,採録日 2020年3月13日

概要：映像をリアルタイムに配信するライブストリーミングサービスは，様々な特性の映像を対象に，多
様な状況のネットワークを通じて，多種の異なった性能の受信端末を用いて，幅広く利用されている．既
存のライブストリーミングサービスでは，主に利用可能なネットワーク資源の状況に基づいて受信端末へ
配信する映像の品質を制御しているため，配信映像の品質が，利用している受信端末の計算機資源に適し
たものであるとは限らない．そこで本研究では，映像の特性，利用可能なネットワーク資源，計算機資源
と，それらに応じて受信端末でサービス利用者へ配信される映像品質の関係を強化学習することで，ネッ
トワークの状況だけでなく受信端末の性能にも適応した品質の映像を配信するための映像品質制御手法を
提案する．本稿では，MPEG-DASHを対象とした映像品質制御手法の設計と実装を行い，実機を用いた
実験から，提案手法を用いることで各資源の無駄な消費を抑えつつ高品質な映像を利用者へ配信可能であ
ることを確認した．
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Abstract: Live streaming services that deliver video in real-time are widely used on networks with various
conditions and receivers with different performances, for videos with variety of characteristics. Since the
existing live streaming service controls the video quality delivered to the user device considering available
network resource status, the quality of the delivered video is not always adopted to the receiver’s computa-
tional resource status. This study propose a reinforcement learning scheme to learn the relationship between
video characteristics, available network resources, computational resources, and video quality delivered to
the users. This scheme can provide adopted video quality in accordance with not only the network status
but also the performance of the user device. In this paper, we show design and implementation of a video
quality control method for MPEG-DASH. Also some experimental results show that our proposed method
can provide high-quality video to users while reducing wasteful consumption of resources.
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1. はじめに

情報端末の高性能化と無線ネットワーク網の発展にとも

ない，インターネットを用いた様々なサービスが種々の環

本稿の内容は 2018 年 11 月の第 26 回マルチメディア通信と分
散処理ワークショップで報告され，同プログラム委員長により情
報処理学会論文誌ジャーナルへの掲載が推薦された論文である．
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境で利用されるようになった．近年，サービスの高機能化

により，個々のサービスで生じるネットワークトラヒック

が増加したことに加え，サービスを手軽に利用可能な端末

の台数が急増したため，インターネット上のトラヒックが

爆発的に増加している [1], [2]．この結果，ネットワーク回

線の混雑により，利用者に提供されるサービスの品質低下

が懸念されており，各サービス利用者に対し，用途に応じ

た必要十分なレベルでネットワーク資源を割り当てる手法

が求められている [3]．

現在，ネットワークトラヒックの大多数は映像配信によ

るもので占められている．特に，映像をリアルタイムに配

信するライブストリーミングサービスでは，地上波の放

送映像と 4K映像を切り換えての視聴が可能な配信 [4]や，

スポーツや音楽のイベントを VR映像として視聴可能な配

信 [5]等，トラヒックの増加をともなうサービスの高機能

化が進められている．スマートフォンやタブレット端末等

の携帯端末の急速な普及と相まって，ライブストリーミン

グサービスによるトラヒックは 2016年から 2021年の 5年

間で 5倍に増加すると予測されている [2]．そこで本研究で

は，インターネット上のトラヒック量に大きな影響を与え

るライブストリーミングサービスを対象としたネットワー

ク資源の効果的な割り当て手法に着目する．

映像をリアルタイムに配信するライブストリーミング

サービスの実現手法として，適応型ライブストリーミング

が多く採用されている [6], [7], [8]．本研究では，適応型ラ

イブストリーミングサービスの実現手法として，Moving

Picture Experts Group（MPEG）が標準化した Dynamic

Adaptive Streaming over HTTP（MPEG-DASH）[9]を対

象とする．MPEG-DASHは，送信端末が送信する映像を

エンコーダが圧縮符号化してセグメントファイルに分割

（セグメント化）して受信端末に配信する．受信端末は，セ

グメントの受信に要した時間から利用可能なネットワー

ク資源を推定するすることにより，配信サーバに対して，

ネットワーク資源の変動に対応した映像品質のセグメント

を要求する．

このように，MPEG-DASHはネットワークの状況，すな

わち利用可能なネットワーク資源を考慮した品質制御手法

である [9], [10]．そのため，各々の端末性能に応じた適切な

映像品質を提供し，サービス利用者が満足するサービス品

質を提供することは困難である．これに対し既存研究では，

映像の特性や再生バッファの占有率を考慮することで，サー

ビス利用者の体感品質を向上させる方法 [11], [12], [13], [14]

や，利用者が体感する品質である Quality Of Experience

（QoE）を改善するため機械学習に基づく品質制御手法を

採用する方法 [15], [16]等が提案されている．しかし，これ

らの手法では配信された高品質な映像の復号・再生に起因

する計算機資源への影響は十分に考慮されておらず，受信

端末の性能，すなわち利用可能な計算機資源が乏しい端末

での高品質なサービス提供は困難である．

そこで本研究では，ネットワークの状況および受信端末

の性能に適応したライブストリーミングサービスの実現

を目的とする．しかし，ライブストリーミングサービスは

種々の環境で利用され，使用する端末や配信映像の特性も

様々であるため，ネットワークおよび受信端末の状態を事

前に把握することは困難である．したがって，あらかじめ

定義した状態に対して映像品質を決定するルール型推論の

ような品質制御手法では，受信端末の性能・状況に適応し

た適切な映像品質を決定できるとは限らない．

本研究ではこの課題を解決するため，強化学習を用いた

映像品質制御手法を提案する．具体的には，映像の特性，

利用可能なネットワーク資源，計算機資源と，それに応じ

た利用者へ配信される映像品質の関係を強化学習すること

で，ネットワークの状況だけでなく受信端末の性能にも適

応した映像品質を決定する資源適応型映像品質制御機構を

提案する．本稿では，本制御機構の提案と設計について述

べる．また，実装したプロトタイプを用いた実験から，提

案手法を用いることで資源の無駄な消費を抑えつつ高品質

な映像を利用者へ配信可能であることを確認する．

本稿の構成は以下のとおりである．2章では，MPEG-

DASHの特性，既存研究および本研究で解決する課題を説

明する．3章では，課題を解決するための，ネットワーク

の状況と受信端末の性能に適応した映像品質を決定する資

源適応型映像品質制御機構を提案する．4章では，提案機

構を実現するための手法を設計する．5章では，プロトタ

イプシステムを用いて行った実験から得られた結果より，

提案手法の有効性を議論する．6章では，本稿をまとめ，

今後の課題を明らかにする．

2. 関連研究と課題

2.1 関連研究

MPEG-DASHにおける映像品質制御では，セグメント

のデータ量と転送時間から，利用可能な帯域を受信端末が

推定し，その推定値に適応した品質（ビットレート）のセ

グメントを配信サーバに対して要求することが一般的であ

る [10]．

帯域以外のネットワーク資源を考慮した手法として，再

生バッファの占有率に基づいた手法がある [11], [12]．これ

らの手法では，再生バッファに下限と上限の閾値を設定し，

下限の閾値を下回った場合は映像の品質を劣化させ，上限

の閾値を越えた場合は映像の品質を向上させる．これによ

り，再生バッファが枯渇することで生じる配信映像の再生

中断回数を削減している．

セグメントの特性を考慮した手法として，文献 [13], [14]

では，映像が可変ビットレートで圧縮符号化されているこ

とに着目している．利用可能な帯域と各セグメントのビッ

トレートに基づいたネットワークの使用帯域を予測するこ
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とで，帯域のみを考慮した場合と比較して高精度な予測が

可能となり，より高品質なセグメントを受信端末に提供し

ている．

機械学習を用いた手法では，ネットワーク資源とセグメ

ントの特性を考慮した学習モデルを構築する [15], [16]．受

信端末の状態とセグメントの品質の関係性を学習するこ

とで，受信端末の状態に応じた適切な品質のセグメント

を提供している．これにより，利用者が体感する映像品質

（QoE）を改善している．

2.2 課題

以上のように既存手法では，ネットワーク資源（帯域，

バッファ占有率）やセグメントの特性（ビットレート）を

考慮することで，サービス利用者のQoEを向上させた．し

かし，計算機資源が考慮されていないため，ネットワーク

資源に余裕がある環境においても映像の再生が中断してし

まう可能性がある．高精細・大容量な映像配信のためには，

映像の符号化効率を高めるための映像圧縮手法が用いられ

るため，これらの復号には，高い処理性能を備えた計算資

源が必要となる．そのため，ライブストリーミングサービ

スにおいてネットワーク資源に加え計算機資源を考慮した

映像品質制御手法が求められる．

受信端末となるスマートフォンやタブレット端末等の携

帯端末が備えることが可能な計算機資源およびネットワー

ク資源（以降，資源）には制限があり，各端末で利用可能

な資源量は様々である．さらに，配信映像はその用途によ

り映像の特性や求められる品質が異なるため，これらすべ

てのあらゆる状況に適応した映像品質制御の実現が不可欠

となる．ルール型推論による映像品質制御では，あらかじ

め利用可能な資源に対応した映像品質を定義する必要があ

るため，映像の特性とあらゆる資源の変動に適応した品質

を決定できるとは限らない．

そのため，資源およびセグメントの特性を包括的に考慮

するためには，機械学習を使用したサービス品質制御手法

が効果的である．しかし，機械学習を使用した既存の研究

では，学習済みのモデルを使用するため，受信端末が多様

化した場合および配信映像の種類や環境の変化にともなう

セグメントの特性に変化が生じた場合に初めから学習をや

り直す必要がある．そのため，多様な受信端末の状況・配

信環境に適用できない可能性がある．

3. 強化学習を用いた資源適応型映像品質制御
機構の提案

3.1 提案の概要

前章で述べた課題を解決するため本研究では，サービス

利用時のネットワークの状況（利用可能なネットワーク資

源）および受信端末の性能（利用可能な計算機資源）に適

応した映像品質を決定・制御するための映像品質制御手法

を提案する．具体的には，強化学習を用いた資源適応型映

像品質制御機構を提案し，課題の解決を図る．

資源適応型映像品質制御機構（以降，品質制御機構）は，

映像の特性，利用可能なネットワーク資源，計算機資源と，

利用者へ配信される映像品質の関係を強化学習することで，

ネットワークの状況だけでなく受信端末の性能にも適応し

た映像品質を決定する．教師データが不要な強化学習を用

いることで，新たな映像の特性や，端末性能を持つ受信端

末が追加された場合においても逐次的に学習し，あらゆる

状況に適応した映像品質が決定可能となる．また．一般的

なMPEG-DASHとは異なり，品質制御機構を配信サーバ

に設置することで，多数の受信端末の状態の把握が可能と

なり，より効率的な学習が可能となる．なお，本研究では

受信端末の利用者に対して高品質なサービス提供を行うた

め，送信端末および配信サーバの負荷は考慮しないものと

する．

3.2 品質制御機構の構成

図 1 に品質制御機構の構成を示す．品質制御機構は，映

像の特性を解析するデータ解析機構，映像の特性からセグ

メントの長さを決定するセグメント長決定機構，受信端末

で利用可能な資源に適応した映像品質を選択する資源学習

機構から構成される．各機構の概要を以下に示す．

データ解析機構

送信端末が送信する映像を入力として，その特性を解

析する．具体的には，映像を構成する複数フレーム単

位でビットレート等の特性を解析する．これにより，

映像の特性を考慮した映像品質を決定する．

セグメント長決定機構

データ解析機構で解析した映像の特性を入力として，

セグメントの長さ（セグメント長）を決定する．セグ

メント長は映像再生時の受信端末の資源に影響を与え

るため [17], [18]，セグメント長を制御することにより，

受信端末で利用可能な資源を考慮した映像品質を決定

する．

図 1 品質制御機構の構成

Fig. 1 Overview of our proposal.
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資源学習機構

資源学習機構は，データ解析機構で解析した映像の特

性とセグメント長決定機構で決定したセグメント長，

受信端末が送信する資源情報，エンコーダから獲得す

る圧縮符号化後の映像品質の劣化程度を入力として強

化学習し，エンコーダが映像を圧縮符号化する際に設

定する符号化パラメータを選択する．これにより，映

像の特性，ネットワークの状況，受信端末の性能，圧

縮符号化後の映像品質の劣化程度を総合的に考慮し，

資源の無駄な消費を抑えつつ高品質な映像を利用者へ

配信するための映像品質を決定する．

本稿では，資源学習機構に焦点を当てるため，次章では

資源学習機構の詳細設計について述べる．

4. 設計

4.1 資源学習機構の設計

資源学習機構は，データ解析機構で判定した映像の特

性 char とセグメント長決定機構で決定したセグメント長

lenseg，受信端末の資源情報R，圧縮符号化後の映像の劣化

程度Dに基づき，強化学習 [19]を用いて符号化パラメータ

aを導出する．本稿では，aは映像解像度，フレームレー

ト，画質で構成されるパラメータの集合とする．強化学習

の枠組みに基づく資源学習機構の動作設計を以下に示す．

なお，学習を行う主体をエージェント（Ag）と呼ぶ．

(step 1) 受信端末が送信する計算機資源集合RCP，ネッ

トワーク資源集合RNW，データ解析機構とセグメント長決

定機構で解析，決定した映像の性質集合C = {char, lenseg}
から，Agは受信端末の状態 sを観測する．sの全体集合 S

を以下に定義する．

S = {si | si = 〈RCPi
, RNWi

, Ci〉; i = 1, 2, ..., Ni} (1)

ここで，Niは受信端末の端末の総数である．また，計算機

資源集合 RCP は以下のとおりである．

RCP = {cp | cp = 〈cpu, mem〉} (2)

ここで，cpu（∈ CPU）は CPU使用率，mem（∈MEM）

はメモリ使用率である．符号化された映像の復号に必要な

資源として CPU使用率とメモリ使用率を考慮する．

ネットワーク資源集合 RNW は以下とする．

RNW = {nw | nw = 〈buf, bwt〉} (3)

ここで，buf（∈ BUF）は再生バッファの占有率，bwtは

受信端末の使用帯域である．再生バッファの占有率と使用

帯域からネットワーク資源を推定する．これにより，利用

可能なネットワーク資源の急激な変動に関して，映像の品

質制御により対処すべきかどうかを判断する．

(step 2) Agは，観測した受信端末の状態 sから，受信

Algorithm 1 Resource Learner based on Q-learning
1: Initialize Q values Q(s, a) for all state-action pairs to 0.0.

2: repeat

3: Get resources (RCPi,t
and RNWi,t

) from the Receiver i at

time t.

4: Observe a state si,t ∈ S.

5: Determine an encoding parameter at ∈A according to the

policy π.

6: Send at to the Encoder.

7: Get resources (ΔRCPi,t+τ
and ΔRNWi,t+τ

) from the Re-

ceiver at time t + τ .

8: Get a quality degradation ΔDi,t+τ from the Encoder.

9: Calculate a reward ri,t according to Eq. (5).

10: Observe the next state si,t+τ .

11: Update the Q value Q(si,t, at) according to Eq. (6).

12: Transition to next time t← t + τ .

13: until the streaming service is finished.

端末の消費資源量を抑え，かつ，サービス利用者の体感品

質が向上するような符号化パラメータ aを方策 πに基づき

選択する．aの全体集合 Aを以下に定義する．

A = {aj | aj = 〈rsl, fps, crf〉; j = 1, 2, ..., Nj} (4)

ここで，rsl（∈ RSL）は映像解像度，fps（∈ FPS）はフ

レームレート，crf（∈ CRF）は映像を圧縮符号化する際

に指定する画質の程度 Constant Rate Factor（CRF）であ

る．また，Nj は符号化パラメータの総数である．

(step 3) step 2で決定した aに基づき受信端末の状態に

与えた影響としてAgに報酬 rを与える．rは，計算機資源

への負荷 ΔRCP，ネットワーク資源への負荷 ΔRNW，圧

縮符号化後の映像品質の劣化程度ΔDを用いて以下の式で

求める．

r = −ΔRCP −ΔRNW −ΔD (5)

このとき，ΔRCP，ΔRNW が増加すると，それぞれ計算

機資源，ネットワーク資源の消費量が大きくなるため，r

は小さい値を設定する．同様に，ΔDが増加した場合，圧

縮符号化後の映像の品質劣化が大きく，サービスの利用者

に対して与えるサービス品質が劣化するため，rは小さい

値を設定する．

以上の動作により，Agは r が最大となるような aを選

択していくことで，映像の特性，受信端末の利用可能な資

源，圧縮符号化後の映像品質の劣化程度を総合的に考慮し

た aを選択可能となる．

4.2 Q学習を適用した資源学習機構の設計

本稿では，強化学習アルゴリズムとして Q学習 [20]を

使用する．Q学習は，Agが符号化パラメータ aを決定す

る際に，長期的に得られる報酬であるQ値を推定し，Q値

を最大化するような aを決定するアルゴリズムである．

Algorithm 1に Q学習に基づく資源学習機構の疑似コー
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ドを示す．初めに，すべての Q値 Q(s, a)を 0に初期化す

る（1行目）．サービス提供中，Agは時刻 tにおける受信

端末 iの計算機資源 RCPi,t
とネットワーク資源 RNWi,t

か

ら，受信端末 iの状態 si,t ∈ S を観測する（3行目，4行

目）．Agは観測した si,t に対応した映像品質 at ∈ Aを方

策 πに基づき決定し，エンコーダに送信する（5行目，6行

目）．このとき，π は ε-greedyアルゴリズム基づく決定方

法とする．具体的には，確率 εで受信端末が利用可能な帯

域に適応した at を，確率 (1− ε)で Q値が最大となる si,t

に対応した at を選択する．

次に，受信端末の資源情報であるΔRCPi,t+τ
，ΔRNWi,t+τ

とエンコーダから獲得する圧縮符号化後の映像品質の劣化

程度 ΔDi,t+τ から式 (5)に基づき報酬 ri,t を求める（7行

目～9行目）．そして，状態 si,t+τ を再度観測し，以下の式

でQ値Qi,t（= Q(si,t, at)）を更新する（10行目，11行目）．

Qi,t ← Qi,t + α{ri,t + γ max
a′∈A

Q(si,t+τ , a′)−Qi,t} (6)

ここで，αは学習率，γ は割引率であり，ともに範囲 (0.0,

1.0]の実数である．一般に，αは Q値の更新の程度を制御

し，0.0に近い値を用いる．γ は次の状態における Q値を

割引き，1.0に近い値を用いる．また，a′ は si,t+τ におい

て Q値が最大となる符号化パラメータである．

最後に，tを t + τ に更新する（12行目）．

以上の流れをサービス提供中繰り返す（13行目）ことに

より，映像の特性と利用可能な受信端末の資源に適応した

高品質な映像品質を決定する．

5. 実験と評価

5.1 実験の概要

前章の設計に基づき品質制御機構を実装し，実装したプ

ロトタイプを用いて品質制御機構の有効性を確認する実験

を行った．実験では，品質制御機構が受信端末で利用可能

な資源の無駄な消費を抑えつつ高品質な映像を利用者へ配

信可能であることを確認するため，利用可能な帯域のみで

符号化パラメータを選択する従来のMPEG-DASHの単純

手法と，品質制御機構を用いて符号化パラメータを選択す

る提案手法を比較した．

図 2 に実験環境を示す．実験では送信端末を使用せず，

DASHサーバ内に配置した映像を受信端末に配信した．受

表 1 実験で使用した端末性能

Table 1 Device specifications used in experiments.

配信サーバ 受信端末

デスクトップ PC 低資源端末（Nexus 5） 高資源端末（Galaxy S6）

OS Windows 10 Pro Android 6.0.1 Android 7.0

CPU Core i7-6700@3.4（GHz） Snapdragon 800 Exynos 7420

メモリ 8（GB） 2（GB） 3（GB）

ネットワーク IEEE 802.3ab IEEE 802.11n IEEE 802.11ac

利用可能な帯域 N/A 28（Mbps） 80（Mbps）

信端末は 2機のスマートフォンを使用し，Wi-Fiを用いて

配信サーバへ接続した．使用したスマートフォンと配信

サーバの性能を表 1 に示す．受信端末の利用可能な帯域

は，端末で実際に多様なネットワークサービスを利用した

際の実効値に基づき決定した．配信映像は，3DCG アニ

メーション映像 Big Buck Bunny（BBB）[21]とスポーツ

映像 Football [22]を使用した．表 2 に配信映像の概要を示

す．3DCGアニメーション映像はフレーム間の動きが小さ

く，圧縮効率が高いため [23]，圧縮効率の低いサッカー等

のスポーツ映像との実験結果を比較することにより，品質

制御機構の動作変化を確認する．

表 3 に実験で使用した状態 S のパラメータ設定を示す．

計算機資源端末RCP とネットワーク資源RNW のパラメー

タに関しては，映像再生中の端末資源の値に最も近い値を

選択する．なお，映像再生において CPU使用率の変動は

大きいため 5段階，メモリ使用率の変動は小さいため 3段

階で選択する．再生バッファの占有率は，バッファが枯渇

状態，正常状態，潤沢状態として 3段階とした．データ解

析機構が解析する映像の特性 char は，映像のファイルサ

イズに応じて決定し，セグメント長決定機構が決定するセ

グメント長 lenseg は，一般に DASHで使用されている値

を使用した [14], [24]．

また，学習周期 τ は 1秒，学習率 α，割引率 γ，確率 ε

はそれぞれ 0.1，0.9，0.1とした．ライブストリーミング

サービスを利用する不安定な環境を想定し，再生バッファ

は 5秒，初期バッファリング時間は 1秒に設定した．

評価指標は，画質評価指標 Structural SIMilarity（SSIM）

[25] の平均 SSIMavg，映像再生中の平均フレームレート

FPSavg，映像再生プロセスの平均CPU使用率CPUavg，累

計ドロップフレーム数 DROPtotal とした．SSIMは，値が

1.0に近いほど元映像からの劣化が少ないとされる指標で

ある．

図 2 実験環境

Fig. 2 Experimental environment.
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表 2 実験で使用した配信映像

Table 2 Streaming data used in experiments.

Big Buck Bunny Football

ファイル名 bbb sunflower 2160p 60fps normal.mp4 Samsung UHD Soccer Barcelona Atletico Madrid.ts

符号化形式 H.264/AVC H.265/HEVC

サイズ size 657.4（MB） 1,298.2（MB）

再生時間 len 634（s） 232（s）

動画解像度 2160p 2160p

フレームレート 60（fps） 50（fps）

表 3 実験で使用した状態 S

Table 3 State S used in experiments.

パラメータ

RCP

CPU {0, 25, 50, 75, 100}（%）

MEM {0, 50, 100}（%）

RNW BUF {0, 50, 100}（%）

IDAT

char size × 8 / len（Mbps）

lenseg 2（s）

計算機資源への負荷ΔRCP は以下の式で求めた．

ΔRCP = Δcpu + Δmem (7)

ここで，Δcpu，Δmemは映像を再生するアプリケーショ

ンの CPU使用率とメモリ使用率である．また，確率 εで

利用可能な帯域 bwtを考慮した符号化パラメータ aを選択

するため，ネットワーク資源への負荷 ΔRNW はバッファ

占有率Δbuf のみ考慮した．

符号化後の映像品質の劣化程度ΔDは，選択した符号化

パラメータ at 中の fpst（∈ FPS）に対して受信端末が配

信映像を 1秒間で画面に表示したフレーム数の割合Δfps，

fpstに対して受信端末が配信映像を 1秒間で画面に表示せ

ずドロップしたフレーム数の割合Δdrop，再生中の配信映

像の SSIMであるΔssimを用いて以下の式で求めた．

ΔD = Δfps + Δdrop + Δssim (8)

5.2 実験 1：3DCGアニメーション映像を用いた実験

5.2.1 実験 1の概要

配信映像として 3DCGアニメーション映像 BBB を使用

した実験 1の手順は以下のとおりである．

( 1 ) エンコーダは配信映像を圧縮符号化およびセグメント

化し，すべての品質のセグメント（= |A|個）を生成
する．獲得した圧縮符号化後の SSIMΔssimの時系列

データは資源学習機構に送信する．

( 2 ) 受信端末は配信サーバが送信するセグメントを再生

する．このとき，配信サーバは品質制御を行わずに，

一定の品質のセグメントを送信する．これをすべての

品質の数だけ（= |A|回）実施し，獲得した資源情報
ΔRCP，ΔRNW の時系列データは品質制御機構に送

信する．

表 4 実験 1 で使用した符号化パラメータ A

Table 4 Encoding parameters used in experiment 1.

パラメータ

CRF {18, 23, 28}
FPS {60, 30, 24, 20}（fps）

RSL {2160p, 1080p, 720p, 360p, 180p}

( 3 ) 獲得したΔssim，ΔRCP，ΔRNW の時系列データを

入力として資源学習機構がQ学習し，符号化パラメー

タを選択する．これを配信映像の再生時間 lenだけ繰

り返す．

実験手順 ( 3 )において，配信映像の再生時間に応じて利

用可能な帯域 bwtと CPU使用率 cpuを制限することによ

り，受信端末で利用可能な資源に適応した符号化パラメー

タを決定可能であるかを確認する．具体的に資源の制限時

は，資源学習機構の入力値を制限値に置き換えて学習する．

bwtは制限時に表 1 に示す利用可能な帯域から 3Gネット

ワークの最大受信速度である 14.4 Mbpsに置き換え，利用

可能な帯域の変動を確認する．cpuは制限時に 100%に置

き換え，映像再生プロセスの CPU使用率の変動を確認す

る．映像の経過時間に応じて制限した bwtと cpuの区間は

以下のとおりである．

(3-1) 50秒後から 100秒間，利用可能な帯域を制限

(3-2) 200秒後から 100秒間，受信端末の CPU使用率を

増加

(3-3) 350 秒後から 100 秒間，利用可能な帯域を制限し，

CPU使用率を増加

以上のように，資源学習機構に仮想的なパラメータを入力

することで，受信端末で利用可能な資源に制限がある状態

を再現した．

表 4に実験 1で使用した符号化パラメータAのパラメー

タ設定を示す．資源学習機構は，CRF，FPS，RSLの各

要素を組み合わせた符号化パラメータを決定する．

5.2.2 実験 1の結果

図 3 に低資源端末，図 4 に高資源端末を用いた場合の

利用可能な帯域と CPU使用率の変動を示す．各図の横軸

は時間（time）である．

両図の (a)および (b)の縦軸は資源学習機構が選択した

符号化パラメータに対応するビットレート（bitrate），受
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(a) 利用可能な帯域の変動（単純手法） (b) 利用可能な帯域の変動（提案手法）

(c) CPU 使用率の変動（単純手法） (d) CPU 使用率の変動（提案手法）

図 3 実験 1 の結果（低資源端末使用時の利用可能な帯域と CPU 使用率の変動）

Fig. 3 Experiment 1 results using the low-resource device.

(a) 利用可能な帯域の変動（単純手法） (b) 利用可能な帯域の変動（提案手法）

(c) CPU 使用率の変動（単純手法） (d) CPU 使用率の変動（提案手法）

図 4 実験 1 の結果（高資源端末使用時の利用可能な帯域と CPU 使用率の変動）

Fig. 4 Experiment 1 results using the high-resource device.
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信端末で利用可能な帯域（available bandwidth）である．

単純手法は，受信端末で利用可能な帯域や CPU使用率が

変動しても，帯域に適応した符号化パラメータを決定し続

けた．これに対し提案手法は，受信端末で利用可能な資源

が変動した場合は利用可能な帯域に余裕を持たせるように

低品質な符号化パラメータを決定するようになった．

利用可能な帯域を制限し，CPU使用率が増加した実験手

順 (3-3)時において，単純手法を用いた低資源端末では，帯域

は平均 0.054Mbps（0.188%），最大で 0.421 Mbps（1.462%）

余裕が生じた．提案手法では，平均 2.565Mbps（8.905%），

最大で 23.018 Mbps（79.923%）の余裕が発生した．単純手

法を用いた高資源端末では，0.490 Mbps（0.612%），最大で

44.542Mbps（55.677%），提案手法では，平均 4.100Mbps

（5.124%），最大で 76.382 Mbps（95.478%）の余裕が生じた．

両図の (c)および (d)の縦の第一軸は資源学習機構が選択

した符号化パラメータに対応するビットレート（bitrate），

縦の第二軸は CPU使用率（CPU usage）である．単純手

法は，受信端末の CPU使用率が増加しても映像再生プロ

セスの CPU使用率は高い状態が見られ，高品質な符号化

パラメータを決定し続けた．これに対し提案手法は，受信

端末の CPU使用率が増加した場合に受信端末がセグメン

トを再生する負荷を軽減するために低品質な符号化パラ

メータを決定するようになった．

実験手順 (3-3)時において，単純手法を用いた低資源端末

では，CPU使用率は平均 43.450%，最大で 94.897%余裕が

生じた．提案手法では，平均 68.677%，最大で 90.571%の

余裕が発生した．単純手法を用いた高資源端末では，平均

46.715%，最大で 94.080%，提案手法では，平均 76.861%，

最大で 93.380%の余裕が生じた．

表 5 に評価指標を用いて単純手法と提案手法を比較した

結果を示す．低資源端末における単純手法の平均 SSIMは

0.101%減少したが，平均フレームレートは 122.525%増加

した．累計フレームドロップ数は 66.932%，平均 CPU使

用率は 45.257%減少した．また，提案手法の平均 SSIMは

0.202%減少したが，平均フレームレートは 92.408%増加し

た．累計フレームドロップ数は 63.329%，平均 CPU使用

率は 47.605%減少したことを確認した．

5.3 実験 2：スポーツ映像を用いた実験

5.3.1 実験 2の概要

配信映像としてスポーツ映像，具体的にサッカー映像

Football を使用した実験 2の手順は実験 1と同様であるが，

映像の再生時間が異なるため，実験手順 (3)において，映像

の経過時間に応じて制限した利用可能な帯域 bwtと CPU

使用率 cpuの区間は以下とした．

(3-1) 25秒後から 50秒間，利用可能な帯域を制限し，CPU

使用率を増加

(3-2) 100 秒後から 25 秒間，受信端末の CPU 使用率を

表 5 実験 1 の結果（評価指標を用いた比較）

Table 5 Experiment 1 results using evaluation metrics.

(a) 低資源端末

単純手法 提案手法 増減率（%）

SSIMavg 0.990 0.989 −0.101

FPSavg（frames/sec.） 9.375 20.862 122.525

DROPtotal（frames） 7028 2324 −66.932

CPUavg（%） 72.192 39.520 −45.257

(b) 高資源端末

単純手法 提案手法 増減率（%）

SSIMavg 0.990 0.988 −0.202

FPSavg（frames/sec.） 9.912 19.072 92.408

DROPtotal（frames） 7660 2809 −63.329

CPUavg（%） 71.980 37.714 −47.605

表 6 実験 2 で使用した符号化パラメータ A

Table 6 Encoding parameters used in experiment 2.

パラメータ

CRF {18, 23, 28}
FPS {60, 25, 20}（fps）

RSL {2160p, 1080p, 720p, 360p, 180p}

増加

(3-3) 150秒後から 25秒間，利用可能な帯域を制限

表 6に実験 2で使用した符号化パラメータAのパラメー

タ設定を示す．

5.3.2 実験 2の結果

図 5 に低資源端末，図 6 に高資源端末を用いた場合の

利用可能な帯域と CPU使用率の変動を示す．各図の縦軸

と横軸は実験 1と同一である．

実験 2の結果は実験 1の結果と同様の傾向となった．具

体的には，両図の (a)および (b)より，単純手法は帯域に

適応した符号化パラメータを決定し続けたのに対し，提案

手法は利用可能な帯域に余裕を持たせるようになった．

利用可能な帯域を制限し，CPU使用率が増加した実験手

順 (3-1)時において，単純手法を用いた低資源端末では，帯域

は平均 0.010Mbps（0.036%），最大で 0.134 Mbps（0.466%）

余裕が生じた．提案手法では，平均 0.600Mbps（2.082%），

最大で 6.704Mbps（23.277%）の余裕が発生した．単純手

法を用いた高資源端末では，0.009Mbps（0.012%），最大

で 0.134Mbps（0.168%），提案手法では，平均 1.766Mbps

（2.220%），最大で 36.086 Mbps（45.107%）の余裕が生じた．

両図の (c)および (d)より，単純手法は高品質な符号化

パラメータを決定し続けたのに対し，提案手法は受信端末

の CPU使用率が増加した場合に受信端末が映像を再生す

る負荷を軽減するようになった．

実験手順 (3-1)時において，単純手法を用いた低資源端末

では，CPU使用率は平均 22.005%，最大で 39.281%余裕が

生じた．提案手法では，平均 19.592%，最大で 30.337%の
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(a) 利用可能な帯域の変動（単純手法） (b) 利用可能な帯域の変動（提案手法）

(c) CPU 使用率の変動（単純手法） (d) CPU 使用率の変動（提案手法）

図 5 実験 2 の結果（低資源端末使用時の利用可能な帯域と CPU 使用率の変動）

Fig. 5 Experiment 2 results using the low-resource device.

(a) 利用可能な帯域の変動（単純手法） (b) 利用可能な帯域の変動（提案手法）

(c) CPU 使用率の変動（単純手法） (d) CPU 使用率の変動（提案手法）

図 6 実験 2 の結果（高資源端末使用時の利用可能な帯域と CPU 使用率の変動）

Fig. 6 Experiment 2 results using the high-resource device.
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表 7 実験 2 の結果（評価指標を用いた比較）

Table 7 Experiment 2 results using evaluation metrics.

(a) 低資源端末

単純手法 提案手法 増減率（%）

SSIMavg 0.978 0.976 −0.204

FPSavg（frames/sec.） 10.841 18.104 67.003

DROPtotal（frames） 1796 1116 −37.862

CPUavg（%） 61.530 50.792 −17.452

(b) 高資源端末

単純手法 提案手法 増減率（%）

SSIMavg 0.980 0.977 −0.306

FPSavg（frames/sec.） 10.000 17.846 78.458

DROPtotal（frames） 599 751 25.376

CPUavg（%） 53.293 48.546 −8.907

余裕が発生した．単純手法を用いた高資源端末では，平均

22.349%，最大で 39.281%，提案手法では，平均 21.801%，

最大で 26.138%の余裕が生じた．

表 7 に評価指標を用いて単純手法と提案手法を比較し

た結果を示す．低資源端末における単純手法の平均 SSIM

は 0.204%減少したが，平均フレームレートは 67.003%増加

した．累計フレームドロップ数は 37.862%，平均 CPU使

用率は 17.452%減少した．また，提案手法の平均 SSIMは

0.306%減少したが，平均フレームレートは 78.458%増加し

た．累計フレームドロップ数は 25.376%増加したが，平均

CPU使用率は 8.907%減少したことを確認した．

5.4 考察

実験 1および実験 2の結果より，提案手法は利用可能な

帯域が減少した際には，利用可能な帯域に余裕を持たせる

ためにデータ量が小さいセグメントの符号化パラメータを

徐々に決定するようになり，総 CPU使用率が増加した際

には，配信映像の再生負荷を軽減するため低品質なセグメ

ントの符号化パラメータを徐々に決定するようになった．

すなわち，利用可能な資源を制限した際には低ビットレー

トの符号化パラメータを徐々に決定するようになった．こ

れは，学習の初期段階で低ビットレートの符号化パラメー

タを選択することでエージェントが得られる報酬が大きく

なる（消費資源量が少ない，圧縮符号化後の映像品質の劣

化が少ない）ことを学習したためである．なお，符号化後

の映像品質の劣化程度ΔDを求める式 (8)より，フレーム

ドロップが発生していない場合は，SSIMが大きく，フレー

ムレートが小さい映像が選択されることがある．フレー

ムレートの変動による利用者の体感品質（QoE）への影響

は大きいため [26], [27]，式 (8)の各項に優先度を設定する

ことや，Δfpsで決定した符号化パラメータ中のフレーム

レート値の大きさを考慮することにより，フレームレート

を重視した学習が可能になる．

評価指標を用いて比較した実験結果より，提案手法は単

純手法よりも SSIMが減少し画質の劣化が見られたが，平

均フレームレートは向上した．さらに，累計フレームド

ロップ数と平均 CPU使用率は減少し，消費資源量を削減

した．単純手法は平均 CPU使用率と累計フレームドロッ

プ数が大きいことから，配信映像の再生時に頻繁にバッ

ファリングが発生し，スムーズな再生ができなかった一方

で，提案手法は，平均 CPU使用率と累計フレームドロッ

プ数が小さいため，配信映像の再生に問題は生じなかった．

また，低ビットレートの符号化パラメータを決定したこと

で SSIMが減少した．しかし，その減少率は非常に小さく，

平均フレームレートは増加，累計フレームドロップ数は減

少しているため，利用者が体感する映像品質は向上してい

ると考えられる．

以上のことから，提案手法を用いることにより，映像の

特性，受信端末で利用可能な資源，符号化後の映像品質の

劣化程度の関係を強化学習した提案手法を用いることで，

受信端末の資源の無駄な消費を抑えつつ高品質な映像を利

用者へ配信可能であることを確認した．消費資源量を抑え

ることにより，ネットワークの通信量を削減可能であるだ

けでなく，CPU使用率を抑えることで長時間サービスを

利用可能となる．しかし，スポーツ映像を用いた実験 2に

おいて高資源端末用いた場合で累計フレームドロップ数が

増加した．これは，高性能端末において学習が効率的に行

えていないためだと考えられるので，今後学習アルゴリズ

ムについては改良が必要になる．具体的な改良策として 2

つ考えられる．

1つ目は，強化学習における符号化パラメータの決定方

針である方策 πの改良である．実験では，利用可能な帯域

に適応した品質を選択する確率 εの値を固定した ε-greedy

を使用した．この場合，学習が進んだ状況下においても利

用可能な帯域に適応した品質を選択することになるため，

利用可能な端末資源に適さない過少/過剰な品質を決定す

る可能性がある．そのため，学習の進行状況に応じて εの

値を小さくしていくことにより，Q値が大きい品質（すな

わち，利用可能な端末資源に適した品質）を選択するよう

に制御する必要がある．

2つ目の改良策は，Q学習を発展させた深層強化学習 [28]

を使用することである．本稿で設計した Q学習は，入力

値を離散化する必要がある．入力値を細かく離散化した場

合，学習すべきQ値が爆発的に増大し，非常に多くの学習

ステップが必要となる．強化学習と深層学習を組み合わせ

ることでQ値の近似関数を得る深層強化学習では連続値を

入力することが可能である．そのため，より高精度で柔軟

な品質制御が実現可能であると考えられる．

また，実際のライブストリーミングサービスに提案手法

を適用する際は，受信端末の頻繁な状態の変化への対処を

行う必要がある．これは，頻繁な品質の変動は受信端末へ
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の影響が大きいためである．したがって，受信端末の資源

の変動に生じても一定時間は品質を変動させない制御が必

要である．さらに，資源学習機構とエンコーダを複数用意

することで，受信端末ごとの学習，セグメント化が可能に

なるため，より利用者指向のサービス提供が可能になると

考える．

6. おわりに

本研究では，適応型ライブストリーミングサービスの

実現手法の 1 つである，Moving Picture Experts Group

（MPEG）が標準化したDynamic Adaptive Streaming over

HTTP（MPEG-DASH）を対象とし，ネットワークの状況

および受信端末の性能に適応したライブストリーミング

サービスを実現するため，強化学習を用いた映像品質制

御手法を提案した．具体的には，映像の特性，利用可能な

ネットワーク資源，計算機資源と，それに応じた利用者へ

配信される映像品質の関係を強化学習することで，映像を

リアルタイムに配信するライブストリーミングサービスを

利用する様々な環境に適応した映像品質を決定する資源適

応型映像品質制御機構を提案した．実験結果から，提案手

法を用いることで資源の無駄な消費を抑えつつ高品質な映

像を利用者へ配信可能であることを確認した．

今後は，データ解析機構とセグメント長決定機構の詳細

設計を行い，これらの機構が配信映像と受信端末で利用可

能な資源に応じて適切な映像の特性とセグメント長を決定

可能であるかを確認する．さらに，品質制御機構を実際の

ライブストリーミングサービスに適用し，実端末を用いた

実験により，提案手法の効果を検証する．
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推薦文

本研究は，映像をリアルタイムに配信するライブスト

リーミングサービスにおいて，映像の特性，利用可能な

ネットワーク資源，計算機資源と，受信端末でサービス利

用者へ配信される映像品質の関係を強化学習することで，

ネットワークの状況だけでなく受信端末の性能にも適応し

た品質の映像を配信するための映像品質制御手法を提案し

ており，資源の無駄な消費を抑えつつ高品質な映像を利用

者へ配信可能であり，有用な研究と考える．以上の理由に

より，本稿を推薦いたします．
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