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非定常な多腕バンディット問題における
変化検出アプローチの線形モデルへの拡張

三宅 悠介1,a) 栗林 健太郎1,b)

概要：多腕バンディット問題は，腕と呼ばれる複数の候補から得られる報酬を最大化する問題である．同
問題のWebサービスにおける広告配信や推薦システムへの応用では，腕となる利用者の嗜好傾向が多様か

つ継続的に変化する課題に対処するため，利用者の文脈を考慮した問題設定への拡張と解法が提案されて

いる．時間の経過に従い報酬分布が変化する非定常な問題設定の解法では，変化検出の手法を組み合わせ，

報酬の変化を観察することで変化に追従する．しかしながら，腕の文脈を複数の要因のパラメータの組み

合わせで表現し，文脈に応じて報酬分布が決定する線形な問題設定にこの解法を適用する場合，要因の数

に対して指数的に増加する全ての報酬の変化を観察しなければならない．本報告では，要因の組み合わせ

数によらない単一の値の推移のみから報酬分布の変化を検出・追従することで，従来の線形な解法を利用

可能でありながら，汎用的でメモリ効率に優れた非定常かつ線形な多腕バンディット問題の解法を提案す

る．提案手法では，各腕に対する試行回数と報酬から要因のパラメータに対する試行時点での係数を推定

し，この値の和の推移から報酬分布の変化を検出する．また，報酬分布の変化に合わせた動的なハイパー

パラメータ調整により迅速に変化に追従する．評価では，非定常かつ線形な多腕バンディット問題を設定

し，変化検出を行わない場合と比較して性能が上回ることを確認した．

Extension of Change Detection Method for
Non-Stationary Linear Multi Armed Bandit

Abstract: A multi-armed bandit problem is a problem that maximizes reward from making choices between
candidates called arms. For the application of advertisement or recommendation system of this problem,
the contextual extension of problem setting and policy is proposed to deal with variously and continuously
changing user preferences. For non-stationary problems, policies of making choices follow changes by observ-
ing reward change using change detection methods. On the other hand, for a linear problem that changes
reward distribution according to factors, the decision-maker of the policies must observe all reward changes
that increase exponentially. In this report, we propose a non-stationary linear multi-armed bandit policy
to detect a change of reward distribution from a single value transition that is independent of the number
of reward changes. The proposed policy estimates coefficients of the factors from the number of trials and
rewards and detects a change of reward distribution from the sum of the estimated values. Also, the policy
can follow change rapidly using dynamic hyper-parameter turning. We set up a non-stationary and linear
multi-armed bandit problem for the evaluation and confirmed our policy makes the performance increase.

1. はじめに

消費者向け電子商取引（以下 EC）の市場規模拡大 [1]に

伴い，取り扱う商品種類は増大している．ECサイト利用

者の通常の行動では全ての商品を見て回ることは困難であ
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るため，多くの ECサイトには推薦システムが導入されて

いる．推薦システムは，ECサイトが取り扱う多くの商品

の中から，何らかの方策に基づき利用者が興味を持つ商品

を提案することで，閲覧や購入行為を支援するシステムで

ある．多様な利用者が訪問する ECサイトにおいては，全

ての利用者に対する画一的な提案は必ずしも有用ではない

ことから，多くの推薦システムでは提案の個別化を図って

いる．

このような個別化した提案では，利用者ごとに有用な提

c⃝ 2020 Information Processing Society of Japan 1

Vol.2020-IOT-50 No.2
2020/7/10



情報処理学会研究報告
IPSJ SIG Technical Report

案を予め知ることは難しい．そこで，推薦システムは利用

者の嗜好を蓄積し，その時点で有用と考えられる情報を活

用した提案を行う一方で，より有用な提案につながる情報

の探索が求められる．この活用と探索のトレードオフの最

適な解を求める問題は，多腕バンディット問題として知ら

れている [2]．この問題は，ある確率分布に従い報酬を生成

する腕と呼ばれる複数の候補から得られる報酬を最大化す

る問題であり，同問題に対する解法が推薦システムやイン

ターネット広告の分野で利用されている [3][4]．一方で，基

本的な多腕バンディット問題では，報酬の確率分布が常に

同じであるという仮定が置かれている．推薦システムにお

いて腕となる，利用者の商品に対する嗜好傾向は様々な要

因によって変化することから，問題設定について 2種類の

拡張が図られている．線形な多腕バンディット問題では，

事前に定めた要因の組み合わせによって腕から得られる報

酬の確率分布が決定される [5]．この問題の解法では，要因

ごとの報酬に対する重みを活用と探索によって求める．非

定常な多腕バンディット問題では，腕から得られる報酬の

確率分布が時間経過によって変化する [6]．この問題の解

法では，確率分布の変化を踏まえ，変化後の報酬を重視し

て変化に追従する．

この拡張された 2つの問題設定は，多腕バンディット問

題における文脈の考慮と捉えることができる．ここで，文

脈とは，複数の要因のパラメータによって定まる状態のこ

とを指す．基本的な多腕バンディット問題では，要因のパ

ラメータを用いず，結果として常に一つの文脈に決定され

る．すなわち腕の報酬分布は一定である．線形な多腕バン

ディット問題では，いくつかの要因のパラメータから文脈

が定まる．そして，文脈に対応して腕の報酬分布が決定す

る．要因のパラメータの組み合わせにより，表現できる文

脈は指数的に増加する．非定常な多腕バンディット問題で

は，なんらかの理由により，時間の経過によって文脈に対

応する報酬分布が変化していく．この意味で，線形な多腕

バンディット問題は，文脈に対応する腕の報酬分布が時間

の経過により変化しない問題設定と言い換えることができ

る．従来の解法ではいずれかの問題設定を扱うが，利用者

の嗜好が多様かつ継続的に変化する環境において，推薦シ

ステムが利用者の要求に応えるためには，できるだけ多く

の文脈と報酬分布の変化を考慮できることが望ましい．

文脈が複数の要因のパラメータによって決定され，時間

経過によっても報酬分布が変化する環境に対して，多腕バ

ンディット問題を適用するためには，従来の線形な解法と

非定常な解法を組み合わせる必要がある．しかしながら，

線形な多腕バンディット問題においては，要因のパラメー

タの組み合わせごとに文脈が異なるため，要因の数に対し

て報酬分布のパターンが指数的に増加する．非定常な多腕

バンディット問題では，報酬分布の変化を観測するため，

線形な多腕バンディット問題を扱う場合に，観測する報酬

分布の系列数に比例して推薦システムのメモリ使用量が増

加してしまう．また，利用者の文脈に応じて推薦システム

が適応的に振る舞うためには，報酬分布の変化を迅速に検

出し，文脈と報酬分布の新しい関係性を速やかに学習する

必要がある．加えて，多腕バンディット問題には理論保証

があり実績のある既存の解法が多数存在するため，これら

の解法を非定常かつ線形な多腕バンディット問題に適用で

きることが望ましい．

本報告では，要因の組み合わせ数によらない単一の値の

推移のみから報酬分布の変化を検出・追従することで，従

来の線形な解法を利用可能でありながら，汎用的でメモリ

効率に優れた非定常かつ線形な多腕バンディット問題の解

法を提案する．提案手法では，各腕に対する試行回数と報

酬から，それぞれの要因のパラメータに対する試行時点で

の係数を推定する．次に，この求めた値の和の推移のみか

ら報酬分布の変化検出を行う．最後に，線形な解法に対し

て変化以前の観測値を取り除くことで，新しい報酬分布に

追従させる．また，記録された観測値の数の減少に合わせ

て探索が重視されるよう動的にハイパーパラメータを調整

する．評価では，非定常かつ線形な多腕バンディット問題

を設定し，変化検出を行わない場合と比較して性能が上回

ることを確認した．

本論文の構成を述べる．2章で多腕バンディット問題の

関連研究を紹介し，推薦システムでの応用における課題に

ついて述べる．3章では，非定常かつ線形な多腕バンディッ

ト問題を解決する提案手法について述べる．4章では提案

手法の評価を行い，5章でまとめる．

2. 関連研究

2.1 多腕バンディット問題

多腕バンディット問題は，腕と呼ばれる複数の候補から

得られる報酬を最大化する問題である．プレイヤーは 1回

の試行で 1つの腕を選択し，選択した腕から報酬を得る．

それぞれの腕はある確率分布に従い報酬を生成するが，プ

レイヤーはこの確率分布を試行の結果から推測しなければ

ならない．そのため，プレイヤーはある時点の腕ごとの評

価に基づき，最も評価の高い腕を用いながらも，真に評価

の高い腕の探索を並行して行う．この問題に対する解法で

は，ある時点で最も評価の高い腕を用いることを活用，各

腕の評価を行うことを探索と呼び，これらの活用と探索，

報酬による評価の見直しを繰り返し行うことで，短期的に

は探索による機会損失を，長期的には腕の固定化による機

会損失を低減する．

同問題の最も単純な解法として ϵ-Greedy アルゴリズ

ム [7]が挙げられる．この解法では，腕の評価に報酬の標

本平均を用いる．探索を行う割合は 0 ≤ ϵ ≤ 1で指定され，

活用時はその時点で最も評価の高い腕を，探索時にはその

他の評価の低い腕を均等に選択する．この解法では，候補
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の評価の差が明らかな場合に探索による機会損失が発生す

る．また，腕の評価において探索された回数を考慮しない

ことから特に探索初期において誤った腕の活用が起こる可

能性がある．UCB1アルゴリズム [8]は，選択回数の少な

い腕を積極的に選択することでこの問題に対応する．この

解法では腕の選択に，報酬の標本平均の値に，選択回数が

少ないほど値が大きくなる項を加えたスコアを用いる．こ

れにより，初期は積極的に探索し，充分な試行を経た後は，

評価が高い腕が活用され，誤った判断や探索による機会損

失を抑えることができる．UCB1アルゴリズムでは，ある

時点までの報酬から選択する腕が一意に定まる．しかしな

がら，報酬が遅れて反映される環境においては選定する腕

が固定され，報酬がそれに対して反映されない期間に不利

な腕を使い続ける可能性がある．Thompson Sampling[9]

は，各腕が期待値最大である確率に従い腕を選定する．こ

の解法では，各腕の期待値をベイズ推定によって求め，こ

の分布からの乱数が最も大きかった腕を選定する．腕の選

定が確率的に行われることから，報酬が遅れて反映される

環境に起因する機会損失を低減することができる．

2.2 線形な多腕バンディット問題

上述の問題設定では，文脈は常に一つであり，報酬の確

率分布が変わらないという仮定を置いていた．線形な多腕

バンディット問題は，複数の文脈があり，文脈に応じて報

酬分布が決定される多腕バンディット問題である．この問

題では，各腕はそれぞれの要因のパラメータに対する係数

をベクトルとして持つ．文脈に応じた腕の報酬は，要因の

パラメータの値ベクトルとの内積の結果に誤差を加えた値

として求める．本稿では，腕が持つ各要因に対する係数ベ

クトルを線形パラメータ，腕の選択時の要因のパラメータ

の値ベクトルをコンテキスト情報と呼ぶ．

文脈の種類が少ない場合には，基本的な多腕バンディッ

ト問題の解法を文脈ごとに適用することでも対応できるが，

要因のパラメータが増えるに従い，その組み合わせ結果で

ある文脈の種類が指数的に増えてしまう．この場合，各文

脈での試行回数は急激に低下し，腕の評価が充分に行えな

い．同問題の解法では，腕ごとの線形パラメータを推定し

ながら，活用と探索のトレードオフを解決する必要がある．

同問題の解法には，UCB1アルゴリズムを拡張した Lin-

UCB[5]が提案されている．この解法では，t回目の試行に

おける各腕 aのスコア，

LinUCBa(t) = b(t)Tθ̂a(t) + α

√
b(t)TB−1

a b(t) (1)

が最も大きくなる腕を選択する．ここで bはコンテキス

ト情報，θ̂a は腕 aに対して推定した線形パラメータであ

る．θ̂ = B−1
a fa であり，腕 aにおける各要因のパラメー

タの累積の試行回数を記録するBa と各要因のパラメータ

の累積の報酬 fa から推定する．なお，ハイパーパラメー

タ α(α ≥ 0)が小さいほど腕の探索よりも活用が重視され

る．また，Thompson Samplingを同様に拡張した Linear

Thompson Sampling[10]も提案されている．腕の報酬分布

が正規分布に従う場合，この解法では µ̂を平均，v2B−1

を分散とする多変量正規分布から µ̃を求め，コンテキスト

情報である bi(t)との内積が最も大きくなる腕を選定する．

µ̂ = B−1f であり，各要因のパラメータの累積の試行回

数を記録する B と各要因のパラメータの累積の報酬 f か

ら推定される．なお，LinUCBと同様にハイパーパラメー

タ v2(v2 ≥ 0)が小さいほど腕の探索よりも活用が重視さ

れる．

2.3 非定常な多腕バンディット問題

ここまでの問題設定は，腕ごとの報酬分布が文脈によっ

て定まり，同じ文脈であれば変わらないという仮定を置

いていた．非定常な多腕バンディット問題は，同じ文脈に

おいても報酬分布が時間経過によって変化する多腕バン

ディット問題である．報酬分布の変化が周期的な場合，こ

の周期を線形パラメータに含めコンテキスト情報で指定す

ることで適切に扱うことができる．一方で，変化が不規則

である場合にはこの限りではない．同問題の解法では，腕

の報酬分布が変化した際に，不利な腕を使い続ける機会損

失を抑えるため，過去に観測した報酬に捉われずに腕の評

価を迅速に更新する必要がある．

同問題の解法には，大きく二つのアプローチが見られ

る．一つ目は，腕の報酬分布の変化を前提に，継続的に腕

の評価を更新するものである．Discounted UCBと Sliding

Window UCBは，UCB1アルゴリズムをこの問題に適用

した提案である [11]．Discounted UCBでは，各腕の評価

に用いる試行回数と報酬に割引の概念が導入され，過去

の観測された値は継続的に更新され，新しく観測された

報酬が重視される．Sliding Window UCB では，これに

加え，評価に利用する報酬系列に対してウィンドウを設

け，ある時点以降の報酬のみを評価に利用する．Dynamic

Thompson Samplingは，Thompson Samplingをこの問題

に適用した提案である [12]．指数平滑法を用いて，直近 C

回までの結果を指数的に減衰しながら腕の評価に利用す

る．Discounted TS[13] は，Discounted UCB と同様に試

行回数と報酬に割引の概念を導入した．

二つ目は，腕の報酬分布の変化を契機に，腕を再評価

するものである．このアプローチでは，多腕バンディッ

ト問題の解法とは別に，変化検出の手法を利用すること

ため，既存の解法を非定常な環境に適用することができ

る．このアプローチでは，UCB1アルゴリズムの一種であ

る UCB1-Tuned[8]に変化検出の手法である Page-Hinkley

test法を組み合わせた手法が提案されている [14]．この手

法では，変化検出後に，腕の評価を初期状態に戻したもの

と戻さないものを一定期間比較し，変化検出の誤りに備え
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るメタ・バンディットを採用した．S-TS-ADWIN[15]は，

Thompson Samplingに変化検出の手法であるADWIN[16]

を組み合わせた手法である．ADWINはウィンドウW に

t時点の値 xt を記録する．記録時には，ウィンドウを過去

のサブウィンドウW0 と現在のサブウィンドウW1 に分割

し，この平均の差が ϵcut 以上であれば，その時点で変化が

あったとみなし，サブウィンドウW0を取り除く．ここで，

ϵcut =

√
2

m
· σ2

W · ln 2

δ′
+

2

3m
ln

2

δ′
, (2)

と定義される．また，δ′ = δ
|W |，mは | W0 |と | W1 |に

対する調和平均である．なお，δ ∈ (0, 1)はこの統計的仮説

検定の信頼度である．S-TS-ADWINでは，各腕の報酬の

推移をADWINを用いて記録する．いずれかの腕の報酬に

対する変化を検出した場合，全ての腕を通して最も近い時

点以降に観測された試行回数と報酬を ADWINより求め，

これを用いて各腕の評価を更新する．

ただし，これらの非定常な多腕バンディット問題に対す

る解法は，単一の文脈を前提としている．これらの解法を

複数の文脈を持つ環境に適用するには，基本的な多腕バン

ディット問題を線形に拡張するのと同様に，指数的に増加

する文脈への対策を講じなければならない．また，これら

の解法は活用と探索のトレードオフの解消を従来の解法の

枠組みに従っている．すなわち，報酬分布の変化に伴い腕

の試行回数が変更され，Thompson Samplingでは腕の選

定時の分散が，UCB1では補正項が増加することで探索が

重視される．しかしながら，腕の報酬分布の変化が頻繁に

発生する環境では，変化時の積極的な探索と，変化がない

時の試行結果の蓄積が重要であり，変化への迅速な追従に

改善の余地が残ると考えられる．

3. 提案手法

本報告では，推薦システムの利用者の嗜好傾向のよう

な，複数の文脈があり，文脈に対応する報酬分布が時間経

過によっても変化する環境に対して適用可能な，非定常か

つ線形な多腕バンディット問題の解法を提案する．そのた

めに，非定常な多腕バンディット問題において，腕の評価

を継続的に更新するアプローチに対しても最高水準の評価

を得た [15]，変化検出アプローチである S-TS-ADWINの

線形な問題設定への拡張を図る．提案手法では，腕の報酬

分布の変化を文脈ごとの報酬からではなく，推定した線形

パラメータの値の和から検出する．これにより，要因のパ

ラメータの数やその組み合わせである文脈の数によらず単

一の値の推移から変化の検出が可能となる．また，多腕バ

ンディット問題の解法とは別に，変化検出の手法を利用す

ることで，既存の線形な多腕バンディット問題の解法を非

定常な環境へ適用することができる．加えて，腕の報酬分

布の変化に従い，既存の線形な多腕バンディット問題の解

法における探索と活用のバランスを調整するハイパーパラ

メータを動的に調整するアニーリング手法を導入する．こ

れによって，変化時の探索と，変化がない時の活用を積極

的に行い変化への迅速な追従を実現する．

ここで，提案手法の位置付けを整理するため，多腕バン

ディット問題設定と解法の適用領域の関係を表 1に示す．

1列目は多腕バンディット問題設定が仮定する報酬の確率

分布である．2列目の解法では基本的な多腕バンディット

問題である報酬分布が変化しない環境を扱う．3列目の線

形な解法ではこれに加え，要因のパラメータによって文脈

が定まり，文脈に対応する報酬分布が決定する環境を扱う

が時間の経過による報酬分布の変化は扱わない．これと対

照的に，4列目の非定常な解法では時間の経過による報酬

分布の変化のみを扱っている．提案手法となる 5列目の解

法では，複数の要因のパラメータによる文脈の決定と文脈

に対応する報酬分布の変化が同時に起こる，非定常かつ線

形な多腕バンディット問題への適用を実現する．

3.1 推定した線形パラメータによる変化検出と探索ハイ

パーパラメータの動的な調整

提案手法のアルゴリズムを Algorithm1に示す．d次元

のコンテキスト情報を持つ腕 iそれぞれに，Bi，fi，Aiが

設定される．ここで Bi は次元数をコンテキスト情報の次

元数 dと同じにする単位行列，fiは d次元のベクトルであ

る．Bi はその腕 iにおけるコンテキスト情報の各次元が

試行された累積回数を，fiはコンテキスト情報の各次元で

得た累積報酬が記録される．また，Aiは腕 iに対して推定

した線形パラメータの和の推移をADWINをデータ構造に

用いて記録する．なお，B，f，Aは，全ての腕の対応す

る行列，ベクトルを保持する配列である．

提案手法は，既存の線形な多腕バンディット問題の解法

によって選定された腕 iとその報酬 rを得た後に呼ばれる

一連の処理として定義される．はじめに，腕の報酬分布の

変化検出のため，線形パラメータの推定を行う．このため

に，選定した腕についてコンテキスト情報 bと報酬 rから，

試行回数 Bi と累積報酬 fi を更新する．そして，B−1
i fi

によって得られた d次元のベクトルを線形パラメータの推

定値として扱う [5][12]．提案手法では，この推定値の各次

元の和M の推移を用いて腕の報酬分布の変化を検出する．

これは Algorithm1の 4行目に該当する．推定した線形パ

ラメータの和を用いることで，文脈の種類によらない単一

の時系列による省メモリな変化検出を実現する．次に，こ

の値の推移に対してADWINの統計的仮説検定による変化

検出を行う．変化を検出した場合，ADWINは変化前の系

列データを削除する．提案手法では，変化後の系列データ

長 | Ai |を腕 iの新しい試行回数とみなし，その期間に記

録されたコンテキスト情報と報酬から試行回数Bi と累積

報酬 fi を更新する．

提案手法では，腕の報酬分布の変化を検出した際，腕の
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表 1 多腕バンディット問題の問題設定と解法

Table 1 Problem settings and policies of multi-armed bandit problem.

報酬の確率分布

ϵ-Greedy[7]

UCB1[8]

Thompson Sampling[9]

LinUCB[5]

Linear-

Thompson Sampling[10]

Discounted UCB[11]

Sliding Window UCB[11]

Dynamic-

Thompson Sampling[12]

Discounted TS[13]

Adapt-EvE[14]

S-TS-ADWIN[15]

LTS-

ADWIN-Anneal

LinUCB-

ADWIN-Anneal

一定 ✓ ✓ ✓ ✓
文脈により決定 ✓ ✓
時間経過で変化 ✓ ✓

試行回数が一旦減少する点に着目し，腕の試行回数に従っ

た，探索と活用のバランスを調整するハイパーパラメータ

の動的な調整を行う．これはAlgorithm1の 10行目に該当

する．この式では，腕ごとの試行回数と反する形で値 τ が

増減する．既存の多腕バンディット問題の解法における，

探索と活用のバランスを調整するハイパーパラメータにこ

の値を用いることで，腕の試行回数の増加に伴い活用を，

試行回数の減少が起きた場合に，探索が重視することが可

能となる．なお，本手法におけるハイパーパラメータであ

る β(> 0)により最終的に求まる値の大きさを調整する．

Algorithm 1 Linear ADWIN Anneal

1: function Linear-ADWIN-Anneal(i,A,B,f , b, r, β)

2: Update Bi = Bi + bbT

3: Update fi = fi + br

4: M =
∑d(B−1

i fi)d

5: Add M into Ai

6: if Ai detects change then

7: Ai shrinks window

8: Update Bi =
∑t

t−|Ai| bb
T

9: Update fi =
∑t

t−|Ai| br

10: end if

11: τ =
∑|A|

i=0
β

ln |Ai|+1

12: return A,B,f , τ

13: end function

3.2 既存の線形な多腕バンディット問題の解法の拡張

3.1節で提案した手法は，変化検出と動的なハイパーパ

ラメータの算出を，利用する多腕バンディット問題の解

法に依存しない．そのため，既存の線形な多腕バンディッ

ト問題の解法を拡張することができる．本節では，線形

な多腕バンディット問題の解法である，Linear Thompson

Sampling，LinUCBに対して，提案手法を適用し，非定常

かつ線形な多腕バンディット問題の解法へと拡張する．

拡張した解法のアルゴリズムを Algorithm2 と Algo-

rithm3に示す．d次元のコンテキスト情報を持つK本の腕

それぞれに，Bi，fi，Aiが設定される．Linear Thompson

SamplingではB−1f を平均，B−1 を分散とする多変量正

Algorithm 2 LTS-ADWIN-Anneal

Require: Set of arms [K], d-dimentional context

1: ADWIN confidence value δ

2: Anneal parameter β

3: Set Bi = Id ∀i ∈ [K]

4: Set fi = 0d ∀i ∈ [K]

5: Ai ← instance of ADWIN with δ, ∀i ∈ [K]

6: for all t = 1, 2, ..., do

7: for all i = 1, 2, ...,K do

8: Sample µ̃i(t) from distribution N (B−1
i fi, τB

−1
i ).

9: end for

10: Play arm a(t) := argmaxi b(t)Tµ̃i(t), and observe re-

ward rt.

11: Update A,B,f , τ = Linear-ADWIN-

Anneal(a(t),A,B,f , b(t), rt, β)

12: end for

規分布から µ̃を求め，t回目の試行における腕 iへの d次

元のコンテキスト情報である bi(t)との線形和が最も大き

くなる腕を選定する．LiUCBでは腕ごとに式 1から求め

た値が最も大きくなる腕を選定する．報酬 r を得た後に，

提案手法を用いて腕の線形なパラメータの推定と報酬分布

の変化検出を行う．提案手法では，これらの解法で用いら

れていた線形なパラメータの推定方法を用いているため，

推定に用いた B，f の結果をそのまま用いることができ，

提案手法との親和性が高い．また，腕の選定には提案手法

により得られた動的なハイパーパラメータ値 τ を用いるこ

とで，試行回数の増加に伴い活用，試行回数の減少が起き

た場合に探索を重視することが可能となる．

4. 評価

4.1 評価環境

提案手法による，非定常で線形な多腕バンディット問題

に対する性能を評価するため，シミュレーションを行っ

た．シミュレーションでは，次元数 d = 8 の線形パラ

メータを持つ腕 ai ∈ {a0, a1} に対し提案手法を含む複
数の解法を用いて 2,000 時点までの累積報酬と累積リグ

レットを計測した．ここで累積リグレットは試行時の文脈

において候補の腕のうち最大の期待値と選択した腕の期
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Algorithm 3 LinUCB ADWIN Anneal

Require: Set of arms [K], d-dimentional context

1: ADWIN confidence value δ

2: Anneal parameter β

3: Set Bi = Id ∀i ∈ [K]

4: Set fi = 0d ∀i ∈ [K]

5: Ai ← instance of ADWIN with δ, ∀i ∈ [K]

6: for all t = 1, 2, ..., do

7: for all i = 1, 2, ...,K do

8: θ̂i(t) = B−1
i fi

9: LinUCBi(t) = b(t)Tθ̂i(t) + τ
√

b(t)TB−1
i b(t)

10: end for

11: Play arm a(t) := argmaxi LinUCBi(t), and observe re-

ward rt.

12: Update A,B,f , τ = Linear-ADWIN-

Anneal(a(t),A,B,f , b(t), rt, β)

13: end for

待値の差を期間までに合計したものである．腕の線形パ

ラメータはそれぞれ，θ0 = [14, 15, 16, 17, 18, 19, 20,−10]，

θ1 = [12, 13, 14, 15, 16, 17, 18, 10]とするが，非定常な環境

とするため，500時点目に θ1 の 8次元目のみ-11に変更す

る．すなわち θ1 = [12, 13, 14, 15, 16, 17, 18,−11] となる．

コンテキスト情報 bは，各次元が 0と 1の離散値から成り，

各次元の値は 1となる確率 p = 0.5のベルヌーイ分布に従

い得られることとする．t時点の試行で選択した腕 iから得

られる報酬は θT
i bt + ϵtとなる．ここで誤差項 ϵtは平均 0，

分散 σ2 = 2の正規分布に従う乱数を用いた．なお，乱数

を用いた確率の計算結果を平均化するために上述のシミュ

レーションを 500回行い，この平均を結果として用いた．

本評価では，この非定常で線形な多腕バンディット問題

に対し，3.2節で提案した提案手法 (以下，LinUCB ADWIN

Anneal，LTS ADWIN Anneal)を解法として利用する．ま

た，比較のため，線形な多腕バンディット問題の解法であ

る LinUCBならびに，Linear Thompson Sampling(以下，

LTS)を評価する．合わせて，非定常な多腕バンディット

問題の解法である S-TS-ADWINを評価するが，本評価の

設定に合わせ，報酬分布に正規分布を仮定し，試行時の腕

の選択本数の判定処理を除いた解法（以下，TS ADWIN)

を用いる．また，同様の拡張を UCB1に施した解法（以

下，UCB1 ADWIN）も評価する．なお，文脈を扱えない

TS ADWINと UCB1 ADWINについては，文脈ごとに別

の腕として計測することで擬似的に文脈を考慮した．

各解法のハイパーパラメータは予備実験によって求めた．

予備実験では，5，10，20，30，40，50，75，100，150，200

のうち，累積報酬が最も高く，累積リグレットが最も低く

なった値を利用した．各解法におけるハイパーパラメータ

は LinUCBで α = 20，LTSで v2 = 50，LinUCB ADWIN

Annealでは β = 30，LTS ADWIN Annealでは β = 100

となった．UCB1 ADWINと TS ADWINではハイパーパ

ラメータが存在しない．また，ADWIN のハイパーパラ

表 2 累積報酬と累積リグレット

Table 2 Cumulative reward and regret.

解法 累積報酬 累積リグレット

LTS 108248.94 4003.44

TS ADWIN 107526.03 4725.26

LTS ADWIN Anneal 111431.18 821.68

LinUCB 108731.40 3522.99

UCB1 ADWIN 108092.71 4157.86

LinUCB ADWIN Anneal 111699.39 552.76

メータ δには誤検知が少なくなるような値として δ = 0.001

を用いた．ただし，UCB1 ADWINと TS ADWINについ

て，文脈ごとに試行が分散することから同じ設定で変化検

出が行われなかったため，δ = 0.5とした．なお，予備実験

のシミュレーション回数は 100回である．

4.2 評価結果

シミュレーション結果を表 2に示す．提案手法が共に，

累積報酬が増加，累積リグレットが低下していることが見

て取れる．シミュレーションの累積リグレットの推移を

図 1に示す．また，ハイパーパラメータの推移を図 2に示

す．図 1より，変化検出を用いない LTSや LinUCBの場

合には，500時点での線形パラメータの変化に対して 2,000

時点においても累積リグレットが増加していることから，

非定常な環境においては過去の観測結果が悪影響を及ぼす

ことがわかる．一方で，変化検出を用いたとしても文脈ご

とに異なる腕を用いた TS ADWINと UCB1 ADWINで

は，文脈ごとに試行が分散することから評価の蓄積が遅

れ，リグレットの収束に時間がかかっている．これらと比

較して，提案手法では，推定した線形パラメータの値の和

での変化検出が有効に働き，おおよそ 575時点において累

積リグレットの増加が収束傾向になっている．また，図 2

より，提案手法によるハイパーパラメータの動的な調整に

よって線形パラメータに変化がない期間中は探索を抑え，

変化時に探索を重視することで不要な探索を省き，期間全

体で累積リグレットを低く抑えたことが見て取れる．な

お，LinUCBと比較して LTSの累積リグレットが全体とし

て高いのは，LinUCBでは推定した線形パラメータと試行

回数から決定的に腕が選定されるが，LTSでは推定した線

形パラメータから確率的に腕が選定されることで常に探索

が行われる可能性があるためである．

4.3 考察

それぞれの腕における各解法の振る舞いを図 3と図 4に

示す．図の上段は推定した線形パラメータの和の推移であ

る．黒色の点線が真の線形パラメータの和を示している．

図の下段はウィンドウサイズの推移であり，線形パラメー

タの推定にどの程度直近までの試行結果を利用したかを表
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図 1 試行回数と累積リグレットのシミュレーション間比較

Fig. 1 Comparation of cumulative regrets.

図 2 ハイパーパラメータの推移のシミュレーション間比較

Fig. 2 Comparation of hyper parameter.

す．なお，ADWINを用いない LTSと LinUCBでは過去

の試行が全て反映されるためウィンドウサイズは腕の試行

回数に等しい．

図 3の腕 a0 の線形パラメータの推定について，期間中

に線形パラメータに変化がなかった腕 a0 では各解法で真

の値に収束した．また，提案手法でのウィンドウサイズに

ついて，腕の試行回数に対して少ないことから継続的に小

幅な縮小が行われていることがわかる．報酬誤差を変化と

して検出していると考えられるため，報酬誤差がより大き

くなる環境では，より小さい δの値を検討する必要がある．

図 4の腕 a1 では，500時点の線形パラメータの変化後に，

LTSと LinUCBは緩やかな低下を示し，提案手法では急

激な低下を示した．これは，提案手法が，ADWINによる

ウィンドウサイズの縮小によって直近の観測結果を利用で

きた効果である．しかしながら，今回のシミュレーション

では提案手法は線形パラメータの真の値に対して低い値を

図 3 腕 a0 における推定した線形パラメータとウィンドウサイズの

シミュレーション間比較

Fig. 3 Comparation of estimated linear parameters, window

size of arm a0.

推定した．これは，腕 a1において線形パラメータの推定に

必要な十分な試行が行われなかったことに起因している．

今回のシミュレーション設定では，線形パラメータの変化

後に腕 a1 はどのようなコンテキスト情報であっても腕 a0

より少ない報酬となるため，各解法において選択される

回数は少なくなる．実際に，500時点以降の試行期間を通

した腕 a1 の累積選択数は LTS ADWIN Annealで 70回，

LinUCB ADWIN Annealで 80回程度であった．また，十

分なウィンドウサイズを確保できなかったことも影響した

と考えられる．図 4の下段より，500時点以降のウィンド

ウサイズが LTS ADWIN Annealで 40，LinUCB ADWIN

Annealで 30程度を推移しており，腕の選択回数の約半分

程度の試行結果から推定を行っていることがわかる．

5. まとめ

本報告では，利用者の嗜好が多様かつ継続的に変化する

環境において，推薦システムが利用者の要求に応えるため，

多腕バンディット問題を非定常かつ線形な問題設定に拡張

し，その解法を提案した．提案手法では，変化を観測する

報酬の系列数が指数的に増加する課題を解決するため，推

定した線形パラメータの和を用いることで要因の組み合わ

せ数によらない変化検出を行った．また，変化時の積極的

な探索と変化がない時の活用を効果的に切り替えるため，

探索に関するハイパーパラメータの動的な調整手法を提案

した．

非定常かつ線形な多腕バンディット問題の評価において，

この環境を想定しない従来手法と比較して，提案手法が累

積報酬を増やし，累積リグレットを減少させることが確認
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図 4 腕 a1 における推定した線形パラメータとウィンドウサイズの

シミュレーション間比較

Fig. 4 Comparation of estimated linear parameters, window

size of arm a1.

された．考察の結果，精度の高い線形パラメータの推定に

はウィンドウサイズの調整に課題が残ることが示された．

研究報告時点では，線形パラメータの値の和が多次元の

時系列データの変化検出に有効である理論的な裏付けは行

えていない．多変量時系列に対する変化検出の更なる調査

が必要である．また，ADWINに記録する値を ADWINの

ウィンドウサイズに依存した値から求めていることで，変

化検出に関する安定性の低下を招いている可能性もあるこ

とから，この点についても方式の改善を図っていきたい．

今後は，上述の課題の解決に加え，実システムでの有効性

の評価を進めていく．
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