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1.はじめに

Educational Data Mining（EDM）と呼ばれる教育
を専門としたデータマイニング分野がある．EDM は，
教育システムによって収集された大量の電子データから
有用な情報を発見することを目的としている．近年では，
教育現場において e-Learningのような ITS（Intelligent
Tutoring Systems）が普及しており，EDMの研究が盛
んとなっている．
教育効果の高い ITSを提供するには，学習者のスキ
ル状態を把握し，適切な設問を推薦する必要がある．
ITS には学生モデル（Student Modeling）が取り入れ
られており，正確な学習者のスキル状態の推定や解答
結果の予測が可能なモデルを利用することで，ITS の
性能を向上させることができる．学生モデリングの目
的は，試験結果などのログデータから学生のスキルを
推定し，学生が設問に正答できるかどうかを予測する
ことである．
先行研究では，学生モデリングの手法として，Knowl-

edge Tracing や Factorization Machines[1] を用いた
研究が行われてきた [2, 3]．Factorization Machines は
Support Vector Machinesの利点と factorization mod-
els を組み合わせたモデルであり，従来の手法より優れ
た結果を示している．しかし，Factorization Machines
には，凸最適化ではないために局地的極小値を取得し
てしまう欠点がある．
本研究では，Factorization Machines を凸最適化し
た Convex Factorization Machines[4] を学生モデリン
グの手法として用いることで，予測精度の向上を図る．

2.手法
2.1.Factorization Machines

FM（Factorization Machines）は Steffen Rendle に
よって 2010年に発表された手法であり，SVM（Sup-
port Vector Machines）の長所とMF（Matrix Factor-
ization）のような factorization models を組み合わせ
たモデルクラスである [1]．FM は，SVM と同様に教
師あり学習を行う予測モデルであり，MF のように未
知の値を推測することが可能である．
FM の次元 d = 2（2-way FM）のモデル式は以下で
表される．

ŷ(x) := w0 +

n∑
i=1

wixi +

n∑
i=1

n∑
j=i+1

⟨vi,vj⟩xixj . (1)

このとき，⟨·, ·⟩ は以下に示すように，k 次元の 2つの
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ベクトルの内積を表す．

⟨vi,vj⟩ =
k∑

f=1

vi,f · vj,f . (2)

推定すべきモデルパラメータは以下となる．

w0 ∈ R, w ∈ Rn, V ∈ Rn×k. (3)

w0 は全体のバイアス，wi は i 番目の変数の強度，
ŵi,j := ⟨vi,vj⟩ は i 番目と j 番目の変数間の強度，vi

は V の i 行目の k 次元ベクトルを表す．また k ∈ N+
0

は，分解の次元数を定義するハイパーパラメータである．
2-way FM では，二次の相互作用を wi,j という独立
したパラメータではなく，⟨vi,vj⟩ というベクトルの内
積に分解して表現している．これにより，SVM では対
応できない非常にスパースなデータに対しても，高い
精度で予測を行うことが可能となっている．また，学
習時間が線形となるため，SGD（Stochastic Gradient
Descent）を使用した直接最適化が実行可能になり，さ
まざまな損失関数に対して最適化することが可能になる．
2.2.Convex Factorization Machines

CFM（Convex Factorization Machines）では，FM
の式 (1)を以下のように書き換える．

ŷ(x) := w⊤x+

d∑
i=1

d∑
j=1

zijxixj = w⊤x+
⟨
Z,xx⊤⟩ .

(4)
ここで，x = {1,x}⊤，Z = V V ⊤ ∈ Sd×d とした．ま
た，zij は Z の ij 要素を表す．
以下の最適化問題を解くことで，パラメータの学習
を行う．

min
w∈Rn,Z∈Sn×n

n∑
i=1

ℓ (yi, ŷ (xi))+
α

2
∥w∥2 +β∥Z∥∗. (5)

ここで，ℓ は squared loss ℓ(y, ŷ) = 1
2 (y －ŷ)2 や

logistic loss ℓ(y, ŷ) = log(1 + exp(−y · ŷ)) などの 2 階
微分可能な凸誤差関数，α, β < 0 はハイパーパラメー
タである．
FM は，非凸最適化問題を含むため，局所的極小値
を取得してしまう．これは初期値に依存している．ま
た，ランクハイパーパラメータ k の選択が必要であり，
予測精度は k によって大きく変化してしまうという欠
点がある．CFM は，rank(Z) ≪ n となるような低ラ
ンク行列Z を学習することを目的としており，これは
nuclear norm を用いて Z を正則化することにより達
成することができる．さらに，行列ランクにおいて強
凸下限であることが知られている．
つまり，CFMはFMを凸定式化したものであり，上
記した欠点を克服したモデルとなっている．
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表 1: Example of feature vector and target．
Feature Vector x Target y︷ ︸︸ ︷ ︷ ︸︸ ︷

x(1) 1 0 0 · · · 1 0 0 · · · 14 0 0 0 · · · 1

x(2) 1 0 0 · · · 0 1 0 · · · 15 1 0 0 · · · 1

x(3) 0 1 0 · · · 0 1 0 · · · 18 0 0 0 · · · 0

x(4) 0 0 1 · · · 0 1 0 · · · 10 0 0 0 · · · 1

x(5) 0 0 1 · · · 0 0 1 · · · 17 0 1 0 · · · 0
Student Item Hour Last Item

表 2: Details of datasets.

Records Students Items Skills

Synthetic 10,000,000 5,000 10,000 1,000
Algebra 8,918,054 3,310 781,620 1,070

3.先行研究

先行研究 [5] では，学習者，設問，設問を解いた時
間，その設問を解く前に解いた設問を特徴ベクトルに
採用し，その設問が解けたかどうかを教師データとし
た FM による予測を行っている．ここで，設問を解い
た時間は，生物学的観点より，午後の方が午前中より
疲れているために正答率は下がるという仮定の元で用
いられている．表 1に，先行研究で用いられた特徴ベ
クトルと教師データの例を示す．

4.提案手法

本研究では，先行研究により提案されている FM を
用いた学習者の解答結果予測に対し，精度向上を目指
す．具体的には，FM を凸最適化した CFM を用いる．
また，特徴量による精度の比較を行い，有用な特徴量
を探索する．

5.実験
5.1.概要
本実験では，次節に示す 2 種類のデータセットを用
いて FM と CFM の予測精度の比較実験を行う．この
とき，各データセットで特徴量の組み合わせを変え，精
度の比較を行う．
精度の評価尺度として，ACC（Accuracy），AUC

（Area Under the Curve）と RMSE（Root Mean
Squared Error）の 3 つを用いる．
5.2.データセット
本研究では，人工データとAlgebra I 2008-2009[6]の

2 種類のデータに対して予測実験を行う．各データの
概要を表 2に示す．

5.2.1.人工データ

人工データの生成には IRT（項目反応理論）を用い
た．学習者が設問を 1回解くと，その設問を解くために
必要なスキルに対する学習者の能力値が上昇する．ま
た，忘却を加えるために，学習者がある設問を最後に

解答した時間からの経過時間を算出し，経過時間が長
いほどその設問を解くために必要なスキルに対する学
習者の能力値が減少する．さらに，各設問を解くために
は 1 つ以上の複数スキルが必要になるように設定した．

5.2.2.Algebra I 2008-2009

実際の e-Learning システムから取得されたデータと
して，KDD Cup 2010 Educational Datamining Chal-
lengeで提供されたデータセットであるAlgebra I 2008-
2009 を使用する．出題された設問には「四角形の面積
を求めよ」などの数学の問題がある．
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