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1 はじめに

近年のクラウドサービスにおいて物理サーバ (Physi-
cal Machine: PM)のCPU使用率は低く，そのパフォー
マンスを十分に発揮できない状態が続いている．これ

を改善すべく，事業者では，サーバを仮想化すること

で使用率を向上させ，PM数を削減する取り組みが行
われている．この取り組みでは，PMが自身の CPU資
源を超えた CPUを割り当てられるオーバコミット状
態に陥ることで，仮想サーバ (Virtual Machine: VM)の
性能が低下する可能性がある．そのため，図 1のよう
にあらゆる VMの CPU使用率を予測し，値が上昇す
る前にVMを別の PMへマイグレーションする等の制
御を行う必要がある [1]．しかし，現状の CPU使用率
の予測モデルは汎用性が低く，特定のVMに対しては
高い精度で予測できる一方，その他のVMに対する予
測精度は低くなるという課題がある [2]．

図 1: VM制御のイメージ

本研究では，VMの CPU使用率の汎用的な深層学
習予測モデルの生成に向けて，時系列データの回帰モ

デル化手法を提案する．深層学習モデルは学習時間が

長いため，なるべく少ない再学習での精度向上が求め

られる．そこで，データを何らかの方法で適切に選定
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することで，少ないデータでの再学習で既存モデルの

回帰精度向上の施策を検討した．長い時系列データの

ままでは，概形で特徴が判断されるため良い選定を行

うことが難しい．方法を模索した結果，時系列データ

を学習に必要な長さに細かく分割し，それらをクラス

タリングした結果を元にデータを選定することで，通

常よりも少ない再学習でのモデル回帰精度向上に成功

した．

2 関連技術

本研究では，深層学習ライブラリとして TFLearn[3]
を使用し，モデルには RNNを長期依存が可能かつ計
算量が比較的少なくなるよう改良した GRUを採用し
た．モデルの再学習には，学習済みのモデルの上層部

を一部再学習させるファインチューニングという手法

を用いた．

3 実験

本実験では，VMの CPU使用率時系列データセッ
トとして，Bitbrains IT Services Inc.[4][5]が公開して
いるものを使用した．前処理として，2000個のデータ
セットを平滑化，正規化処理を行った後，階層型クラ

スタリングを行った．結果は図 2のようになった．()
内の数字は，データの個数である．この結果から，学

習元データセット (以下 Aとする)として赤色部分右
側の山に分類されたものの中から 103個，Aと似てい
ないターゲットデータセット (以下 Bとする)として
赤色部分左側の山から 103個のデータを選んだ．
まず，A,Bを学習に必要な長さに細かく分割し，そ
れらを k-means法クラスタリングにより 10種類に分
類した．結果は図 3のようになった．
この結果に基づいて，Aで事前学習したモデルに B
を使用してファインチューニングを 2 種類の方法で
行った．方法 1は，多く分類されたクラスタのデータ
を使用してファインチューニングを行うというもので，

図 3でクラスタNo.1に B全体の 18.0%，No.2に B全
体の 16.9%，No.7に B全体の 48.2%と，Bのデータ
が多く分類されたため，上記 3つのクラスタのデータ
を使用して行った．方法 2は，Bの各クラスタのデー
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図 2: データセット全体の階層型クラスタリング結果

図 3: A,Bの k-means法クラスタリング結果の内訳

タを一定の割合で使用してファインチューニングを行

うというもので，割合を 20%刻みで段階的に変更して
行った．

そして，Aで事前学習したファインチューニングを
行う前のモデル，方法 1,2でファインチューニング行っ
た後のモデル，および Bそのもので学習したモデルの
それぞれで Bを予測し，それらの回帰精度を比較する
ことで，適切なファインチューニングの方法を検討し

た．精度の評価指標には，RMSEの平均値を用いた．
この値が小さいほど，精度が良いということになる.

4 実験結果

実験結果は図 4 のようになった．方法 1(緑色) の
No.1, No.2, No.7の結果からは，ターゲットデータセッ
トであっても偏ったデータを使用してファインチュー

ニングを行うことで，精度が低下するということが読

み取れる．また，方法 2(赤色)の結果からは，ターゲッ
トデータセットを 40%以上一定の割合で使用してファ
インチューニングを行うことで，ターゲットデータセッ

トすべてを使用して学習したモデルと同等な精度にま

で向上するということが読み取れる．

再学習で使用するデータ数と精度の向上という点で

考えると，方法 2の 40%の場合が最も良いということ

が分かる．方法 1の No.1,2,7(B全体の 83.1%)の場合
も精度は向上しているが，方法 2の結果と比較すると，
データ数と精度の両面で劣る．これより，クラスタ間

のデータの分布傾向の違いを使ってファインチューニ

ングを行うことが重要であるということが分かる．

図 4: 実験結果

5 まとめと今後の予定

モデルの汎用化に向けて，ターゲットデータセット

での少ない再学習で回帰精度を向上させる方法を検

討した．実験の結果，学習に必要な長さで細かく分割

したターゲットデータセットを分類し，各クラスタの

データを 40%ずつ使用してファインチューニングを行
うという方法により，モデルの汎用化に向けた少ない

再学習で精度が向上することを確認した．

今後は，ファインチューニングを行う範囲を変えた

り，新たなデータの選定方法を考えたりしながら，モ

デルの汎用化に向けてさらに実験を進めていきたい．

回帰の次の段階として，予測の精度向上に向けた取り

組みも進めていきたいと考えている．
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