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1. 序論
機械学習の一種である強化学習では，エージェントは試行錯

誤を通じて未知環境において収益を最大化する行動系列を学
習する．環境に対する試行錯誤には探索と知識利用のトレー
ドオフが存在し，エージェントは両者のバランスを調整しなが
ら学習を行う必要があるが，実環境のような膨大な探索空間
ではそのバランシングは困難である．対して人間は，満足化
[Simon 56] により現状が目標に対し非満足であれば探索を行
い満足であれば知識利用を行うことで，膨大な探索空間であっ
ても効果的に学習する．
満足化を実装した行動決定手法として，Risk-sensitive

Satisficing(RS) が考案された．RS によるエージェント
は，タスク達成目標を与えられたとき Global Reference
Convertion(GRC)[牛田 17]とRS価値関数 [高橋 16,玉造 18]
によって評価を非満足（不正解）と満足（正解）に変換し，弱
教示的に学習する．しかしGRCを用いた学習は新奇探索性と
スケールのパラメータ ζ の影響が強く働くため，多様な強化
学習タスクに対して調整を要するがその調整は困難である．
そこで本研究ではハイパーパラメータ ζを必要としないGRC

ratio(GRCr) を提案し，実験を通して強化学習タスクへの広
い適用可能性を示す．

2. Risk-sensitive Satisficing
RSによる弱教示的強化学習を行うエージェントは基準に対

し満足な収益の獲得を目的としており，収益と基準の差分であ
る満足度を現方策の基準に対する弱教示的な信号とすることで
探索性を調整し方策を改善する．
RSエージェントは，GRCにより大局満足度と局所満足度

を揃えるように各状態の基準を決定する．また，行動価値と基
準の関数である RS価値関数を最大化する行動を選択すること
で，満足時と非満足時で異なるリスク態度で振る舞う．現方策
で満足な収益を得られるなら探索を打ち切りリスクを回避し，
そうでないなら満足に近い行動の検証とリスク追求的な探索を
均衡させて満足に至るまで学習する．
2.1 Global Reference Convertion
タスク達成目標として大局基準 ℵG を定めた時，現方策で十

分な収益を得ているのであればそれ以上の探索は不要である．
収益が大局基準 ℵG を下回る場合，その差分が小さいのであ
れば現方策の近傍に満足に至る方策が存在する可能性が高く，
差分が大きいのであれば未だ満足方策との距離は遠いだろう．
よって，この差分を用いて各状態の新奇探索性を調整すること
で，満足に向けて適当な探索が可能だと考えられる．
収益 EG と大局基準 ℵG，状態基準 ℵ(si)としたとき，大局

満足度 δG と最大価値に対する状態満足度 δL(si) は次のよう
に定義できる．
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δL(si) = maxQ(si)− ℵ(si) (1)

δG = min(EG − ℵG, 0) (2)

両満足度の間には収益と価値のスケールの差が存在してお
り，そのスケールの吸収と探索性の制御のためのパラメータ
ζ(si) を導入し，式 (3) のように両満足度を等価とみなすと，
状態基準 ℵ(si)は式 (4)で計算できる．

δL(si) = ζ(si)δG (3)

ℵ(si) = maxQ(si)− ζ(si)δG (4)

状態基準 ℵ(si)はエピソードが終了するたび更新する．
収益 EG はタスクと達成目標により様々に扱う余地がある

が，エピソードごとの収益 Etmp と収益観測量 NG，大局減衰
率 γG を用いて次のように更新する．

EG ← Etmp + γG(NGEG)

1 + γGNG
(5)

NG ← 1 + γGNG (6)

2.2 RS 価値関数
GRC により計算された状態基準 ℵ(si) と信頼度 τ(si, aj)，

行動価値 Q(si, aj)を用いて，RS 価値関数を次のように定義
する．

RS(si, aj) = τ(si, aj)
(
Q(si, aj)− ℵ(si)

)
(7)

τ(si, aj) = τcurr(si, aj) + τpost(si, aj) (8)

また，信頼度 τ(si, aj)は価値更新と合わせて以下のように
更新される．

τcurr(st, at) ← τcurr(st, at) + 1 (9)

τpost(st, at) ← (1− ατ )τpost(st, at)

+ ατγτ (st+1, at+1) (10)

このとき，γτ は信頼度の割引率を表し，ατ は信頼度の学習
率を表す． at+1 は状態 st+1 において選択する行動である．

RS 価値を最大化するような行動を選択する方策を RS 方策
と呼び，本論では挙動方策として用いる．

3. GRCの問題点とGRC ratioの提案
GRCのパラメータ ζ には大きな問題が存在する．パラメー

タ ζ はタスクの複雑さや達成目標によって最適な値が変化し，
また減衰率などが影響するため各状態ごとに異なる値を設定し
適切なスケーリングが必要だが，それは困難である．よって現
在は，経験的に全状態に共通の値が採用されることが多く，仮
に最適な値がわかったとしてもスケーリングと探索性の 2 要
因の分離は困難である．
よって，大局基準 ℵG から状態基準 ℵ(si)への変換の別アプ

ローチとして，GRCr を提案する．
3.1 GRC ratio

GRCでは満足度を ℵG と EG の差分 δG で表し，それを各
状態の満足度に変換しようとしたためスケールの差が生じ ζ を
必要とした．GRCrでは満足度を ℵG と EG の割合 ρG とする
ことで，スケーリングを要せず各状態の満足度に変換する．
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ρG = max(
ℵG
EG

, 1) (11)

ℵ(si) = maxQ(si)ρG (12)

割合による変換はスケーリングを要しない一方で，収益 EG

が小さい学習初期に探索過多となりやすい．正確な大局満足度
の計算には探索がノイズとなるため，探索を抑制し正確な満足
度を把握するための機構を導入する必要がある．

σ ←

{
0 if σ ≥ ℵGNG

σ + ℵG − Etmp otherwise
(13)

EG ← ℵG if σ ≥ ℵGNG (14)

σ は累積非満足度を表し，その値が閾値 ℵGNG を超えた際
に 0へと初期化され，同時に大局収益EGを満足に足るものと
見なし現方策による正確な大局満足度を評価する．閾値 ℵGNG

は，大局減衰率 γG により収益観測量NG が定数に収束するた
め，同様に定数へ収束する．現方策が満足に至らない場合，大
局収益 EG の更新に伴い再度探索が行われる．

4. 実験
グリッドワールド拡張タスクである迷路タスクと一本道の崖

渡タスクを用いて，GRCの ζ 依存性とそれに対するGRCrの
適用可能性を示すためシミュレーションを行った．環境は図 1
と同様のものを用い，スタート Sからゴール Gもしくは崖に
たどり着くまでを 1エピソードとして 3000エピソードを 1シ
ミュレーションとした．指標には，後悔を「最適行動系列収益
と実行動系列収益の差」と定義し，その 1000シミュレーショ
ン平均を用いた．
一般的な方策である ϵ-greedyによるエージェント (ϵ-greedy)

と，GRCによる RSエージェント (GRC)，GRCrによる RS
エージェント (GRCr)の 3種のエージェントを用いて比較を
行った．行動価値の更新は代表的な強化学習アルゴリズムの
Q学習で行い，学習率は α = 0.1，割引率は γ = 0.9とした．
GRCとGRCrのパラメータは，大局割引率は γG = 0.9とし，
大局基準値 ℵG はタスクごとの目標に従い設定した．また，ス
ケーリングパラメータ ζ(si)は値を変化させ，ζ の値による後
悔の変動を見た．ϵ-greedyは ϵ = 1から 1/nずつ ϵ = 0まで
減衰させ，減衰量にはタスクごとによい性能を示したエピソー
ド数 nを用いた．

図 1: 各タスクの設定

4.1 迷路タスク
迷路タスクでは，ゴールにたどり着く最短経路の学習を目的

とした．大局基準 ℵGは最適な方策のステップ平均収益 1/10と
し，同様にエピソード収益Etmpはステップ平均収益 1/Nstep，

後悔はその差分の累積とした．
4.2 一本道の崖渡タスク
崖渡タスクでは，一本道を渡った先の最大報酬の獲得を目的

とした．崖に落ちずに一本道を渡るにはランダムな探索では難
しく，目標を持たない最適化では学習が困難となる．大局基準
ℵG は最大収益である 100 とし，エピソード収益 Etmp は単

純な獲得報酬を用いて，後悔はその差分の累積とした．

4.3 結果
横軸を ζ，縦軸を後悔としたシミュレーションの結果を図 2

に示す．GRCr と ϵ-greedy は ζ を用いないため定数で示し，
GRCは最適な方策を学習できた ζ を星で，それ以外を点で示
す．一本道の崖渡タスクの ϵ-greedy は 3000 エピソードで最
適な方策を獲得できなかったため，迷路タスクのもっとも性能
が良かった減衰ステップ数 n = 1500の結果のみを示す．

GRCr は，どちらのタスクでも後悔を抑えつつ最適な方策
を獲得できている．また，GRCの最適な方策の獲得と後悔は，
ζ の値が大きく影響しているのがわかる．

図 2: 各 ζ の GRCと GRCr，ϵ-greedyの後悔の比較

4.4 考察
実験で行った 2つのタスクは，複雑さや達成目標が異なった

ため ζ の最適な値が異なったと考えられる．最適な値付近の
ζ より大きくても小さくても後悔が増加する理由として，最適
な値の ζ に比べて大きいとき，満足するまでに探索が過剰に
行われその過剰探索分の後悔が増加したと考えられる．また，
最適な値の ζ に比べて小さいとき，探索が不足し満足する経
路の学習が遅れ満足するまでに試行回数が増え後悔が増加した
と考えられる．対して GRCrは満足度を割合として ζ を必要
とせず，また，正確な満足度を正しく把握するための機構は，
人間が行うような「練習による学習だけからでは目標の達成度
合いが把握しにくいため，テストでどこまで学習できたのかを
検証する」という学習の検証を行っている．そのため今までは
タスクの複雑さや達成目標に左右され，ζ の値に頼っていた新
奇探索性を自立的に調整することにより後悔が抑えられた学習
ができたと考えられる．

5. 結論
本研究ではGRCの問題点を提示し，それを解決するGRCr

を提案した．また，実験を通して ζ を必要としない GRCrが
自律的な探索調整による強化学習タスクへの広い適用可能性と
GRCと同等の学習効率であることを示した．
今回の実験で GRC は最適な値の ζ を見つけ学習ができた

が，より複雑なタスクになるほど最な適値を見つけることが難
しいと考えられる．さらに，深層強化学習のように 1 回のシ
ミュレーションのコストが高く試行錯誤的に ζ を決められな
い場合もある．これらのことを踏まえると GRCrは，より複
雑なタスクでの有用性が考えられるため，今後より複雑なタス
クで GRCや他方策との比較検証したいと考えている．
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