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1. はじめに
ドラム採譜は，音楽音響信号からドラムを構成する各
楽器の発音時刻を検出するタスクである．従来，非負値
行列因子分解 (NMF) [1]がしばしば用いられていたが，
解析対象に合致する基底スペクトルを準備・学習するこ
とは容易ではなかった．最近，再帰型ニューラルネット
ワーク (RNN) [2]の利用により，推定精度は向上しつつ
ある．しかし，推定結果に音楽的に不自然な箇所が含ま
れる問題が依然としてある．
ドラム採譜では，ドラム譜の音響信号に対する当ては
まりの良さを表す音響モデルと，ドラム譜の音楽的な妥
当性を評価する言語モデルとを統合する手法が有効であ
ると考えられる．上田ら [3]は，畳込み NMFに基づく
音響モデルと変分オートエンコーダ (VAE)に基づく深層
言語モデルの統合に基づくドラム採譜手法を提案してい
る．本稿では，畳込みニューラルネットワーク (CNN)に
基づく深層音響モデル [4]とVAEに基づく深層言語モデ
ルを統合するドラム採譜手法を提案する．これまで，本
研究のように，深層音響モデルと深層言語モデルを統合
する試みは存在しなかった．

2. 提案法
時間-周波数分解能が異なる C 個の振幅スペクトロ
グラム (MCMS) X ∈ RC×F×T と，テイタム時刻系列
{bm}Mm=1（16分音符単位）を入力として，ドラム譜を
推定する（図 1）．ここで，C はチャネル数，F は対数
スケール周波数ビン数，T は時間フレーム数，M は入
力楽曲のテイタム数を表す．CNNに基づく音響モデル
と VAEに基づく言語モデルはそれぞれ独立に事前学習
しておき，両者の評価値の和を最大化するよう，テイタ
ム単位のドラム譜Y ∈ {0, 1}K×M を最適化することで
最終出力のドラム譜を得る（K はドラムの種類数）．

2.1 音響モデルの学習

CNN は，振幅スペクトログラム X ∈ RC×F×T を
入力として，フレーム単位のアクティベーション H ∈
[0, 1]K×T を出力する．Hktは t番目のフレームにドラム
kの発音がある確からしさを表す．学習時には，正解の
発音時刻ラベルを Ŷ ∈ {0, 1}K×T とすると，以下のベ
ルヌイ確率を最大化 (クロスエントロピーの最小化に相
当)するよう CNNのパラメータを推定する．

JCNN =
1

KT

K∑
k=1

T∑
t=1

(
aŶkt logHkt

+ (1− Ŷkt) log(1−Hkt)
)

(1)

ここで，a ∈ R+ は正例に対する重みである．
採譜を行う際には，学習済みの CNNを用いて入力ス
ペクトログラムXからフレーム単位のアクティベーショ
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図 1: 深層音響・言語モデルに基づくドラム採譜

ンHを推定し，各テイタム区間における最大値を取るこ
とでテイタム単位のアクティベーションG ∈ [0, 1]K×M

に変換する．最適化対象となるドラム譜Y ∈ {0, 1}K×M

に対して，音響的な当てはまりの良さを評価する音響モ
デルを，以下のベルヌイ確率に基づく評価関数で定める．

Jacoust(Y) =
1

KM

K∑
k=1

M∑
m=1

(
Ykm logGkm

+ (1− Ykm) log(1−Gkm)
)

(2)

2.2 言語モデルの学習

VAEは潜在変数モデルであり，小節単位のドラム譜の
生成モデルとして用いる．学習時には，テイタム単位の
ドラム譜B ∈ {0, 1}K×M の学習データに対して，周辺尤
度 p(B)を最大化するようにパラメータを推定する．実
際には，潜在変数 Z ∈ RD（Dは潜在変数の次元）に対
する変分事後分布 q(Z|B)を導入して得られる次の変分
下限を最大化することで，間接的に p(B)を最大化する．

log p(B) ≥
∫

q(Z|B) log
p(B,Z)

q(Z|B)
dZ

= Eq[log p(B|Z)]−KL[q(Z|B)|p(Z)]
= Jlang(B) (3)

ただし，KL[·]は KLダイバージェンスを表し，p(B|Z)，
p(Z)，q(Z|B)には以下の分布を仮定する．

p(B|Z) = Bernoulli(π(Z)) (4)

p(Z) = N (Z;0, I) (5)

q(Z|B) = N (Z;µ(B),σ2(B)) (6)

π(Z) ∈ [0, 1] はデコーダの出力，I ∈ RD×D は単位行
列，µ(B) ∈ RD，σ2(B) ∈ RD×D

+ はエンコーダの出力
を表す．
採譜を行う際には，最適化対象となるドラム譜 Y に
対して音楽的な妥当性を評価するため，Yの対数周辺尤
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図 2: CNNと VAEのネットワーク構造

度の変分下限 Jlang(Y)を評価関数として用いる．

2.3 音響・言語モデルに基づくドラム譜の最適化

最大化すべき評価関数は，音響モデルと言語モデルの
重み付き和で定める．

Jtotal(Y) = Jacoust(Y) + αJlang(Y) (7)

ここで，α ∈ R+は言語モデルの重みである．Yはバイ
ナリデータであるので，これは組合せ最適化問題になっ
ており，通常の勾配に基づく反復最適化はできない．本
研究では，最適化対象のドラム譜 Y ∈ {0, 1}K×M を，
学習済み CNNの出力Gに対して閾値処理を行ったもの
で初期化したあと，各要素 Ykm をランダムな順序でフ
リップし，Jtotal を逐次最大化する．

3. 評価実験
提案法を検証するため，音響モデルに基づく採譜結果
と音響・言語モデル統合に基づく採譜結果を比較する．

3.1 実験条件

RWCポピュラー音楽データベース [5]のうち，ドラム
パートを含む 4/4拍子の 80曲を使用し，バスドラム，ス
ネアドラム，ハイハットの 3種類を対象とした（K = 3）．
MCMSのパラメータは [4]に従った（C = 3）．また，前
処理として OpenUnmix[6]で得られたドラムパートの分
離音を利用した．CNNの学習には，80曲からランダムに
選んだ 56曲を使用し，残りをテストデータとした．VAE
の学習には，Jポップとビートルズの計 534曲のドラム
パートのうち，4/4拍子のものを用いた．

CNNとVAEの構造を図 2に示す．CNNは各パート独
立に 2層の畳み込み層と 2層の全結合層から構成され，
畳み込み層ではバッチ正則化を行った．カーネルサイズ
は [4]に従い，時間方向の次元数が一定になるようにゼ
ロパディングを施した．過学習を防ぐために，全結合層
ではドロップアウト (p = 0.2)を適用し，λ = 10−5の重
み正則化を行った．また，a = 10とした．VAEのエン
コーダは 2層の全結合層，デコーダは 3層の全結合層で
構成され，最終層でドロップアウト (p = 0.2)，その他
の層でバッチ正則化を行った．潜在空間の次元数 D は
2に設定し，各小節ごと独立に学習を行った．両ネット
ワークの最適化には Adam (lr = 10−2)を用いた．また，
α = 0.2，Y の初期化に用いる閾値は 0.5とし，フリッ
プは各小節ごとに 30回繰り返した．

表 1: 評価結果

手法 パート P(%) R(%) F(%)

HH 70.4 77.4 73.7
CNN (Frame) SD 81.6 44.9 58.0

BD 89.7 72.3 80.1

HH 67.6 77.0 72.0
CNN (Tatum) SD 74.3 43.8 55.1

BD 83.3 72.6 77.6

HH 67.1 77.6 72.0
CNN+VAE (Tatum) SD 73.8 44.9 55.8

BD 82.9 73.4 77.8

統合モデルの評価はテイタム単位で行い，ベースライ
ンとなる CNN音響モデルに対してはフレーム・テイタ
ム単位両方の評価を行った．フレーム単位の評価指標と
して，発音時刻に対する適合率 (P)，再現率 (R)および
F値 (F)を用いた．検出許容誤差は 50 msとした．

3.2 実験結果
各パートの再現率，適合率および F値を表 1に示す．
音響モデルのみを利用した場合 (CNN)よりも，言語モ
デルを統合した場合 (CNN+VAE)の方が,適合率は低下
し，再現率とハイハットを除く F値はわずかに向上した
が，大きな差は認められなかった．大きな向上が得られ
なかった原因として，音響モデルが CNNの出力以外の
楽譜に対して，不適切に低い評価値を与えてしまう問題
がある．また，ランダムフリップを用いた推定ドラム譜
の最適化が局所解に陥る問題の影響も考えられる．

4. おわりに
本稿では，音楽的な妥当性を評価する言語モデルを導
入することで，音響モデルのみで推定される楽譜をより
正解に近づける方法を提案した．具体的には，CNNを用
いた深層音響モデルに対して，VAEに基づく言語モデル
を統合する手法を考案した．今後は，本手法の各構成要
素の改良に加えて，楽曲の繰り返し構造を反映させたグ
ローバルな単位で言語モデルを定式化することで，採譜
精度の向上を目指す．さらに，言語モデルを用いて音響
モデルを半教師あり学習することで，データセットが不
足した状況でも機能するモデルを考案する予定である．
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