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1. はじめに
近年, 深層学習を用いた手法は画像認識分野を始めとした多

くの分野で活躍している. 一方, 深層ニューラルネットワーク
モデルの学習には膨大なパラメータやデータを用いるため, 学
習時間が増加する傾向にあり, 学習の高速化が喫緊の課題であ
る. しかし, 単純に一度に用いるデータ量を増やすことで高速
化を図るラージバッチ学習では経験的に汎化性能が劣化する
とされており, 原因としてスモールバッチ学習での Noiseの影
響が少なくなるため, 汎化性能の低い Sharpな解への収束へと
陥る [1]という報告や, 目的関数の勾配の分散が小さくなるこ
とが原因で汎化性能が劣化するとされている [2]. 本研究では,

モデルのパラメータを確率的に平均化する手法である確率的重
み付け平均法 [3]をラージバッチ学習に適用することで, 汎化
性能劣化問題への改善効果を検証する.

2. 背景
2.1 確率的勾配降下法
深層ニューラルネットワーク (DNN)の学習では出力 y ∈ RK

と期待される出力 z ∈ RK との近さを測る損失関数 L(y, z)を
定義し, 損失関数を最小化するために反復的に DNN のパラ
メータW を更新していく. Lを最小化する方法として勾配降
下法を元にした手法が一般に用いられる. 勾配 ∇L = ∂L

∂W
は

L を増加させる方向を向いているため, W を −∇L 方向へ更
新することで L を減少させることができる. 勾配降下法では
勾配を全訓練データを用いて計算するため多くの計算量と学習
時間を要する.

ミニバッチ確率的勾配法 (Minibatch Stochastic Gradient

Descent, 以下 SGD) では, すべてのデータを用いて計算され
る勾配ではなく, 訓練データから反復毎にランダムに複数取り
出したデータ集合であるミニバッチを用いて計算される勾配を
用いる. SGD は勾配降下法に比べ近似された勾配を用いるこ
とで計算量を削減できるため, 効率的な学習が期待でき広く用
いられている.

2.2 大規模並列深層学習とラージバッチ学習
大規模並列深層学習には, DNN モデルのデータサイズが

GPUなどのアクセラレータのメモリでは不十分な場合などを
解決するためのモデル並列と, 高速化を目的としたデータ並列
の 2つの並列方法が存在しており, 本研究ではデータ並列を主
題としている. データ並列では全プロセスがモデルのパラメー
タの複製を保持しており, 各プロセスが異なるデータに対して
計算を行いパラメータを更新していく手法である. この手法に
よりバッチサイズを大きくすることができ, 学習の高速化が可
能となる. 一方, バッチサイズの増加に伴い汎化性能が劣化す
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ることが知られている. この問題の原因として大きく２つの
仮説がある. 一つは同一 epoch 比較における学習のイテレー
ション数の低下による学習不足が原因とする説. もう一方は、
小さなバッチ学習においては目的関数の勾配の分散が大きくな
り汎化性能の高い最適解 (Flat Minima) に, ラージバッチ学
習においては、目的関数の勾配の分散が小さいくなるため汎化
性能の低い最適解 (Sharp Minima) に収束しやすい説 [2]. 本
研究では後者の仮説に注目して汎化性能の改善を行った.

2.3 LARS
SGD では DNN の全ての層で同じ学習率を用いているが,

学習率 λが大きい場合 ∥ λ ∗∇L ∥が ∥ w ∥より極端に大きく
なり発散してしまう可能性がある. そこで, LARS(Layer-wise

Adaptive Rate Scaling)[4]では各層ごとの重みと勾配の比率
∥w∥
∥∇L∥ に基づいて学習率を定めることで, 学習の発散を防ぎつ
つ大きな学習率を用いることを可能にする. LARSの詳しいア
ルゴリズムは Algorithm1に示す.

Algorithm 1 LARSを用いたパラメータ更新
Parameters: γ: 学習率, m: モーメンタム, β: weight decay

Init: v = 0, 各層 lの重み wl
0 の初期化

for t = 1, . . . , tmax do

for l = 1, . . . , lmax do

glt ← ∇L(wl
t) (ミニバッチの確率的勾配を取得)

γt ← γ (現在の学習率を取得)

λl ← ∥wl
t∥

∥glt∥+β∥wl
t∥

(local LRの計算)

vlt+1 ← mvlt + γt ∗ λl ∗ (glt + βwl
t)

wl
t+1 ← wl

t − vt+1

end for

end for

3. 確率的重み付け平均法
Izmailov らの提案した確率的重み付け平均法 (Stochastic

Weight Averaging, 以下 SWA)[3] は, 学習終了直前のモデル
の学習中にモデルのパラメータを定期的に抽出し, それらを平
均化する手法である. SWAでは式 1の通りにパラメータ更新
を行う.

Wswa =
Wswa · nmodels +W

nmodels + 1
(1)

ここで, nmodelsは今まで平均した重みの数である. SWA に
より, Flat Minimaへの収束が期待できる.

3.1 SWAのラージバッチ学習への適用
SWA をラージバッチ学習に活用した手法が Stochastic

Weight Averaging in Parallel(以下 SWAP)[5]である. SWAP

は並列深層学習を前提とした手法で, 最初に 150 エポックほ
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どラージバッチで学習した後, そこから複数の GPUで初期の
W を共有した後, それぞれ独立した小さなバッチサイズでの
学習を経て, それぞれ更新されたモデルを平均する. 学習の前
半をラージバッチ学習 (LB学習)により高速に行い, 後半の学
習に SWAを並列化したスモールバッチ学習 (SB学習)を適用
することにより高い精度が期待できる. 本研究では, SWAPと
LARSを組み合わせて使用することで, さらなる汎化性能の向
上を目的とした.

4. 実験
実装は機械学習フレームワーク PyThoch[6] 上で行い, 画

像分類タスクのデータセットとして CIFAR-10∗1 を使用した.

DNNモデルは ResNet18[7]を用いて学習を行った. オプティ
マイザーを SGDと LARSとして, 各バッチサイズで SWAP

による学習を行った. ただし後半の SB学習では共通して SGD

を使用した. 学習率スケジューリングは図 1 を用いた. 共通
して学習の始めの 5epochでWarmup[8]を行っている. また,

LARSにおける initial LRはバッチサイズ 4096の時の 3.2を
基準に, Linear Scaling Rule[8]に従ってバッチサイズに比例
して増加させた.

図 1: 学習率スケジューリング

SGDと LARSによる SWAPをそれぞれ 10回実行した平
均を比較した結果を表 1に, LARSによる SWAPの学習曲線
を図 2に示す. BSはバッチサイズを指す.

表 1: SGD，LARSの各 test accuracy

optimizer test accuracy(%)

BS4096 BS8192 BS16384

SGD 93.22 92.48 85.79

LARS 94.60 94.07 91.67

SGDを用いた場合と比較して, LARSを用いた場合の方が
全てのバッチサイズにおいて汎化性能の改善が見られた. また
BS16384の結果から, SWAPへの LARSの適用はラージバッ
チ学習において、既存手法より高い汎化性能改善の効果である
ことが確認できた.

5. おわりに
本研究では, LARSを用いた SWAPを提案した. SWAPの

LB学習時に LARSを用いることで, SGDを使用した場合と

∗1 https://www.cs.toronto.edu/~kriz/cifar.html

図 2: LARSによる SWAPの学習曲線

比較して汎化性能が改善することが確認できた. 今後の課題と
して, 小規模なデータセットでの検証だけではなく ImageNet

などの大規模なデータセットでの検証が必要である.
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