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1. はじめに
我々の日常生活には様々なモダリティが飛び交ってお

り，それらを統一的に扱うマルチモーダルな情報を扱っ
た研究が盛んに行われている．中でも，あるモダリティ
から別のモダリティに変換する研究が注目されており，
例として唇画像系列から音声パラメータを推定する研
究が挙げられる [1]．本研究でも同様にモダリティの変
換に注目し，図 1 のように映像と音のマルチモーダル
な情報変換を行うシステムの構築を目指している．目標
システムでは映像と音からそれぞれの特徴量系列を抽出
し，神経力学モデルMultiple Timescale Recurrent Neural
Network (MTRNN)によって両モダリティを統合的に学
習する．本稿ではこれまで構築した図 1の緑枠の映像に
関する特徴量系列の自己組織化と時系列学習と生成につ
いて報告する．

2. 提案モデル
本研究では図 1の映像の特徴量系列の自己組織化モデ

ルとして畳み込みオートエンコーダを用い，時系列の学
習モデルとしてMTRNNを用いる．本章ではそれぞれの
モデルについて紹介する．

2.1 畳み込みオートエンコーダ
画像の特徴量を自己組織化するモデルとしてオートエ

ンコーダ (図 2)が挙げられる [2]．オートエンコーダは，
多層ニューラルネットワークを用いた恒等写像学習モデ
ルであり，入力層から中間層までがエンコーダ，中間層
から出力層までがデコーダの役割を果たす．これにより，
入力データの情報量を小さくした特徴量を中間層に自己
組織化することが可能となる．本研究では，モデル内部
に畳み込み層を付加した畳み込みオートエンコーダを用
いて，映像から切り出した画像系列の特徴量を自己組織
化する．

2.2 神経力学モデルMTRNN
MTRNNは現時刻の状態 IO(t)を入力することによっ

て，次時刻の状態 IO(t+1)を出力する予測器である．入
力部と出力部は同様の構造になっており，入出力 (IO)層
と Fast Context(C f )層，Slow Context(Cs)層の 3つの層か

図 1: 目標システム

Self-organization of Image Feature Sequences and Video Genera-
tion Using Deep Network Mako Kawano (Tokushima Univ.), Shun
Nishide (Tokushima Univ.), Xin Kang (Tokushima Univ.), and Fuji Ren
(Tokushima Univ.)

図 2: オートエンコーダ

ら構成される．各層には時定数と呼ばれるパラメータを
設定し，時定数によって層内のニューロンの発火速度が制
御される．この発火速度の違いによって，MTRNNは階
層的に異なるレベルの情報を学習可能とする．MTRNN
の構成を図 3に示す．

MTRNNには学習・認識・生成の 3つの基本的な機能
が存在する．学習では IO層に与えた時系列データに対
して順計算を行うことで各時刻における出力値を計算す
る．出力値と教師信号の誤差をもとに Back Propagation
Through Time (BPTT)を用いて，重みとCsの初期値Cs(0)
を更新する．認識では認識する時系列データを IO層に
入力し，BPTTを用いることによって Cs(0)のみを更新
する．これによって，時系列データを表現するCs(0)が
求まる．生成では，任意の Cs(0)を MTRNNに入力し，
順計算することによってCs(0)が表現する時系列データ
を出力する．
本モデルを用いて Cs(0) から映像を生成する際，

MTRNN の生成機能によって各時刻における画像特徴
量を計算し，その特徴量を畳み込みオートエンコーダに
入力することで各時刻における画像を生成する．生成し
た画像を統合することで映像を生成する．映像生成の概
略図を図 4に示す．

3. 実験設定
本実験では，畳み込みオートエンコーダで画像系列
データの特徴量を抽出し，MTRNNを用いて特徴量の学

図 3: MTRNNの構成
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図 4: 映像生成の概略図

表 1: 実験で用いた映像の動作パターン
　 キノコを取ったとき
動作 フラワーを取ったとき
パターン 敵 (クリボー/カメ)を踏んだとき
　 マリオが死んだとき

習・認識・生成を行った．評価として (1)元画像，(2)畳
み込みオートエンコーダのみを用いた場合の復元画像，
(3)畳み込みオートエンコーダとMTRNNで生成された
特徴量に基いた復元画像の 3つを比較した．
本実験で用いる映像データはマリオのプレイ動画にお

いて映像と音に関連性のある部分を切り出したものとし
た．これは映像と音の間に関連性があるデータを用いる
方がマルチモーダルな変換を行う際に評価がしやすいた
めである．本実験では表 1 に示す 4 種類の映像を切り
出した．切り出した映像の長さはそれぞれ 2 ∼ 4秒であ
り，30[frames/sec]で画像系列 (128× 128pixel，RGBの
3チャンネル)に分割した．学習には 42個の動画 (4212
枚の画像)を用いた．
畳み込みオートエンコーダは畳み込み層とプーリング

層を対にし，エンコーダ部とデコーダ部それぞれに 5層
ずつ設定した．入力（出力）ニューロン数は 128× 128
× 3であり，特徴量を自己組織化する中間層のニューロ
ン数を 128とした．MTRNNのニューロン数は IO層が
128，C f 層を 100，Cs層を 30とした．IO層は畳み込み
オートエンコーダの中間層で自己組織化した特徴量を入
力し，C f 層とCs層のニューロン数は実験的に決定した．

4. 実験結果
本章では実験の結果について，主観的に評価した結果

を報告する．
本実験では各動作パターンに対し，(1)元映像，(2)畳

み込みオートエンコーダで圧縮・復元した画像列を組み
合わせることで作成した映像，(3)畳み込みオートエン
コーダで圧縮した特徴量をMTRNNで認識・生成し，復
元した映像をそれぞれ比較した．(1) と (2) を比較する
と，42個の動画ほぼすべてについて背景部分の復元には
成功した．一方，マリオや敵などの詳細な部分の復元は
困難であり，詳細部はぼやけた映像として生成された．
(1)と (3)を比較すると，42個中 17個の動画は背景の復
元に成功し，25個の動画については背景の生成も困難で
あった．詳細部については (2)と同様ほとんどぼやける

結果となった．(3)の動画について，復元に失敗した動
画は動画の初期では復元に成功していたが，ステップ数
は増えるにつれ，ノイズが乗るものが多かった．

5. 考察
本実験の結果より，1.学習性能と映像復元と 2.詳細部
分への対応の 2点について考察する．

5.1 学習性能と映像復元
本実験では 42 個の動画のうち 17 個の動画は大まか
な背景の復元に成功し，25個の動画は復元に失敗した．
画像の復元に失敗した原因としては，MTRNNモデルの
構成が大きく影響をしていると考えられる．MTRNNの
生成機能においては前時刻の出力を逐次的に入力に入れ
るため，誤差が積算する．そのため，通常のニューラル
ネットワークの学習と比較し，十分に低い学習誤差を得
る必要がある．モデルの構成や学習方法の改良などが課
題として残されている．

5.2 詳細部分への対応
本実験の結果，背景部分よりもマリオや敵などの詳細
部分の復元が困難であった．その原因として，畳み込み
オートエンコーダに入力する際に画像を圧縮したことや
特徴量に落とし込むことで情報量が欠損してしまうこと
が挙げられる．一方，MTRNNで学習する際はデータの次
元数が大きいと学習時間が増大する上に学習性能が劣化
するため，特徴量の次元数とモデル全体の性能はトレー
ドオフの関係にある．詳細部に対応する方法として，詳
細部のみを抽出して畳み込みオートエンコーダで学習す
る手法が挙げられる．また，本実験ではMTRNNで復元
した映像は元映像より変化が遅かった．これはMTRNN
が急激な変化を学習することが困難であるという特性に
起因すると考えられ，今後はこれらの問題点を解決する
ことが必要である．

6. おわりに
本稿では映像と音のマルチモーダルな情報変換を行う
モデルの基盤システムとして，畳み込みオートエンコー
ダと神経力学モデルMTRNNを用いた映像の特徴量自己
組織化と生成について報告した．実験では畳み込みオー
トエンコーダによって画像系列の特徴量を自己組織化し，
MTRNNで特徴量の学習・認識・生成を行った．実験結
果より，本モデルによって大まかな情報の復元が可能で
あることを確認した．
今後は，本モデルの改良と共に，音特徴量の抽出や映
像と音の統合的な学習に展開していきたいと考えている．
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