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1 はじめに
機械学習の分野において過学習 (overfitting)の問題は避け

ることのできない問題であり, より高い汎化能力を持つ学習

モデルの研究が必要とされている. 本稿では制限ボルツマ

ンマシン (restricted Boltzmann machine; RBM)[1] を分類

問題に特化したモデルである制限ボルツマンマシン分類器

(discriminative RBM; DRBM)[2] に着目し, DRBM の中間

層を連続値に拡張することによって汎化能力の向上が見られ

た先行研究 [3]を踏まえ, 新たに中間層にスパース性を持たせ

た学習モデルを提案する. スパース中間層を持ったDRBMは

問題に応じて自動的に中間層の素子数を調整できるようにな

り, 問題に柔軟に対応することが可能となる. また, 提案した

モデルで数値実験を行い, 提案モデルの性能を測定する.

2 制限ボルツマンマシン分類器
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図 1 DRBMのグラフ構造.

DRBMのグラフ構造を図 1に示す. DRBMは入力層 x =

{xi ∈ (−∞,∞) | 1 ≤ i ≤ X}, 中間層 h = {hj ∈ Xh | 1 ≤
j ≤ H}, 出力層 t = {tk ∈ {0, 1} | 1 ≤ k ≤ T}の 3層からな

る構造を持っている. 元論文 [2]では中間層の取る値は 2値変

数であるが, 本稿では文献 [3] を参考にし, Xh = [−1,+1] と

する. また, 出力層 t は 1-of-K 表現ベクトルとする. 1-of-K

表現ベクトルとはベクトルの要素のうち 1 つが 1 を取り, そ

の他の要素は 0を取るベクトルである. k 番目の要素のみが 1

である 1-of-Kベクトルを 1k のように表す. このベクトルを

使って, 分類問題における教師データを表す.

入力層と出力層はデータの説明変数と目的変数に対応する

層であり, その素子数 X と T はそれぞれ説明変数の次元数と

目的変数のカテゴリ数によって定まる. また, 中間層はデータ

に直接対応しない層であり, 素子数 H は問題に応じて適切な

数を設定する必要がある. 中間層の素子数が多いほどモデル

の表現能力は増し, 入力変数と出力変数の複雑な関係性を表す

ことができるようになる一方で, より過学習を増長させる原因
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にもなる.

DRBMの確率分布関数は, エネルギー関数
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を使って,

P (t,h | x, θ) = 1

Z(θ)
exp(−E(x,h, t; θ)) (2)

と定義される. ここで, θ =
{
b(1), b(2),w(1),w(2)

}
はモデル

のパラメータである. それぞれ, b(1), b(2) はバイアスパラメー

タ, w(1),w(2) は層間の結合パラメータを表す. また, Z(θ) は

分配関数である.

3 スパース正則化

制限ボルツマンマシン分類器
スパース正則化 DRBM(Sparse DRBM; SDRBM) を, 式

(3)にスパース正則化項を加え,

P (t,h | x, θ̂) = 1

Z(θ̂)
exp

−E(x,h, t; θ)−
H∑
j=1

σ(γj)|hj |


(3)

と定義する. ここで, 関数 σ(γj) を

σ(γj) := ln(exp(γj) + 1)

とする. この関数はソフトプラス関数として知られている関

数であり, 常に正の値を取る. また, γj はモデルに新たに加

わるパラメータである. このパラメータと前節のパラメータ

θ を合わせ, θ̂ =
{
b(1), b(2),w(1),w(2),γ

}
とする. 新たに加

わった項は常に負の値を取り, γj が大きいとき j 番目の中間

素子の値が確率分布関数の出力に与える影響を減少させる.

適切な γj の値は学習によって調節するため, 中間素子の取る

値をどれだけ軽視するかの判断をモデル自体が行うことがで

き, それが不要な素子を自動的に削減する仕組みとなってい

る. さらに, γj → −∞ のとき, 確率分布関数は 2節で説明し

た DRBMと同じものとなる.

4 数値実験
4.1 人工データを用いた数値実験

この節ではバイアスパラメータを 0, 結合パラメータを

Xavierの方法 [4]で初期化したパラメータ θgen から定められ

る 2節の DRBM Pgen(1k | x, θgen) を生成モデルとし, この

生成モデルからサンプリングしたデータを, 元論文 [2]の中間
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層が 2値変数である従来の DRBM, 中間層が連続値である 2

節の DRBM[3], スパース正則化 DRBMの 3つの学習モデル

で学習し, 比較を行う. 学習モデルと生成モデルはどちらも確

率分布関数であるので, その差はカルバックライブラー情報

量 (Kullback-Leibler divergence; KLD)で表すことができる.

学習モデル Pfit(1k | x, θfit) と生成モデル Pgen(1k | x, θgen)
間の, 入力データ xに対する KLDは

K(x) =

T∑
k=1

Pgen(1k | x, θgen) ln
Pgen(1k | x, θgen)
Pfit(1k | x, θfit)

(4)

となる. この実験では K(x) の平均を, モンテカルロ積分

により近似する. また, 生成モデルの構造を X = 20,H =

100, T = 10, 学習モデルの構造を X = 20,H = 200, T = 10

とし, より過学習が起こりやすい状況で比較を行う. 学習モデ

ルのパラメータ b(1), b(2),w(1),w(2) の初期値は生成モデルと

同様の方法で決定し, スパース正則化 DRBMのパラメータ γ

の初期値は 10とする. γ が大きな状態から学習を始めること

で, 必要最低限の素子のみが有効になると考えられるためであ

る. また, γ 以外のパラメータの更新は Adamax[6]を使用し,

γ のみ確率的勾配法を使用した. 実験の結果を図 2に示す.
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図 2 DRBM(実 線)[2], 連 続 値 化 DRBM(破 線)[3],

SDRBM(点線) の KLD の推移. プロットは 100 回の試

行の平均である.

図 2 から, 提案モデルは最も KLD の小さい学習モデルであ

り, 従来のモデルよりも汎化能力が向上していると言える.

4.2 実データを用いた数値実験

この節では, MNISTの手書き数字画像のデータセットを使

用し, 実データに対する数値実験を行う. MNIST は 28×28

のサイズを持つ 256 階調の画像データであり, 学習用のデー

タが 60,000 個, テスト用のデータが 10,000 個用意されてい

る. この実験では過学習の傾向がより顕著に現れるよう, 学習

データを 1,000個に減らし, さらにテストデータに N (0, 120)

のガウスノイズを加算した後に標準化し学習を行う. また, 中

間層の素子数は 200 とし, 学習モデルのパラメータは前節と

同様に初期化し, 更新する. 実験では学習データに対する誤認

識率を訓練誤差, テストデータに対する誤認識率をテスト誤差

とし, この 2つの値を比較する. 実験の結果を図 3に示す.
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図 3 DRBM(実 線)[2], 連 続 値 化 DRBM(破 線)[3],

SDRBM(点線) の訓練誤差・テスト誤差の推移. プロッ

トは 100回の試行の平均である.

図 3より, SDRBMは訓練誤差が上昇し, テスト誤差は減少し

ていることが分かる. 過学習が起こるほど訓練誤差は減少し,

テスト誤差は増加するため, SDRBM は過学習を抑制できて

いると考えられる.

5 まとめ
本稿では DRBM の確率分布にスパース正則化項を加えた

新たな学習モデルを提案し, 従来の DRBM との比較を行っ

た. 数値実験の結果, SDRBMは総じて従来の DRBMよりも

優れた性能を示した. 今回の手法は隠れ素子を持つボルツマ

ンマシンであればいずれも適用可能であると考えられるため,

より隠れ層の数を増やしたモデルであるディープボルツマン

マシン [5]等においても, 同様に性能の向上が示されるかどう

かが今後の課題として挙げられる.
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