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GANによる光学的整合性が保たれた
AR画像の生成手法の提案

池谷駿弥1,a) 佐藤正章1 井村誠孝1,b)

概要：AR(Augmented Reality，拡張現実感)においてバーチャル物体を写実的に表現するには，光学的整合
性の問題を解決する必要がある．本研究では実物体から光源情報等の推定を行わず，ディープラーニング

を用いた生成モデルである GAN(Generative Adversarial Networks，敵対的生成ネットワーク)により，光学
的整合性が保たれていない AR画像を，光学的整合性が保たれた AR画像に変換する End-to-Endな手法を
提案する．GANによる画像生成結果から，ドロップシャドウやバーチャル物体への周辺現実物体の映り込
みなどの表現が付加され，GANによる実世界と整合した光学的整合性の表現を行うことが可能であると分
かった．

キーワード：拡張現実，光学的整合性，敵対的生成ネットワーク，ディープラーニング，コンピュータグ
ラフィックス

1. はじめに

スマートフォンの普及と性能向上により，AR(Augmented
Reality，拡張現実感) 技術が身近なものになりつつある．
AR技術を利用したシステムやコンテンツにおいて，ユー
ザ体験を向上させるためには，時間的整合性，幾何学的整

合性，光学的整合性を考慮する必要がある．時間的整合性

とは，ユーザの視点移動などの現実環境における行動に対

し，バーチャル物体の描画を遅延なく行うことである．時

間的整合性を保つためには，コンピュータの性能向上や効

率的なアルゴリズムの使用が重要である．幾何学的整合性

とは，現実空間に対するバーチャル物体の位置合わせを

行うことである．幾何学的整合性を保つ手法として，マー

カーベースの手法と，マーカーレスの手法の大きく 2つに
大別される．マーカーベースの手法では ARマーカーを用
いて，ARマーカーの位置，姿勢を基準とした視点位置，
姿勢を推定することで幾何学的整合性を保っている．マー

カーレスの手法では，視野内に存在する現実物体の自然特

徴点を検出し，検出した自然特徴点を追跡することで幾何

学的整合性を保っている．光学的整合性とは，現実環境の

光を考慮してバーチャル物体をレンダリングすることで，

バーチャル物体の陰影や写り込みなどの表現を違和感なく
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提示することである．光学的整合性を保つために，現実環

境に実物体を配置し，実物体の見え方から光源情報を推定

する手法 [1]が存在するが，実物体の利用や配布には制限
が多い．幾何学的整合性の実現のためにマーカーレスの手

法を利用する ARシステムでは，ARマーカーを排除した
にも関わらず，光学的整合性実現のために実物体を配置す

る必要があるという制約が残る．

本研究の目標は，現実環境の制約を排除し，多くの AR
システムで容易に利用可能な，光学的整合性を実現するシ

ステムの構築である．本研究では多くの ARシステムで容
易に利用可能とするため，ARシステムの出力画像をディー
プラーニングにより変換することで光学的整合性を実現す

るアプローチを採る．ディープラーニングを用いた生成モ

デルの 1つとして，GAN(Generative Adversarial Networks，
敵対的生成ネットワーク)[2]が存在する．本研究では GAN
を用いて，光学的整合性が保たれていない AR画像を，光
学的整合性が保たれたAR画像に変換する手法を提案する．
本手法により生成された画像を，光学的整合性が考慮され

ていない ARシステムのレンダリング結果画像の代わりに
ユーザへ提示することで，光学的整合性を実現する．

2. 関連研究

2.1 実物体の観測による光学的整合法

安室ら [1]は，立体マーカーを用いて，幾何学的整合性
と光学的整合性が保たれたバーチャル物体の表現を可能と
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している．立体マーカーは 2次元 ARマーカーと鏡面球か
ら構成されており，2次元 ARマーカーにより視点カメラ
の位置姿勢を取得し，鏡面球からバーチャル物体重畳位置

における照光条件を取得している．

Piletら [3]は，複数台のカメラと既知のテクスチャ付き
平面物体を用いて，簡素な光源探査を行っている．平面物

体から放射照度を取得し，バーチャル物体に写実的な陰影

を付与している．

Gruberら [4]は，実世界の任意の幾何形状を再構成する
ことで，バーチャル物体の陰影の表現を可能としている．

拡散反射を仮定することで，RGB-Dカメラによりリアル
タイムに再構成された幾何形状表面の輝度から環境マップ

の球面調和関数による展開の係数を求め，推定された環境

マップからバーチャル物体の陰影の表現を可能としている．

2.2 GANによる画像生成と変換
ディープラーニングを用いた深層生成モデルの一種と

して，Goodfellowらによって発表された GAN(Generative
Adversarial Networks，敵対的生成ネットワーク)[2]が存在
する．GANは与えられたデータの特徴を学習し，新規デー
タの生成や，データ特徴に沿ったデータ変換を行うことが

できる．GANは生成器と判別器と呼ばれる 2つのニュー
ラルネットワークから構成される．生成器は新規データの

生成を行い，判別器は入力されたデータが学習データか，

生成器が生成したデータなのかを推定する．生成器は判別

器が誤判別するように，判別器は正しく判別できるように，

お互いを敵対させながら学習を進めることで，最終的に生

成器は与えられたデータ特徴に沿った新規データを生成で

きるようになる．

Isolaら [5]は，画像から画像への変換を可能とした pix2pix
と呼ばれる GANを提案している．pix2pixの学習データ画
像は，生成器への入力画像と生成器の出力として期待する

出力画像の 2 枚 1 組のペア画像群である．生成器が学習
データのペア画像間の写像を学習することで，汎用的な画

像変換タスクを単一のネットワーク構造で実現している．

また，生成器は画像特徴を畳み込み演算による低次元への

圧縮後，逆畳み込み演算により元の解像度に復元するエン

コーダデコーダ構造を採っている．畳み込み演算で得た画

像特徴を逆畳み込み演算にも利用する U-Net[6]構造を用い
ることで，入力画像のピクセル位置情報を考慮した画像変

換を可能にしている．

Iizukaら [7]は，画像の大域的かつ局所的な整合性を考慮
した画像補完手法を提案している．補完ネットワークは欠

損画像を入力として受け取り，欠損領域を補完した画像を

出力する．大域識別ネットワークでは，補完ネットワーク

が生成した画像が画像全体として整合性のある構造になっ

ているかを評価している．局所識別ネットワークでは，画

像補間を行った領域のみの詳細な自然さについて評価を

行っている．これにより，画像の大域的かつ局所的な整合

性を考慮した画像補完を実現しており，複雑な画像補完を

可能としている．

2.3 ディープラーニングを用いた光学的整合法

Georgoulisら [8]は，実世界の鏡面反射物体の単一画像か
ら照明条件と表面反射特性を推定する手法を提案している．

鏡面反射物体の形状や反射率，現実環境の照明条件が未

知の場合でも，複数の CNN(Convolutional Neural Network，
畳み込みニューラルネットワーク)を用いて，鏡面反射物
体の反射率マップを推定し，推定した反射率マップから別

の CNNにより BRDF(Bidirectional Reflectance Distribution
Function，双方向反射分布関数)のパラメータと環境マップ
を推定している．

Mandlら [9]は，バーチャル物体表面における球面調和関
数のパラメータをリアルタイムに推定する手法を提案して

いる．多数の球面調和関数パラメータでバーチャル物体を

照らし，一様に分布した各視点カメラ位置姿勢でレンダリ

ングを行った画像を複数の CNNの学習データとして利用
している．学習後は，視点カメラの位置姿勢から該当する

CNNを選択し，球面調和関数パラメータを推定している．
小川ら [10]は，陰影が付与されていない CG物体に対し

て，陰影を付与する手法を提案している．陰影が付与され

た参照物体と陰影が付与されていない重畳物体をレンダリ

ングした CG画像から，pix2pixを用いて重畳物体に陰影を
付与した画像を生成している．小川らが利用している学習

データ画像およびテストデータ画像は，参照物体，重畳物

体，周辺環境とも CGによって構成されているため，実世
界に整合した陰影の付与はまだ確認されていない．

3. 提案手法

3.1 概要

本提案手法は GANを用いて，光学的整合性が保たれて
いない ARシステムのレンダリング結果画像を，光学的整
合性が保たれた AR画像に変換する手法である．提案手法
の概要を図 1に示す．GANの学習を行うため，光学的整
合性が考慮された ARシステムと，考慮されていない AR
システムを用意し，2つの ARシステムのレンダリング結
果画像群を GANの学習データ画像として利用する．GAN
の学習後，光学的整合性が考慮されていない ARシステム
によって生成された AR画像をユーザへ提示せず，学習済
みの GANの生成器に入力する．ARシステムのレンダリ
ング結果画像の代わりに，GANの生成器によって生成さ
れた画像をユーザに提示することで，光学的整合性が保た

れた AR体験を実現する．

3.2 GANのニューラルネットワーク構造
提案する GANのニューラルネットワーク構造を図 2に

2ⓒ 2020 Information Processing Society of Japan

Vol.2020-HCI-188 No.6
Vol.2020-EC-56 No.6

2020/6/1



情報処理学会研究報告
IPSJ SIG Technical Report

カメラ画像

学習データ生成

バーチャル物体情報 光源情報

光学的整合性が
考慮されていないARシステム

光学的整合性が
考慮されたARシステム

光学的整合性が
保たれていないAR画像

光学的整合性が
保たれたAR画像

学習データ

GANの学習

生成器 判別器生成画像 判別結果

光学的整合性実現

レンダリング結果AR画像
光学的整合性を付加した

AR画像

結果としてユーザに提示

レンダリング レンダリング

学習学習

学習済生成器

学習済生成器

変換
レンダリング

光学的整合性が
考慮されていないARシステム

図 1 提案手法の概要

示す．提案する GAN は，Isola ら [5] の pix2pix と Iizuka
ら [7]の手法を参考にしており，1つの生成器と 2つの判
別器から構成される．

3.2.1 生成器

生成器は光学的整合性が保たれていない AR画像を，光
学的整合性が保たれた AR画像に変換する．
生成器は光学的整合性が保たれていないAR画像と，バー

チャル物体の画像上での描画位置を示すマスク画像の 2枚
の画像を入力として受け取る．生成器はエンコーダデコー

ダ構造になっており，入力された画像は畳み込み層，拡張

畳み込み層 [11]，逆畳み込み層を経て，光学的整合性が保
たれた AR画像 1枚に変換され出力される．畳み込み層で
は，特徴マップのダウンサンプリングを行い，より小さな

特徴マップへと次元圧縮を行う．拡張畳み込み層では，膨

張係数の値を変え，フィルタの要素間の間隔を広げた畳み

込み演算による効率的な受容野の拡大を行うことで，特徴

マップの大域的な情報を集約する．逆畳み込み層では，特

徴マップのアップサンプリングを行い，生成器への入力画

像と同じ解像度の画像への復元を行う．

また，生成器は畳み込み演算で得た画像特徴を逆畳み込

み演算にも利用する U-Net[6]構造をもつ．逆畳み込み層に
おいて前層の出力のチャネルベクトルと，畳み込み演算で

得た特徴マップのチャネルベクトルを結合させ，結合後の

Real
or
Fake

生成器(Generator)

判別器(Discriminator)
𝐷𝑎

判別器
(Discriminator)

𝐷𝑏拡張畳み込み

図 2 GAN のニューラルネットワーク構造

特徴マップに対して逆畳み込み演算を行う．

生成器は拡張畳み込み層と U-Net構造により，画像の大
域的整合性と入力画像のピクセル位置情報を考慮した画像

変換が可能である．

3.2.2 判別器

判別器は生成器の学習の補助を行う．提案する GANは，
2つの判別器をもつ．どちらの判別器も畳み込み層で構成
されており，最終層のみ全結合層である．

判別器 Da は，生成器の出力画像もしくは学習データの

うち光学的整合性が保たれた AR画像を入力として受け取
り，画像の大域的整合性の評価を行う．判別器 Dbは，判別

器 Da への入力画像のバーチャル物体描画領域以外の画素

値を 0に置き換えた画像を入力として受け取り，バーチャ
ル物体描画領域における局所的整合性の評価を行う．最終

的に，判別器 Da と判別器 Db の出力を結合したベクトル

を全結合層に入力し，判別器への入力画像が学習データ画

像か生成器が生成した画像かの判別結果を取得する．

3.3 生成器と判別器の学習

光学的整合性が保たれていない AR画像から，光学的整
合性が保たれた AR 画像への変換を可能とするため，平
均絶対誤差 (Mean Absolute Error，MAE)と GANの損失関
数 [2]を組み合わせた損失関数を利用する．平均絶対誤差
による損失関数は式 (1)のように表される．

LL1 (G) = Ex,y,m[∥y − G(x,m)∥1] (1)

ここで，x は学習データの光学的整合性が保たれていない

AR画像を，yは学習データの光学的整合性が保たれた AR
画像を，m は学習データのマスク画像を，G(x,m)は生成
器の出力画像を表す．よって LL1 (G)は，生成器によって
生成された画像が，学習データの光学的整合性が保たれた

AR画像とどれだけ異なるかの誤差を表す．また，GANの
損失関数 [2]は式 (2)のように表される．

LGAN (G,D) = Ey[log D(y)] + Ex,m[log(1 − D(G(x,m)))]
(2)

ここで，D(y)は判別器が yを学習データの光学的整合性が
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保たれたAR画像であると判断する確率を表し，D(G(x,m))
は判別器が G(x,m)を生成器が生成した画像であると判断
する確率を表す．学習データもしくは生成器が生成した画

像を判別器が正しく判断できるようになると，LGAN (G,D)
の損失値は大きくなる．一方で，生成器が生成した画像を

判別器が学習データであると誤判別すると，LGAN (G,D)
の損失値は小さくなる．式 (1)と式 (2)を組み合わせたネッ
トワーク全体の損失関数は式 (3)のように表される．

G∗ = arg min
G

max
D

LGAN (G,D) + λLL1 (G) (3)

ここで，λは LL1 (G)の重みを表すパラメータである．
生成器は，式 (1)により，学習データの光学的整合性が保
たれた AR画像に似た画像を生成できるように学習する．
また，式 (2)より，判別器は出力した判別結果が正しくな
るように学習を行い，生成器は生成した画像を判別器が学

習データ画像だと誤判別するように学習を行う．結果，式

(3)において，判別器は G∗ を最大化するように学習を行

い，生成器は G∗ を最小化するように学習を行う．このよ

うに，生成器と判別器を敵対させながら交互に学習を進め

ることで，最終的に生成器は高度に整合性が保たれた AR
画像を生成できる．

各学習段階において，生成器による画像生成後，生成画

像 n枚と学習データの光学的整合性が保たれた AR画像 n

枚を判別器に与える．判別器の出力である判別結果と式 (2)
により，判別器の損失値を計算し，誤差逆伝播により判別

器ニューラルネットワークの重みパラメータを更新する．

その後，判別結果と式 (1)，式 (2)により，生成器の損失値
を計算し，判別器と同様に生成器ニューラルネットワーク

の重みパラメータを更新する．

4. 実装

4.1 データセット画像の生成方法

データセット画像の生成を行うため，現実環境下におけ

る撮影を行った．室内の机上に照明環境を取得するための

全方位カメラを設置し，その周囲を webカメラとスポッ
トライトを移動させながら撮影を行った．web カメラに
は Logicool C922 PRO STREAM WEBCAM を利用し，幅
1920px，高さ 1080pxの解像度で撮影した．全方位カメラ
には RICOH THETA SCを利用し，幅 1920px，高さ 960px
の解像度で撮影した．Python 3.6.8によって webカメラと
全方位カメラのシャッター開閉を同期し，どちらのフレー

ムレートも約 30fpsで撮影した．webカメラによるフレー
ム画像の例を図 3に，全方位カメラによるフレーム全天球
画像の例を図 4に示す．
現実環境における撮影後，オープンソース 3DCGソフ

トである Blender 2.8を用いて，バーチャル物体を重畳し
た AR画像をレンダリングした．幾何学的整合性のための
視点カメラの位置姿勢推定には，Kanade-Lucas-Tomasiト

図 3 web カメラによる撮影画像

図 4 全方位カメラによる撮影画像

ラッキングを実装している Blenderのモーショントラッキ
ング機能を利用した．光学的整合性が保たれていない AR
画像は，モーショントラッキング機能による幾何学的位置

合わせのみを考慮し，光源は環境光によるアンビエントオ

クルージョンによりレンダリングした．光学的整合性が保

たれた AR画像は，全方位カメラ画像による環境マッピン
グとイメージベースドライティング，レイトレーシング法

によってレンダリングした．どちらの AR画像でも，バー
チャル物体は全方位カメラの位置に重畳し，バーチャル物

体のマテリアルは拡散反射と鏡面反射を 1対 1で混合させ
たものを設定した．また，バーチャル物体描画領域の画素

値を 255とし，それ以外の領域画素値を 0とするマスク画
像もレンダリングした．どれも幅 1920px，高さ 1080pxの
解像度の画像として出力し，3枚 1組とするデータセット
を生成した．生成したデータセットの例を図 5に示す．

4.2 GANのニューラルネットワーク実装
提案した GANのニューラルネットワークを実装するた

め，Python 3.6.8とニューラルネットワーク実装ライブラ
リである Chainerを使用した．ニューラルネットワークと
学習の実装に使用したライブラリ群を表 1に示す．また，
GANの実装と学習に使用した計算機の仕様を表 2に示す．
実装した生成器の構造を表 3に示す．畳み込み層，拡張

畳み込み層，逆畳み込み層はそれぞれ 4層であり，それぞ
れの層の出力に対してバッチ正規化を行った．また，各層

の活性化関数には式 (4)に示す α = 0.2の LeakyReLU関数
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光学的整合性が保た

れていない AR 画像
光学的整合性が

保たれた AR 画像
マスク画像

図 5 生成したデータセット画像の例

表 1 実装に使用したライブラリ

ライブラリ名 バージョン

Chainer 6.0.0
CUDA 10.0.130

cupy-cuda100 6.0.0
numpy 1.16.3
Pillow 5.1.0

表 2 実装に使用した計算機の仕様
項目 仕様

OS Microsoft Windows 10 Home
CPU Intel Core i7-9700K @ 3.60GHz (8 コア)
メモリ 32GB 2666MHz
GPU NVIDIA GeForce RTX 2070 (2304CUDA コア，1620MHz，8GB メモリ)

を使用した．ただし，最終層の逆畳み込み層の出力はバッ

チ正規化を行わず，活性化関数は tanh関数を使用した．

y =


x (x ≥ 0)

αx (x < 0)
(4)

実装した 2つの判別器の構造を表 4に示す．2つの判別
器は共通の構造を持ち，どちらも畳み込み層 5 層，全結
合層 1層で構成した．1層目の畳み込み層の出力に対して
はバッチ正規化を行わず，活性化関数として α = 0.2 の
LeakyReLU関数を使用した．2，3，4，5層目の畳み込み層
の出力に対してはバッチ正規化を行い，活性化関数として

α = 0.2の LeakyReLU関数を使用した．最終層の全結合層
の活性化関数には式 (5)に示す sigmoid関数を使用した．

y =
1

1 + ex
(5)

表 3 実装した生成器の構造
層 入力サイズ 出力サイズ フィルタ ストライド 膨張係数 活性化関数

Convolution 256 × 144 × 6 128 × 72 × 16 4 × 4 2 × 2 1 -
Batch Normalization 128 × 72 × 16 128 × 72 × 16 - - - LeakyReLU

Convolution 128 × 72 × 16 128 × 72 × 32 3 × 3 1 × 1 1 -
Batch Normalization 128 × 72 × 32 128 × 72 × 32 - - - LeakyReLU

Convolution 128 × 72 × 32 64 × 36 × 64 4 × 4 2 × 2 1 -
Batch Normalization 64 × 36 × 64 64 × 36 × 64 - - - LeakyReLU

Convolution 64 × 36 × 64 64 × 36 × 128 3 × 3 1 × 1 1 -
Batch Normalization 64 × 36 × 128 64 × 36 × 128 - - - LeakyReLU
Dilated Convolution 64 × 36 × 128 64 × 36 × 128 3 × 3 1 × 1 2 -
Batch Normalization 64 × 36 × 128 64 × 36 × 128 - - - LeakyReLU
Dilated Convolution 64 × 36 × 128 64 × 36 × 128 3 × 3 1 × 1 4 -
Batch Normalization 64 × 36 × 128 64 × 36 × 128 - - - LeakyReLU
Dilated Convolution 64 × 36 × 128 64 × 36 × 128 3 × 3 1 × 1 8 -
Batch Normalization 64 × 36 × 128 64 × 36 × 128 - - - LeakyReLU
Dilated Convolution 64 × 36 × 128 64 × 36 × 128 3 × 3 1 × 1 16 -
Batch Normalization 64 × 36 × 128 64 × 36 × 128 - - - LeakyReLU

Deconvolution 64 × 36 × 128 64 × 36 × 64 3 × 3 1 × 1 1 -
Batch Normalization 64 × 36 × 64 64 × 36 × 64 - - - LeakyReLU

Concat 64 × 36 × 64, 64 × 36 × 64 64 × 36 × 128 - - - -
Deconvolution 64 × 36 × 128 128 × 72 × 32 4 × 4 2 × 2 1 -

Batch Normalization 128 × 72 × 32 128 × 72 × 32 - - - LeakyReLU
Concat 128 × 72 × 32, 128 × 72 × 32 128 × 72 × 64 - - - -

Deconvolution 128 × 72 × 64 128 × 72 × 16 3 × 3 1 × 1 1 -
Batch Normalization 128 × 72 × 16 128 × 72 × 16 - - - LeakyReLU

Concat 128 × 72 × 16, 128 × 72 × 16 128 × 72 × 32 - - - -
Deconvolution 128 × 72 × 32 256 × 144 × 3 4 × 4 2 × 2 1 tanh

表 4 実装した判別器の構造
層 入力サイズ 出力サイズ カーネル ストライド 活性化関数

Convolution 256 × 144 × 3 128 × 72 × 16 4 × 4 2 × 2 LeakyReLU
Convolution 128 × 72 × 16 64 × 36 × 32 4 × 4 2 × 2 -

Batch Normalization 64 × 36 × 32 64 × 36 × 32 - - LeakyReLU
Convolution 64 × 36 × 32 32 × 18 × 64 4 × 4 2 × 2 -

Batch Normalization 32 × 18 × 64 32 × 18 × 64 - - LeakyReLU
Convolution 32 × 18 × 64 16 × 9 × 128 4 × 4 2 × 2 -

Batch Normalization 16 × 9 × 128 16 × 9 × 128 - - LeakyReLU
Convolution 16 × 9 × 128 8 × 4 × 256 4 × 4 2 × 2 -

Batch Normalization 8 × 4 × 256 8 × 4 × 256 - - LeakyReLU
Fully Connected 8192 512 - - sigmoid

表 5 2 つの判別器の出力結合層
層 入力サイズ 出力サイズ

Concat 512, 512 1024
Fully Connected 1024 1

2つの判別器の出力を結合したものを全結合層に入力し，
最終的な判別結果を得た．2つの判別器の出力の結合と全
結合層の構造を表 5に示す．

4.3 学習手法の実装

3.3節で述べたように，生成器と判別器の損失値を交互
に計算して誤差逆伝搬により学習を行った．生成器，判別

器のニューラルネットワークの重みパラメータの更新手

法には Adam[12]を用い，式 (3)の λは 10に設定し学習を
行った．

また，安定した学習を行わせるために，Shrivastavaら [13]
が提案している手法を利用した．Shrivastavaらは GANの
学習過程において，判別器は生成器が過去に生成した画像

に対しても正しく判別すべきであると仮定している．その

ため，生成器によって直近に生成された画像だけではなく，

過去に生成器が生成した画像も判別器に与えることで，判

別器が過去の生成画像についても正しく判別できる手法を

提案している．本研究で実装した判別器にも Shrivastavaら
が提案している手法を利用することで，GANの安定した
学習を実装した．
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5. 結果と評価

5.1 学習済みの生成器による画像生成結果

2つの異なる室内照明条件において 4.1節で述べた手法
により，2606組，計 7818枚の画像群を生成した．生成し
た画像の例を図 5に示す．生成した画像を幅 256px，高さ
144pxの解像度に縮小し，ランダムに選択した 2506組を
学習データ，残りの 100 組をテストデータとして利用し
た．2506組の学習データ画像を用いて，32ミニバッチで
約 55000エポック，約 2週間の時間をかけ，GANを学習
させた．GANの学習後，学習済みの生成器に対して，テス
トデータの光学的整合性が保たれていない AR画像を入力
し，画像変換を行った．

学習済みの生成器による画像変換結果を図 6に示す．学
習済みの生成器による 1回の画像変換には，約 83.0msの
時間を要した．図 6(a)は生成器への入力である光学的整合
性が保たれていない AR画像を，図 6(b)は生成器への入力
であるマスク画像を，図 6(c)は生成器の出力画像として期
待する光学的整合性が保たれた AR画像を，図 6(d)は生成
器の出力画像を示している．図 6(a)では，バーチャル物体
のドロップシャドウや，バーチャル物体への周辺現実物体

の映り込みの表現が存在しなかったが，図 6(d)ではこれ
らの表現が付加されていることが分かる．また，図 6(c)と
図 6(d)の表現が非常に似ており，GANによって実世界と
整合した表現が可能であることが分かった．

5.2 提案手法と pix2pixの比較
提案手法の GANのニューラルネットワークを評価する

ため，比較対象として Isolaらの画像変換手法 pix2pix[5]を
実装した．実装した pix2pixを 5.1節で述べた学習データ
を用い，32ミニバッチで約 55000エポック，約 5日の時
間をかけ学習させた．その後，学習済みの提案手法の生成

器と pix2pixの生成器を用いて，5.1節で述べたテストデー
タに対する画像変換を行った．提案手法と pix2pixによる，
テストデータに対する画像変換結果を図 7に示す．図 7(c)
ではバーチャル物体のマテリアル表現が図 7(a)と異なって
見えるが，図 7(b)ではバーチャル物体のマテリアル表現は
図 7(a)と非常に似ている．また，図 7(c)では画像上の現実
物体領域への影響も確認されるが，図 7(b)では現実物体領
域への影響が非常に小さいことがわかる．

また，同様のテストデータを用い，生成画像と正解画像

の間の全画素に対する平均二乗誤差を計算した．生成画像

と正解画像の平均二乗誤差による，提案手法と pix2pixの
比較を表 6に示す．表 6より，提案手法は pix2pixに比べ
生成画像と正解画像間におけるピクセル値の差分が小さ

く，提案手法は pix2pixに比べ高度に光学的整合性が保た
れた画像を生成することができると言える．

(a)入力画像

(b)入力マスク画像

(c)正解画像

(d)生成画像

図 6 学習済みの生成器による AR 画像変換結果

表 6 生成画像と正解画像の平均二乗誤差による比較

ネットワーク 平均 標準偏差

pix2pix 44.150 11.921
提案手法 3.121 1.180

5.3 提案手法の汎用性に関する検証

AR体験では様々な要因が変動することが考えられる．
光学的整合性を実現する ARシステムにおいて，考慮すべ
き変動要因は以下が挙げられる．

• バーチャル物体の形状
• バーチャル物体のマテリアル
• 現実環境の光源環境
• 現実周辺物体とその配置
これらのうち，バーチャル物体の形状が異なる AR画像
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(a)正解画像

(b)提案手法により生成された画像

(c) pix2pix により生成された画像

図 7 提案手法と pix2pix により生成された画像の比較

に対し，提案手法の対応可能性を検証した．4.1節で述べた
手法により，室内光源環境において撮影を行い，バーチャ

ル物体の形状のみが異なる学習データとテストデータを

生成した．ただし，光学的整合性が保たれていない AR画
像は 4.1節で述べた手法とは異なり，バーチャル環境の光
源として点光源をカメラの位置に追加した．学習データの

バーチャル物体には立方体，円柱，球，Bunny，Monkeyを
使用し，それぞれ 1266組，計 18990枚の画像群を生成し
た．テストデータのバーチャル物体には Teapotを使用し，
1266組の画像群を生成した．生成した学習データ画像と
テストデータ画像例を図 8に示す．
学習データ画像を幅 256px，高さ 144pxの解像度に縮小

し，32ミニバッチで約 30000エポック，約 2週間の時間
をかけ，GANを学習させた．GANの学習後，学習済みの
生成器に対して，テストデータ画像を入力し，画像変換を

行った．学習データに含まれない Teapotの AR画像に対す
る画像変換結果を図 9に示す．図 9(a)は生成器への入力
である光学的整合性が保たれていない AR画像を，図 9(b)
は生成器への入力であるマスク画像を，図 9(c)は生成器の
出力画像として期待する光学的整合性が保たれた AR画像
を，図 9(d)は生成器の出力画像を示している．学習データ

形状 入力画像 正解画像 マスク画像

立方体

円柱

球

Bunny

Monkey

Teapot

図 8 バーチャル物体形状が異なるデータセット

に存在しないバーチャル物体形状でも，ドロップシャドウ

の表現は図 9(c)と図 9(d)で似ている．しかし，図 9(d)の
局所的な形状の表現が消失している．これは，学習データ

に含まれるバーチャル物体の局所的形状に偏りがあったこ

とが原因であると考えられる．また，損失関数に勾配が一

定である平均絶対誤差を用いたことから，生成画像と正解

画像の誤差が大きい時と小さい時で学習率が変わらず，局

所領域における微小な最適化が行えなかったことも原因と

して考えられる．

6. おわりに

本研究では，現実環境の制約を排除し多くの ARシステ
ムで容易に光学的整合性を実現するために，GANを用いて
光学的整合性が保たれていない AR画像を，光学的整合性
が保たれた AR画像に変換する手法を提案した．画像の大
域的整合性とピクセル位置を考慮した画像変換を行う生成

器と，画像の大域的整合性と局所的整合性をそれぞれ評価

する 2つの判別器により，光学的整合性を実現する GAN
のニューラルネットワーク構造を提案し実装した．また，

GANを学習させるための画像データの生成を行い，生成
した画像データを用いて GANの学習を行い，画像変換を
行った．さらに GAN の評価を行うため，pix2pix との比
較，バーチャル物体形状の変更に対する対応可能性の検証

を行った．学習済みの GANの生成器による画像変換結果
から，ドロップシャドウやバーチャル物体への周辺現実物

体の映り込みなどの表現が付加され，GANによって実世
界と整合した光学的整合性の表現を行うことが可能である

と分かった．また，pix2pixとの比較から，現実物体領域へ
の画像変換の影響が発生しにくく，pix2pixに比べ高度に光
学的整合性が保たれた画像を生成できることが分かった．
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(a)入力画像

(b)入力マスク画像

(c)正解画像

(d)生成画像

図 9 バーチャル物体形状に対する提案手法の汎用性に関する検証

結果

一方，バーチャル物体形状の変更に対する対応可能性の検

証から，学習データに存在しないバーチャル物体の局所的

形状の表現が消失することが確認された．

今後の課題としては，バーチャル物体の形状やマテリア

ル，周辺光源環境，周辺現実物体を変えた多様な環境への

対応を可能とするために，損失関数の工夫やニューラル

ネットワーク構造の改良，学習データの拡充化を行うこと

が挙げられる．また，本研究で生成した画像は比較的低解

像度であるため，ユーザが違和感を感じないように高解像

度化することや，高解像度でもバーチャル物体表現に違和

感を感じないような画素値の微調整を行える工夫が必要で

あると考えられる．
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