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概要：GPS位置履歴情報を用いた都市における活動人口の予測は，都市特性の把握による災害対策や効率

的な出店計画等に役立つ．これに加えて突発的な混雑等，日常には見られない異常な活動人口パターンを

予測することは，人々の日常の生活における交通機関の選択から混雑による事故を未然に防ぐための人員

配置など，様々な観点で重要な問題である．これまで提案された活動人口の予測手法では，定常的な活動

人口の推移を精度よく予測することができる．一方で，突発的な混雑時の混雑度・活動人口の予測におい

ては，精度や，予測可能な異常が最長で 1時間後という時間的側面で課題が存在した．そこで本研究では，

訪問者数を正確に反映する GPS位置履歴とそれを用いた既存の活動人口予測手法に加えて，乗換検索履

歴の持つユーザのスケジュール情報という特性を用い，活動人口の比で定義される混雑度での回帰と頑健

性担保のためのオーバーサンプリングを行うことで，時間的制約に縛られない突発的な混雑にも対応可能

な活動人口とその混雑度の予測手法を提案する．実際の乗換検索履歴と GPS位置履歴を用いた大規模実

験を行い，提案手法がラグビーW杯 3位決定戦が行われた味の素スタジアムでの異常混雑を 1週間前か

ら，既存手法よりも正確に捉えられることを示す．

1. 序論

都市における人々の生活は，通勤や通学等の日常的な行

動だけでなく，コンサート・スポーツ観戦などのイベント

等と大きく根付いている．このようなイベントは，会場や

会場までの交通機関網に群衆が殺到するなど，予期しない

都市動態の変動により不慮の事故の原因になりうる．例え

ば 2001年の明石花火大会歩道橋事故では，歩道橋に殺到

した人々が折り重なって倒れ，11人死亡，247人が重軽傷

を負った．このような予期せずに起こる混雑を異常混雑と

呼び，その都市異常の詳しい状況を事前に把握することで，

安全なイベント計画や警備員の効率的な配置等により，事

故防止に貢献することができる [4]．また，この異常混雑

状況の予測は，混雑を回避した交通機関の選択を手助けで

きるなど，人々の日々の生活における意思決定にも役立て

られる．

近年，人々の都市における活動からセンシングされた

ビッグデータ，特に GPS位置履歴や鉄道の乗換検索アプ

リの検索履歴を用いた，都市動態の解析が盛んに行われて

る [2], [3], [5]，これは都市計画 [10]，災害対策 [6]，公共
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サービス [7]，異常混雑の検知や予測などに役立てられて

いる．

しかし，異常混雑の事前の予測に焦点を当てた時，従来

のセンシングデータに基づくデータ・ドリブンな活動人口

予測手法には課題が存在する．

GPS位置履歴の活動人口に対する時空間的特性を用い

て，Shimosakaら [5]は，天気や曜日等のコンテクストをか

ら，定常的な活動人口推移を予測する手法を提案している．

しかし突発的な活動人口の増加に対しては，天気・曜日等

に条件づけることができず，予測は不安定になりやすい．

一方で Fanら [2]は，GPS位置履歴をトラッキングするこ

とで人口流をモデリングし，人口流の変化の検知による異

常混雑の発生を予測する手法を提案している．しかし，人

口流に変化が現れるのは発生する異常の直前であり，モデ

ルが予測可能な混雑は最大で１時間後に限られてしまう．

従って，異常混雑予測をより未来まで行うには，未来にお

ける活動人口の推移を，混雑まで含め条件づけられるよう

なコンテクストを得られるデータソースが必要である．

これに対して Konishiら [3]は，一週間後の異常混雑予

測を目的として，乗換検索履歴を用いた手法を提案してい

る．この手法では，乗換検索履歴がユーザのスケジュール

情報を表すと同時に，実際の鉄道利用者数の動態に対して

も相関があるとの仮定をおいている．しかし GPS位置履
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常検知を行うシステムを提案している．しかしこれらの手

法は，観測データから普段とは異なるパターンを検出する

ことに焦点を当てた研究であり，将来の異常予測を行うに

は，この普段とは異なるパターンを事前に予測する必要が

ある．

都市における異常予測に焦点を当てた研究として，Fan

らの手法 [2]，Konishiらの手法 [3]が存在する．Fanらの

手法 [2]では，大規模なイベントが起こる直前の人口流の

変化，すなわち混雑の「きっかけ」になるようなパターンを

検知することで，1時間後の異常混雑予測を行う手法を提

案している．Konishiらの手法 [3]では，より将来の異常混

雑を予測可能にするために，鉄道の乗換検索アプリの検索

クエリが，活動人口パターンと同時にユーザのスケジュー

ル情報を反映していると仮定し，このデータソースを用い

た手法を提案している．しかし，Fanらの手法 [2]は予測

可能な混雑に時間的制約が存在する．また Konishiらの手

法 [3]は時間的制約を解消しているものの，実際の活動人

口に対する予測は不安定であり，混雑状況の詳細な予測に

は至っていない．

2. 異常混雑予測の問題設定と既存手法におけ
るアプローチ

我々は，ある領域の 1日の活動人口の推移と，その混雑

度をモデル化する問題を扱う．1日を T の時間帯に分割し，

この時間帯を t = 1, 2, ..., T で表す．地域 l, 日付 d, 時刻 t

における活動人口が y
(l)
d,t と観測されたとする．このとき，

同地域，同日時における定常的な活動人口（日常的に観測

される活動人口）を ŷ
(l)
d,t とする．活動人口における「混雑

度」は人口の比を用いて ν̂
(l)
d,t =

|ŷ(l)
d,t−y

(l)
d,t|

y
(l)
d,t

と定義される．

我々の目標は，活動人口 y
(l)
d,t とその混雑度 ν

(l)
d,t をモデル化

することである．

2.1 双線型ポアソン回帰による活動人口予測

活動人口予測問題の先行研究として，双線型ポアソ

ン回帰 [5] がある．このモデルでは，活動人口を時間帯

t = 1, ..., T や地域 l，天気や曜日・平日か休日かといった

コンテクスト cを説明変数として，日にち d，時間帯 tに

おける活動人口 y
(c,l)
d,t を予測する．

このモデルでは，活動人口 y
(c,l)
d,t がポアソン分布に従う

と仮定している．

y
(c,l)
d,t ∼ Pois(·|λ(l)c,t). (1)

コンテクスト cと時刻 tに対して，ポアソン分布のパラ

メータは以下のように表される．

lnλ
(l)
c,t = φ(c)⊤W (l)ϕ(t), (2)

このとき，ϕ(t) ∈ RT は時間的特徴量を表し，以下のよ

うに定式化される．

ϕ(t) = {ts|ts = N (s|τ, σ2), s = 1, ..., T}, (3)

ここで，N (·)は正規分布を表し，τ はその平均，σ2がそ

の分散である．

また，φ(c) ∈ RC は天気や曜日といった，時間以外のコ

ンテクストを 1-of-K表現などにより表現したものである．

W (l) ∈ RC×T はこの双線型モデルのパラメータ行列

を表し，先行研究 [5] ではパラメータ数を減らし過学習

を抑制することを目的として，パラメータ行列 W (l) を

W (l) = U (l)V (l)⊤なる 2行列U (l) ∈ RC×HとV (l) ∈ RT×H

の積に分解することで，低ランク化を行う．ここで，

H ≪ C,H ≪ T である．

この手法は，式 2のように時間的特徴量とそれ以外のコ

ンテクストの組み合わせを考慮し，活動人口のモデリング

を行なっている．これにより，平日や休日といった条件の

差による活動人口の推移の差をうまく表現することができ

る．しかし一方で，イベントの開催により発生する突発的

な活動人口の増加などは，天気や曜日，時間帯といった特

徴量のみでは捉えることができない．

2.2 CityProphetによる都市の異常混雑予測

活動人口の異常予測の先行研究として，CityProphet [3]

がある．この手法では，乗換検索履歴が，活動人口とユー

ザのスケジュール情報の両側面を表すとして，この乗換検

索履歴を用いて異常混雑予測を行う．

qを，設定日時 da, ta，検索日 ds，目的地 ls を持つ乗換

検索クエリとし，以下で表す．

q = (da, ta, ls, ds). (4)

このとき，設定日時とは，検索者が目的地 lsを訪問する

際の予定として設定するものであり，一般に検索日と同じ

かそれ以後であると仮定しても差し支えない．ここで，検

索クエリ全体の集合を Q = {q}とし，検索日時が d, t，検

索日が d− i，目的地が lである検索クエリの集合 Ql
d,t|d−i

は以下で表される．

Q
(l)
d,t|d′ = {q ∈ Q|da = d ∧ ta = t ∧ ds = d− i ∧ la = l}.

(5)

乗換検索量 xld,t|d−iは，設定日時 d, t，検索日時 d− i，目
的地 lをもつ乗換検索クエリ数，すなわち，ユーザが目的

地 lに訪問する予定日 dの i日前に検索されたクエリ数で

定義される．

x
(l)
d,t|d−i = |Q(l)

d,t|d−i|. (6)
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CityProphetでは，2種類の予測モデルによる予測値：

Schedule-based population（SP）とDescriptor-based Pop-

ulation（DP）の差分に着目することで，異常混雑予測を

行う．

SPでは，設定日 dに対して i = pd, pd + 1..., pd + pw 日

前に検索されたクエリ数を用いて，当日に検索されたクエ

リ数を，自己回帰を用いて予測する．ここで pw は，使用

する検索クエリの設定日の期間を表す．

x̂
(l,SP)
d,t|d =

pd+pw∑
i=pd

q∑
j=−q

θi,jx
(l)
d,t−j|d−i, (7)

ここで，θi,j は最適化の対象となるパラメータを表す．

また，q は予測の対象となる時間帯における乗換検索クエ

リ数に影響を与える時間幅である．すなわち，設定時刻が

属する時間帯 τ に対し，∀τ, t− q ≤ τ ≤ t+ qである d− i

日前の乗換検索量 xld,τ |d−i が，時間帯 tの当日の乗換検索

クエリ数 x
(l)
d,t|d に影響を与えるということを表現する．

DPでは，当日に検索されたクエリ数を，双線型ポアソ

ン回帰を用いてモデリングする．

x̂
(l,DP)
d,t|d = E[Pois(xld,t|d|π

l
c,t)] = πl

c,t, (8)

双線型ポアソン回帰における活動人口の予測と同様に，

cは，天気や曜日等の時間帯以外のコンテクストを表す．

上記の二種類のモデル；SP modelと DP modelの予測

値 x̂
(l,SP)
d,t|d ，x̂

(l,DP)
d,t|d を用いて，混雑度 µ̂

(l)
d,t を算出する．

µ̂
(l)
d,t =

|x̂(l,SP)
d,t|d − x̂

(l,DP)
d,t|d |

x̂
(l,DP)
d,t|d

. (9)

この手法は，ユーザのスケジュール情報を表したデータ

ソースとして，鉄道の乗換検索履歴を用いている．また，

2種類の異なるモデルを用いて乗換検索量をモデリングし，

その差分に着目することで，混雑度の定量的な指標を与え

ることができる．しかし実際に GPS位置履歴に基づいた

訪問者数で混雑度を評価した際に，CityProphetは混雑度

の予測が不安定である．

3. 提案手法：CityGuardianによる異常混雑
事前予測

詳細な異常混雑事前予測実現のために，GPS 位置履

歴と乗換検索履歴，既存の予測手法を統合的に利用する

CityGuardianを提案する．

3.1 活動人口，乗換検索クエリ数の定常的な推移の予測

モデル

天気や曜日といった日常的なコンテクストに依存しない

異常混雑を定義しこれを予測するには，定常的な活動人口・

乗換検索量予測を行う必要がある．先行研究である双線型

ポアソン回帰 [5]を用いることにより，曜日や天気といっ

たコンテクストと時間的特徴量を説明変数として，定常的

な活動人口・乗換検索クエリ数のモデリングを行う．

x̂
(l,DP)
d,t|d = E[Pois(xld,t|d|π

l
c,t)] = πl

c,t, (10)

ŷ
(l)
d,t = E[Pois(y(l)d,t|λ

(l)
c,t)] = λ

(l)
c,t. (11)

3.2 活動人口比回帰を用いた混雑度の予測モデル

3.1章で求められた活動人口・乗換検索クエリ数の定常

的な推移を予測するモデルを用いて，人口比で定義された

混雑度の回帰を行う．

乗換検索クエリ数における異常度 ν̂は以下で定義される．

ν̂
(l)
d,t =

x̂
(l,SP)
d,t|d − x̂

(l,DP)
d,t|d

x̂
(l,DP)
d,t|d

, (12)

ここで，x̂(l,SP)
d,t|d は CityProphet [3]と同様に，i日前に検

索された乗換検索クエリ数（i = pd, pd + 1, ..., pd + pw）か

らの自己回帰で表現する．

x̂
(l,SP)
d,t|d =

pd+pw∑
i=pd

q∑
j=−q

θli,jxd,t−j|d−i. (13)

また，活動人口 y
(l)
d,tにおける混雑度は以下で定義される．

ν
(l)
d,t =

y
(l)
d,t − ŷ

(l)
d,t

ŷ
(l)
d,t

. (14)

以上を用いて活動人口の比で定義された混雑度の回帰を

行う．モデルの最適化の対象となる目的関数 L(Θ(l))は以

下で与えられる．

L(Θ(l)) =
∑
d

∑
t

(ν̂
(l)
d,t − ν

(l)
d,t)

2 + γ||Θ(l)||22

=
∑
d

∑
t

∑i

∑
j θ

(l)
i,jx

(l)
d,t−j|d−i

x̂
(l,DP)
d,t|d

−
y
(l)
d,t

ŷ
(l)
d,t

2

+ γ||Θ(l)||22.

ここで，Θ(l) は i, j 成分に θi,j を持つパラメータ行列で

あり，|| · ||22はフロベニウスノルム，γは正則化の強さを制
御するハイパーパラメータである．

3.3 合成的オーバーサンプリングを用いたデータ不均衡

の是正

3.2章にて，活動人口の混雑度を 2種類のデータソース

を用いた回帰によりモデリングする定式化を行なった．し
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かし，イベントやコンサートの希少性ゆえ，異常混雑を反

映するようなデータ点が極めて少ないため，単純な回帰を

行うだけではモデルは混雑度の低いパターンへ強く最適化

を行ってしまう．

この問題に対処するために，混雑度の高いデータ点に対

するオーバーサンプリングを施すことを考える．一般的

に，異常なパターンを反映するデータ点の単純な複製は過

学習を誘発しやすいことが知られている．過学習を起こし

にくいオーバーサンプリング手法として，異常なパターン

のデータ点間の線分を考え，その線分上の任意の点を人工

的な異常データとする SMOTE [1]と呼ばれる合成的オー

バーサンプリング手法が提案されている．

本研究では，回帰用の SMOTE である，SMOTER [8]

を用いてオーバーサンプリングを行う．SMOTER [8]は，

データの空間Dに対し，事前に定義されたデータ点の重要
度（relevance）ψ : D → [0, 1]を用いて，異常なパターン

を反映するデータ点を定量的に選別し，これに対し合成的

オーバーサンプリングを施す．υ, ρ2を，混雑度のデータ集

合D = {ν(l)d,t}の標本平均，標本分散とする．データの重要
度を決定する関数 ψをシグモイド関数を用いた以下で定義

する．

ξ(ν
(l)
d,t) = N (ν

(l)
d,t|υ, ρ

2), (15)

ψ(ν
(l)
d,t) = σ

(
−

ξ(ν
(l)
d,t)

1− ξ(ν
(l)
d,t)

)
, (16)

この重要度を，サンプリングする範囲を制御する閾値 ψ̄

を用いることにより，データ点のサンプリングの指標を定量

的に与えることができる．この重要度を用いた SMOTER

のアルゴリズムを，Algorithm 1，2に示す．

Algorithm 1 SMOTER Algorithm

Input: D, ψ̄,%u,%o, k
1: // D - A dataset with continuous target variable Y

2: // ψ̄ - threshold for relevance on Y values

3: // %u - percentage of under-sampling

4: // %o - percentage of over-sampling

5: // k - number of nearest neighbours

6: ỹ ← median of Y

7: rareL← {(x, y) ∈ D : ψ(y) > ψ̄ ∧ y < ỹ}
8: newCasesL← genSynthCases(rareL,%o, k)

9: rareH ← {(x, y) ∈ D : ψ(y) > ψ̄ ∧ y > ỹ}
10: newCasesH ← genSynthCases(rareH,%o, k)

11: newCases← newCasesL ∪ newCasesH
12: nrNorm← %uof |newCases|
13: normCases ← sample of nrNorm cases ∈ D\{rareL ∪

rareH}
14: newD ← newCases ∪ normCases
Output: newD - A new modified dataset

Algorithm 2 Generating synthetic cases (function

genSynthCases(D,%o, k))
Input: D,%o, k
1: newCases← {}
2: ng ← %o/100

3: for all case← D do

4: nns← KNN(k, case,D\{case}) // k-Nearest Neighbours

of case

5: for i← 1 to ng do

6: x← randomly choose one of the nns

7: for all a ∈ attributes of x do

8: diff ← case[a]− x[a] // Generate attribute values

9: new[a]← case[a] + RANDOM(0, 1)× diff
10: end for

11: d1 ← DIST(new[a], case[a]) // Decide the target value

12: d2 ← DIST(new[a], x[a])

13: new[Target]← d2×case[Target]+d1×x[target]

d1+d2

14: newCases← newCases ∪ {new}
15: end for

16: end for

Output: newCases

4. 性能評価実験

都市の異常混雑早期予測における提案手法の性能を評価

するため，携帯端末の位置履歴データ，乗換検索アプリの

検索履歴を用いて予測精度の評価実験を行なった．本章で

は，その性能評価実験の目的やデータセット，評価指標，

実験結果等に関して述べる．

4.1 実験データ

本実験では，携帯電話位置履歴データ，乗換検索アプリの

検索履歴データをデータセットに用いる．携帯電話位置履

歴データには，Yahoo!JAPANの防災アプリにより，ユー

ザの同意のもとで取得された携帯端末の位置履歴データ，

乗換検索履歴データには，同じく Yahoo!JAPANの乗換検

索エンジンの検索ログ履歴データセットを用いる．どちら

もデータの取得はユーザの同意のもとで取得されたデータ

であり，ユーザ情報をのぞいた，個人を特定することはで

きない匿名化されたデータである．取得期間は 2019年 10

月 31日～2019年 12月 31日の 3ヶ月間である．

表 1に，乗換検索履歴データセットの例を示す．データ

セットを構成する各データは，表 1に示すような (検索日

時，設定日時，検索条件，出発地，到着地)の 5要素から

なり，携帯端末用アプリは 2019年 6月時点で累計 4000万

ダウンロードを超えている．そのため，都市の人口流を織

りなす多くのユーザのスケジュール情報を，乗換検索履歴

により表現できると言える．到着や出発地は駅に限らず，

施設名や一般の地域名も取りうる．検索条件は，（出発，

到着，始発電車，最終電車，設定なし）のうちのいずれか

をとる．我々はこのうち，検索条件が「到着」に設定され

た，到着時刻が明示的に指定され検索されたクエリのみを
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表 1 乗換検索履歴データの例
検索日時 設定日時 検索条件 出発地 到着地

2019/12/11 08:24:56 2019/12/12 10:20:00 到着 渋谷 新宿

2019/12/11 19:53:13 2019/12/13 15:40:00 出発 大宮 東京

. . . . .

. . . . .

. . . . .

用いる．

本実験では，東京周辺のうち，鉄道利用者が多い 2地点

（渋谷，品川），10月 31日の渋谷ハロウィンの際の周辺地

域として表参道，明治神宮前，10月 19日～11月 2日に行

われたラグビーワールドカップ日本大会決勝トーナメント

の会場として，味の素スタジアム，日産スタジアム周辺を

POI（Point of Interest）と定義し，各 POIの鉄道駅周辺

や施設周辺を対象領域とした．図 2に，POI「渋谷」「飛田

給」「味の素スタジアム」における位置履歴データの集計範

囲を示す．この対象領域内で観測された位置履歴データの

数を対象 POIでの活動人口とする．表 2は，各 POIと鉄

道駅との対応関係を表したものである．

139.523 139.524 139.525 139.526 139.527 139.528 139.529 139.53 139.531 139.532

35.661

35.662

35.663

35.664

35.665

35.666

35.667

図 2 POI「味の素スタジアム」における位置履歴データの集計範囲

POI 鉄道駅

渋谷 渋谷

品川 品川

表参道 表参道

明治神宮前 明治神宮前

味の素スタジアム 飛田給
表 2 各 POI と鉄道駅の対応関係

本実験では，1日を T = 24の時間帯に分割し，0時 00

分～23時 59分を 1日あたりのモデルとして表現する．ま

た，異常度算出の際のゼロ割を防ぐため，定常的な活動人

口・乗換検索人口が 0と予測された場合は全て 1にマスク

して実験を行なった．

4.2 性能評価指標

本実験では，提案手法の活動人口とその混雑度の予測に

対する性能を評価する．そこで比較手法としては，混雑

度の予測に関して平均絶対誤差 (MAE: Mean Abusolute

Error)，活動人口の予測に関して平均絶対誤差，混雑度 ν̄

条件付き平均絶対誤差 (ν̄-MAE)を用いる．これらの評価

指標は，従来の都市動態の関連研究で用いられているもの

である．

混雑度の予測値と観測値をそれぞれ ν̂
(l)
d,t, ν

(l)
d,t，その閾値

を ν̄，d = 1...D, t = 1...T と観測されたとする．このとき，

混雑度に関するMAEは以下で定義される．

MAE =
1

DT

D∑
d=1

T∑
t=1

|ν̂(l)d,t − ν
(l)
d,t|. (17)

また，活動人口とその予測値を y
(l)
d,t, ŷ

(l)
d,t, 異常度とその

予測値を ν̂
(l)
d,t, ν

(l)
d,t，また d = 1...D, t = 1...T とする．この

とき，活動人口に関する評価指標は以下で定義される．

MAE =
1

DT

D∑
d=1

T∑
t=1

|y(l)d,t − ŷ
(l)
d,t|, (18)

ν̄−MAE =
1

DT

D∑
d=1

T∑
t=1

|y(l)d,t − ŷ
(l)
d,t|

where ν̂
(l)
d,t ≥ ν̄, (19)

(20)

4.3 比較手法

本研究では，実験 1で混雑度の予測に関する比較を既存

手法である CityProphet [3]，実験 2で活動人口の予測に関

する比較を CityProphet，双線型ポアソン回帰 [3]と比較

する．CityProphetによる活動人口の予測値には，混雑度

の定義に従い，混雑度 µ̂
(l)
d,t と，双線型ポアソン回帰による

活動人口の予測値 ŷ
(l)
d,t を用いて，(µ̂

(l)
d,t + 1)ŷ

(l)
d,t で表される

量を用いた．

4.4 実験 1. 混雑度の予測に関する性能比較実験

ここでは，混雑度に関する既存の予測手法との比較に関

して述べる．ここでの比較手法は CityProphetであり，評

価指標にはMAEを用いる．この比較では，提案手法であ

る CityGuardianが，既存手法と比較して安定した異常度
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の予測を実現できていることを確認する．いずれのモデル

も 5交差検証を行い，学習データとして 30日分，評価デー

タとして 20日分のデータを用いた．

実験の結果を表 3に示す．いずれの POIにおいても，混

雑度の予測において，既存手法よりも高精度かつ安定した

予測が行えていることがわかり，平均で 89.8%の精度改善

を実現した．これにより提案手法が，既存研究における混

雑度の過剰評価や過小評価などを抑えられていることがわ

かる．

表 3 各 POI における異常度の MAE での評価．
POI CityGuardian CityProphet

渋谷 0.70± 0.026 32± 19

品川 0.67± 0.022 27± 15

明治神宮前 0.78± 0.057 2.9± 0.49

表参道 0.98± 0.15 6.6± 0.44

飛田給 0.59± 0.072 9.0± 5.1

味の素スタジアム 0.66± 0.10 9.1± 5.1

4.5 実験 2. 活動人口の予測に関する性能比較実験

図 3 POI「味の素スタジアム」における 2019 年 11 月 1 日の活

動人口とその予測値の推移．BPReg は双線型ポアソン回帰，

Ground TruthはGPS位置履歴による活動人口の真値を表す．

次に，活動人口に関する既存の予測手法との比較に関

して述べる．評価の対象は混雑度予測に関する実験の 6

つの POIのうち，データの取得期間内にて異常混雑が観

測された POI「味の素スタジアム」とする．比較手法は

CityProphet，双線型ポアソン回帰とし，評価指標にはMAE

と混雑度により条件づけられた ν̄-MAEを用いる．実験 1

と同様にいずれのモデルも 5交差検証を行い，学習データ

として 30 日分，評価データとして 20 日分のデータを用

いた．

実験結果を表 4に示す．まずMAE，ν̄ = 0.5, 1, 2と条件

づけた際の ν̄-MAEについて，CityProphetの予測精度が

既存手法である双線型ポアソン回帰と比較して大きく劣化

していることがわかる．また，提案手法が既存手法である

双線型ポアソン回帰と同程度の予測性能を持っていること

がわかる．この結果から，提案手法においても，定常的な

活動人口の予測を既存手法と比較して遜色なく，かつ安定

して行うことができる．また，ν̄ = 3, 4, 5と条件づけた際

の ν̄-MAEについて，双線型ポアソン回帰・CityProphet

の両既存手法と比較して，最も良い予測性能となっている．

これにより，異常混雑の事前の予測においても提案手法の

優位性が示される．

図 3は，評価対象である POI「味の素スタジアム」にお

いて，2019年 11月 1日における活動人口とその予測値の

推移を可視化したものである．同 POIでは 2019年 11月 1

日，ラグビーW杯の 3位決定戦が開催され，観戦のために

多くの人々が集まった．スタジアムの開場は 15時，試合

開始は 18時である．活動人口の真値は 15時付近から徐々

に増加し始め，18時付近にて増加のピークを迎えている．

双線型ポアソン回帰による予測値は，この活動人口の突発

的な増加に対応できていない．また CityProphetによる予

測値は，12時ごろから 18時ごろのまで間で，突発的な活

動人口増加の発生を捉えられているものの，詳細な予測に

までは至っていない．これに対して提案手法では，18時付

近の異常混雑を，混雑時の人数も含めより正確に捉えられ

ていることがわかる．しかし，提案手法は 18時以降の活動

人口の予測に対して過小評価してしまっている．これは，

スタジアムに向かう交通手段として鉄道を利用した人々の

多くが，乗換検索の到着時刻を試合開始の 18時に設定して

検索していたことにより，それ以降の時刻に設定された検

索量が相対的に少なかったことに起因すると考えられる．

5. 結論

本研究では，GPS位置履歴情報と乗換検索履歴を用い

た，都市における活動人口とその混雑度のモデリングを行

なった．既存研究における都市動態のモデリング手法で

は，都市の混雑予測において，混雑状況の正確な把握と，

どれくらい早期の予測が可能かという二つの側面にて課題

が存在した．そこで，GPS位置履歴とそれを用いた既存の

活動人口予測手法に加えて，乗換検索によるユーザのスケ

ジュール情報を用い，活動人口の比で定義される混雑度で

の回帰と頑健性担保のためのオーバーサンプリングを組み

合わせた手法を提案した．これにより，時間的制約に縛ら

れない，かつ突発的な混雑にも対応可能な活動人口とその

混雑度の予測が可能となる．

東京周辺の混雑が発生しやすい，あるいは混雑が発生し

たと考えられる対象 6POIにおいて実際の携帯電話位置履

歴データ，乗換検索履歴データを用いた実験を行い，既存

の予測手法である CityProphet，双線型ポアソン回帰と比

較し，混雑度の予測においては絶対予測誤差（MAE）にて

平均 89.8%の精度改善を実現した．また，味の素スタジア

ムにおける 2019年 11月 1日のラグビーW杯 3位決定戦
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表 4 各 POIと対応する鉄道駅におけるMAE，ν̄-MAEによる性能評価．ν̄ = 0はMAEを

表す．また，BPReg は双線型ポアソン回帰を表す．
POI ν̄ CityGuardian BPReg CityProphet

味の素スタジアム 0 25.0± 4.45 28.0± 1.96 166± 109

0.5 10.0± 1.13 21.4± 2.72 69.9± 74.6

1 2.04± 1.50 2.02± 1.68 11.8± 15.4

2 1.84± 0.305 2.16± 0.781 4.15± 4.40

3 0.641± 0.693 1.45± 0.665 2.33± 2.57

4 0.419± 0.467 1.10± 0.739 1.42± 0.835

5 0.419± 0.467 1.10± 0.739 1.04± 0.403

での活動人口の予測において，既存手法よりも混雑状況を

正確に捉えることができることを示した．

将来課題として，現在の予測手法は鉄道の利用に関連づ

けられる地域にのみ対応可能であるため，鉄道駅周辺に限

らない地域の異常混雑事前予測が考えられる．実際，田舎

の地域では鉄道駅の分布が疎になり，花火大会などのイベ

ントにおいて必ずしも鉄道が利用されるとは限らない．鉄

道の乗換検索履歴に加えてバスなど，停車駅がより密に配

置された移動手段の乗換検索履歴を用いる，あるいはより

一般的な検索履歴等を用いて活動人口動態の予測を行う手

法が求められる．
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