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予測フレームの延長による異常検知精度の向上

渡邉 圭哉1,a) 浮田 宗伯1,b)

概要：近年，防犯意識の高まりにより，様々な場所にカメラが設置されている．この映像は，不審者や異
常事態の発見に利用されている．異常検知では，異常サンプルを十分な量だけ収集することが難しく，多

くの従来法では正常サンプルのみを学習し，その正常分布からの逸脱度で異常を検知している．しかし，

ある異常画像とそれに対応する正常画像との差分が小さい場合，逸脱度も小さくなり，その異常の検知は

難しい．そこで，映像における異常検知において，「正常画像」と「現在フレーム」の差ではなく，「正常サ

ンプルのみを学習データとして過去数フレームから予測される現在フレーム」と「現在フレーム」を比較

することで，異常検知の性能が向上することがわかっている．これは，正常サンプルのみから現在フレー

ムを予測するというタスクを加えることで，「正常画像」と「予測異常画像」の差分が大きくなることに起

因する．この手法では，過去数フレームから 1フレーム先を予測している．しかし，更に先のフレームを

予測することで，映像中における異常の進行度が大きくなり，結果として逸脱度も大きくなり，異常検知

がより容易になると期待される．本研究では，GANベースの手法に過去数フレームを入力して更に先の

フレームを予測することで，異常検知の精度の変化を検証する．この予測画像と，予測画像と時間同期し

ている実際の撮影画像との間で PSNRを計算して異常検知した．異常検知精度を AUCによって評価した

ところ，予測フレームの延長による性能向上が確認できた．
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1. はじめに

近年，防犯意識の高まりにより，様々な場所にカメラが

設置されている．このカメラの映像は，不審者や異常事態

の発見に用いられる．従来は，人の目によって映像が確認

されていたが，カメラの増加に伴い情報量が増え，人の目

だけで確認するのは厳しくなってきた．そこで，画像認識

を用いた自動的な異常検知が必要になる．異常検知とは，

予想される事象に適合しない事象を検知することである．

ATMで，犯罪目的の不審な動きを検知したり，高速道路

で，逆走や停車などを検知したり，防犯カメラ映像から不

審者を検知したりと，様々な場面で異常検知は使われてい

る．そのため，異常検知の精度が高くなることが求められ

ている．

異常検知は数多くの研究がされている [1], [2], [3]．異常

検知をする際に，異常のデータを大量に集めることは困難

であり，また，異常な行動はほぼ無限に存在し，すべてを

そろえるのは不可能である．そのため，多くの従来法では，
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正常データのみを学習し，その正常分布からの逸脱度で異

常を検知している．しかし，ある異常画像とそれに対応す

る正常画像との差分が小さい場合，逸脱度も小さくなり，

その異常の検知は難しい．そこで，映像における異常検知

において，Liuら [4]は，「正常画像」と「現在フレーム」の

差ではなく，「正常サンプルのみを学習データとして過去

数フレームから予測される現在フレーム」と「現在フレー

ム」を比較することで，異常検知の性能が向上することを

示した．これは，正常サンプルのみから現在フレームを予

測するというタスクを加えることで，「正常画像」と「予

測異常画像」の差分が大きくなることに起因する．この手

法では，敵対的生成ネットワーク（Generative Adversarial

Network: GAN）[5]を用いて 1フレーム先の画像を予測

し，生成した画像を用いて異常検知した．しかし，更に先

のフレームを予測することで，映像中における異常の進

行度が大きくなり，結果として逸脱度も大きくなり，異常

検知がより容易になると期待される．そこで本研究では，

GANベースの手法に過去数フレームを入力して更に先の

フレームを予測することで，異常検知の精度の変化を検証

する．

1ⓒ 2020 Information Processing Society of Japan

Vol.2020-CVIM-222 No.34
2020/5/15



情報処理学会研究報告
IPSJ SIG Technical Report

図 1 GANの構造．生成器の生成したデータを偽物，実在データを

本物と識別するように識別器を学習する．生成器は識別器が本

物だと識別するようなデータを生成するように学習する．

2. 関連研究

本研究に関連する研究を紹介する．[4]の手法で，GAN

を使用しているため，本研究でも GANを使用する．まず

GANについて説明をし，次に GANを用いた異常検知と

ビデオ予測，そしてそれらを組み合わせた手法について述

べる．

2.1 敵対的生成ネットワーク (GAN)

GANとは，生成器と識別器の 2つのネットワークから

なる生成ネットワークである．生成器は，データの特徴を

示す潜在変数と呼ばれる値や，ノイズを入力とし，新しい

データを生成するモデルである．識別器は，生成器が生成

したデータを生成されたデータだと識別できるように学習

をしていく．[5]で提案された損失関数を以下に示す．

min
g

max
d

v(d, g) = Ex∼pdata(x)[logD(x)]

+ Ez∼pz(z)[log(1−D(G(z)))]

生成器に潜在変数又はノイズ z が入力され，G(z)が出力

される．識別器には，実在データ xと，生成器の出力デー

タ G(z)が入力され，D(x)と D(G(z))が出力される．識

別器の学習時には，D(x)が大きくなり，D(G(z))が小さ

くなるようにする．すなわち，識別器が実在データは本

物，生成データは偽物だと識別できるように学習をしてい

く．一方，生成器の学習時には，D(G(z))が大きくなるよ

うにする．つまり，生成器が生成したデータを，識別器が

本物と識別してしまうように学習をしていく．こうして 2

つのネットワークを交互に学習していくことで，本物に近

いデータを生成することができるようになった．GANは

主に画像の生成に用いられ，それ以外に画像の変換 [6]や

超解像 [7]，異常検知やビデオ予測に用いられる．

2.2 GANを用いた異常検知

GANを用いた異常検知は，Schlegら [8]が初めて行い，

AnoGANを提案した．GANに正常データのみを学習させ

た場合，モデルは正常データの生成しかできず，異常デー

タの生成ができないという仮説に基づいている．判定した

い画像から特徴を抽出し，その特徴を生成器に入力すると，

画像が生成される．生成された画像と入力画像を比較し，

異常スコアを計算する．異常スコアとは，異常の度合を表

す指標のことで，主に平均二乗誤差が用いられる．平均二

乗誤差が小さいほど，入力画像に近い画像が生成できてい

るということなので，正常と判定される．逆に，大きいほ

ど，入力画像に近い画像が生成できていないということな

ので，異常と判定される．入力が正常の場合，入力画像に

近い画像が生成できるため，異常スコアは小さくなり正常

と判定される．入力が異常の場合，入力画像に近い画像を

生成するような潜在変数は存在しないため，うまく生成さ

れず，異常スコアが大きくなり異常と判定される．また，

GANは新たな入力画像から自動的に特徴を抽出すること

が困難であるため，入力画像に近い画像を生成する特徴量

を探索するアルゴリズムも提案した．適当な特徴から画像

を生成し，入力画像との差を計算し，その差が小さくなる

ような特徴量を求める．この繰り返しにより，入力画像に

最も近い画像を生成できる特徴量を求める．

AnoGANを改良したモデルもいくつか提案されている．

Ravanbakhshら [9]は，特徴空間の変数の探索の改良を行

い，Anomaly Detection GAN（ADGAN）の提案をした．

AnoGANでは，異常スコアが変数の初期値や探索回数に

より依存してしまう問題があったが，それを回避するた

めに，探索回数を一定にし，探索された値の平均値をとっ

た．それにより，AnoGANよりも精度が向上した．Zenati

ら [10]は，GANの学習と同時にエンコーダーの学習を行

うことで，特徴空間における探索を省略した．それによ

り，AnoGANや ADGANと比べて数百倍の処理速度にな

り，リアルタイムで処理することが可能となった．本研究

でも，エンコーダーの学習を同時に行い，推論時の処理速

度を高める．

2.3 GANを用いたビデオ予測

従来は，畳み込みニューラルネットワーク（Convolutional

Neural Network: CNN）[11]を用いて，ピクセル単位の動

きを計算し，動きの線形性を仮定して，将来のフレームの

ピクセルの動きを予測するという手法がとられてきた．

GANによるビデオ予測では，映像中の連続する数フレー

ムを入力とし，未来のフレームの画像を生成する．生成画

像と正解画像の全ピクセルの平均二乗誤差を損失関数と

し，平均二乗誤差が小さくなるように学習していく．それ

により，生成画像の見え方が正解画像に近づいていく．

Mathieuら [12]は，平均二乗誤差だけでなく，画像の勾

配も損失関数として使うことを提案した．画像の勾配と

は，隣接するピクセルの差を計算したもので，それにより

画像のぼけが減った．しかし，平均二乗誤差や，勾配だけ

ではビデオでの人や物体の正しい動きを予測することは難

しい．そこで，Liuら [4]は，さらにオプティカルフローの

損失関数を GANの損失関数として使うことを提案した．
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オプティカルフローとは，時間的に連続する画像の中で移

動している物体をベクトルで表現したものである．入力画

像と生成画像，入力画像と正解画像それぞれのオプティカ

ルフローを計算し，その差を損失関数として利用した．オ

プティカルフローを計算することで，映像中の人や物体の

動きを学習することができるようになった．それにより，

見え方と動きの両方に制約をかけることができ，精度が向

上した．本研究では，平均二乗誤差，勾配，オプティカル

フローの 3つの損失関数を用い，予測精度を向上させる．

2.4 異常検知と予測を組み合わせた従来法

異常検知と予測を組み合わせた先行研究は Liuら [4]が

行っている．ビデオ予測の手法を用いることで，異常検知

の精度が高くなることを示した．GANにより，入力画像の

1フレーム先を予測し，画像を生成する．その生成された

画像 Î と正解画像 I との間で異常スコアを計算し，その値

によって異常かどうか判定する．この時，正常の時の異常

スコアと，異常の時の異常スコアの差が大きいほど，正常

と異常の分類が容易になるため，異常検知の精度が高いと

いえる．実験により，判定したい画像を入力してそのまま

復元するより，予測して生成した方が，異常スコアの差が

大きくなることを示した．判定したい画像をそのまま復元

する場合，異常画像を復元すると，正常画像と生成画像の

違いは異常の原因と時刻のずれの 2つがある．一方，1フ

レーム先の画像を予測して生成する場合，異常画像を生成

すると，正解画像と生成画像の違いは，異常の原因のみに

なる．違いが減ることにより，問題が簡単化するため，異

常検知の精度が向上した．そのため本研究では，1フレー

ム先よりも先のフレームを予測することで，正常と異常の

差をさらに大きくし，問題を簡単にして，異常検知の精度

を上げることを目指す．

3. 従来手法

本研究の従来手法である Liuら [4]の手法の説明をする．

この手法では，1フレーム先を予測して異常検知をした．

3.1 ネットワーク

ネットワークについて説明する．映像中のフレーム

I1, I2, ..., It を入力とし，正解画像に It+1 を用いることで，

1 フレーム先の Ît+1 を予測し，生成することができる．

ネットワークの概略図を図 2に示す．

生成画像と正解画像とで，それぞれの損失関数を計算し，

損失関数を最小にするように学習をしていく．損失関数と

は，予測と正解の値のずれを表す関数であり，小さいほど

正確なモデルといえる．以下，損失関数について述べる．

3.1.1 画素値による損失

生成画像と正解画像の見え方を同じようにするため，画

素値による損失を用いる．生成画像 Î と正解画像 I の，各

ピクセルの l2ノルムを計算する．式を以下に示す．

Lint(Î , I) = ∥Î − I∥22 (1)

3.1.2 勾配による損失

2.3節で説明した画像の勾配の損失を用いる．生成画像

と正解画像それぞれの，各ピクセルの x方向，y方向隣接

ピクセルとの差を計算し，の l1ノルムを計算する．式を以

下に示す．i，j は，それぞれ画像中の画素の x座標，y座

標を表す．

Lgd(Î , I) =
∑
i,j

∥|Îi,j − Îi−1,j | − |Ii,j − Ii−1,j |∥1

+ ∥|Îi,j − Îi,j−1| − |Ii,j − Ii,j−1|∥1 (2)

3.1.3 オプティカルフローによる損失

2.3 節で説明したオプティカルフローの損失を用いる．

オプティカルフローの計算は学習済の FlowNetを用いた．

FlowNetは，2枚の画像を入力とし，その画像間のオプティ

カルフローを計算するモデルである．入力画像の最後の画

像と生成画像，入力画像の最後の画像と正解画像のそれぞ

れにおけるオプティカルフローを計算した．式を以下に示

す．f は，FlowNetで計算したオプティカルフローを表し

ている．

Lop = ∥f(Ît+n, It)− f(It+n, It)∥ (3)

3.1.4 GANの損失

生成器と識別器の学習を交互に繰り返す．識別器が学習

されすぎると，生成器が生成した画像を絶対に識別できる

ようになり，生成器の学習ができなくなる．逆に，生成器

が学習されすぎると同じような画像しか生成しなくなる．

そのため，交互に繰り返し，生成器と識別器をほどよいバ

ランスで学習する．以下，生成器と識別器のそれぞれにつ

いて説明する．

生成器は，映像中の連続する tフレーム I1, I2, ..., Itが入

力され，1フレーム先の画像 Ît+1 を生成する．生成画像の

クラスを 0，正解画像のクラスを 1として，生成した画像

を識別器にクラス 1と識別されるように学習をしていく．

生成器の損失関数を以下に示す．

LG
adv(Î) =

∑
i,j

1

2
LMSE(D(Î)i,j , 1) (4)

ここで，LMSE を以下に示す．平均二乗誤差の式である．

LMSE(Ŷ , Y ) = (Ŷ − Y )2 (5)

Ŷ は 0か 1の数値が，Y は 0から 1の数値が与えられる．

識別器は，生成画像 Ît+1と，正解画像 It+1が入力され，

本物か偽物かどうか識別する．正解画像をクラス 1，生成

画像クラス 0と識別できるように学習をしていく．識別器

の損失関数を以下に示す．
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図 2 [4]の手法のネットワークの概略図．生成器によって 1フレーム先を予測し，画像を生成

する．生成画像と tフレーム目と t+1フレーム目の正解画像を用いて損失を計算し，損

失が小さくなるように学習を進める．識別器によって，生成画像が本物か偽物かどうか

の識別を行う．

LD
adv(Î , I) =

∑
i,j

1

2
LMSE(D(I)i,j , 1)

+
∑
i,j

1

2
LMSE(D(Î)i,j , 0) (6)

3.1.5 全体の損失関数

生成器の損失関数は，式（1），式（2），式（3），式（4）

の 4つの損失関数を足したものになる．式を以下に示す．

LG = λintLint(Ît+1, It+1) + λgdLgd(Ît+1, It+1)

+ λopLop + λadvL
G
adv(Ît+1) (7)

λ はそれぞれの重みを表している．これらのパラメータ

は [4]と同じにしている．

識別器の損失関数は以下のようになる．

LD = LD
adv(Ît+1, It+1) (8)

3.2 テスト時の異常スコア

テスト時の評価には，ピーク信号対雑音比（PSNR）を

用いる．PSNRとは，画質を評価する指標であり，数値が

高いほど画質が良い．すなわち，PSNRが高ければ，正解

画像に近い画像を生成できているということなので，正常

と判定される．生成画像 Ît+n と，正解画像 It+n の画像全

体において PSNRを計算する．PSNRの式を以下に示す．

画像の総ピクセルは Nピクセルであり，各ピクセルで計算

する．

PSNR(I, Î) = 10 log10
[maxÎ ]

2

1
N

∑N
i=0(Ii − Îi)2

4. 提案手法

本研究では，1フレームより更に先のフレームを予測す

ることで，異常検知の精度が向上するかどうかを検証する．

以下の 2点を理由に予測フレームを延長する．

図 3 正常な場面を予測する場合と，異常な場面を予測する場合の正

解画像との違いの大きさを示す図．1フレーム先より，さらに

先のフレームを予測した方が，それぞれの正解画像との違いの

差が大きくなるため，異常検知の精度が向上する．

• 予測の難しさが上がり，画像の生成が難しくなる．
• 異常の進行度が大きくなる．
1フレーム先を予測する時，正常な場面を予測する場合，

生成画像の PSNRは高くなり，異常な場面を予測する場

合は，少し下がる．一方，1フレームより更に先のフレー

ムを予測する時，正常な場面を予測する場合でも，予測の

難易度が上がったことにより，PSNRは 1フレーム先を予

測する時ほど高くはならない．異常な場面を予測する場合

は，異常の進行度が大きくなるため，PSNRは更に小さく

なる．正常な場面を予測した時の PSNRと，異常な場面を

予測した時の PSNRの差が大きいほど異常検知は容易に

なるため，予測フレームを延長することにより，異常検知

の精度が上がると考える．図 3に説明の図を示す．

ネットワークは，[4]のネットワークと同じものを使用し

た．正解画像に予測したい nフレーム先の画像 It+n を用

いることで，nフレーム先の Ît+n を予測し，生成する．

本研究では，パッチ分割して評価もする．異常は，画像

中のある一部分にしか映っていない．そのため，画像全体
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図 4 shanghaitech データセットの例．12 シーン含まれている．

で PSNRを計算して評価するよりも，画像をパッチ分割し

てパッチごとに PSNRを計算した方が良いと考える．異

常の大きさは，16分割した時の 1パッチ程度の大きさであ

るため，生成画像と，正解画像をそれぞれ 16分割した．生

成画像と正解画像における，対応するパッチごとに PSNR

を計算する．選択したパッチの PSNRを，そのフレームの

PSNRとし評価する．

5. 実験

5.1 データセット

本研究では，異常検知用のデータセットである，shang-

haitechデータセット [13]を使用する．shanghaitechデー

タセットは，定点カメラから歩道が撮影された映像となっ

ている．一般の歩行者を正常とし，自転車やスケボーなど

の乗り物に乗った人物や，ひったくりや喧嘩などの異常行

動が異常とされている．学習用に 330 動画，テスト用に

107動画が用意されており，12シーンが含まれる．図 4に

全シーンの正常例と異常例を示す．テスト用の映像にのみ

異常が含まれており，計 117個の異常シーンが存在する．

フレームごとに正常，異常のラベルが与えられている．画

像サイズは 856× 480であり，動画は 24fpsである．

5.2 異常検知の性能評価法

本研究では，異常検知の性能評価に以下の 2つの指標を

用いる．

( 1 ) Area Under Curve（AUC）

( 2 ) 異常が始まる時の異常検知成功率

1つ目の AUCについて説明する．AUCとは，Receiver

Operation Characteristic（ROC）曲線を作成した時の，曲

線より下の部分の面積のことである．ROC 曲線と AUC

の例を図 5に示す．異常検知の性能評価によく用いられる

指標である．AUCが大きいほど，異常検知の性能が良い．

ROC曲線は，正常か異常を区別する際の閾値を変化させ

た時の，偽陽性率と真陽性率の関係を表した曲線である．

偽陽性率は，正解が異常である画像を，間違って正常だと

図 5 ROC 曲線と AUC の例．ROC 曲線は，閾値を変化させた時

の偽陽性率と真陽性率の関係を表す曲線．AUCはオレンジ色

の部分の面積．

判定した割合のことである．真陽性率は，正解が正常であ

る画像を，正しく正常だと判定した割合のことである．偽

陽性率が低く，真陽性率が高いほど，異常検知の性能が良

いとされる．実験では，テスト用データセットの全フレー

ムの PSNRを用い，AUCを計算した．

2つ目の，異常が始まる時の異常検知成功率について説

明する．異常の見え方が大きくなるほど，異常検知の精度

が上がるかどうかの検証を目的としている．映像中の，正

常から異常に変わる場面を，異常が始まる時とする．異常

が始まる時，異常の見え方はとても小さいが，その次のフ

レームでの異常の見え方は少し大きくなる．異常が始まっ

てから 4フレーム分の異常検知の性能を評価する．入力を

以下のように変化させ，結果を確認する．

• 正常 4フレーム，異常 0フレーム

• 正常 3フレーム，異常 1フレーム

• 正常 2フレーム，異常 2フレーム

• 正常 1フレーム，異常 3フレーム

入力がすべて正常の時，1フレーム先予測において，予測す

るフレームは異常が始まる時のフレームである．1フレー

ム先よりも先のフレームを予測する際，入力フレームと生

成フレームの間のフレームが正常の時と異常の時の数値も

確認した．本研究では，正常フレームを o，異常フレームを

xと表記する．1フレーム先よりも先を予測する際は，入

力がすべて正常の場合，入力フレームと生成フレームの間

のフレームの異常フレームの数を（）内に表記する．入力

の中に正常と異常どちらも含まれている場合，入力フレー

ムと生成フレームの間のフレームはすべて異常である．n

フレーム先（1 ≤ n ≤ 13）予測における，それぞれの入力

の表記を表 1のように設定する．例えば，3フレーム先を

予測する際は，入力 4フレームがすべて正常の oooo(0)，

oooo(1)，oooo(2)の 3つと，ooox，ooxx，oxxxの 3つの

計 6つの入力の数値を求める．つまり，nフレーム先を予

測する際は，n + 3個の値を求めることなる．また，この

評価をする際，予測フレームの正解はすべて異常となり，

真陽性率を計算することができないため，AUCによる評
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表 1 異常が始まる時の異常検知成功率を評価する際の入力フレーム

の表記．正常を o，異常を xとしている．入力フレームと生成

フレームの間のフレームの異常フレームの数を（）内に示す．

入力 表記

正常 4，異常 0, (0～n-1) oooo(0～n-1)

正常 3，異常 1, (n-1) ooox

正常 2，異常 2, (n-1) ooxx

正常 1，異常 3, (n-1) oxxx

図 6 1～13 フレーム先予測における AUC

価ができない．そのため，閾値を設定し，その閾値よりも

PSNRが低ければ異常，高ければ正常と判定し，異常と判

定した割合で評価する．正解が正常であるフレームの平均

PSNRと，正解が異常であるフレームの平均 PSNRの，平

均値を閾値として定めた．正常から異常に変わる場面は，

テストデータの中に 110個存在する．

5.3 予測フレーム数による性能比較

1～13フレーム先を予測し，それぞれ AUCと異常が始

まる時の異常検知成功率を求めた．AUCの結果を図 6，異

常が始まる時の異常検知成功率を表 2に示す．

AUCにおいては，1フレーム先予測よりも，さらに先の

フレームを予測した方が数値が高いという結果となった．

また，8フレーム先を予測した時の結果が最も高かった．

先のフレームを予測するほど，正常画像と予測異常画像の

差分が大きくなり，異常検知の精度が上がっている．しか

し，8フレームより先を予測する場合，予測の難易度が高

くなりすぎたため，正常画像を予測した場合でも，差分が

大きくなり，数値が低くなったと考えられる．それぞれの

予測における，正解が正常のフレームの平均 PSNRと正解

が異常のフレームの平均 PSNRの差を図 7に示す．正常

と異常の差が大きいほど，概ね異常検知の精度も高くなっ

ていると言える．

異常が始まる時の異常検知成功率においても，入力フ

レームが同じ場合は，予測フレームを延長した方が数値が

高くなる．入力フレームが同じ場合．予測フレームを延長

することにより，予測画像の異常度合いが大きくなるため

図 7 正解が正常のフレームの平均 PSNR と正解が異常のフレーム

の平均 PSNR の差．

図 8 生成画像を 16 分割した時の AUC

である．しかし，予測画像が同じ場合は，予測フレームを

延長するより，1フレーム先予測の方が数値は高くなる．

予測画像が同じ場合，予測フレームを延長するにつれ，入

力フレームの異常度合いが小さくなり，異常画像を予測

することが困難になるためである．また，入力フレームに

異常フレームが多いほど，数値が高くなる．入力に異常フ

レームが増えるにつれ，予測画像の異常度合いが大きくな

るので，正常画像との差分が大きくなり，数値が高くなっ

た．入力がすべて正常の場合，予測画像の異常度合がかな

り小さく，正常画像と変わらない場合が多く，それも数値

が低い原因となっている．

5.4 パッチ分割して評価

生成画像を 16分割して，AUCと異常が始まる時の異常

検知成功率の 2つで評価した．16分割したパッチのうち，

PSNRが最小のものをそのフレームの PSNRとし，評価に

用いた．AUCを図 8，異常が始まる時の異常検知成功率を

表 3に示す．

AUCにおいては，パッチ分割しない方が高い数値が得ら

れた．正常画像を生成する場合でも，全体の PSNRが低い

画像は存在するが，こういった画像をパッチ分割して評価

すると，PSNRが異常画像と比べても小さくなることがあ

る．そのため，AUCは小さくなったと考える．また，パッ
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表 2 1～13 フレーム先予測における異常が始まる時の異常検知成功率．（）内の数字は入力フ

レームと生成フレームの間のフレームの異常フレームの数を表す．赤字は各入力で最も

高い数値．

予測 oooo

フレーム (0) (1) (2) (3) (4) (5) (6) (7) (8) (9) (10) (11) (12) ooox ooxx oxxx

1 57.3 - - - - - - - - - - - - 67.3 70.0 66.4

2 56.4 60.0 - - - - - - - - - - - 67.2 69.1 72.7

3 54.5 57.3 60.9 - - - - - - - - - - 67.3 72.7 71.8

4 54.5 56.4 61.8 67.3 - - - - - - - - - 70.9 71.8 71.8

5 54.5 55.5 59.1 65.5 68.2 - - - - - - - - 70.9 70.9 71.8

6 52.7 52.7 59.1 64.5 68.2 67.3 - - - - - - - 70.9 71.8 72.7

7 56.0 56.9 59.6 62.4 68.8 68.8 67.9 - - - - - - 72.5 72.5 72.5

8 54.1 56.9 56.9 60.6 63.3 67.0 68.8 67.9 - - - - - 70.6 70.6 73.4

9 53.7 56.5 57.4 59.3 63.9 64.8 67.6 68.5 69.4 - - - - 71.3 72.2 71.3

10 53.7 55.6 56.5 60.2 63.0 64.8 64.8 67.6 70.4 70.4 - - - 69.4 70.4 69.4

11 54.6 54.6 57.4 61.1 63.0 63.0 65.7 69.4 69.4 69.4 68.5 - - 68.5 69.4 72.2

12 54.6 56.5 58.3 59.3 60.2 62.0 62.0 66.7 70.4 70.4 68.5 69.4 - 69.4 70.4 70.4

13 55.5 57.4 57.4 58.3 63.0 62.0 61.1 64.8 68.5 65.7 66.7 65.7 67.6 68.5 68.5 69.4

表 3 生成画像を 16 分割した時の，異常が始まる時の異常検知成功率．（）内の数字は入力フ

レームと生成フレームの間のフレームの異常フレームの数を表す．赤字は各入力で最も

高い数値．

予測 oooo

フレーム (0) (1) (2) (3) (4) (5) (6) (7) (8) (9) (10) (11) (12) ooox ooxx oxxx

1 63.6 - - - - - - - - - - - - 72.7 75.5 75.5

2 65.5 67.3 - - - - - - - - - - - 76.4 78.2 78.2

3 60.9 66.4 73.6 - - - - - - - - - - 76.4 75.5 76.4

4 59.1 63.6 68.2 74.5 - - - - - - - - - 77.3 77.3 77.3

5 59.1 60.0 69.1 69.1 74.5 - - - - - - - - 74.5 74.5 76.4

6 54.5 60.0 64.5 70.9 70.0 73.6 - - - - - - - 74.5 72.7 75.5

7 55.0 56.9 64.2 67.9 72.5 71.6 78.0 - - - - - - 76.1 77.1 78.0

8 55.0 58.7 58.7 62.4 68.8 74.3 73.4 75.2 - - - - - 76.1 73.4 74.3

9 57.4 59.3 58.3 61.1 65.7 70.4 75.9 74.1 78.7 - - - - 78.7 76.9 76.9

10 57.4 59.3 62.0 65.7 65.7 67.6 71.3 78.7 75.9 76.9 - - - 74.1 75.9 75.9

11 56.5 60.2 61.1 64.8 66.7 67.6 68.5 73.1 75.9 75.9 75.9 - - 75.0 75.9 75.9

12 56.5 58.3 61.1 63.9 67.6 64.8 69.4 73.1 74.1 75.9 76.9 76.9 - 77.8 77.8 79.6

13 53.7 56.5 60.2 63.0 66.7 67.6 65.7 66.7 73.1 71.3 73.1 72.2 77.8 75.9 75.0 76.9

チ分割しない場合と比べて，予測フレームの延長による効

果があまり出ていない．理由としては，1フレーム先より

先のフレームを予測する場合，画像生成の難易度が高く，

正常画像を生成しても，パッチ分割することにより PSNR

が異常画像と同じくらい低くなるためだと考える．

一方，異常が始まる時の異常検知成功率においては，パッ

チ分割した方が高い数値が得られた．異常が始まる時，入

力フレームには異常の情報がほとんど含まれていないた

め，異常な部分の生成は困難である．パッチ分割すると，

その部分の PSNRの低さが際立つため，数値が高くなった

と考える．また，PSNRが最小のパッチを使用する場合が

最も数値が高い．異常な部分が小さいシーンが多いため，

1パッチを使った場合が最も数値が高くなったと考える．2

パッチ，3パッチを使用した場合，異常な部分以外のパッ

チも評価に利用する場合があり，この時平均の PSNRは高

くなるため，数値は低くなる．この指標では，1フレーム

先予測よりも，先のフレームを予測した方が高い数値が得

られた．

6. まとめと今後の課題

本研究では，1フレーム先から 13フレーム先の予測を行

い，1フレームよりも先のフレームを予測した方が異常検

知の精度が上がるかどうかを検証した．1フレーム先より

も先のフレームを予測した方が異常検知の性能が上がり，

AUCにおいては 8フレーム先を予測した際の結果が一番

高いことが示された．異常が始まる時の異常検知成功率に
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おいても，予測フレームを延長した方が高い数値となった．

また，生成画像をパッチ分割をした方が異常が始まる時の

異常検知成功率が上がることが確認された．

今後の方針としては，予測した画像生成の精度を上げ，

さらに異常検知の精度を上げることを目指す．画像生成の

精度を上げることにより，正常を予測した時の PSNRはさ

らに大きくなり，異常を予測した時の PSNRはさらに小さ

くなると考える．それにより，正常と異常の差がさらに大

きくなり，異常検知の精度が上がると考える．その後，正

解画像を使わずに予測できる手法を考察し，未来の異常を

予測することを目標とする．現在は，ビデオ予測や補完の

手法の調査をしている．

Yuanら [14]は，高解像度の画像から関心領域（Region-

of-Interest:RoI）を切り出して，画像補完の精度を上げる

手法を提案した．画像補完とは，2枚の画像から，その中

間の画像を生成する手法である．物体検出した RoIに対し

て，敵対的損失を適用することで，より物体の詳細な見え

を保存できることを示した．高解像度画像と低解像度画像

からそれぞれ RoIを切り出し，一定の大きさのパッチを生

成する．それぞれのパッチに敵対的損失を適用することに

より，画像全体を用いるよりも，数値が高くなった．また，

敵対的損失で実画像らしさを高めることにより，Optical

Flowを用いた画像補間の欠点であるぼけと遮蔽に対処す

ることを示した．本研究では，画像全体や 16分割したパッ

チを入力していたが，今後は人物や物体の検出をし，RoI

を切り出して入力することにより，詳細な見え方を学習さ

せようと考えている．詳細な見え方を学習することで，生

成の難しい歩行者の生成が綺麗にでき，異常検知の精度が

上がると考える．

Kwonら [15]は，未来と過去をどちらも予測できる双方

向生成器を提案した．ネットワークには，1つの生成器と 2

つの識別器を含み，識別器はそれぞれフレーム識別とシー

ケンス識別をする．シーケンスを用意し，未来を予測する

際は，最後のフレームを除いたシーケンスを入力とし，最

後のフレームを生成するようにする．過去を予測する際は，

最初のフレームを除いたシーケンスを時系列とは逆に入力

し，最初のフレームを生成するようにする．未来を予測し

て生成した画像を，入力シーケンスの最初のフレームを除

いたものに加え，過去の予測をし，最初のフレームを生成

する．ここで生成した過去の画像と，初めに生成した過去

の画像を同じような画像にするように学習をしていく．同

様に，未来の画像も 2枚生成し，学習をする．その後，上

記の 4枚の画像を生成する際に用いたシーケンス 4つを

シーケンス識別器に入力し，時間的に一貫したシーケンス

になるよう学習していく．テスト時は，シーケンスを入力

し，未来フレームの生成をする．本研究では，未来の予測

しかしていないため，過去の予測をすることにより，画像

生成の精度が上がることを期待する．また，シーケンス識

別器を導入することにより，さらに画像生成の精度が上が

ると考える．

これらの手法と本研究で用いたネットワークと組み合わ

せ，画像生成の精度を上げる予定である．
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