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深層学習による要求仕様自動分類手法の提案と評価

北川 貴之1,a) 長岡 武志1,b)

受付日 2019年7月31日,採録日 2020年1月16日

概要：情報システムの要求定義においては，ステークホルダの要求を的確に把握することが重要である．
このステークホルダの要求は，要求仕様として記述される．要求仕様の分析者は，要求仕様の性質を明ら
かにし，要求仕様に重複，矛盾，漏れがないことを確認するため，要求仕様の分類を行う．要求仕様の分
類に関するノウハウは，経験豊富な分析者の暗黙知となっている場合が多いため，経験が少ない分析者で
は，要求仕様の分類に多大な時間を要したり，分類の結果に一貫性を欠くことがある．これまでに著者ら
は，非機能要求に着目し，要求仕様が非機能要求のどの種別に属するのかを深層学習を用いて自動分類す
る手法を試行した．本研究では，要求仕様の自動分類の範囲を機能要求と非機能要求の両方に拡張した深
層学習による要求仕様の自動分類手法を提案する．提案手法の有効性を確認するため，提案手法に基づき
作成した分類モデルの精度を評価する実験を行った．
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Abstract: In a requirements definition phase, stakeholder requirements, which are described in requirements
specifications, need to be identified accurately. Requirements analysts classify requirements specifications to
check if there are any duplications, contradictions, and omissions of requirements in the requirements speci-
fications. However, since such a classification task depends on tacit knowledge of experienced requirements
engineers, for inexperienced engineers, it may take much time to classify requirements specifications, and in
some cases inconsistencies may occur. In our previous work, we tried an automatic classification of non -
functional requirements using deep neural network. In this paper, we extend a scope of our previous approach
to be able to handle functional requirements. In our experiments, we evaluate accuracy of our classification
model based on our proposed method, and the results show its effectiveness.
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1. はじめに

情報システムの要求定義においては，ステークホルダの

要求を的確に把握することが重要である．このステークホ

ルダの要求は，要求仕様として記述される．要求仕様の分

析者は，要求仕様の性質を明らかにし，要求仕様が重複，
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矛盾，漏れがないことを確認するため，要求の分類を行

う [1]．文献 [1]では，要求仕様を機能要求，非機能要求に

分類し，さらに非機能要求を種別ごとに分類する方法が示

されている．たとえば，ある開発現場では，要求仕様の 1

文 1文が，可用性，性能・拡張性など，非機能要求のどの

種別に当てはまるかを人手作業で分類し，要求仕様に重複，

矛盾，漏れがないことを確認している．このような要求仕

様の分類に関するノウハウは，経験豊富な分析者の暗黙知

となっている場合が多く，経験が少ない分析者では，要求

仕様の分類に多大な時間を要したり，分類の結果に一貫性
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を欠くことがある．

要求工学の研究コミュニティでは，文献 [2], [3], [4], [5], [6]

のような要求仕様の自動分類に関する研究が注目を集めて

おり，特に文献 [3], [4], [5], [6]では，機械学習による要求

仕様の自動分類を試みている．文献 [3]では，非機能要求

を自動分類の対象としているが機能要求やそれ以外の文章

は対象としていない．文献 [4], [5]の手法は，英語で作成さ

れた要求仕様を対象としており，日本語で作成された要求

仕様に対しては，同様の性能が出るかは定かではない．ま

た文献 [6]は，日本語で作成された要求仕様を対象として

いるものの，実案件の要求仕様への適用は行われていない．

著者らは文献 [7]において，深層学習を用いた要求仕様の

自動分類を試行した．文献 [7]では，提案依頼書（Request

For Proposal：RFP）に含まれる文章を対象としている．

一般的にRFPには機能，非機能などの要求仕様に加え，シ

ステムの目的や概要，制約事項，プロジェクト管理，入札

の条件などが記述されるが，文献 [7]では非機能要求やプ

ロジェクト管理に関する文章しか扱うことができず，RFP

に含まれるそれ以外の文章は分類することができなかっ

た．本研究では，自動分類の対象に機能要求やそれ以外の

文章も加え，RFPに含まれるすべての文章を対象とした

要求仕様の自動分類手法を提案する．深層学習のモデル

には，文献 [7]と同様に畳み込みニューラルネットワーク

（Convolutional Neural Network：CNN）を利用する．モ

デルの作成および評価のデータには，インターネット経由

で取得可能な官公庁の RFPを用いる．RFPは，表 1 に示

すように中央省庁や都道府県など複数のドメインから収集

した．

一般的に機械学習では，学習時と推論時でのデータの分

布が同じであることを仮定しており，この仮定が崩れると

（機械学習を利用した）システムの精度が落ちてしまうと

言われている [8]．文献 [7]では，調達元のドメインが同じ

RFPは，含まれる要求仕様の分布が類似していると仮説を

立て，この仮説を検証するための評価実験を行った．この

仮説は，調達元のドメインによって RFPに記載される要

求仕様の記述内容や記述レベルに差異がある，という要求

定義の実務経験に基づいて立案した．評価実験より，分類

対象が要求仕様の非機能要求やプロジェクト管理に関する

文章においては，RFPのドメインの違いは分類の精度にそ

れほど大きい影響を与えないという結果を得ている．ただ

し，適用対象を RFPに含まれるすべての文章に拡大した

場合においても，同様の結果となるかは定かではない．ま

た，分類対象の種別を増やしたことにより，分類の精度が

低下することが予想される．本研究では，この課題を解決

するため，以下のような研究設問を設定した．

RQ1：分類対象を RFPに含まれるすべての文章に拡大し

た場合，RFPの調達元のドメインの違いが分類精度に

どの程度影響を与えるか．

表 1 収集した RFP の一覧

Table 1 List of the collected RFPs.

ドメイン ファイル数 文章数

中央省庁 12 10,887

独立行政法人 3 1,145

地方支分部局 12 4,695

市町村 11 4,903

都道府県 9 4,566

公法人 13 2,351

一般財団法人 3 223

準官公庁 4 201

地方公共団体 1 97

総計 71 29,068

RQ2：分類対象を RFPに含まれるすべての文章に拡大し

た場合，文献 [7]に比べ分類精度に影響があるか．

これらの研究設問に対する解を得るため，提案手法を実

装し，評価実験を行った．

以降の本稿の構成を示す．2章では，要求仕様の分類，

および，深層学習を適用した要求仕様の分類の関連研究に

ついて述べる．3章では，提案手法について述べる．4章

では，評価実験について述べる．5章では，考察について

述べる．6章では，本研究の結論を述べる．

2. 関連研究

2.1 要求仕様の分類手法

山田ら [2]は，非機能要求の中でも信頼性に着目し，自

然言語で記述された要求仕様書から信頼性に関する要求仕

様（信頼性要求）を自動抽出し，要求の無矛盾性，非冗長

性，非曖昧性，完全性を検証する手法を提案している．本

手法では，あらかじめ信頼性を特徴づける用語を特定して

おき，特定した用語をキーワードとして利用することで要

求仕様の中から，信頼性要求を自動抽出する．特定した用

語によって正しく信頼性要求を抽出できている例はあるも

のの，本手法では自然言語の文脈を考慮することができな

いため，誤検出が多いことが課題として報告されている．

2.2 機械学習を適用した要求仕様の分類

機械学習を適用した要求仕様の分類手法として文

献 [3], [4], [5], [6] が報告されている．大東ら [3] は，日

本語で作成された非機能要求の分類に適した機械学習の

アルゴリズムを明らかにするため，先行研究で用いられ

た 3種類のアルゴリズム（k-近傍法，Sequential Minimal

Optimization（SMO），Näıve Bayes）の比較評価を実施し

た．大東らの比較評価では，日本語で作成された非機能要

求の分類において，SMOを用いた場合が最も分類精度が

高いと報告されている．文献 [3]では，非機能要求の自動

分類を扱っているのに対し，本稿で提案する手法では，非

機能要求以外にも，機能要求やプロジェクト管理も扱って
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おり，自動分類の対象が異なっている．また，文献 [3]で

比較対象としているアルゴリズムには，深層学習を用いた

アルゴリズムが含まれていない．

Dekhtyarら [4]は，Word2VecとCNNを用いた要求仕様

の分類手法を提案した．Dekhtyarらの手法は，要求仕様を

2種類の種別（「機能要求か非機能要求か」または「セキュリ

ティかセキュリティではないか」）に分類する．Kurtanovic

ら [5]は，サポートベクタマシン（Support Vector Machine）

を用いた要求仕様の自動分類手法を提案している．Kur-

tanovicらの手法は，要求仕様の 2種類の種別への分類（「機

能要求か非機能要求か」）と，非機能要求の 4種類の種別

（Usability，Security，Operational，Performance）への分

類を自動化する．

文献 [4], [5]は，英語で作成された要求仕様の分類を対象

としており，日本語で作成された要求仕様に対しては，同

様の性能が出るかは定かではない．また，Dekhtyarらの手

法は「機能要求か非機能要求か」，「セキュリティかセキュ

リティではないか」といった 2値の分類を扱っているのに

対し，本稿では 3種類以上の要求仕様を分類する多クラス

分類を扱っており，扱う問題の対象が異なっている．

松田ら [6]は，要求仕様の変更要因の 1つである環境の

変化に着目し，自然言語で記述された環境の変化に関する

文章を，機械学習（深層学習）のアルゴリズムの 1種であ

るリカレントニューラルネットワーク（Recurrent Neural

Network：RNN）を拡張した LSTM（Long Short Term

Memory）により非機能要求の 8種類の種別（機能性，信

頼性，使用性，効率性，保守性，移植性，セキュリティ，

コスト）に分類する手法を提案した．ここでの環境とは，

市場動向や法令などの外部環境と，組織・事業内における

ポリシやガイドラインなどの内部環境を指す．松田らの手

法では，訓練データの数が数百件程度と少なく，分類に必

要となる単語が不足していたため，期待どおりの分類がで

きなかったという課題が報告されている．

3. 提案手法

著者らは文献 [7]において，深層学習を用いた要求仕様の

自動分類を試行した．文献 [7]では分類対象の要求仕様が

非機能要求やプロジェクト管理に関する文章のみであり，

RFPに含まれるそれ以外の文章は分類することができな

かった．本稿では，適用対象を RFPに含まれるすべての

文章に拡大し，深層学習を利用した要求仕様の自動分類手

法を提案する．深層学習で利用するニューラルネットワー

クには，文献 [7]と同様に深層学習のアルゴリズムの 1種

である CNNを利用した．

深層学習を利用して要求仕様を自動分類するためには，

あらかじめ要求仕様がどの種別であるのかラベルを付与し

たデータ（本稿では要求仕様にラベルを付与したデータを，

機械学習の学習時に利用する「訓練データ」という名称と

図 1 提案手法の全体像

Fig. 1 Overview of our proposed method.

区別して「教師データ」と呼ぶこととする）を用意する必

要がある．文献 [7]ではインターネット経由で取得可能な

官公庁の RFPを用いて教師データを作成しており，本稿

でも同様にして教師データを作成した．

図 1 に提案手法の全体像を示す．提案手法は，収集し

た RFPからの教師データの作成と，深層学習を用いた分

類モデルの作成からなる．提案手法の処理の流れを以下に

示す．

( 1 ) 教師データの作成：インターネット経由で取得した

RFPのテキストを 1文単位で分割し，それぞれの文に

対しラベル付けを行う．

( 2 ) 分類モデルの作成：教師データを入力とし，ニューラ

ルネットワークで特徴を学習する．

3.1 教師データの作成

要求仕様に関する教師データは，インターネット経由

で取得可能な官公庁の RFPを用いて作成した．収集した

RFPの一覧を表 1 に示す．教師データは，RFPに含まれ

る要求仕様の文に対して，要求仕様の種別を手作業でラベ

ル付けすることで作成する．以下に教師データの作成の流

れを示す．

( 1 ) インターネット経由で官公庁の RFPを収集し，図以

外の部分をテキスト化する．

( 2 ) テキストを句点（。）の単位で 1文に分割する．箇条

書きと表は 1行を 1文とする．

( 3 ) 1文ごとに下記に示す要求仕様の種別をラベルとして

付与する．

表 1 の「文章数」は教師データ作成の作業によって分

割された文章の総数を示している．全文章の文字数の平均

値は 37.5，中央値は 29.0，最大値は 4,753，最小値は 1で

あった．

定義した機能要求の種別の一覧を表 2 に，非機能要求の

種別の一覧を表 3 に示す．「機能要求」は，機能要件の合

意形成ガイド [9]の技術領域を参考に「機能」，「画面・帳

票」，「データ」，「外部インタフェース」の 4種類を定義し

た．なお，機能要件の合意形成ガイド [9]の「システム振

舞い」と「バッチ」をまとめて「機能」，「画面」と「帳票」

をまとめて「画面・帳票」とした．これに，RFPの記述内

容から「環境」，「業務」の 2種類を追加した．「環境」と
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表 2 定義した機能要求の種別

Table 2 Types of functional requirements.

種別 内容

機能 システムの振舞いに関する要求

画面・帳票 システムの画面・帳票に関する要求

データ システムのデータモデルに関する要求

外部インタ

フェース

他システムとの間で発生するデータのやりとりに

関する要求

環境 システムのハードウェア，ミドルウェア，OS，

ネットワークなどに関する要求

業務 新しい業務の在り方や運用をまとめたうえで，業

務上実現すべき要求

表 3 定義した非機能要求の種別

Table 3 Types of non-functional requirements.

種別 内容

可用性 システムを継続的に利用可能とするための要求

性能・拡張性 システムの性能，および将来のシステム拡張に関

する要求

運用・保守性 システムの運用と保守に関する要求

移行性 現行システム資産の移行に関する要求

セキュリティ システムの安全性の確保に関する要求

システム環境・

エコロジー

システムの設置環境やエコロジーに関する要求

は，システムのハードウェア，ミドルウェア，OS，ネット

ワークなどに関する要求であり，非機能要求のシステム環

境・エコロジーとは異なる点に注意されたい．機能要求の

例として，たとえば「QAシステムを利用するためにユー

ザ情報の登録を行う。」*1は機能，「購入者が、所望のペット

を選択し、ショッピングカートの内容を表示する画面」*2は

画面・帳票とラベル付けする．

非機能要求には，非機能要求グレード [10]からシステム

基盤をスコープとした「可用性」，「性能・拡張性」，「運用・

保守性」，「移行性」，「セキュリティ」，「システム環境・エ

コロジー」の 6種類を定義した．非機能要求の例として，

たとえば「オンラインデータを時間当たり、xxxxx件を処

理できること」*3は性能・拡張性，「本システムの運用時間

は、原則として勤務時間内とするが、繁忙期などにおいて

は、可能な限り 24時間運用が行えること。」*3は運用・保守

性とラベル付けする．

RFPには，機能要求または非機能要求のどの種別にも

該当しないものがある．これらには「プロジェクト管理」，

「対象外」のどちらかのラベルを付けた．「プロジェクト管

理」とは，開発ドキュメントや開発体制，テスト方針など，

*1 IPA：機能要件の合意形成ガイド～システム振舞い編～，
https://www.ipa.go.jp/files/000004525.pdf

*2 IPA：機能要件の合意形成ガイド～画面編～，
https://www.ipa.go.jp/files/000004521.pdf

*3 IPA：情報システム調達のための技術参照モデル（TRM）調達仕
様書ひな形編，https://www.ipa.go.jp/osc/trm/trmtemplate.
html

開発プロジェクトを成功裏に完了させるために発注者が開

発プロジェクトに求める要求である．「対象外」は，機能要

求，非機能要求，プロジェクト管理のどれにも該当しない

ものであり，要求仕様の分析を行う技術者にとって不要な

情報である．「対象外」とラベルを付けたものの例として

は，入札の条件，日付情報，発注者の業務拠点の住所や担

当者情報などがあげられる．

文献 [7]では，主に非機能要求，プロジェクト管理に関

する要求仕様のみを学習対象としていたため，推論時にそ

れ以外の文章を入力とすることができなかった．本稿では

それ以外の文章も学習対象としており，RFPに含まれるす

べての文章を推論時の入力とすることができる．また，分

析の対象外であるものを「対象外」とラベル付けしたこと

により，要求仕様の分析を行う技術者が不要な情報を，推

論時に「対象外」としてフィルタリングすることもできる

ようになる．

3.2 分類モデルの作成

3.2.1 前処理

要求仕様の文に対し，形態素解析器を用いて単語に分割

した．形態素解析器には，MeCab [11]を利用した．単語へ

の分割は，後述するニューラルネットワークが入力を単語

レベルで扱うためである．次に単語に分割した文に対し以

下の正規化を行った．

• アルファベットを小文字化する．
• 数字をすべて 0に置き換える．

• 単語の活用形を原形に戻す．
アルファベットの小文字化は，単語を文字種の区別なく

同一の単語として扱うためである．数字については，分類

で利用する可能性がないことから 0に置き換えた．単語の

活用形を原形に戻す処理は，語彙数を減らすために行った．

上記の正規化を行った文に対し，ストップワードの除去

を行った．ストップワードとは，それ自体が意味を持たな

い，一般的で役に立たない，というような理由で自然言語

処理の対象から除外する単語のことである．提案手法で

は，以下をストップワードとし除去した．

• MeCabによって助詞，助動詞，接続詞，接頭詞，連体

詞，記号と判断された単語．

• 文頭の数字．たとえば箇条書きの 1)，2)など．

たとえば「オンラインデータを時間当たり、xxxxx件を

処理できること。」*3（「xxxxx」は適当な数値に置き換えた

とする）という要求は前処理によって「オンライン」，「デー

タ」，「時間」，「当たる」，「0」，「件」，「処理」，「できる」，

「こと」という単語の列に変換される．

3.2.2 単語のベクトル化

前処理を行った文章をニューラルネットワークに入力す

るためには，文章中に含まれる単語をベクトルとして表現

する必要がある．ベクトル表現の次元数削減のため，提案
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図 2 要求仕様分類モデルのニューラルネットワーク構造

Fig. 2 Neural network of our classification model.

表 4 Word2Vec モデルのハイパーパラメータ

Table 4 Hyper parameters for our Word2Vec model.

ハイパーパラメータ 値

次元数 100

単語の出現頻度の閾値 2

ウインドウサイズ 10

手法ではベクトル表現への変換処理にWord2Vec [12]を利

用した．Word2Vecとは，自然言語のコーパス（自然言語

処理などの目的で収集されたテキストデータ）を訓練デー

タとして学習したニューラルネットワークを利用し，コー

パスにある単語を入力するとその単語の特徴をベクトルと

して出力するツールである．Word2Vecモデルの学習には

日本語版Wikipediaのデータを自然言語のコーパスとして

利用した．Word2Vecモデルのハイパーパラメータは表 4

のとおりである．Word2Vecは Pythonのライブラリであ

る gensim [13]の実装を利用した．

3.2.3 学習

本節では要求仕様の文章テキストを分類するためのニュー

ラルネットワークの構造について示す．ネットワークの構

造は文献 [7]と同様であり，文献 [14], [15]に示されている

CNNを利用した構造をベースに，実験を繰り返しながら

改善を加えた．図 2 にニューラルネットワークの構造を

示す．

ネットワークは大きく分けて，(1) 入力層，(2)

Convolution-Pooling層，(3)出力層から構成される．

「(1)入力層」では，要求仕様テキストに対して前処理，

ベクトル化を適用したデータを入力として受け付ける．入

力データの次元は「テキスト中の単語数」×「ベクトル次
元数」となる．「テキスト中の単語数」は入力となるテキス

表 5 要求仕様分類モデルのハイパーパラメータ

Table 5 Hyper parameters for our classification model.

ハイパーパラメータ 値

テキスト中の単語数 100

ベクトル次元数 100

フィルタサイズ 2,3,4,5

ストライド 1

フィルタ数 100

活性化関数 ReLU

活性化関数（出力部分） Softmax

全結合層の次元数 200

Dropout 0.5

L2 ノルムの最大値 3

最適化アルゴリズム Adam

学習率 0.001

損失関数 Categorical Crossentropy

バッチサイズ 100

エポック数 50

トに含まれる単語数の最大値（前処理によって除かれた単

語は単語数のカウントから除く）であり，表 5 のように設

定した．設定した単語数に満たないテキストについては，

残りの単語を 0で埋め，設定した単語数を超えるテキスト

については，超えた部分の単語を切り捨てた．「ベクトル

次元数」は表 4 に示した次元数である．

「(2) Convolution-Pooling層」では，CNNによる畳み込

みおよび Poolingを行う．構造のベースは文献 [15]に示さ

れているものであり，入力データに対し，異なるサイズの

フィルタを並行で適用し，畳み込みを行う（図 2 の (2-1)）．

活性化関数に ReLUを，PoolingにはMax Pooling（図 2

の (2-2)）を利用する．最後にそれぞれのフィルタからの
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Pooling結果を連結（Concatenate）する（図 2 の (2-3)）．

「(3)出力層」には，全結合層を 2層を挿入している．出

力部分の活性化関数には，一般的に 3種類以上の種別の分

類（多クラス分類）において利用される Softmax関数を利

用し，要求仕様の種別を分類する．

図中では省略しているが，過学習を抑制するため「(1)入

力層」と「(2) Convolution-Pooling層」の間，および「(3)

出力層」の 1層目の全結合層の後（図 2 の (a)の部分）に

それぞれDropout層を挿入している．同様に過学習の抑制

のため，(2-1)の畳み込み層と (3)の全結合層には L2ノル

ム制約を課している．学習の速度を上げるため，(2-1)の活

性化関数の手前に Batch Normalization層を挟んでいる．

表 5 に要求仕様分類モデルのハイパーパラメータを示

す．ハイパーパラメータの設定値については文献 [15]で扱

われている設定値をベースラインとし，実験を繰り返しな

がら改善を加えた．

学習モデルはKeras [16]を用いて実装した．Kerasのバッ

クエンドとなる深層学習のエンジンには TensorFlow [17]

を利用した．

4. 評価実験

1章で掲げた研究設問に対する解を導くため，3章で示

した手法を実装し，評価実験を行った．

実験で使用する教師データは，文献 [7]で作成したもの

をベースに機能要求や対象外のラベルを新たに追加した．

非機能要求についても教師データを見直し，データのクレ

ンジングを行った．表 6 はラベル付けを行った要求仕様の

種別の内訳である．

4.1 実験手順

図 3 に評価実験の手順を示す．未知の（学習時に利用し

ていない）RFPに対する性能を評価（テスト）できるよう

に，教師データに含まれる RFPを学習用 RFPとテスト用

RFPに分割することとした（図 3 (1)）．学習用 RFPは分

類モデルの生成に使用し，テスト用 RFPは分類モデルの

評価に使用する．学習用 RFP/テスト用 RFPの選び方は

4.2節に示す実験内容に応じて指定する．

図 3 (2)では，学習用 RFP内の要求仕様を訓練データ，

検証データに分割し学習を行う．本稿では訓練データに対

する性能を訓練性能，検証データに対する性能を汎化性能

と呼ぶこととする．訓練性能，汎化性能は 10-fold交差検

証（学習用 RFP内の要求仕様を 10個に分割し，そのうち

の 9つを訓練データ，1つを検証データとして評価する，

という作業を検証データを変更しながら 10回繰り返す検

証手法）によって評価する．一般的に RFPは章構成を持

ち，特定の要求仕様が偏って発生する傾向がある（たとえ

ばセキュリティに関する非機能要求がセキュリティという

節にまとめて記載される，など）．したがってデータ分布

表 6 要求仕様の種別の内訳

Table 6 Details of the collected requirements specifications.

種別 数 種別 数

機能 1,515 性能・拡張性 502

画面・帳票 899 運用・保守性 2,627

データ 448 移行性 602

外部インタフェース 561 セキュリティ 1,519

環境 2,065 システム環境・エコロジー 747

業務 399 プロジェクト管理 9,306

可用性 463 対象外 7,415

計 29,068

図 3 評価実験の手順

Fig. 3 Procedures of the experiments.

表 7 実験内容

Table 7 List of experiments.

実験 学習用 RFP テスト用 RFP

実験 1 特定ドメインの RFP 学習用RFPと同じドメイ

ンの学習に利用しなかった

RFP

実験 2 特定ドメインの RFP 学習用RFPと別のドメイ

ンの RFP

実験 3 全 RFP（テスト用 RFP

に含まれるものを除く）

学習に利用しなかった

RFP

の偏りを抑制するため，交差検証を行う際は RFP内の要

求仕様をランダムに並べ替えてから要求仕様の分割を行う

こととした．

図 3 (3)では，未知の RFPに対する性能を評価するた

め，10-fold交差検証で生成した分類モデルそれぞれについ

てテスト用 RFPに含まれる要求仕様を用いて性能を測定

し，平均値を算出する．本稿ではテスト用 RFPに対する

性能をテスト性能と呼ぶこととする．

4.2 実験内容

1章で掲げた研究設問に基づいて，4.1節に示した学習用

RFP/テスト RFPを適切に選択し，実験を行う．本稿では

表 7 に示す 3種類の実験を行う．表 7 に示すドメインは

表 1 に示す RFPのドメインを示している．

表 1 では「中央省庁」ドメインが最も文章数が多く，妥
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表 8 実験結果

Table 8 Experimental results.

実験 学習用 RFP

テスト用

RFP 評価指標 全体

機能要求 非機能要求

P
J
管
理

対
象
外

機
能

画
面
・
帳
票

デ
ー
タ

外
部

I/
F

環
境

業
務

可
用
性

性
能
・
拡
張
性

運
用
・
保
守
性

移
行
性

セ
キ
ュ
リ
テ
ィ

環
境
・
エ
コ

実験 1 中央省庁 中央省庁
正解率 57% - - - - - -

F1 値 0.36 0.26 0.25 0.30 0.07 0.13 0.47 0.29 0.33 0.38 0.34 0.30 0.22 0.49 0.22 0.68 0.63

実験 2 中央省庁

地方支分部局
正解率 46% - - - - - -

F1 値 0.31 0.26 0.45 0.39 0.09 0.00 0.55 0.00 0.20 0.05 0.11 0.33 0.09 0.37 0.09 0.59 0.48

市町村
正解率 47% - - - - - -

F1 値 0.33 0.25 0.36 0.47 0.10 0.01 0.41 0.05 0.28 0.21 0.25 0.38 0.29 0.44 0.08 0.56 0.55

都道府県
正解率 56% - - - - - -

F1 値 0.39 0.31 0.33 0.63 0.13 0.02 0.46 0.15 0.34 0.36 0.34 0.37 0.21 0.51 0.13 0.66 0.63

公法人
正解率 45% - - - - - -

F1 値 0.30 0.17 0.09 0.50 0.02 0.10 0.12 0.06 0.27 0.06 0.10 0.44 0.10 0.53 0.30 0.59 0.43

実験 3 全 RFP 中央省庁
正解率 62% - - - - - -

F1 値 0.46 0.37 0.37 0.30 0.18 0.32 0.51 0.43 0.46 0.45 0.42 0.45 0.51 0.53 0.37 0.71 0.67

当性の高い評価ができると考えたため，実験 1，実験 2の

「特定ドメインの RFP」には中央省庁の RFPを選択した．

実験 1では，学習用 RFPとテスト用 RFPを分割するた

め，中央省庁の RFPの 12ファイルを 3ファイルずつ 4グ

ループに分け，1グループをテスト用 RFP，残りの 3グ

ループを学習用 RFPとして利用する，という操作を 4グ

ループ分繰り返し，平均値を評価した．実験 2では，実験

1との比較のため，実験 1の交差検証の各イテレーション

で生成した分類モデルを実験 2の評価対象の RFPにも適

用し，平均値を評価した．評価対象の「学習用 RFPと別

のドメインの RFP」には，比較的文章量の多い（2,000以

上の文章を持つ）ドメインの中で「中央省庁」を除いた 4

ドメイン（「地方支分部局」，「市町村」，「都道府県」，「公法

人」）を選択した．実験 3では，実験 1との比較のため，実

験 1でテスト用 RFPとして利用した RFPのグループを

テスト用 RFPとして，テスト用 RFPを除いた RFPすべ

てを学習用 RFPとして利用し，評価を行った（実験 1の

4つのグループを 1つずつ選択し評価）．

4.3 実験結果

4.1節に示す手順に従い，表 7に示す 3種類の実験を行っ

た．実験結果を表 8 に示す．表 8 の学習用 RFP，テスト

用 RFPはそれぞれ学習時，テスト時に利用した RFPのド

メインを示している．

各実験において正解率（Accuracy）と F1値を算出した．

正解率は分類する種別全体の正解率（Overall Accuracy）

としており，テスト用 RFPに含まれる文章の中で，正し

く分類を予測できた文章の数をテスト用 RFPに含まれる

文章の総数で割った値として算出される．F1値は適合率

と再現率の調和平均として算出される値である．要求仕様

の種別単位での分類精度を評価するため，F1値について

は「機能」，「画面・帳票」，「可用性」などの要求仕様の種

別ごとに算出した．さらに，機能要求，非機能要求および

種別全体で F1値を評価するため，機能要求，非機能要求

および種別全体で適合率，再現率の平均値を算出し，これ

らの調和平均を算出した．表中の「外部 I/F」は「外部イ

ンタフェース」，「環境・エコ」は「システム環境・エコロ

ジー」，「PJ管理」は「プロジェクト管理」を表す．

なお，算出した値はすべて図 3 (3)でテスト用 RFPに対

して評価したときの値（テスト性能）の評価値である．訓

練性能，汎化性能の評価値については図 2 のネットワーク

構造や，表 4 や表 5 のハイパーパラメータを決定する際に

利用したが，詳細データについては省略する．

実験 1と実験 2の結果を比較すると，テスト用RFPとし

て「都道府県」を選択した場合を除いて，実験 1のほうが

正解率，F1値共に高い値が出た．実験 2でテスト用 RFP

として「都道府県」を用いた場合，正解率は実験 1のほう

が高いという結果が出たものの，F1値は実験 2の方が高

い値が算出された．また，学習用 RFPとして全 RFPを利

用した実験 3において正解率，F1値ともに最も高い値が

出た．

実験環境にはAmazon Web Service（AWS）の仮想サーバ

ホスティングサービスであるAmazon EC2（Amazon Elas-

tic Compute Cloud）のGPUインスタンス p2.xlargeを 1台

利用した．実験環境のスペックは vCPU：Intel Xeon CPU

E5-2686 v4@2.30GHz×4，RAM：61GB，GPU：NVIDIA

Tesla K80 × 1，GPU メモリ：12GB である．実験環境

は Docker イメージとして構築し，利用した．Docker イ

メージは NVIDIA 社が提供している CUDA のイメージ

（nvidia/cuda:9.0-cudnn7-runtime）をベースに構築した．
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実験 1と実験 2は訓練データが同じであるため，まとめ

て実験を行った．学習および推論にかかった時間の合計は

実験 1/2が 2時間 19分，実験 3が 5時間 48分であった．

5. 考察

5.1 研究設問に対する考察

1章にあげた研究設問に対して考察を与える．

RQ1：分類対象を RFPに含まれるすべての文章に拡大し

た場合，RFPの調達元のドメインの違いが分類精度に

どの程度影響を与えるか．

実験 1，実験 2の正解率を比較すると，学習用 RFPと同

じドメインの RFPを用いて推論を行った実験 1において

最も高い正解率 57%となっているものの，F1値について

は実験 2でテスト用RFPに「都道府県」を選んだ場合の方

が高い値が出ているなど，ドメインの違いによる影響はそ

れほど大きくないと判断できる．特に機能要求に注目する

と，実験 1と実験 2で F1値に大きな差はなく，ドメイン

の違いによる影響は見られない．これは，機能要求のデー

タの分布が，調達元のドメインだけでなく，調達対象シス

テムの特性にも依存しているためであると考えられる．

また実験 3では正解率が 62%，F1値が 0.46であり，実

験 1，実験 2よりも高い分類精度を得ることができた．こ

れは，文献 [7]で示した結果と同様に，訓練データの RFP

のドメインを固定せず，ドメイン横断で RFPを収集し学

習した場合の方が分類精度が高いことを示している．

実験 3のテスト用RFPに含まれる文章を用いて，要求仕

様を分類した具体例を示す．たとえば，「可用性」とラベル

付けをした「本システムのサービス稼働率は 99.5%以上と

するが、障害が発生した場合においても縮退稼働を可能と

すること。」という文章は，「可用性」（予測確率：0.84）を最

上位の候補として予測した（第 2位は「運用・保守性」（予

測確率：0.16），第 3位は性能・拡張性（予測確率：0.00））．

「性能・拡張性」とラベル付けした「参照するデータを選択

して表示するまでの応答時間は、概ね〇秒以内。」*4という

文章は，「性能・拡張性」（予測確率：0.66）を最上位の候

補として予測した（第 2位は「外部インタフェース」（予測

確率：0.15），第 3位はデータ（予測確率：0.09））．

これらのことから，RFPの調達元のドメインの違いに

よる分類精度への影響は小さいことから，調達元のドメイ

ンを固定して少ないデータで学習させるよりも，様々な調

達元のドメインから訓練データを収集して学習させたほう

が，高い分類精度を得られる可能性がある．

RQ2：分類対象を RFPに含まれるすべての文章に拡大し

た場合，文献 [7]に比べ分類精度に影響があるか．

実験 3の結果より，全RFPを学習データとした場合，正

解率は 62%となった．文献 [7]では，全 RFPを学習データ

*4 「〇」の部分に具体的な数値が記載されたテキストを入力として
予測した．

とした場合の正解率は 69%であり，本稿での実験では正解

率が 7%低下した．

本稿での実験で分類精度が悪化した原因について考察す

るため，分類する要求仕様の種別単位で算出した F1値を

評価する．表 8 の実験 3の結果では，機能要求の F1値が

非機能要求やプロジェクト管理，対象外に比べて低く，特

に「データ」や「外部インタフェース」の F1値が低くなっ

ている．機能要求の F1値が低くなる原因としては，RQ1

の考察にも関連しているが，機能要求は調達対象システム

の特性によって記述内容や記述レベル，使用される用語の

差異が大きいことがあげられる．また，「データ」や「外

部インタフェース」に関する仕様は 1つ 1つの文章が短い

ものが多く含まれるため，適切に特徴を学習することが難

しかったと考えられる．たとえば「データ」については，

データモデルの属性名の仕様，「外部インタフェース」につ

いては，通信プロトコルの種類や伝送するデータの仕様，

伝送タイミングなどが 1つ 1つの文章が短い仕様の例とし

てあげられる．機能要求以外の種別については比較的 F1

値が高く，機能要求の精度向上が今度の課題となる．

5.2 分類モデルによる要求仕様の分類例

実験で作成した分類モデルを用いて具体的な要求仕様の

テキストを分類し，考察を行った．機能要求のテキストは

機能要件の合意形成ガイド [9]の「システム化業務一覧」，

「画面一覧」，「エンティティ一覧」，「外部インタフェース一

覧」，「バッチ処理一覧」，「帳票概要」の表記例から取得した．

表記例には，「機能」，「画面・帳票」，「データ」，「外部イン

タフェース」の 4種別に関する要求仕様の例文が示されて

いた．非機能要求のテキストは非機能要求グレード [10]に

含まれる「02_利用ガイド利用編 .pdf」の「表 3.1.2例示受

注システムの非機能要求の概要」から取得した．「表 3.1.2

例示受注システムの非機能要求の概要」には，非機能要求

の 6種別に関する要求仕様の例文が示されていた．これら

要求仕様の例文を一文単位に分解し，分類モデルによって

分類した．分類結果の抜粋を表 9 に示す．

表 9 の「正解」は，要求仕様の例文の取得元で付与され

ていた種別（分類結果の正解として利用），「要求仕様テキ

スト」は，要求仕様の例文を一文単位に分解したもの，「分

類結果」は，分類モデルが予測した上位 3個の種別とその

予測確率を示している．

本例では，機能要求は全 50個の例文に対し 24個の要求

仕様を正しく分類（表 9 の「正解」に記載の種別を 1位と

して予測）することができた．この内訳は，「機能」が 17

個中 14個，「画面・帳票」が 19個中 10個，「データ」が

6個中 0個，「外部インタフェース」が 8個中 0個であっ

た．「機能」の分類の精度が高く，「データ」，「外部インタ

フェース」で分類の精度が低いことから，機能要求の種別

間で，分類の精度に差があることが分かる．「画面・帳票」
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表 9 要求仕様の分類例

Table 9 Application examples of our classification model.

No 正解 要求仕様テキスト 分類結果（上位 3 個）

1 機能 QA システムを利用するためにユーザ情報の登録を行う。 1. 機能：0.60

2. 業務：0.07

3. 運用・保守性：0.06

2 画面・帳票 ペットストアのポータル。購入、検索、カタログ選択などのメ

ニューを表示する。

1. 画面・帳票：0.89

2. 機能：0.11

3. データ：0.00

3 データ 顧客の個人情報 1. プロジェクト管理：0.63

2. 対象外：0.18

3. セキュリティ：0.07

4 外部インタフェース 受注情報 ○ 販売管理システム 新規 ftp XMLバッチ (定時) 日中 1. プロジェクト管理：0.34

2. 対象外：0.18

3. 環境：0.13

5 可用性 システムは、24 時間電源を投入する。 1. 運用・保守性：0.35

2. 可用性：0.26

3. 環境：0.12

6 性能・拡張性 今後 5年間で取引先が現在の 2倍に増加しても対応可能な拡張性

を確保しておきたい。

1. 性能・拡張性：0.63

2. 可用性：0.09

3. 対象外：0.07

7 運用・保守性 システムを監視し、システムが停止した場合には、運用部門に即

時に報告される仕組みにしたい。

1. 運用・保守性：0.78

2. プロジェクト管理：0.17

3. 移行性：0.02

8 移行性 受注に使用する取引先マスタ、商品マスタを移行する。 1. 移行性：0.83

2. プロジェクト管理：0.12

3. 対象外：0.02

9 セキュリティ 特定の取引先との接続のみを許すが、さらに、取引先マスタ、商

品マスタ等のデータは保護したい。

1. 運用・保守性：0.21

2. セキュリティ：0.19

3. プロジェクト管理：0.12

10 システム環境・エコロジー 耐震は通常レベルの対策で良い。 1. 対象外：0.53

2. プロジェクト管理：0.21

3.システム環境・エコロジー：0.11

については「機能」と分類したものが 5個と多いが，これ

は，教師データの作成時に「画面・帳票」に関する要求仕

様を「機能」とラベル付けしてしまったケースがあるため

であると考えられる．「データ」や「外部インタフェース」

については，RQ2の考察にあるように 1つ 1つの文章が短

いものが多く適切に学習できていなかった可能性が高い．

非機能要求は，全 12個の例文に対して 8個の要求仕様

を正しく分類することができ，すべての例文で分類結果の

上位 3個に正解が含まれていた．

5.3 分類モデルの精度に対する考察

実験 3の結果では，テストデータに対する正解率は 62%

であったが，これが実際の要求定義の作業においてどの程

度実用的であるか考察する．

分類モデルの実用性を評価するため，評価実験で作成し

た分類モデルに対して，著者らが所属するシステムベンダ

企業に在籍する要求定義の実務者 2名にインタビューを実

施した．実務者へのインタビューでは，重点的にレビュー

が必要な重要項目について，要求仕様書から要求仕様をき

ちんと洗い出せているか人手で確認するのは多大な作業時

間を要するため，要求仕様の洗い出しを補完するような目

的で分類モデルを利用することで作業時間を削減できるの

ではないか，またそのような目的であれば現在の精度でも

十分有用なのではないか，というコメントを得た．このよ

うなコメントから，分類モデルのユースケースによっては

現在の精度でも十分実用的であると判断することができる．

また，表 9 で示したように，分類モデルが出力する予

測確率を利用することで分類モデルをより効果的に利用す

ることができる可能性がある．たとえば，表 9 で示した

ように予測確率の高い上位数件を分類結果として示すこと

で，分類結果の再現率を向上させることができると考えら

れる．また，予測確率が一定値以上の結果だけを示すよう

にすることで，正解である可能性が低い分類結果を除外す

ることができ，分類結果の適合率を向上させることができ
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表 10 予測確率を利用した追加実験の結果

Table 10 Additional experimental results with prediction probability.

条件 評価指標 全体

機能要求 非機能要求

P
J
管
理

対
象
外

機
能

画
面
・
帳
票

デ
ー
タ

外
部

I/
F

環
境

業
務

可
用
性

性
能
・
拡
張
性

運
用
・
保
守
性

移
行
性

セ
キ
ュ
リ
テ
ィ

環
境
・
エ
コ

予測確率を利用しない

場合

正解率 62% - - - - - -

適合率 49% 39% 32% 37% 23% 27% 47% 69% 52% 60% 50% 42% 53% 55% 53% 66% 69%

再現率 43% 35% 46% 26% 15% 38% 55% 32% 42% 36% 37% 49% 49% 51% 28% 77% 65%

予測確率上位 3 件の種

別を分類結果として評

価した場合

正解率 86% - - - - - -

適合率 - - - - - - -

再現率 69% 55% 70% 43% 35% 51% 83% 46% 74% 73% 61% 86% 75% 82% 67% 97% 95%

予測確率 0.5 以上の結

果だけを評価した場合

正解率 70% - - - - - -

適合率 58% 48% 44% 49% 26% 49% 53% 64% 63% 80% 67% 51% 58% 63% 57% 72% 75%

再現率 - - - - - - -

ると考えられる．そこで表 8 の実験 3で生成した分類モデ

ルと，利用したテスト用 RFPを用いて，次のような追加

実験を実施した．

( 1 ) 予測確率上位 3件の種別を分類結果として評価

( 2 ) 予測確率 0.5以上の結果だけを評価

表 10 は追加実験の結果である．表中の「予測確率を利

用しない場合」は実験 3における正解率，適合率，再現率

の評価結果を示したものである．

( 1 )では，1つの文章に対して複数の種別を返すため，適

合率については評価せず正解率と再現率のみを評価した．

表 10 の結果から，予測確率上位 3件までを分類結果とし

た場合，正解率は 86%まで向上したことが分かる．再現率

については，5.1節で考察した結果と同様に機能要求の再

現率が低い傾向にあるが，非機能要求の平均が 74%，全体

の平均も 69%と高い値を得ることができた．( 2 )では，予

測確率が 0.5未満であるものは分類結果を得られないため，

再現率は評価せず，分類結果を得られたもののみを対象に

正解率，適合率を算出した．なお，予測確率が 0.5未満で

あり，分類結果が得られなかったものの割合は 24%であっ

た．予測確率が 0.5未満である結果をすべて除外した場合，

正解率は 70%，適合率は 58%と予測確率を利用しない場合

に比べて向上したが，( 1 )に比べると精度の向上幅は小さ

かった．予測確率が低いものを除外することで分類結果が

得られないものが発生することも考慮すると，実務者への

インタビューであげられた「要求仕様の洗い出しを補完す

るような目的で分類モデルを利用する」というユースケー

スでは，予測確率上位 3件までを分類結果として利用する

ことが有効な手段であると考えられる．また，( 2 )の結果

より予測確率の高いものは正解である可能性が高いと判断

できるため，上位 3件の分類結果とあわせて予測確率を提

示することで利用者に有効な情報を提供できると考えられ

る．一方，上位 3件までを提示することで，正しくない分

類結果も一緒に提示されてしまうことがデメリットとなる

可能性がある．この点については，要求仕様の中には 1つ

の文章で複数の要求種別に関係してくるもの，たとえばシ

ステムのログに関する要求仕様はセキュリティと運用・保

守性の両方にかかわってくるなど，も存在するため，分類

結果を 3件提示することで，利用者に新たな気づきを与え

られるというメリットもあると考えており，必ずしもデメ

リットとなるわけではないと考えている．

なお，本稿では，採用した深層学習のアルゴリズムやネッ

トワーク構成，ハイパーパラメータの設定値については簡

易的な予備実験の結果を元に決定しており，網羅的に評価

実験を行ったうえで決定を行った訳ではない．よって，網

羅的に評価実験を行い適切な選択をすることで，より精度

の高い分類モデルを生成することができる可能性がある．

5.4 今後の課題

本実験では，表 6 に示すように，要求仕様の種別のデー

タ数が不均衡であった．機械学習では，アンダーサンプリ

ングなどの手法によりデータ数を均衡させてから学習を行

うのが一般的であるが，本実験では収集したデータの規模

が小さく，またデータの偏りが大きかったため，データ数

を均衡させることができなかった．今後，要求仕様の種別

のデータ数を均衡させ，評価実験を行う必要がある．

本稿では，調達対象システムのドメインの違いに着目し

た実験を行ったが，RQ1，RQ2の考察で述べたように，機

能要求のデータ分布は調達対象システムの特性に依存する

可能性があるため，調達対象システムの特性に着目した実

験を行うことも今後の課題となる．

本稿で分類した機能要求や非機能要求のように，要求仕

様の種別は，階層構造をもつデータととらえることができ

る．本稿では，階層構造を無視してフラットなデータとし

て扱ったが，その他にも階層ごとに学習，分類を行う手法
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など，いくつかのアプローチが提案されている．今後，要

求仕様の階層構造をどのように扱うかについては検討して

いく必要がある．

6. まとめ

本稿では，深層学習によって要求仕様を自動で分類する

手法を提案した．評価実験の結果，62%の正解率で要求仕

様の自動分類ができるという結果を得た．分類モデルの精

度は，訓練データのドメインを特定するよりも，訓練デー

タの量を増やす方が分類の精度の向上に寄与することが分

かった．不均衡な訓練データの扱いや，要求仕様の階層構

造の扱いが今後の課題である．
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