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ユーザの過去ツイートを用いた噂の早期検出

小林　鼓1,a) 藤田 桂英2

概要：インターネットの普及に伴い，twitter等のソーシャルメディアが発展したことで誰でも簡単に情報

発信・収集ができるようになった．これは便利な反面，真実ではない情報や不確実な情報も簡単に広まっ

ていくことに繋がる．自動的に誤った情報を判別する手法としてユーザ間の情報の広まりによる機械学習

が有用である．そこで本研究では，情報の広がり方をより正確に認識できるようにするため，ユーザ特徴

の表現にユーザのツイート内容を活用する．これにより，学習モデルは効果的に情報の経路を特徴づける

ことができ，精度向上につながる．また，先行研究に多く見られる噂の構造的側面からのアプローチに比

べ，早期に収集できるリツイートユーザの情報は噂の早期検出に貢献する．評価実験には先行研究と同様

に噂検出のデータセットである twitter15 を使用し，提案手法で用いるユーザの 2 種類の情報を twitter

APIを用いて付与した．作成したデータセットにおいて噂検出の精度は向上し，ユーザ特徴を用いた伝播

経路による噂検出において過去のツイート内容の使用が有効であることを示した．

1. はじめに

twitter*1や facebook*2，instagram*3といったソーシャル

メディアは，インターネットが普及するにつれて人々のコ

ミュニケーションツールとして広く発展してきた．様々な

立場の人の情報交換の場として利用され，誰もが情報を発

信・受信できるようになった．一方で，このことは悪意の

ある情報や不確実な情報も広めることにつながる．特に近

年では，2016年のアメリカ大統領選においてトランプ派

がソーシャルメディアを活用し人々を扇動するなど，その

影響力は社会情勢を揺るがすほどになっている [1]．ソー

シャルメディアが社会に与える影響が大きくなるにつれ

て，人から人に広まっていく情報のコントロールのため，

「噂」に関する様々な研究が行われてきた．ここでの噂と

は，その真偽を問わずに人々の間で広まっていく話のこと

である．[2]や [3]では災害時の twitter上の噂の分析を行

い，噂を検出することがユーザの安心に繋がることが示唆

されている．

ソーシャルメディアのプラットフォームにおける噂の検

出は人手で行われることが多く，新しい情報が増え続ける
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ソーシャルメディアの特性からも，機械による自動化が注

目されてきた．自動化の手法は大きく分けて噂の拡散構造

に注目して検出する方法と噂に関する最初のツイートに注

目して検出する方法の 2種類であり，現在はどちらの手法

においてもニューラルネットワークを用いた研究が主流と

なっている．拡散構造に基づいた手法では，その噂に関す

るツイートが十分に集まっていなければならず，検出に時

間を要する．噂は人々の目に届く前に検出できることが好

ましいため，噂の元ツイートに注目し早期検出した方が有

用である．初期段階では元ツイートに関わるユーザ情報が

有効とされ，[4]では元ツイートをリツイートしたユーザの

特徴ベクトルを時系列に並べ，RNNの入力とした．この

研究に用いられたユーザの特徴ベクトルは統計情報だけで

作成され，特徴を正確に表せているとはいえない．そこで

本研究では，twitter上の噂の早期検出において，元ツイー

トをリツイートしたユーザの特徴をより正確に表現するこ

とで既存手法の精度向上を図ることを目的とする．twitter

上のユーザ分類問題では，ユーザの twitterにおける行動

を用いることが有用であり，その中でもテキスト情報を用

いることが効果的である [5]．リツイートユーザの特徴ご

とに元ツイートを分類することと，twitter上のユーザ分類

問題は同義であると仮定し，伝播経路を用いた噂検出にお

けるテキスト情報の有用性を確かめる．

提案する手法は，「ユーザの統計情報」と「Doc2Vecに

よりベクトル化したユーザの過去ツイート」の二つの入力

から元ツイートを分類する，RNNを二つ組み合わせた 2

入力のモデルである．まず，twitter上の元ツイートをリツ

1ⓒ 2020 Information Processing Society of Japan

Vol.2020-ICS-199 No.9
2020/3/24



情報処理学会研究報告
IPSJ SIG Technical Report

イートしたユーザの統計情報と過去ツイートを多変量時系

列とみなして，伝播経路をモデル化する．次にこの時系列

データを分類するため，長期的な変化まで学習することが

できる RNNを用いる．統計情報とテキスト情報を同時に

一つの RNNに入力し出力を得ることは困難であるため，

RNNを二つ用いる．

データセットについて，既存手法に用いられているデー

タセットは公開されていないが，twitter15[6]というデータ

セットに twitter APIを用いてデータを追加した旨が述べ

られている．したがって，本研究においても twitter API

を用いて統計情報と過去ツイートをそれぞれ取得し新たに

データセットを作成する．

本研究の主な貢献を以下にまとめる．

• 元ツイートの真偽を検出することで未然に誤った情報
が流布することを防ぎ，ソーシャルメディアをユーザ

にとってより安心できるものにする．

• リツイートしたユーザの情報を時系列化した伝播経路
を用いることで，噂を可能な限り早期に検出する．

• 既存手法の入力を拡張してユーザの過去ツイートを取
り込むことで，より正確な噂検出を行う．

本論文は次のように構成される．まず，噂検出問題と

ユーザ分類の関連研究を紹介する．次に，本研究で扱う伝

播経路を用いた噂の早期検出について，詳細な問題定義と

その手法について説明する．次に，提案手法について紹介

する.その後，評価実験とデータセットについて述べる.最

後に本研究のまとめと, 今後の課題について論じる.

2. 関連研究

2.1 噂検出

近年，ソーシャルメディアで問題となっている噂 (偽

ニュース・誤情報)の検出の自動化に関する研究が注目を

集めている．これまでの自動化手法として盛んに行われて

きたのが人工的な特徴量を用いた機械学習である．また，

噂の流れをネットワーク構造とみなした研究も行われて

きた．さらに最近では，ニューラルネットワークの発展に

伴ってCNNやRNNを用いた研究が注目を集めている [7]．

2.1.1 特徴量ベースの機械学習を用いた手法

[8]では，単語の総数やテキストの長さといった統計情

報に基づいた特徴抽出を行なった．また，投稿の意味にも

注目し感嘆符や疑問符などの感情を表す符号や，単語の極

性，URLの有無等についても統計情報により特徴抽出を

行なった．テキストの感情分析による噂検出は，[9]でも

Linguistic Inquiry and Word Count*4という語彙を抽象化

してカテゴライズする辞書を用いて行われた．また [9]は

感情分析の他に，噂の拡散過程の時間的側面と構造的側面

からも特徴抽出を行なった．[10]は投稿の伝播経路を木構

*4 https://liwc.wpengine.com/

造でモデル化して特徴抽出を行うことで，誤った噂の伝播

経路は他の噂の伝播経路と異なることを示した．

2.1.2 ニューラルネットワークを用いた手法

前述の [11]や [12]のように，現在では CNNや RNNを

使用した手法が注目されている．[13]では，短文の投稿に

対処する方法として，CNNと LSTMを用いて投稿の信頼

性を出力した．短文の投稿をある時点ごとに一つにまとめ

て入力としていた従来の手法と比べて，個々の投稿の意

味を損うことがないため，噂検出の精度向上に貢献した．

[14]はニュース記事の真偽を CNNを用いて判定する際に

補助情報として，生成モデルである CVAEを元として作ら

れた “User response generator”による投稿予測を用いた．

“User response generator”はソーシャルメディアにおける

ニュース記事に対するユーザの投稿を学習したモデルであ

り，ユーザの真偽判定能力が噂検出の自動化に活用できる

可能性を示した．

2.2 ユーザ分類

ソーシャルメディアにおいてユーザを分類することは，

ユーザの興味関心に基づいた広告の掲示やおすすめユーザ

の提案等につながり，またソーシャルボットの検出等にも

貢献するため，今日まで様々な研究がなされてきた．[5]

は，プロフィール情報，ソーシャルメディア上でのユーザ

の振る舞い，投稿のテキスト情報，ソーシャルメディア上

での他ユーザとのつながりの特徴といった四つの観点から

特徴を抽出し，ユーザ分類問題の機械学習による手法を提

案した．実験を行なった三つのタスクすべてにおいて，投

稿のテキスト情報を用いた特徴が有用であることを示した．

[15]はプロフィール情報の統計情報を使用せずにツイート

情報等から新たにアノテーションした結果を用いたモデル

を提案した．また，[16]はニュースの作成・普及に関わる

ジャーナリストをソーシャルメディア上で特定するための

機械学習モデルを提案し，ジャーナリストの検出における

ユーザ説明文に含まれる情報やフォロワー数，フォロワー

比の有用性を示唆した．

3. 噂の早期検出

この章では噂の早期検出の詳細な定義と，提案手法で参

考にした [4]で提案された噂早期検出に対するアプローチに

ついて述べる．twitterにおける噂とは，図 1のように元ツ

イートに対してコメントやリツート，いいねといったリアク

ションがつけられた一連の話の流れのことである．この噂

の集合を A = {a1, a2, ..., a|A|}と定義し，ai に関連するコ

メントの集合をMi = {m1,m2, ...,m|M|}，ユーザの集合
を Ui = {u1, u2, ..., u|U|}と定義する．aiはその噂が事実か

どうかを表すラベル L(ai) = {0, 1}rと対応している．例え
ば本研究で扱うデータセットである twitter15[6]では r = 2

であり，それぞれ L(ai) = 00は ai が “true”であること，
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図 1 twitter における噂の構造

L(ai) = 01は aiが “false”であること，L(ai) = 10は aiが

“unverified”であること，L(ai) = 11は aiが “non-rumor”

であることを表す．噂検出は，メッセージ集合やユーザ集

合を元にモデル f を用いて噂のラベルを予測することであ

り，以下の式で問題を定義できる．

L(ai) =

f(Mi)

f(Ui)
(1)

本研究で扱う早期検出とは，噂が発生してから時間が経

過しておらず，Miや Uiが少ない状態の aiのラベルを出力

することを指す．ここで，Mi は構造化できるほど集まっ

ていないが，Uiは噂の発生初期段階でも比較的集まってお

り，また個々のユーザの特徴はどの時点でも収集可能であ

るため，早期検出には後者の方が貢献する．

3.1 ユーザの特徴を用いた伝播経路による早期検出

3.1.1 問題定義

ユーザ集合の有効性から，[4]では以下に説明するように

ai に関わったユーザのベクトル xj を用いて早期検出に取

り組んでいる．まず，ユーザベクトルを用いて，噂 aiの伝

播経路を可変長の多変量時系列 P(ai) = ⟨..., (xj , t), ...⟩と
定義する．ここで，(xj , t)はユーザ xj が時間 tにおいて

aiに関するリアクションを起こしたことを意味するタプル

である．また，噂に関する最初のツイートが投稿された時

刻を t = 0とするため，時系列上では t > 0である．この

多変量時系列に基づいて噂検出は式 (2)のように定式化さ

れる．

L(ai) = f(P(ai)) (2)

さらに，早期検出のためには時系列データすべてではな

く，一定時間までの伝播経路だけで識別できるモデルであ

る必要があるのでデッドライン T を設けた多変量時系列

P(ai, T ) = ⟨(xj , t < T )⟩ に基づいて式 (3) と問題を定義

する．

L(ai) = fT (P(ai, T )) (3)

表 1 先行研究で使用されているユーザのプロフィール情報

（[4] を参考に作成）

No. プロフィール情報 型

1 ユーザ説明文の長さ Integer

2 ユーザ名の長さ Integer

3 フォロワーの数 Integer

4 フォローの数 Integer

5 ツイート数 Integer

6 登録からの経過時間 Integer

7 認証の有無 Binary

8 位置情報付与の有無 Binary

3.1.2 ユーザ特徴に統計情報を用いた手法

[4] ではユーザベクトルとして表 1 に示すユーザのプ

ロフィール情報を使用して，多変量時系列を作成する．

P(ai)が得られたら，それを長さ nの固定長の多変量時系

列 S(ai) = ⟨x1, ...,xn⟩に変換する．変換の際に，P(ai)内

のタプルが nより多い場合は最初の n個を S(ai)として扱
い，少ない場合は n個になるまでランダムにオーバーサン

プリングする．

作成した固定長の多変量時系列を入力として再帰型ニュー

ラルネットワーク（GRU）と畳み込みニューラルネット

ワーク（CNN）の二つを用いてラベルの出力を得る．この

モデルは，それまでの噂早期検出のどのモデルよりも高い

精度を示している．

4. 過去ツイートによるユーザベクトルを用い
た噂の早期検出手法

本論文では，ユーザの特徴を用いた伝播経路による噂の

早期検出において，ユーザの過去のツイートを用いてユー

ザの特徴を表現することを提案する．図 2に概要を示す．

twitter APIにより取得したユーザの過去ツイートを一つ

の文書とみなし，Doc2Vecを用いてユーザベクトルに変換

し，多変量時系列を作成する．また従来手法で使用されて

いる統計情報も同時に入力とするため，新たに GRUを用

いた 2入力１出力の学習モデルを用いる．

4.1 ユーザベクトルの作成

4.1.1 ツイッターにおけるユーザ情報の収集

ユーザベクトルを作成するために，twitter APIにより各

ユーザのこれまでのツイートを取得する．twitter APIの

仕様上ある一定時間内で大量のデータを取得することが困

難であるため，本研究で取得するツイートの数は 1ユーザ

あたり 100ツイートとする．また，先行研究において統計

情報を用いて作成したデータセットが公開されていないた

め，統計情報についても取得する必要がある．そのため同

様に twitter APIを使用して統計情報を取得する．twitter

APIで得られるプロフィール情報は表 2に示すとおりで，

表 1で示すもの以外にも取得できる情報がいくつか存在す
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図 2 提案手法の概要

表 2 twitter API により取得できるプロフィール情報一覧 ([17] を

参考に作成・一部省略)

返り値 型 説明

name String ユーザ名

screen name String @で始まるユーザ名

location String ユーザ定義のユーザの場所

url String ユーザ定義の url

description String ユーザ定義のユーザ説明文

protected Boolean 非公開設定の有無

verified Boolean 認証設定の有無

followers count Integer フォロワーの数

friends count Integer フォローの数

listed count Integer ユーザが含まれる公開リストの数

favourites count Integer ユーザがいいねした数

statuses count Integer リツイートも含むツイートの数

created at String アカウント作成時の UTC 日時

default profile Boolean プロフィール画像変更の有無

る．そこで，本研究においては統計情報として従来のもの

に加えてフォロー／フォロワー比，プロフィール画像の有

無，年齢を使用することとする．フォロー／フォロワー比

はフォロー数とフォロワー数を用いて計算し，フォロワー

が 0のときは 0とする．年齢はユーザ定義のユーザ説明文

から，[5]で用いられている以下の正規表現により取得し，

正規表現とマッチしないとき 0とする．

(I|i)(m|am’|m)([0 -9]+)(yo|yearold)

4.1.2 Doc2Vecによるベクトル化

4.1.1項で収集した 100ツイートを一つにまとめて文書

とみなし，Doc2Vec を用いて文書ベクトルとすることで

ユーザベクトルを作成する．収集したツイートをDoc2Vec

の学習に使用し，Doc2Vecの隠れ層の次元は 300に設定す

る．各ユーザのツイートを一つの文書としてベクトル化す

ることで，各ユーザのツイートの性質を表した文書ベクト

ルを作成することができ，統計情報より正確にユーザの特

徴を表現することができると考えられる．アカウントを非

公開設定にしている等の理由でツイートを取得できないア

カウントのユーザベクトルは，同一ラベル内のユーザのベ

クトルをランダムに選択して使用する．

4.2 GRUを用いた 2入力 1出力モデル

ユーザベクトルで構成された伝播経路から噂検出をする

ための学習モデルとして再起型ニューラルネットワーク

(RNN)を応用した Gated Recurrent Unit(GRU)[18]を用

いる．GRUユニットは，伝播経路のユーザベクトル xt と

一つ前の時点における隠れ層 ht−1 を入力として，以下の

式 4に従って隠れ層 ht を出力する．h0 = 0である．

zt = σ(Uzxt +Wzht−1)

rt = σ(Urxt +Wrht−1)

h̃t = tanh(Uhxt + ht−1 ⊙Whrt)

ht = (1− zt)⊙ ht−1 + zt ⊙ h̃t

(4)

ここで，Uz,Ur,Uh ∈ Rm×d,Wz,Wr,Wh ∈ Rm×m は重

み行列で，dはユーザベクトル xtの次元，またmはGRU

ユニットの出力の次元である．tanh(·)はハイパボリックタ
ンジェント関数を表し，⊙は要素積を表す．GRUユニッ

トによる出力を一つのベクトルにまとめるため，以下の式

5により平均プーリングを施し，伝播経路の最終的なベク

トル表現とする．

s =
1

n

n∑
t=1

ht (5)

統計情報と過去ツイートによる二つのベクトルでそれぞれ

構成された伝播経路のベクトルを異なる GRUでそれぞれ

出力する．式 6のように，得られるベクトルを連結したも

のをソフトマックス関数に代入しラベルを出力する．ここ

で，sS，sT をそれぞれ統計情報とユーザベクトルで構成

された伝播経路のベクトルとする．
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表 3 提案手法のモデル構成

ハイパーパラメータ 選択した値 実験範囲 (刻み幅)

GRU hidden size 96 32-128(32)

Adadelta learning rate 0.5 0.1-0.8(0.1)

Adadelta weight decay 0.12 0.1-0.2(0.01)

drop rate 0.5 0.1-0.9(0.1)

batch size 96 16-96(16)

表 4 twitter15 の構成内容

統計項目 総数

true 372

false 370

unverified 374

non-rumor 374

合計 1490

sC = Concatenate(sS , sT )

l = ReLU(sC)

z = Softmax(l)

(6)

4.3 モデル構成

提案手法の実装は Python3で行い，ニューラルネット

ワークモデル実装のために PyTorch[19] を用いる．モデ

ルは，出力とデータセットのラベルとの損失関数を最小

にするように学習する．重みとバイアスの更新には最適

化アルゴリズム Adadelta[20] を用いる．過学習を防ぐた

め，Dropout[21] を各 GRUの隠れ層と GRUの出力の結

合層に適用する．学習のエポック数は 200 に設定する．

optuna*5によりパラメータチューニングを行い，決定した

モデルのハイパーパラメータの一覧を表 3に示す．実験に

用いるデータセットのうち 10%をテストデータとして，残

りのデータで四分割交差検証を行うこととする．

5. 評価実験

5.1 データセット

5.1.1 使用するデータセット

提案モデルを評価するために，twitter上の実データに

より構成される噂検出のためのデータセットである twit-

ter15[6]を用いる．このデータセットはソースツイートを

リツイートしたユーザにより伝播経路が構成されている．

ラベルは “true”，“false”，“unverified”，“non-rumor”の四

つであり，“true”・“false”は噂が「真」か「偽」かを表し，

“unverified”は「噂の真偽が不明」であることを表す．ま

た，“non-rumor”はソースツイートが「噂ではない」情報

に関するツイートであることを示す．データセットの統計

量を表 4に示す．公開されているデータセットはユーザ情

報が含まれていないため，twitter APIでプロフィール情

報と過去ツイートを収集する．

*5 https://preferred.jp/ja/projects/optuna/

表 5 追加情報の取得結果

統計項目 総数

データセット内のユーザ総数 368,113

プロフィール情報を取得できたユーザ数 330,619

多変量時系列のユーザ総数 102,923

ツイート情報を取得できたユーザ数 81,596

5.1.2 追加要素の収集結果

ユーザ情報を取得した結果について，表 5に示すように

なった．まずソースツイートをリツイートしたユーザにつ

いて，twitter APIによりプロフィール情報を取得したが，

twitter15内のユーザのうち約 4万人分のデータが取得で

きなかった．得られたプロフィール情報で n = 100とし

て多変量時系列を作成した結果のユーザ総数が表 5に示す

多変量時系列のユーザ総数となった．作成した多変量時系

列のユーザベクトルに付与する形で twitter APIによりツ

イート情報を取得したが，非公開等の理由で約 1万ユーザ

のうち 20%ほどのユーザのツイートを取得することができ

なかった．

5.1.3 過去ツイートに対する前処理

ユーザのツイートを使用するにあたり，学習に影響を与

える単語や文字を取り除いた．具体的には，どんなツイー

トでも登場しうる一般的な表現や単語として意味を成さ

ないものの削除を行い，Doc2Vec の単語埋め込みにおけ

るユーザの特徴の学習効率を高めた．まずツイートをすべ

て小文字に変換し，手動で引用リツイートする際に用いる

“rt”やリプライツイートの先頭に表示されるユーザ名であ

る “@screen name”，記事やウェブサイトのURLを削除し

た．次に，無駄な改行や空白，記号等を削除し，絵文字も

削除した．また，一文字以下の単語は意味をなさないと判

断し削除した．最後に，ストップワードと呼ばれる，一般

にすべての文章に頻出する単語群を消去した．出現頻度が

多い単語は単語分散表現の精度を落とすと言われており，

これを除去することでより効率よく文書ベクトルの学習が

進むようにした．ストップワードの除去には自然言語処理

用のライブラリである NLTK*6を用いた．

5.2 実験設定

5.2.1 比較モデル

本実験では提案手法の，噂検出におけるユーザ特徴にツ

イート情報を用いることの効果を検証するため，従来手法

であるプロフィール情報を用いたモデルとの比較を行なっ

た．新たに取得した統計情報を追加した場合の効果も検証

するため，以下に示すユーザ特徴とモデルの組み合わせで

実験を行なった．

既存手法： ユーザ特徴はプロフィール情報だけを使用，

学習モデルに GRU+CNNを使用．

*6 https://www.nltk.org/
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表 6 twitter15 における噂検出結果 (それぞれのラベルの列は F1 値を表す．)

手法 精度 true false unverified non-rumor

既存手法 0.518 0.393 0.402 0.553 0.763

既存手法+apf 0.516 0.409 0.375 0.494 0.777

提案手法 0.529 0.530 0.281 0.476 0.712

提案手法+apf 0.526 0.505 0.356 0.527 0.667

提案手法 −pf 0.521 0.420 0.452 0.475 0.724

既存手法+apf： ユーザ特徴はプロフィール情報と新た

に追加したプロフィール情報 (added profile features)

を使用，学習モデルに GRU+CNNを使用．

提案手法： ユーザ特徴はプロフィール情報とツイート情

報を使用，学習モデルに GRUを用いた 2入力 1出力

のモデルを使用．

提案手法+apf： ユーザ特徴はプロフィール情報と新た

に追加したプロフィール情報とツイート情報を使用，

学習モデルに GRUを用いた 2入力 1出力のモデルを

使用．

提案手法−pf： ユーザ特徴にプロフィール情報 (profile

features)を使用せずツイート情報だけを使用，学習モ

デルに GRU+CNNを使用．

5.2.2 伝播経路の固定長 nの設定

評価実験の入力に用いる，多変量時系列の固定長 nについ

て，既存研究の結果に基づいて設定した．[4]では twitter15

において，n = 40となると学習モデルの精度は収束し，n

をそれ以上大きくしてもほとんど変化がないことが示唆さ

れた．そこで本実験では，nに起因する精度の向上が十分

に収束していると判断できる n = 50とした．

5.3 実験結果

実験に用いたすべてのモデルのテストデータに対する精

度と F1値は表 6のようになり，提案手法であるツイート

情報とプロフィール情報を用いたモデルが最も高い精度

を示した．既存手法と既存手法+apf，提案手法と提案手

法+apfをそれぞれ比べるとほぼ変わらない精度となり，プ

ロフィール情報をこれ以上増やしても精度向上は見込めな

いことが示された．既存手法と提案手法を比べると，提案

手法が既存手法を上回り，ツイート情報を含めたユーザベ

クトルを用いることで精度が向上することが示された．以

上のことから，プロフィール情報だけでユーザの特徴を表

現し伝播経路を構成するには限界があり，より正確な伝播

経路を作成するにはツイート情報を使用した方が良いこと

が示唆された．

提案手法 −pfは既存手法と同等の精度になり，提案手法

と比べると精度が低くなった．このことから，プロフィー

ル情報はユーザを特徴付けるには足りないが，不必要では

ないことが示された．ユーザの特徴をより正確に表すに

は，プロフィール情報とツイート情報の二つを用いるべき

であり，それらで構成される伝播経路が最も噂検出に貢献

することが確認できた．

各ラベルの F1値を見ると，提案手法は既存手法と比べ

て “true”のスコアが高くなっており，ツイート情報を用い

ると “true”である噂の伝播経路をより特徴づけしやすく

なることが示された．逆に，“false”のスコアが既存手法と

比べて低くなってしまった．図 3に示す混同行列において

も同様の予測正誤の様子が確認され，既存手法と比べて提

案手法は “true”を正しく予測できたが，“false”を “true”

と予測する傾向が強かった．しかし，‘true”と “false”の

予測正誤の様子を見ると，既存手法では “true”を “false”

と誤って予測してしまった数が提案手法より多くなってお

り，伝播経路の分類精度の観点では，提案手法が勝ってい

るといえる．

5.4 議論

5.4.1 データセットに対する精度の低さ

本研究に用いたデータセット twitter15を用いた先行研

究における精度は，表 7に示すとおりで，本実験で実装し

たモデルは既存手法 [4]の精度を再現できていない．最も

大きな要因としてあげられるのが，経年によるデータセッ

トのユーザデータの損失である．表 5で示すように，既存

手法のプロフィール情報取得時点で約 4万件のユーザ情報

が損失しており，データセットを完全に再現することがで

きなかった．不完全なデータセットではモデルは正しい伝

播経路を学習できずに，精度に影響を与えたと考えられる．

また，既存研究ではユーザ情報を取得するスクリプトを公

開していないため，twitter APIによる情報取得の実装が

異なっていた可能性も考えられる．

提案手法であるツイート情報の取得でもユーザデータの

損失が問題となっている．約 2万件のツイート情報が取得

できていない状態でユーザベクトルを作成し伝播経路を構

築したため，本来の伝播経路と異なった伝播経路を構築し

てしまった可能性が否定できない．そのため，より実デー

タに即したデータセットを用いることで提案手法の精度向

上が見込める．

6. おわりに

6.1 まとめ

本論文では，ユーザの特徴を用いた伝播経路による噂の
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[1] 既存手法 [2] 提案手法

図 3 提案手法と既存手法の混同行列

表 7 先行研究における精度 ([4] を参考に作成)

手法 　精度

GRU 0.646

RFC 0.565

PTK 0.750

PPC RNN 0.811

PPC CNN 0.803

PPC RNN+CNN 0.842

早期検出において，ユーザの特徴として新たにユーザ分類

問題で有用とされている過去ツイートを用いることを提

案した．また，同時にユーザベクトルに統計情報を入れた

場合と入れなかった場合の精度の比較も行い，統計情報が

ユーザの特徴を表すのにどの程度貢献しているかを確認

した．

噂検出に用いられるデータセット twitter15に，twitter

APIにより必要なユーザの情報を付与し実験を行った結

果から，噂の伝播経路作成の際のユーザ特徴として過去ツ

イートを用いることは有用であることと，ユーザを特徴づ

ける情報としてはプロフィール情報とツイート情報の両方

を用いた方が良いことが示された．

6.2 今後の課題

提案手法は，ユーザ分類の分野で有用な過去ツイートを

用いており，実験結果からもその有効性が示されている．

これは，ユーザの特徴を用いた伝播経路の分類における

ユーザの特徴の定義とユーザ分類問題が同義であることを

裏付ける結果である．したがって，ユーザ分類の手法をよ

り詳しく調査して噂の伝播経路構築に役立てることが今後

期待される．

本研究はソーシャルメディアとして代表的な twitterに焦

点を当てたが，その他にも facebookや instagram等，ユー

ザ情報を利用できるメディアは多数存在する．本研究によ

り過去の投稿を利用したユーザ特徴を用いた伝播経路の構

築が情報の信憑性を確認するのに有効な手段であると確か

められたので，他のメディアへの応用が期待される．
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