
  

 

 

 

物体情報の活用による画像の超解像 
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概要：低解像度の画像を高解像度の画像に変換（超解像）する技術は過去にも多く提案されているが，

幾何学的な構造やテクスチャが復元できず，物体特有の見た目が失われがちであった．我々は，物体認識

器から得られる物体情報（人，自動車，建物，道路，樹木などのラベル）と超解像器を組み合わせて用い，

精度の向上を図る．具体的には，画像中の各物体毎に，その物体カテゴリ専用に用意された超解像器を適

用する，というのが基本的なアイデアである．実験の結果，既存手法と比較して，1/90 程度のデータセッ

トしか学習に用いない場合でも，提案手法の結果は既存手法に比べ，匹敵するか，もしくは，上回る画質

を達成できる可能性が確認できた． 
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1. はじめに 

低解像度の画像を高解像度の画像に変換（超解像）する技

術は過去にも多くの提案がある [1]．しかし，常に高品質な

結果が得られるとは限らない．特に，既存技術では幾何学的

な構造やテクスチャを復元することが難しく，物体特有の

見た目が失われがちである．そこで，我々は物体認識器から

得られるような物体情報（人，自動車，建物，道路，樹木な

どのラベル）と超解像器を組み合わせて用いることで，画質

の向上が得られないかという点に着目し，研究を行ってい

る．具体的には，入力画像に物体認識器を適用し，画像中の

何処にどのカテゴリの物体が存在しているかを特定した上

で，各物体の存在箇所に対し，その物体カテゴリ専用に準備

した超解像器を適用する，というのが基本的なアイデアで

ある． 

一方，物体認識器も完璧ではない．全自動で計算され出力

される結果を観察すると，おおまかには各物体の存在箇所

が特定できているものの，ピクセル単位で正確な情報を得

ることが難しかった．そこで，今回は物体認識器は用いず，

ユーザが手作業で物体情報を入力することで実験を行った．

超解像器は物体カテゴリの数だけ存在する．各超解像器の

対応できる物体の範囲を絞り込んだため，各超解像器の学

習に必要なデータセットの数が大幅に削減できるというこ

とが分かった．具体的には，既存手法と比較して，1/90 程度

のデータセットしか学習に用いなかったにも関わらず，提
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案手法の結果は既存手法の結果に比べ，匹敵するか，もしく

は，上回る画質を達成できる可能性が見えた． 

 

2. 既存手法 

SRGAN は 2016 年に Ledig らによって発表された超解像

器である [2]．8192 枚の画像を学習した超解像器は高画質な

結果を生成でき，その後の多くの文献で引用されている．

我々が着目している SRGAN の問題点は，幾何学的な構造や

テクスチャを復元することが難しく，物体特有の見た目が

失われてしまう，という点である．例えば，図１-中央の

SRGAN の結果を見ると，髪飾りやネックレスの部分などの

構造が崩れてしまっている． 

 

図 1: SRGAN による画像の超解像結果 [2]．左から入力画像

（125×120 ピクセル），出力画像（500×480 ピクセル），正

解画像． 
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我々が調査した限りでは，SRGAN 以降に発表された論文

で，SRGAN よりも優れた結果を出力できているものは，あ

る分野に特化した超解像器が多いという印象である．例え

ば，人の顔に特化した超解像器は高画質な超解像結果を出

力できる [3].また，画像検索器を介し，データセットの中か

ら入力画像に類似した画像を検索し，その上で超解像に用

いる手法 [4]がある．ただし，この手法は検索された類似画

像を超解像のためのサンプリングの対象として用いる手法

であり，そのため，超解像された出力画像の見た目が入力画

像から大きく変化してしまう可能性がある．また，動画の超

解像については時間的に補間し合える情報を利用できるた

め，驚くほど高画質な超解像結果を得ることが可能となる 
[5]．しかし，この手法を静止画像の超解像に適用すること

はできない． 

Blauらは 2018年に発表した論文で超解像器の評価を行っ

ている [6]．超解像器は通常，入力された低解像度の画像か

らの歪みがなるべく小さくなるように，高解像度な画像を

生成しようとする．この時，結果の品質と歪みの間に図 2 の

ような関係があることが確かめられている．図 2 の縦軸は

超解像画像の知覚品質であり，ユーザテストによって主観

的に評価される定性的な値である．図 2 の横軸は歪みであ

る．これは定量的な値であり，低解像度画像と超解像画像の

間で計算される MS-SSIM 誤差である．図 2 より，結果の品

質を高く保ちつつ，歪みを小さくすることは同時には達成

できず，即ち，品質の高い超解像画像を生成したいならば，

歪みは大きくなるべきであることが示されている．我々は

知覚品質の向上を第一の目標と捉え，図 2 のなるべく右下

に位置するようなアルゴリズムを開発したい．  

 

図 2: 縦軸が超解像画像の知覚品質，横軸が低解像度画像

と超解像画像の間の歪み [6] 

3. SRGAN 

SRGAN は，generative adversarial network (GAN)に基づい

た超解像器である [2]．GAN は generator と discriminator と
いう 2 つのネットワークから成る．SRGAN の generator と
discriminator を図 3 に示す． 

まず，generator は低解像度画像と高解像度画像のペアか

らなるデータセット（8192 ペア）を用い，低解像度画像を

入力すると対応する高解像度画像が出力されるように学習

しておく．この時，次の MSE 誤差に基づく loss 関数を最小

化することを目標に学習を行う： 

 

ただし，𝐼𝐼𝐿𝐿𝐿𝐿は低解像度画像，𝐼𝐼𝐻𝐻𝐿𝐿は高解像度画像，𝜙𝜙𝑖𝑖,𝑗𝑗(𝐼𝐼)は
画像 I を学習済み VGG19 モデルに入力した時に出力される

特徴量のベクトルとする．  

 

図 3: SRGAN のネットワーク構造 [2] 

上記の学習で得られる generator を出発点とし，GAN の学習

を行う．まず，discriminator の学習を行う．Discriminator の
仕事は入力された高解像度画像が generator によって生成さ

れたものか否かを正しく判定することである．Generator に

よって生成された超解像画像が入力された際は 0 を，オリ

ジナルの高解像度画像を入力された際には 1 を出力するよ

うに discriminator の学習を行う．次に，generator の学習を行

う．GAN モデルにおける generator の仕事は，discriminator
が 1 を出力してしまうような画像を生成する，即ち， 
discriminator が超解像画像をオリジナルの高解像度画像と

見間違えてしまうような画像を生成することである． この

generator の学習の際は，discriminator ネットワーク内のパラ

メータは更新しないようにしつつ，discriminator が 1 を出力

するように generator ネットワーク内のパラメータのみを更

新する．以上の discriminator と generator の学習を交互に行

うことによって両者の精度を上げていく． 

GAN における generator の目的は discriminator をだます（1
を出力させる）ことであり，言い方を変えれば，だませるの

であれば generatorの出力は何でも構わず，従って， generator
の出力が入力した低解像度画像の超解像画像になる保証が

ない．そこで，MSE 誤差に基づく loss 関数を最適化したモ

デルを GAN の学習の出発点とし，それの性能を上げていく

ような学習を行っている． 
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4. 提案手法 

本手法では，物体カテゴリ毎に超解像器を用意した．超解

像器のモデルは SRGAN と同じである．入力画像にそれらを

適用することで，物体カテゴリと同数の超解像画像が得ら

れる．物体毎に適切な超解像画像を使いたいため，ユーザは

手作業で物体の存在箇所を指定し，合成を行う．既存手法で

は，8192 枚のデータセットを長時間掛けて学習し，単一の

モデルを作っていた（図 2）．一方で，提案手法では各超解

像器毎に学習すべきデータセットは，その物体カテゴリの

画像のみとなるためデータセットの量が少なく済み，その

結果，短時間で学習が済むと考えた． 

 

図 4: 左は提案手法の「道路」カテゴリの超解像器（32 枚

の画像を学習）の結果．右は既存手法（8192 枚の画像を学

習）の結果．  

図 4 に提案手法の「道路」カテゴリの超解像画像と，既存

手法による超解像画像を掲載した．両者を比較すると，提案

手法は圧倒的に少ないデータセットしか学習していないに

も関わらず，既存手法に匹敵した結果が出力できている．デ

ータセットの量は既存手法に比べ 1/256 も少ないが，データ

セットを道路のみに絞ることで，道路の物体構造をより素

早く学習できたからではないかと考えている．一方で，デー

タセットが削減できたことに伴い，学習時間も大幅に削減

することが可能になることを期待したが，学習時間は 1/5 程

度は必要となり，それ以上に学習時間を削減すると，満足の

いく結果が出せないという結果になった． 

 

図 5: 図 4 の結果を出力するためのデータセットの量と学

習時間の比較． 

5. 結果と考察 

図 6 に，3 つの物体カテゴリ「建物」「道路」「樹木」につ

いて学習させた超解像器を用いた結果を掲載する．図 6-上
は 3 つの超解像器から出力された結果であり，図 6-下はそ

れらを合成した結果である．各色の円で囲んだ領域が合成

されている．この領域の指定と，3 つの画像の合成には 
Photoshop のスタンプツールを利用した．合成を手作業で行

う理由は，全自動の物体認識器の出力が完璧でないためで

ある．図 7 に示すように，物体に対し完璧なマスクをかける

ことが難しい．そこで，高画質な合成結果を得るために，提

案手法ではユーザが手作業により合成を行うことで，この

問題を解決することとした． 

 

 

図 6: 建物，道路，樹木の超解像とその合成結果 

 

図 7：既存手法による物体認識の結果 [7] 
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次に提案手法で作成された超解像画像（図 6）と既存手法

により作成された超解像画像との部分的な比較結果を図 8
と図 9 に示す． 

 

図 8：建物部分の比較結果（左が既存手法,右が提案手法） 

 

 

図 9：樹木部分の比較結果（上が既存手法,下が提案手法） 

図 8 について，既存手法の結果を見ると，建物の窓部分に

不要な細かい模様が出現してしまっているのに対し，提案

手法の結果にはそういった模様がなく，建物の構造をより

正しく再現できているのは提案手法の方ではないかと思わ

れる．一方で，図 9 については，既存手法の結果を見ると，

樹木に必要な細かい模様が再現出来ていないのに対し，提

案手法の結果にはそれらが見られ，樹木の質感をより再現

できている． 

図 10 の結果を作成するにあたっては，「雪」に特化した超

解像器と，図 6 を作成する際にも使用した「樹木」に特化し

た超解像器を用い，それぞれの結果を合成した．部分毎に拡

大した画像を比較すると，雪に関しては既存手法に見られ

る不要な細かい模様を提案手法では削減できており，また，

樹木に関しては既存手法では再現できなかった樹木の細か

い模様の質感が提案手法によって再現されている． 

6. 今後の方針 

今後も物体カテゴリに特化した超解像器の開発を進めた

い．現在は超解像器のモデルに既存手法である SRGAN をそ

のまま用いているが，モデルのネットワーク構造の変更や，

損失関数の与え方などを変化させることで，より物体カテ

ゴリに特化した超解像器を作成したい．また，現段階では手

作業で行っている合成作業も，物体認識器の出力を上手く

利用することで，ユーザの負担を減らしたい． 

 

 

 

図 10：雪と樹木の合成結果 （左が既存手法，右が提案手法） 
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