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継続学習によるRepresentational Forgettingの
実験的解析

村田 健悟1,a) 豊田 哲也2 大原 剛三2

概要：ニューラルネットワークモデルを用い複数のタスクを継続的に学習した場合，新規タスクの学習に
より学習済みタスクを忘却してしまう，破滅的忘却と呼ばれる問題が生じる．近年の研究では，モデルの

予測性能のみに基づいて忘却を評価しているため，モデルの内部特徴に生じる忘却についてほとんど理解

されていない．そこで本研究では，内部特徴に生じる忘却（Representational Forgetting）に焦点を当て，

継続学習の結果生じる忘却の度合い，および忘却によって内部特徴に生じるバイアスを実験的に解析する．

Experiments and Analysis on Representational Forgetting
in Continual Learning

1. はじめに

汎用人工知能は，与えられるタスクが時間に従って変化

したとしても，現在与えられているタスクのみでなく，過

去に学習したタスクについても適切に動作する必要がある．

これはすなわち，汎用人工知能には，過去に学習したタス

クに対する知識を保持しつつ新しく与えられるタスクに対

する知識を学習し続ける，継続学習への適応が必要である

ことを意味する．しかしながら，このような継続学習のフ

レームワークをニューラルネットワークモデルに適用した

場合，破滅的忘却と呼ばれる，新規タスクの学習によって

学習済みタスクに対する予測性能が著しく低下する現象が

発生することが知られている [1]．

この問題に対し，破滅的忘却を回避し，ニューラルネッ

トワークモデルにおける継続学習を実現するため，これま

でに多くの研究がなされている．しかし，これらの研究は

モデルの予測性能のみに注目しているため，モデル内にお

ける知識の忘却に対する理解は未だに乏しい [2]．具体的に

は，ニューラルネットワークモデルの中間層の出力ベクト

ルが対象タスクの特徴を表し，モデルへの個々の入力に対
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する出力ベクトルがその特徴の具体例を表すと考え，その

具体例を入力に対する表現（representation）とした場合，

過去に学習したタスクに属する入力に対する表現がどのよ

うに忘却されるのかは明らかでない．このような特徴上に

生じる忘却は Representational Forgetting [2]と呼ばれる．

本稿では，Representational Forgettingに注目し，実験を

通したその解析結果を報告する．本実験では，3種類のベン

チマークデータを用い，複数の代表的な継続学習手法につ

いて，ニューラルネットワークモデルの特徴抽出モジュール

の性能を評価することで，特徴に生じる Representational

Forgetting の有無と大きさを調査する．加えて，当該モ

ジュールの各タスクへの予測性能に基づき，特徴上に存在

するタスクへのバイアスの強さおよび方向を明らかにす

る．本研究を通して得た主な知見は以下の通りである．

1. 層が深くなるにつれ，対応する特徴に生じる Repre-

sentational Forgettingの大きさは大きくなるが，浅い

層の特徴においても特徴に対する忘却は発生し得る．

2. 最も深い層の特徴上には，モデルの最終出力と同様，

最後に学習したタスクへの強いバイアスが存在する

が，他の特徴上には，最初に学習したタスクへのバイ

アスが存在する．

以下，2節で関連研究を紹介し，3節ではRepresentational

Forgettingの詳細な定義を与えたのち，本実験で用いる評

価指標について説明する．4節で実験の設定を述べ，5節

で実験結果について議論する．6節でまとめを述べる．
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2. 関連研究

2.1 継続学習手法

継続学習手法は，regularization-based approach，replay-

based approach，そして parameter isolation-based ap-

proach の 3 種の方法に分類することができる [3]．以下

では，それぞれの方法における代表的な手法について順に

述べる．

Regularization-based approachは，忘却の抑制を促進す

る正則化項をネットワークの学習に用いる損失関数に追

加することで，新規タスクの学習による学習済みタスクの

忘却を軽減する方法である．Elastic Weight Consolidation

（EWC） [4]および Synaptic Intelligence（SI） [5]では，学

習済みタスクを解くために重要なパラメータの変動に制限

を加えるような正則化項が用いられる．Learning without

Forgetting（LwF） [6]では，新規タスクの学習開始時点で

のネットワークを別途保持し，現行ネットワークの新規タ

スクデータに対する出力が，保持したネットワークの同出

力から離れることを抑制するような正則化項が利用される．

Replay-based approachは，学習済みタスクのデータの

一部を保持し，新規タスクの学習時に用いることで忘却を

軽減する方法である．Experience Replay（ER） [7]では，

新規タスクの学習時に，新規タスクのデータに加え，保持

データも学習データとして利用する．Gradient Episodic

Memory（GEM） [8]では，保持データを用いた制約付き

最適化を考えることで，学習済みタスクに対する予測精度

の低下を回避する．これらの方法は，regularization-based

approachと比べ，忘却を大きく緩和することができるが，

実データの保持を必要とするため，データプライバシや

メモリの制約といった実世界における問題への対処がで

きない．このような問題に対し，Deep Generative Replay

（DGR） [9]は，学習済みタスクのデータを保持する代わり

に，それらを学習した生成モデルを導入し，新規タスクの

学習時にそのモデルを用いて生成したサンプルも学習デー

タとして利用することで，前述のような実データ保持に関

する問題に対処する手法である．

Parameter isolation-based approach は，ネットワーク

のパラメータ集合を分割した部分集合を各タスクに割り

当てることで，学習済みタスクの忘却を完全に回避する方

法である [10, 11]．これらの手法は，忘却を完全に阻止す

ることができるが，モデルを利用した推定時に対象データ

の所属タスクの情報を必要とするため，incremental task

learning scenario [7]のみにしか適用できない．

2.2 破滅的忘却の解析

これまでに，破滅的忘却自体に対する研究はあまりなさ

れていない．最近の研究 [12, 13]では，モデルの最終出力

上に，最後に学習したタスクへのバイアスが存在し，その

バイアスが破滅的忘却の一因であると述べられている．一

方，Xiong ら [2] は，Representational Forgetting につい

て初めて言及し，ネットワークの最も深い層の特徴におけ

る Representational Forgettingについても，破滅的忘却を

引き起こす重要な要因であることを報告している．また，

Nguyenら [14]は，タスクの性質とモデルの予測性能の関

係について調査し，タスクの複雑さと同性能の間には強い

相関があることを示している．これらの研究は，継続学習

および破滅的忘却の様々な性質を明らかにしているもの

の，Representational Forgettingに対する理解は未だ進ん

でいないといえる．

3. 評価指標

本節では，まず，本研究における問題設定について述べ

たのち，特徴，表現，および特徴上に生じるバイアスの点

から Representational Forgettingを定義し，その後，本研

究で行った実験および解析に用いた評価指標を説明する．

3.1 問題設定

本研究では，M 個のタスクからなるタスク列 T = (Ti)
M
i=1

に対する継続学習について考える．各タスク Tiは，クラス

集合 Ci を対象とするクラス分類タスクであると仮定する．

ここで，任意の 2タスク Ti，Tj(i ̸= j)に対し，クラス集合

Ci，Cj は互いに素であるとする．これは，タスクの増加と

ともに分類対象となるクラスが増加することを意味する．

学習モデルは，これらM 個のタスクを 1つずつ逐次的に

学習する．なお，クラスの推定時に対象データの所属タス

クは与えられないため，同モデルは学習時に観測したすべ

てのクラスから 1つのクラスを予測する必要がある．この

ような問題設定は，incremental class learning scenario [7]

と呼ばれ，継続学習において一般的な問題設定の 1つであ

る．一方，このようなオンラインでの学習に対し，オフラ

イン学習では，全タスクのデータを一度に用いてモデルの

学習が行われる．ここで，破滅的忘却とは，タスク Tj の

学習によって学習済みのクラス集合 Ci(i < j)に対するモ

デルの予測性能が著しく低下する現象として定義できる．

3.2 Representational Forgettingとバイアス

本稿では，学習モデルとしてディープニューラルネット

ワークモデルを考え，その特定のモジュールの出力を特徴

と呼ぶ．また，モデルに与えられる個々の入力ベクトルに

対するモジュールの出力を，同入力の表現と呼ぶ．すなわ

ち，表現とは特徴のインスタンスであり，タスクから学習

した知識を表すものとして考えられる．加えて，任意の特

徴において，ある特定のクラス群に対する表現のみが正し

く学習されている場合，その特徴にバイアスが存在すると

定義する．このとき，モデル中のある特徴においてバイア

スが生じ，学習済みタスクの入力に対する表現が忘却さ
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れる現象が Representational Forgettingであると定義でき

る．このような Representational Forgettingとバイアスの

関係性から，Representational Forgettingおよび破滅的忘

却をより深く理解するためには，特徴に生じるバイアスの

方向，すなわち，どのタスクに対する表現が正しく学習さ

れているのかを特定し，その強さを定量的に評価すること

が重要であると考えられる．

3.3 Partial Retrain Accuracy

ここでは，まず，解析対象の特徴に対応する特徴抽出モ

ジュールの性能評価指標である Partial Retrain Accuracy

（PRA）について説明する．ここで，任意の特徴抽出モ

ジュールMk に対する PRAは，以下の手順で計算する．

1. 全タスクについて，逐次的にモデルを訓練する．

2. Mk より深い層に存在する全パラメータを初期化する．

3. 入力層からMk までの層に対する全パラメータの値を

固定したうえで，全タスクのデータを使用し，オフラ

イン学習によってモデル全体を再訓練する．

4. 再訓練後モデルの accuracyをテストデータを用いて

計算し，その値を PRAとする．

PRAの値が，始めからオフライン学習により訓練を行っ

たモデルの accuracyと比べて低かった場合，Mk の出力で

ある特徴において Representational Forgettingが発生して

いると考えられる．

PRAの計算は，パラメータの初期化フェーズ（Step 2）

を除き，Xiongらが提案した指標 [2]と同等である．この

初期化フェーズは，計算対象のモジュールより深い層にお

けるパラメータから，Step 1での学習結果の影響を除去す

るために追加している．実際，初期化を行わない場合，こ

れらのパラメータが再学習（Step 3）を阻害し，PRAの値

を不当に低くすることがある．

3.4 バイアス解析のための指標

前項で述べたように，PRAを計算することで，任意の

特徴における Representational Forgettingの大きさを定量

的に測定することが可能である．しかしながら，PRAは

特徴上のバイアスについて，その方向と強さといった情報

を示すことはできない．そのため，それらの情報を知るた

めの指標として，特徴抽出モジュールMk を対象とした再

訓練後モデルのmicro-F1（F1）を用いる．ここで，各タス

ク Tj に対し，F1は以下のように定義される．なお，F1は

PRAの計算時の予測結果に基づいて計算するため，厳密に

は特定の特徴抽出モジュールMk が仮定されるが，以下の

定義では簡単のため，Mk についての記述は省略している．

F1(Tj) =
2Recall(Tj) · Precision(Tj)

Recall(Tj) + Precision(Tj)
(1)

Recall(Tj) =

∑
c∈Cj

TPc(∑
c′∈Cj

TPc′

)
+
(∑

c′∈Cj
FNc′

)
(2)

Precision(Tj) =

∑
c∈Cj

TPc(∑
c′∈Cj

TPc′

)
+
(∑

c′∈Cj
FPc′

)
(3)

ここで，TPc, FPc, FNcはそれぞれ，クラス cに属するテ

ストデータに対する，真陽性，偽陽性，偽陰性の数である．

F1は任意のタスクに対する分類性能を評価するため，そ

の値が低いことは，対象タスクに対する表現が，同タスク

以降に与えられたタスクの学習によって忘却されたか，学

習されていないことを示している．また，ある 2タスク間

で F1の値が大きく異なっている場合，高い F1の値を示し

たタスクへのバイアスが解析対象の特徴に存在すると考え

られる．そこで，特徴上に生じたバイアスの強さを定量的

に評価する指標として，F1Ratioを以下のように定義する．

F1Ratio =
minTi∈T F1(Ti)

maxTi∈T F1(Ti)
. (4)

定義から明らかなように，F1Ratioが小さいことは，解析

対象の特徴上に強いバイアスが存在することを意味する．

4. 実験設定

本研究では，各特徴における Representational Forget-

ting，および，特徴上に生じるバイアスを解析するため，複

数の代表的な継続学習手法について，3種類のデータセッ

トを利用した実験を行った．本節では，その実験における

設定について述べる．

4.1 データセットとタスクの構成

本実験では，MNIST [15]，SVHN [16]，およびCIFAR10

[17]の 3種類のデータセットを用いた．これらは，継続学

習研究において広く用いられている画像データセットであ

り，いずれも 10種類のクラスから構成される．ここでは，

先行研究 [5, 7]に従い，連続する 2つのクラスを対象とす

る分類タスクを 1タスクとして定義した．MNISTを例に

とると，1番目のタスクはクラス ‘0’とクラス ‘1’のデータ

によって構成され，2番目のタスクはクラス ‘2’とクラス

‘3’のデータによって構成される．このようにして，各デー

タセットについて 5つのタスクを定義した．

多くの先行研究では，ある 1つのタスク実行順序のみを

用いて実験を行っている [7, 18]．しかしながら，このよう

な実験設定では，タスク間に生じた F1の値の差が，タス

クの実行順序ではなく，個々のタスクの分類の容易さの違

いによって生じる可能性がある．そこで，そのようなタス

クの複雑さによる影響を除去するため，表 1に示すよう

に，タスクの実行順序を巡回させることで 5種類のタスク
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表 1 各試行におけるタスク実行順序

Table 1 Task execution sequence in each trial.

Trial number T 1st T 2nd T 3rd T 4th T 5th

Trial #1 T1 T2 T3 T4 T5

Trial #2 T2 T3 T4 T5 T1

Trial #3 T3 T4 T5 T1 T2

Trial #4 T4 T5 T1 T2 T3

Trial #5 T5 T1 T2 T3 T4

順序を作成し，各タスク順序を用いて 5度の試行を行った．

なお，表 1において，記号 Ti(i ∈ {1, 2, 3, 4, 5})は定義し
た i番目のタスクを表し，T j-th(j ∈ {1, 2, 3, 4, 5}) はタス
ク実行順序において j 番目に実行されるタスクを表す．加

えて，各試行を異なる乱数シードを用いて 5度行い，これ

ら計 25試行から得られる評価値の平均値を最終的な結果

として用いた．

4.2 ネットワーク構造と特徴

本項では，実験に使用したネットワークの構造について

述べたのち，ネットワークにおける特徴の定義について説

明する．MNISTに対する実験では，3層の畳み込み層に全

結合層を重ねた Convolutional Neural Network（CNN）を

用いた．なお，畳み込み層のチャネル数はそれぞれ 16，32，

64とした．また，カーネルサイズはすべて 3とし，2層目，

3層目のストライドを 2とすることでダウンサンプリング

を適用した．一方，SVHNおよび CIFAR10に対する実験

では，reduced ResNet18 [8]（以下，ResNetと呼ぶ）を用

いた．ここで，表 2に ResNetの構造を示す．同表におい

て，3列目は対応するモジュールの持つ畳み込み層を示し

ている．また，畳み込み層のパラメータは，“conv⟨カーネ
ルサイズ ⟩-⟨チャネル数 ⟩”として記載している．加えて，
module3，module4，module5の最初の畳み込み層におい

て CNNと同様の方法でダウンサンプリングを適用した．

なお，batch normalization layer，global average pooling

layer，およびクラス分類層については省略している．

次に，各ネットワークにおける特徴の定義について説明

する．CNNでは，各畳み込み層の活性化後出力を特徴と

して定義し，ResNetでは各モジュールの出力を特徴とし

て定義した．すなわち，CNNはモデルの最終出力を含め

た 4つの特徴を持ち，ResNetは同様に 6つの特徴を持つ．

なお，各特徴に対し，対応する層の深さが浅い順に番号付

けを行った．

4.3 学習方法

本実験では，以下の継続学習手法について比較を行った．

Fine-tuningは，モデルを通常の方法で各タスクについて

逐次的に訓練する手法である．SIおよび LwFは，正則化

項を利用した regularization-based methodである．GEM

表 2 Reduced ResNet18 の構造

Table 2 Structure of reduced ResNet18.

Module name Output dimension Block

(C, H, W)

module1 20× 32× 32 [conv3-20]

module2 20× 32× 32

[
conv3-20

conv3-20

]
× 2

module3 40× 16× 16

[
conv3-40

conv3-40

]
× 2

module4 80× 8× 8

[
conv3-80

conv3-80

]
× 2

module5 160× 4× 4

[
conv3-160

conv3-160

]
× 2

およびERは，保持データを利用した replay-based method

である．また，これらの手法に加え，全タスクのデータに

ついてオフライン学習でモデルの訓練を行うOfflineにつ

いても実験を行った．Offlineは，評価指標における上限値

を与える手法として考えることができる．また，これらの

手法のハイパーパラメータとして，SI，LwFにおける正則

化係数を 1.0とし，GEM，ERにおける各クラスごとの保

持データ数を，MNIST，SVHN，CIFAR10のそれぞれに

ついて，128，128，512とした．

本実験では，PRA，F1，F1Ratioを計算するにあたり，

継続学習によりモデルを訓練した後，オフライン学習によ

りモデルの再訓練を行う必要がある．これら両訓練におい

て，最適化手法としてAdam [19]を使用し，学習率を 0.001

に設定した．また，バッチサイズについては 64とし，ER

における保持データの学習についても同じバッチサイズ

を使用した．加えて，継続学習時には，MNIST，SVHN，

CIFAR10のそれぞれについて，エポック数を 5，10，10に

設定した．同様に，全データを用いる再訓練時にも，同じ

エポック数を使用した．さらに，両学習フェーズの開始時

には，畳み込み層のパラメータを Heの初期値 [20]によっ

て初期化し，全結合層のパラメータを平均が 0，標準偏差

が 0.01の正規分布を用いて初期化した．

5. 実験結果

本節では，PRA による評価を用いた Representational

Forgettingの解析，および F1Ratioと F1による評価を用

いた特徴上のバイアスに対する解析の結果を述べる．

5.1 PRAによる評価

すべてのデータセットおよび手法における，PRAによ

る評価結果を図 1に示す．ここで，feature indexが最大

値をとる場合，PRA はモデルの出力層の特徴に対する

accuracy，すなわち，継続学習のみを適用した場合のモデ

ルの accuracyを示している．また，Offlineではモデルの

再訓練を行わないため，すべての feature indexにおいて
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図 1 各データセットにおける各特徴抽出モジュールに対する PRA

（左：MNIST，中央：SVHN，右：CIFAR10）

Fig. 1 Scores of PRA for each feature extraction module on the datasets

(left: MNIST, middle: SVHN, right: CIFAR10).
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図 2 各データセットにおける各特徴に対する F1Ratio

（左：MNIST，中央：SVHN，右：CIFAR10）

Fig. 2 Scores of F1Ratio for each feature on the datasets

(left: MNIST, middle: SVHN, right: CIFAR10).

同じ値をとる．

まず，すべての継続学習手法において，PRAが単調減

少傾向にあり，feature indexが大きくなるにつれ，Offline

とのスコア差が大きくなっていることが図 1からわかる．

このことは，層が深くなるにつれ，対応する特徴に生じた

Representational Forgettingの大きさが大きくなっている

ことを示している．言い換えると，浅い層では，クラス間

に共通する汎用的な表現が学習されていると考えられる．

次に，各データセットの結果を比較すると，各継続学

習手法と Offlineとのスコア差が，異なる feature indexか

ら表れ始めていることがわかる．実際，CIFAR10では 2

番目の特徴からスコアに差が生じているが，SVHN では

4番目の特徴から差が生じている．さらに，MNISTでは

最後の特徴においてのみスコア差が表れており，このこ

とは，MNISTに対しては，任意の継続学習手法において

Representational Forgettingが起きないことを意味してい

る．加えて，スコア差の大きさを比較すると，SVHNを用

いた場合より，CIFAR10を用いた場合の方が最後の特徴を

除いてスコア差が大きい．このことは，CIFAR10に対す

る Representational Forgettingの大きさがより大きくなる

ことを意味している．これらの結果は，Representational

Forgettingの大きさが学習対象としている一連のタスク全

体の複雑さに依存しており，また，複雑であるほどより浅

い層の特徴でより大きく忘却が発生することを示している．

さらに，各継続学習手法の結果を比較すると，任意の

feature indexにおいて，PRAの値の大小関係が同一であ

ることがわかる．実際，任意の feature index において，

ERが他の継続学習手法より大きな PRAの値をとってお

り，GEMが次に大きな値をとっている．しかしながら，

feature indexが小さくなるにつれ，継続学習手法間のPRA

の値の差は小さくなっている．これらの結果から，モデル

の出力層をはじめとする深い層の特徴において，ERなど

の洗練された継続学習手法が忘却の緩和に大きく寄与する

一方，浅い層において生じる軽微な忘却に対しては，どの

手法もその効果に大きな差はないことがわかる．

5.2 F1Ratioおよび F1による評価

F1Ratioを用いた，各特徴上でのバイアスの強さに関す

る実験結果を図 2に示す．なお，モデルの出力層の特徴に

ついては，最後に学習したタスクに大きなバイアスがかか
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ることが知られているため同図から除いた．まず，Offline

の結果に注目すると，全データセットにおいて 1に近い値

をとっていることから，バイアスがほとんど存在しないこ

とがわかる．このことは，タスクの順序を巡回させる本実

験設定が，タスク実行順位におけるタスクの複雑さの影響

を除去できていることを意味する．次に，MNISTの結果

に注目すると，すべての手法において，どの特徴上にもバ

イアスがほとんど存在しないことがわかる．一方，SVHN

および CIFAR10を用いた場合，深い層において F1Ratio

の値が減少していることから，それらの層の特徴上にバイ

アスが存在することがわかる．実際，SVHNでは 4番目の

特徴からバイアスが生じており，CIFAR10では 3番目の

特徴からバイアスが生じている．加えて，PRAの場合と

同様に，層が深くなるにつれ，対応する特徴上でのバイア

スの強さがより強くなることがわかる．

以上の結果から，SVHNおよびCIFAR10を用いた場合，

深い層の特徴上にバイアスが生じることがわかった．そこ

で，バイアスの方向を調べるため，バイアスが生じた特徴

について，各タスクに対する F1の値を分析した．まず，

SVHNを用いた実験における，4番目と 5番目の特徴での

各タスクに対する F1の値を図 3に示す．4番目の特徴に

ついては，F1Ratioの結果から明らかなように，FTを除

くすべての手法においてバイアスがほとんど存在しない．

一方，FTについては，最後に学習したタスクへの強いバ

イアスが存在する．また，5番目の特徴では，ほとんどの

手法において F1の値が単調増加傾向を示している．この

ことは，5番目の特徴上に，T 4th，T 5th のようなタスク系

列終盤で学習したタスク（以下，終盤タスクと呼ぶ）への

バイアスが存在することを示唆している．

次に，CIFAR10を用いた実験における，3，4，5番目の

特徴での各タスクに対する F1の値を図 4に示す．まず，

5番目の特徴に注目すると，SVHNの場合と同様に，ほと

んどの手法において F1の値が単調増加傾向を示している．

一方，3番目の特徴では，FTを除き谷状のグラフ形状を

示している．この形状は，3番目の特徴上に，最後に学習

したタスクと最初に学習したタスクへのバイアスが存在す

ることを示唆している．特に ERでは，最後に学習したタ

スクに対する F1の値と比べ，最初に学習したタスクに対

する F1の値が明らかに大きい．このことは，ERを適用

した場合，最初に学習したタスクへの非常に強いバイアス

が 3番目の特徴上に生じることを意味している．さらに，

4番目の特徴に注目すると，GEMについては，最初に学

習したタスクへのバイアスが消失し，5番目の特徴と同様

に，F1の値が単調増加傾向を示している．しかしながら，

SIと ERについては，依然として谷状のグラフ形状をとっ

ている．なお，FTについては，すべての特徴上で終盤タ

スクへのバイアスが存在する．

CIFAR10を用いた実験の結果は，バイアスが生じた特
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図 3 SVHN における各タスクに対する F1

（上：4番目の特徴，下：5番目の特徴）

Fig. 3 Scores of F1 for each task on SVHN

(upper: 4th feature, lower: 5th feature)

徴において，深い層の特徴上には終盤タスクへのバイアス

が存在する一方，その他の特徴上には初めに学習したタス

クへのバイアスが存在することを明らかにしている．これ

らの発見は，新規タスクの学習によって，深い層の特徴は

学習済みタスクに対する表現を単純に忘却していくのに対

し，3番目の特徴といったモデル全体の中間付近に位置す

る層の特徴（以下，中間に位置する特徴と呼ぶ）は，学習

済みタスクに対する表現を一部保持しながら学習を進めて

いることを示唆している．加えて，FTにおいて，バイア

スが生じたすべての特徴上に初めに学習したタスクへのバ

イアスが存在しなかったことから，中間に位置する特徴に

おける表現保持は，各継続学習モデルが行う忘却阻止の機

能によるものと考えられる．すなわち，それら忘却阻止の

機能が，中間に位置する特徴における忘却の軽減を促進し

ていることを示唆している．一方，それらの特徴において，

終盤タスクに対する F1の値が比較的低いことから，表現

保持が新規タスクの学習を阻害していることがわかる．す

なわち，本実験で用いた継続学習手法では，中間に位置す

る特徴において，新規タスクに対する表現と学習済みタス

クに対する表現の統合が満足に行えていないといえる．

6. おわりに

本稿では，ニューラルネットワークの各層の特徴に生じ

る忘却について，実験的解析の結果，忘却の大きさおよび

特徴上のバイアスの大きさと方向が層の深さによって異な

ることを示した．これらの結果は，各継続学習手法の学習

傾向を明らかにするものであり，より洗練された継続学習

手法の開発への助けとなることが期待される．なお，本実
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図 4 CIFAR10 における各タスクに対する F1

（左：3番目の特徴，中央：4番目の特徴，右：5番目の特徴）

Fig. 4 Scores of F1 for each task on CIFAR10

(left: 3rd feature, middle: 4th feature, right: 5th feature).

験では，5タスクからなるタスク列のみを対象としたが，実

世界にはより長いタスク列が存在する．また，浅い層の特

徴については，Representational Forgettingが確認できた

ものの，バイアスがほとんど存在しなかったため，浅い層

の特徴に生じる忘却に対するより深い理解には至らなかっ

た．今後は，より長いタスク列を対象とした実験的解析，お

よび，浅い層の特徴における Representational Forgetting

の更なる解析を行う予定である．
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