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研究論文

敵対的学習を用いた触覚提示向け振動の自動生成

宇治土公 雄介1,2,a) 伴 祐樹3 広田 光一2

受付日 2019年7月8日,採録日 2019年11月13日

概要：本研究では木や金属などの素材の属性や素材画像を入力として，触覚提示用の振動を出力する生成
モデルを構築した．実験により，本モデルを用いて生成した振動と実際の素材表面から記録した振動とを
区別できないこと，および生成振動は実際の振動と同程度の現実感を感じさせられることを示した．さら
に予備的な実験により，学習に用いていない素材画像を入力した際にも，適切な振動を生成できる見込み
を得た．提示したい表面特性を持つ素材が触感設計者の手元に存在しない場合にも，本モデルを活用する
ことで触覚提示用振動の収集が可能となるため，振動設計の生産性向上を見込める．
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Abstract: We constructed a generative model that output vibration by inputting the material attributes
and images. By using this model, the application developer can collect the vibrotactile signals even when
the material developer does not have the material per se at hand or when there is no vibration of the desired
material in the dataset. Experiments showed that in almost all conditions the vibration generated by the
model can not be distinguished from true vibration and that generated reality feels the same degree of realism
as real vibration.
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1. はじめに

人は木材や岩などの素材表面をペンでなぞった際に，そ

の素材表面の微細なテクスチャを区別することができる．

このとき，ペンと素材の界面で生じる振動の情報を頼りに

細かいテクスチャを知覚している．このことから逆に，現

実にはその場にないバーチャルな素材表面のテクスチャ感

を，ペンを通じてその振動を提示することにより，ユーザ

に伝達できるはずである．実際，研究としては粗滑などの
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テクスチャ知覚について，振動を使って提示可能であるこ

とが示されている [1]．

最近では，振動アクチュエータが組み込まれたスマート

フォンなどのタッチ端末が登場しつつある．その振動アク

チュエータの種類としても，偏心モータ方式だけでなく，

ボイスコイル方式，ピエゾ方式のアクチュエータが組み込

まれているものもあり，高い応答性や多様な振動周波数お

よび振幅制御が実現できるものも存在する．現状このよう

なアクチュエータ付きの製品は限定的であるが，将来的に

は普及が見込まれ，振動による素材のテクスチャ感提示を

表現として取り入れたアプリケーションの登場が期待さ

れる．

しかしながら現在のところ，そのようなタッチ端末のア

プリケーションにおける振動の活用は，振動の単純なオン

オフを切り替えてタッチの際のレスポンスに用いるなど
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の，入力操作に対する記号的なフィードバックとしての利

用にとどまっている．素材のテクスチャ感提示のために振

動を有効に活用したアプリケーション開発の問題の 1つと

して，提示に用いる振動を収集・選定するのに手間がかか

ることがあげられる．

振動の収集・選定の一般的手段は，記録対象となる素材

を手元に複数取り寄せたうえで，振動記録ツール [2]を用

いて素材をなぞる・叩くなどする際の振動を記録すること

で収集し，その記録振動を提示したときのテクスチャ感を

評価し，それが所望の感覚でない場合には別の素材で試す，

という一連の作業の反復である．

近年では，自前での振動収集の代替手段として，整備さ

れつつある触覚用途向け振動データベース [3]が利用でき

るが，現状たかだか 100種類の素材に対応する振動が提供

されている段階であり，現実世界には無数の素材が存在す

ることをふまえると，アプリケーションでの用途に必要な

素材に対応する振動が見つからない場合が多い．

一方，振動が必要となった際につど収集するという上記

のアプローチではなく，振動をデータドリブンにモデル化

しておくというアプローチがある．たとえば，従来研究で

はペンで素材表面をなぞる際の，ペンの速度やペンにかか

る力に基づいた振動のモデル化を試みている [1], [4]．この

ような従来研究のモデルは，ペイントアプリなど，ペンの

速度や印加される力に大きな変動があるインタラクション

に適している．しかし，このモデルでは単一の素材に対応

した振動しか出力できないという制約があり，様々な素材

に対応する振動を収集・選定するという用途にはそのまま

適用できない．

そこで本稿では，様々な素材種類に対応可能な振動を生

成するモデルを構築する．具体的には，素材に対応した振

動をアプリケーション開発者が直感的に収集・選定可能な，

素材の属性や画像を入力とする振動生成モデルを構築す

ることをめざす．様々な種類の素材の見た目をしたコンテ

ンツや UI部品（ボタンやスライダーなど）に触れる際の

フィードバックとして振動を提示するために，アプリケー

ション開発者がこのモデルを使って生成した振動を活用す

ることを想定している．たとえば，スマートフォン画面上

でのボタンアイコンとして金属や木材などの見た目をした

ものがあるが，これらをタップする際に素材に対応した振

動を提示できれば，ボタンにより現実感を持たせることが

できる．

近年，高次元のデータ分布からデータをサンプルでき

る深層生成モデルが注目を集めている．特に，Generative

Adversarial Networks（本稿ではGANと呼称）という学習

フレームワーク [5]は画像生成や画像変換などのタスクに

おいて従来の機械学習モデルを上回る成果を残している．

GANは属性 [6], [7]などで条件付けて，画像を生成するよ

うに学習することができる．この GANのフレームワーク

を用いれば，属性や画像を条件として所望の振動を生成す

ることができるはずである．その際には，学習に用いた属

性や画像だけでなく，それらの属性や画像から合成した属

性や画像を入力した場合にもねらった振動を生成できる

見込みがあるといえる．近年では，画像だけでなく時系列

データの生成も主に音響分野を中心に行われている [8], [9]．

たとえば，文献 [9]による研究では，時系列データを生成

する際に，1次元の時間方向のデータと 2次元の時間–周波

数データの 2種類の方式を検討している．しかしながら，

GANによる触覚提示用の振動の生成はこれまで実現され

ていない．

そこで本研究ではアプリケーション開発者向けに，GAN

を活用して振動を出力するモデルを構築する．具体的なモ

デルへの入力としては，アプリケーション開発者が直感的

な触覚デザインを行えるよう，素材の属性および素材の画

像とした．ユースケースとして，開発者が所望の素材の属

性値に見当がついている場合には，素材の属性をモデルに

入力して生成振動を取得してもらうことを想定している．

一方，素材の属性値に見当はないが，アプリケーションで

用いる素材画像が手元にある場合には，その画像をモデル

に入力して生成振動を取得してもらう想定である．モデル

をアプリケーション開発時の触覚デザインのこのような

ユースケースに対して活用することで，触覚提示に用いる

振動の収集・選定のコストを低減し，触覚デザインを促進

することをねらう．本研究の目的は，学習に用いた素材以

外の素材の属性や画像をモデルへ入力する場合にも，それ

らに即した振動をモデルが生成することである．

本稿は，国際会議の予稿 [10]を拡張したものである．予

稿に対して新たに，クラスごとに生成データとテストデー

タの類似性を Spectral dissimilarity [11], [12]を用いて定量

評価した．またユーザが生成振動を提示されたときに，そ

の生成に用いた素材画像を紐付けられることを示す被験者

実験を新たに行い，結果をまとめた．

本稿の貢献は次の 3点である．

• 素材に対応した触覚提示用振動の生成を問題として提
起し，GANに基づく学習方法で当問題を解決するた

めのモデルを構築したこと

• 構築したモデルが，学習に用いた素材属性や画像に対
して，適切な振動データを生成できることを実験によ

り検証したこと（実験 1）

• 構築したモデルが，学習に用いていない素材画像に対
して，適切な振動データを生成できることを，生成振

動と素材画像を実験参加者が紐付けることを行う実験

により検証したこと（実験 2）

2. 関連研究

2.1 従来の振動生成モデル

近年のデータドリブンな振動モデリングでは，インタラ
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クション時のペンの状態に対する振動出力のマッピング

を学習させる研究が主に行われてきた．Okamuraら [13]

は空間的な周期性を持つテクスチャを，ペンの速度と印

加力をパラメータとして減衰する三角波でモデル化した．

Guruswamyら [14]も無限インパルス応答モデルでモデル

化した．自己回帰モデル [1]やニューラルネットワーク [4]

に学習させる研究もある．しかしながら，これら従来研究

のモデル構築方式では，単一のモデルが出力する振動は単

一の種類の素材に限定される．もし仮に複数の種類の素材

に対応する振動を生成したい場合には，その分のモデルを

用意する必要がある．しかしながら実世界に無数に存在す

る素材の種類すべてに対して，専用の生成モデルを用意す

るのは現実的には不可能である．一方で，我々は素材の種

類に応じて適切な振動を生成するような単一のモデルを構

築する．具体的なモデルの入力としては，アプリケーショ

ン開発者が直感的な触覚デザインを容易に行えるように，

素材の属性や画像を想定し，モデルを構築する．

2.2 GANによる学習フレームワーク

近年，画像などの高次元のデータ分布からサンプル可能

な生成モデルが注目を集めている．画像変換 [15]，画像の高

解像度化 [16]など，その用途も幅広い．本研究では生成モ

デルのうち，GANをベースにして生成モデルを構築する．

具体的には，GANの学習フレームワークを用いて時間–周

波数表現のパターンを画像として生成し，振動に変換して

最終的にユーザに提示する．GANは Goodfellowら [5]に

よって提案された学習フレームワークであり，内部の構成

要素のネットワークとして Generatorと Discriminatorを

持つ．Generatorと Discriminatorの学習は互いに競い合

うように進められるという特徴がある．訓練データの分布

が与えられると，Generatorは乱数シード z をもとにデー

タを生成する．この生成データが訓練データを模擬するよ

う Generatorは学習していく．一方で Discriminatorは訓

練データと生成データを区別できるように学習していく．

GANは学習が終了した段階で，Generatorが乱数シード z

に基づいて生成したデータは，Discriminatorが区別不可

能な程度に訓練データを模擬しているという仕掛けとなっ

ている．

GAN の生成データを制御する条件付き GAN [6] とし

ていくつかの変種が考案されている．そのなかでも AC-

GAN[17]が条件付き GANの代表例である．AC-GANで

は，属性ラベル cと乱数シード zに基づいて Generatorが

データを生成し，Discriminatorが生成されたデータの属性

ラベル cを区別するタスクも解くというフレームワークと

なっている．学習後の AC-GANは，属性ラベル cを指定

するとその属性に対応したデータを生成することができる．

2.3 GANによる時系列データのモデル化

当初 GANによるモデル化対象は画像などの 2次元デー

タであったが，最近では音響分野を中心に時系列データに

対しても GANによるモデル化が試みられつつある．音声

合成 [8]や音響合成 [9], [18]，声質変換 [19]など多彩な応

用がさかんに検討されている．たとえば，[9]の研究では，

GANにより音響データをモデル化する際に，1次元の時

系列データと 2次元の時間–周波数表現でのモデル化結果

を比較している．その結果，2次元の時間–周波数表現で

データを扱った場合の方が，GANの標準的な指標である

Inception scoreで好成績であることが確認された．ただし

これらの研究では音響情報を扱っているため，数十 kHz程

度の周波数帯域までカバーしたデータを生成する必要があ

り，GANの学習は容易ではない．それに対し本研究では

触覚提示用の振動情報を扱うため，ヒトの触覚受容器を刺

激するのに必要な振動の周波数帯域（数百Hz）をカバーす

ればよいため学習が容易になる．また，上記の研究では音

声・音響の合成や変換など単一のモーダルを対象としてモ

デル化が行われているのに対し，本研究では画像から振動

というクロスモーダルな変換を含むモデルの構築をめざし

ている．

2.4 GANによるクロスモーダルなモデル化

条件付き GANを使ってクロスモーダルなデータの変換

をめざす研究も行われている．テキストから画像への変換

は [7]によって行われている．この研究では，鳥や花を表

現するテキストを入力すると，それに応じた画像が生成さ

れる様子が示されている．楽器演奏時の音響と演奏画像を

相互に変換するモデルも提案されている [20]．我々の研究

と似たアプローチをとっており，音響に変換可能なスペク

トログラムを GANで生成する試みを行っているが，生成

されたスペクトログラムは音響に変換すると粗く，鑑賞可

能な音響の質には至っていない．その理由の 1つとしては

上述のとおり，音響向けにカバーすべき周波数帯域までカ

バーした画像を生成することが容易でないことがあげら

れる．

3. 生成モデルの構築

本稿では，素材の情報を入力として振動を生成するモデ

ルを構築する．このモデルは，触感デザインの際に次の 2

つの方法で用いられることを想定している．

(1) アプリケーション開発者が手動で属性値をモデルへ入

力し，モデルが出力した振動を得る．

(2) 素材の画像が手元にある場合には，その画像をモデル

へ入力し，モデルが出力した振動を得る．

出力振動が所望のものでなかった場合は，(1)，(2)にお

けるモデルへの入力を微調整することや出力振動を直接編

集し微調整することを想定している．
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図 1 推論時のモデルのアーキテクチャ

Fig. 1 Architecture of the inference model.

次に触感デザイン時に用いる推論時のモデルの全体像

と，続いてそのモデルを学習する際の学習時のモデルの全

体像を述べる．

3.1 推論時のモデルの全体像

我々の提案する振動生成モデルの推論時のアーキテク

チャの全体像を図 1 に示す．触感デザインの際にはこの

アーキテクチャのモデルを用いて振動を推論する．推論時

のモデルは構成要素として内部に EncoderとGeneratorの

2つのネットワークを持つ．Encoderと Generatorはそれ

ぞれ別々に学習させた後で結合する．特に Generatorは前

述の GANのフレームワークで学習する．Encoderは画像

分類器としてはたらき，入力された素材表面の画像を素材

ベクトル cにエンコードする．Generatorは画像生成器と

してはたらき，素材ベクトル cと乱数ベクトル z を入力と

してスペクトログラムを生成する．各ネットワークの学習

の詳細については次節以降で述べる．

次に，推論時のモデル内部のデータフローをステップごと

にデータ視点で説明する．推論時のモデルへの入力は，素材

の属性を示す素材ベクトル cや素材の画像である．素材の属

性を示す素材ベクトルとはたとえば，(c木材A, c金属B , c布C ,

· · ·) = (0.3, 0, 0.1, · · ·)として指定する．上記の例では素材
ベクトルの基底を木材，金属，布などと設定したが，ある

大まかな属性の素材（例：木材）にスコープを限定して，

その中で細かく基底（木材 A，木材 B，木材 Cなど）を設

定してもよい．また，素材そのものをベクトルの基底に設

定せずに，素材を別の観点で表現した基底としてよい．た

とえば粗滑や硬軟などのテクスチャの知覚次元で表現した

基底としてもよい．本稿で構築したモデルでは，使用した

データセット [3]の素材のクラスを素材ベクトルの基底とし

てそのまま利用した．一方，素材の画像が入力された場合

は，素材ベクトル cが Encoderを介して画像から抽出され

る．たとえば，木材Aと金属 Bの中間の画像を入力すると

Encoderは (c木材A, c金属B , · · ·) = (0.5, 0.5, · · ·)を素材ベク
トルとして出力し，画像を素材ベクトルに変換する．次に，

素材ベクトル cは Generatorに入力される．Generatorは

素材ベクトル cと乱数ベクトル z を結合し，その結合ベク

トルをスペクトログラムに変換する．生成されたスペクト

ログラムは Griffin-Limアルゴリズムで位相復元し加速度

へと変換される．そしてその加速度が振動アクチュエータ

を介してユーザの皮膚に伝達される．このモデル全体を使

うことで，アプリケーション開発者は素材の属性や素材の

画像を入力として，振動情報を得ることができる．

画像から振動を生成する際に，pix2pixのような単一モデ

ルの構成ではなく，Encoderと Generatorという 2段の構

成としているのは，素材の属性値からスペクトログラムを

生成する Generatorはいずれにせよ構築する必要があり，

一方で，深層学習の様々な最適化テクニック技術によって

画像分類器としての Encoderによる属性分類ミスが少なく

見込めることによる．

また本研究では加速度を振動データとして用いている．

提案モデルを学習させる際に，素材属性・画像・加速度デー

タが組になっている LMT Haptic Texture Database [3]を，

データセット作成者の許可を得たうえで利用した．同種の

データセットである PENN Haptic Texture Database は

様々なペンの速度やペンに印加する力のばらつきのある

状態で加速度が記録されているのに対して，LMT Hap-

tic Texture Database（以降，データセットと呼称）はペ

ン速度やペンへの印加力の制御下における加速度信号を

提供している．本データセットには 9 種の素材カテゴリ

（1. Meshes，2. Stones，3. Blank glossy surfaces，4. Wood

Types，5. Rubbers，6. Fibers，7. Foams，8. Foils and Pa-

pers，9. Textiles and Fabrics）が存在し，さらに各カテゴ

リ内に複数の素材クラスが属している．たとえば，4. Wood

Typesカテゴリには，Beechクラスや Larchクラスなどの

素材クラスが存在する．各カテゴリの素材クラスを合わせ

ると 108クラスの素材クラスが存在する．クラスごとに画

像や加速度データが用意されている．3軸（x軸，y軸，z

軸）加速度データが用意されているが，本研究では紙面法

線方向の z軸の加速度データを活用した．この加速度デー

タや素材画像をどのように加工して学習時に活用したかに

ついては，3.2節と 3.3節に記載している．また，訓練デー

タセットとテストデータセットもあらかじめ分けて用意さ

れており，本稿でも学習時には訓練データを用い，テスト

時にはテストデータをそのまま用いた．訓練データ，テス

トデータともに各素材クラスに対して 10サンプルずつ提

供されている．

3.2 学習時のモデルの全体像

我々の提案する振動生成モデルの学習時のアーキテク

チャを図 2 に示す．学習時には Encoderと Generatorを

別々に学習する．Generatorの学習時のアーキテクチャを

図 2 (a)に示している．この図にあるように Generatorと

Discriminatorを組み合わせて学習を進める．しかし，推論

時には Discriminatorは取り除かれ，Generatorのみ活用

される．Generatorと Discriminatorの学習時の構成や学

習パラメータなどの詳細は 3.4節で述べる．一方，Encoder

の学習時のアーキテクチャを図 2 (b)に示している．こち
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図 2 学習時のモデルのアーキテクチャ

Fig. 2 Architecture of the model for training.

らは Encoder単体で素材から素材ベクトルを推定するよう

に学習が進められる．Encoderの学習時の構成や学習パラ

メータなどの詳細は 3.3節で述べる．

3.3 Encoderの構成

Encoderは素材表面の画像を素材ベクトル cへエンコー

ドする役割を担う．素材ベクトル cの次元数は 108である．

Encoder のアーキテクチャとして，画像分類器としてデ

ファクトスタンダードとなっている deep residual network

（ResNet-50）[21]を採用した．学習は，ネットワークの重

みを初期化して開始するのではなく，ImageNet [22]を用い

て事前学習しておいた ResNet-50の全層をファインチュー

ニングする．Optimizerとしては Adamを用い，ミニバッ

チサイズは 64とする．学習率は 1e-3から開始し，誤差関

数が平坦になるたびに 0.1倍していく．

データセットで提供されている素材表面の画像は

320 × 480 であった．この画像に対して次のようなデー

タ拡張を行ったうえで Encoderに入力する．画像をラン

ダムに 1倍から 1.3倍に拡大し，その後ランダムな範囲で

128 × 128に切り抜き，水平方向・垂直方向にランダムに

反転させ，最後にランダムな角度で回転させた．また上

述の標準的なデータ拡張に加えて，random erasing [23]や

mixup [24]も合わせて実施し性能向上を図った．Random

erasingは画像上のランダムな領域をマスクするものであ

る．mix upは 2つの訓練データをベータ分布からサンプ

リングした値に基づいて混ぜて新たな訓練サンプルを作成

するというものである．これらにより訓練データが少ない

場合にも強い正則効果が得られることが知られている．

Encoder の学習の結果，データセットに含まれる 108

クラスの素材属性の分類精度はテストデータに関しても

95%以上を達成した（図 3）．

Encoderの学習後，最終層の 1つ手前の層が素材ベクト

ルと同じ次元を保持しているため，その層の出力結果を

Generatorの入力層へ順伝播させる構成として推論用のモ

デル構成（図 1）に結合している．

図 3 Encoder の学習の様子

Fig. 3 The accuracy of encoder.

図 4 Generator と Discriminator のアーキテクチャ

Fig. 4 Architecture of Generator and Discriminator.

3.4 GeneratorとDiscriminatorの構成

Generatorは素材ベクトル cと乱数ベクトル z の結合ベ

クトルをもとに，スペクトログラムを生成する役割を担

う．Generatorは GANのフレームワークにのっとって学

習させる．学習時には，図 1 には記載していないDiscrim-

inatorと合わせて Generatorを学習させる．Generatorと

Discriminatorのアーキテクチャを図 4 に示す．

Generator はデータ x = G(z, c) を生成する．Discrim-

inator はデータセット内のスペクトログラムもしくは

Generatorの生成したデータ x = G(z, c)を入力とし，xが

データセット内のデータであると判断した確率D(x)と入

力されたデータの素材ベクトルを推定したP (x)の 2つを出

力する．学習後に，Discriminatorは取り除かれ，Generator

のみが推論用のモデルのなかで活用される．Generatorと

Discriminatorの詳細なアーキテクチャは，文献 [25]を参

考にし，その構造は SRResNet [16]をベースに構築し，誤

差関数は DRAGAN [26]および AC-GAN [17]を参考にし

て構築した．

素材面法線方向の加速度を Generatorで生成するが，こ

れまでのところ，GANを使って時系列データを生成する

例は少ない．GANの生成データの質はDiscriminatorの学

習精度に依り，画像認識のテクニックを Discriminatorに

取り入れることで GANは発展してきたという背景がある

ため，GANは 2次元の画像を生成するのは得意だが，相対

的に 1次元連続データを生成するのは不得意であり，学習

が困難である．そこで，我々は加速度のデータを 2次元の

パターンとして表現するスペクトログラムに着目し，これ
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図 5 素材の名前と画像

Fig. 5 Material name and image.

を GANで生成することを考えた．加速度データは素材表

面をなぞった際のものを用いた．データセットから加速度

データを切り出した．訓練データは各素材ごとに 4.8秒間

の振動データが 10サンプル提供されている．サンプリン

グ周波数は 10 kHzである．短時間フーリエ変換（サンプル

点 512，ハミング窓サイズ 512，ホップサイズ 128）により

スペクトログラムを生成した．スペクトログラムを対数ス

ケールに変換し，1.628秒 × 256 Hzに相当する 128 × 128

のデータを 4.8秒のなかからランダムに抽出した．このス

ペクトログラムが Discriminatorに入力される．0から 1

までの値の範囲に収まるように正規化も施した．なお，テ

ストデータも 10サンプル提供されており同様の処理を施

して活用している．データセットで提供される全 108の素

材クラスに対応するため 108の素材属性をモデル学習に用

いた．そのため素材ベクトル cの次元は 108となる．一方

乱数ベクトル z の次元は 50とした．Encoderの学習と同

じく optimizerはAdamを用いた．ミニバッチサイズは 64

である．学習率は 2e-4で固定にした．

3.5 Generatorの学習結果

Generatorの学習結果として，特定の 9つの素材クラス

（図 5）に関して，テストデータセットに含まれる加速度の

スペクトログラムと，Generatorの生成したスペクトログ

ラムを図 6 に示す．図 5 に示した素材クラスは，データ

セット [3]であらかじめ 9つのカテゴリに分類が行われて

あり，各カテゴリから 1つずつ選択したものである．

Generator による生成の際の素材の指定は，たとえば

図 5 の素材 “Squared Aluminum Mesh”を指定する場合

には，(cSquaredAluminumMesh, cGraniteTypeV eneziano, · · ·) =

(1, 0, 0, · · ·)と，対象素材の成分だけ 1とした素材ベクトル

cを Generatorに入力することで行う．

GAN のフレームワークでは，Discriminator がテスト

データと生成データを区別できなくなるまで学習を続ける．

そのため学習に成功した場合には，図 6 の生成データを見

ると分かるように，Generatorはテストデータに類似した

スペクトログラムを生成する．実際にユーザに振動として

触覚提示し，テストデータと生成データの両者をユーザが

区別できるかを検証した実験について次の章で述べる．こ

の実験では，振動による触覚提示に対するリアリティにつ

いても合わせて検証した．本稿では振動に対して感じるリ

アリティを「素材情報から想起される経験的振動との類似

性」と定義し呼称する．

図 6 各クラスのテストデータセットのスペクトログラムと Gener-

ator の生成したスペクトログラム

Fig. 6 The spectrogram for each class label in test dataset and

the one generated by generator.

一般的に GAN の生成物を定量的に評価することは

難しいとされている．GAN の定量評価は通常は Incep-

tion score [27]やその改良版の Fréchet Inception Distance

（FID）[28]が用いられるが，今回のケースにはこれらは適

用できない．なぜなら Inception scoreや FIDを適用でき

るのは，CIFAR-10などの標準データセットを用いた場合に

限られ，今回のようなカスタムデータセットに対しては適

切な評価を得ることができないためである．代わりに，触

覚提示用振動の乖離度の指標である Spectral dissimilarity

を用いた．この指標は [11], [12]にて提案されたもので，人

の振動を知覚する機械受容器の周波数特性に基づいてお

り，テクスチャの識別評価実験の結果とよく近似すること

が知られている．Spectral dissimilarityは 0（2つの振動が

完全に一致）から 2（完全に不一致）までの値をとる．触

覚提示用振動の評価に対し，文献 [29], [30]など多数用いら

れてきた実績がある．

図 5に示した 9種類の素材クラスの，各クラス 10個のテ

ストデータ（合計 90個）と 10個の生成データ（合計 90個）

間の全組合せに対して Spectral dissimilarityを計算した．

また，テストデータ内での全組合せについても Spectral
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図 7 クラスごとの乖離度（Generator から生成したデータの場合）

Fig. 7 Spectral dissimilarity for each class (in the case of E2E

model).

図 8 各クラスのテストデータセットのスペクトログラムと E2E モ

デルの生成したスペクトログラム

Fig. 8 The spectrogram for each class label in test dataset and

the one generated by E2E network.

dissimilarityを計算した．これに基づき，(ア)テストデー

タ内で同一クラスの場合の乖離度（青色），(イ)テストデー

タと生成データ間で同一クラスの場合の乖離度（緑色），

(ウ)テストデータと生成データ間で異なるクラスの場合の

乖離度（橙色）を図 7 にクラスごとに示す．クラスごとに

3者間に平均値の差があるかを調べるため，対応のない t

検定をクラスごとに独立に行った．その結果，いずれのク

ラスにおいても (イ)–(ウ)間に有意差があった（p < 0.01）．

これにより，あるクラスの生成データが，テストデータ全

体よりも特定のクラスのテストデータに対して乖離度が低

いことが明らかになった．また，いずれのクラスにおいて

も (ア)–(イ)間には有意差がなかった（p > 0.05）．つまり，

生成データの同一クラス内での乖離度は，テストデータの

同一クラス内での乖離度と，分布として差がないという仮

説は否定されなかった．

3.6 End-to-Endの学習結果

Encoderの学習結果のモデルをGeneratorと結合するこ

とで，素材画像から振動への End-to-endの変換が行える．

本稿では Encoderと Generatorを結合したモデル全体を

E2E（End-to-End）モデルと呼称する．図 8 に特定の 9つ

の素材クラスに関して，テスト画像から生成したスペクト

図 9 クラスごとの乖離度（E2Eモデルから生成したデータの場合）

Fig. 9 Spectral dissimilarity for each class（in the case of E2E

model).

ログラムとテストデータのスペクトログラムを示す．両者

を比較すると，画像からもテストデータに類似したスペク

トログラムを生成できていることが分かる．

前節と同様に，Spectral dissimilarityを乖離度の指標と

して，(ア)テストデータ内で同一クラスの場合の乖離度（青

色），(イ)テストデータと生成データ間で同一クラスの場合

の乖離度（緑色），(ウ)テストデータと生成データ間で異な

るクラスの場合の乖離度（橙色）を図 9 に示す．クラスご

とに 3者間に平均値の差があるかを調べるため，対応のな

い t検定をクラスごとに独立に行った．その結果，いずれの

クラスにおいても (イ)–(ウ)間に有意差があり（p < 0.01），

また (ア)–(イ)間には有意差がなかった（p > 0.05）．以上

の結果により，E2Eモデルの場合にも，あるクラスの生成

データが，テストデータ全体よりも特定のクラスのテスト

データに対して乖離度が低いことが明らかになった．さら

に，生成データの同一クラス内での乖離度は，テストデー

タの同一クラス内での乖離度と，分布として差がないとい

う仮説は否定されなかった．

4. 実験 1：素材属性や素材画像入力時の生成
振動に対する主観評価

本実験では，我々の提案モデルの 2つの使い方を想定した

2つの実験を行った．すなわち，Generator単体を用いて素

材ベクトルから生成した振動を評価対象とする Generator

実験と，E2Eモデルを用いて素材画像から生成した振動を

評価対象とする E2Eモデル実験を個別に実施した．この

Generator実験と E2E実験では，アプリ開発者による 2つ

の入力（素材属性または素材画像）に対して適切にモデル

が振動を出力するかをユーザを対象としてテストした．具

体的には，ユーザがテストデータと生成データを触覚とし

て区別できるかどうかと，生成データに対してユーザがリ

アリティを感じるかを評価項目とした．ただし入力とする
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図 10 実験システム

Fig. 10 Experimental system.

素材は学習に用いたものに限定した．

実験参加者は 22歳から 25歳までの男女 10名（男性：8

名，女性：2名）で，全参加者は右利きであった．なお，本

稿における全実験は東京大学倫理委員会による承認（承認

番号：KE17-63）を受けて実施されたものである．

4.1 実験システム

本実験での参加者のタスクは，タブレット端末の表示

画面上で，ペン型デバイスから振動提示を受けつつ表面

をなぞることである．実験システムは，タブレット端末

（Apple Inc.，iPad Pro 9.7 inch），アンプ（Lepai Inc.，LP-

2020A+），および振動子付きペン型デバイスの 3つから構

成される（図 10）．ペン型デバイスは自作したものであり，

その詳細は次の段落で述べる．

ペン型デバイスは重量約 20 g，長さ約 140 mm，把持部

の直径は約 10 mmである．ペンの先端には導電性材料を

装着した．先端と把持部を接続するように，導電性シート

を巻いて静電容量式タッチスクリーンと反応するようにし

た．ペン型デバイスの把持部（ぺンの先端から 20 mmの

位置）に振動子（ALPS社，HAPTIC Reactor）を組み込

んだ．振動子は小さく（35.0mm× 5.0 mm× 7.5mm），軽

い（約 5 g）ため，参加者がペンを動かすのを阻害するもの

ではない．

参加者がタブレット上にペンを接触させてなぞると，振

動用信号がタブレットのイヤホンジャックから出力され，

アンプを経由して振動として参加者の指に伝わる．

4.2 タスク設計

本実験は参加者内計画で行った．ある素材クラスのクラ

ス名または素材画像が画面上部に表示されておりそれを見

ながら（図 11 左），参加者は，テストデータ内の振動ま

たはモデルが生成した振動を提示されつつ，ペン型デバイ

スを画面上の所定の経路上を動かした．次に同じくテスト

用の振動もしくは生成振動を受けながら，所定の経路上で

ペン型デバイスを動かした．2つの経路上で異なる振動刺

激を受けた後，参加者はどちらの振動刺激がモデルから生

成されたものであるかを区別し，さらに画面上部に表示さ

図 11 実験画面．左：画面上側に素材のクラス名（Generator実験

時）または素材の画像（E2E実験時）が存在し，画面下側に

参加者がなぞる 2 つの経路が存在する．右：VAS スケール

を用いてリアリティを回答し，どちらが生成振動であったと

感じたかをボタンで回答する

Fig. 11 Experimental window. Left: The material class name

or material image is visualized on upper side of the

screen. Right: Users evaluated the realism of the vi-

bration and identify which is the generated one by

pushing buttons.

れている素材クラス（クラス名または素材画像）に属する

振動としてのリアリティについても評価した．Generator

実験では，参加者に提示する振動は図 5 に示した 9つの

素材のうちの 1つに対応する素材ベクトルを Generatorに

入力することで生成したものと，同一の素材に対応する

テストデータとしてデータセットに備わる振動を用いた．

Generator実験で視覚提示する素材の情報はその素材のク

ラス名である．E2E実験では，参加者に提示する振動は

図 5 に示した素材のうちの 1つに対応する画像をデータ

セットから抽出し E2Eモデルに入力することで生成した

ものと，同一の素材に対応するテストデータとしてデータ

セットに備わる振動を用いた．E2E実験で視覚提示する素

材の情報は E2Eモデルに入力した素材画像である．なお，

参加者からするとテストデータおよび生成データのいずれ

も初見である．参加者は視覚提示される素材のクラス名ま

たは素材画像から想起されるものに基づいて，実際に提示

された振動に対して判断を下す．

参加者の 1試行での実験手順を述べる．以下の手順を繰

り返し行っていく．参加者は，ペンを左から右へ約 100 mm

の距離を一定速度で動かす．移動速度を一定にするために

画面上に延伸するバーが表示されるので，このバーの延伸

スピードに合わせて参加者はペンを動かす．バーの延伸ス

ピードは 1.6秒で約 100 mmを移動し終える設定となって

いる．参加者の指に対して振動を直接提示するために，参

加者は振動子が組み込まれたペンの把持部を持つよう指

示されている．画面上の 2つの経路上（図 11 左）で順に

ペンを動かした後，どちらの振動が生成されたものと感

じたかを画面上のボタンを押して答える．加えて，2つの

振動刺激のリアリティについてもそれぞれを VAS（Visual

Analogue Scale）評定法 [31]に従って評価する（図 11 右）．

100 mmの長さの線分が画面上に表示されており，この線

分のどこかを参加者は感じたリアリティの程度を評価す
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図 12 提示振動が生成されたものか，データセットから提供された

ものか正しく回答した確率

Fig. 12 Percentage of identifying which stimuli were generated

one out of two.

るためチェックをつける．線分の左端は “まったくリアリ

ティを感じない”ことを意味し，線分の右端は “とてもリ

アリティを感じる”ことを意味している．テストデータの

振動と生成振動の提示順序は 1試行の中でランダムになっ

ている．なお参加者はノイズキャンセリングヘッドフォン

を装着し，音を遮断した状態で実験を行った．

9種類の素材に対応する生成振動とテストデータの振動

が本実験では用意された．生成振動は毎試行，モデルから

新たに生成して用意した．テストデータの振動は，該当する

9つの素材としてデータセットにあらかじめ用意されてい

るテストデータの振動のなかからランダムに抽出して使用

した．参加者ごとに各素材 10試行ずつ行った．Generator

実験と E2E実験での試行を合わせると 1人の参加者につ

き 180試行行ったこととなる．全参加者ともGenerator実

験，E2E実験の順で行い，疲労の影響を避けるため両実験

は同日に行わず 2日に分けて行った．提示する素材種類の

順序はカウンターバランスするよう割当てを行った．

4.3 結果

図 12 に，参加者に提示された振動が生成されたものか，

データセットから提供されたテストデータかを参加者が正

しく回答した確率（正答率）を素材種類ごとに示す．横軸

が素材種類で，縦軸が素材ごとの正答率を示している．正

答率が 50%に近い場合，参加者がテストデータと生成デー

タを区別できなかったことを示している．Generator実験

の場合の全素材に対する正答率の平均は，47.7 ± 1.49%で

あり，E2E実験の場合は，48.2 ± 2.49%であった．各実験

の各素材に関して，正答率が 50%から離れているかを検証

するためカイ二乗適合度検定を行ったところ，E2E実験の

際の素材 Carpet（p < 0.01）と素材 Fine Foam（p < 0.05）

の条件に関してのみ正答率が有意に 50%より低かった．

一方，図 13に，提示振動に対して感じるリアリティを素

材種類ごとに示す．Generator実験におけるテストデータの

振動に対するリアリティの評価値の平均は 72.9± 1.49であ

図 13 提示振動に対して感じたリアリティ

Fig. 13 Felt realism for test signals and generated ones.

り，生成振動に対する評価値の平均は 73.1±2.93であった．

E2E実験におけるテストデータの振動に対するリアリティ

の評価値の平均は 71.4± 2.04であり，生成振動に対する評

価値の平均は 70.3± 1.81であった．Studentの t検定をテ

ストデータと生成データ間の平均値に対して行ったところ，

Generator実験における素材 Bamboo（p = 0.025）と E2E

実験における素材 Squared Aluminum Mesh（p = 0.026），

Bamboo（p = 0.025），Cardboard（p = 0.025）に関して

有意差があった．テスト振動全体と生成振動全体の間では

有意差は見られなかった．

4.4 考察

提示振動が生成されたものか，テストデータの振動か正

しく回答した確率（正答率）を確認すると，ほとんどの条

件においてほぼ 50%であり，参加者はテストデータの振動

と生成振動を区別できていなかった．実験後の自由記述で

は，全参加者がテストデータの振動と生成振動に違いがな

かったと回答していた．したがって，我々の提案モデルは，

素材の属性や画像をもとに実際の振動を高い水準で模擬で

きたといえる．E2E実験における素材 Carpetと素材 Fine

Foamの正答率は 50%より小さかった一方で，リアリティ

に関してはどちらの素材でも，テストデータの振動と生成

振動間で違いがなかった．このことから，生成物であると

見破られやすい振動であったといっても，リアリティとし
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て劣る振動ではなかったことが分かる．

リアリティに関しては，ほとんどの条件において 60を

超えており，かつ生成振動全体の平均とテストデータ全体

の平均間で違いがなかった．このことから，提案モデルは

概してテストデータ相当のリアリティのある振動を生成

できていることが分かる．素材の種類ごとに見ていくと，

Generator実験と E2E実験間でリアリティに違いがある種

類があることが分かる．

Generator のモデル自体は Generator 実験と E2E 実験

で同一のものを用いており，かつ 3.2節で明らかにしたよ

うに Encoderの分類精度が 95%以上と高いことを考える

と，この違いは主に，実験時に参加者がリアリティを評価

する際に見る素材のクラス名と画像から受ける印象が異

なることに起因するものであると考えられる．たとえば，

Generator 実験において実験画面に表示される “Carpet”

という文字列と，素材 “Carpet”に対応する素材画像間で，

参加者が想起するものに乖離が生じていたのではないかと

考えた．実際，10名中 4名の参加者が実験後の自由記述に

て，画像とクラス名からイメージするものが異なることや，

特に素材 “Bamboo”にて顕著に異なることを述べていた．

また別の自由記述にて，特定のクラスにおいて，クラス名

から素材表面を想像するのが困難である旨の記述も見られ

た．これらをふまえて，今後は Encoderに入力するベク

トルを素材そのものの表現ではなく，人が解釈しやすい軸

で表現する必要があることが分かった．たとえば，テクス

チャの知覚の軸である硬軟や粗滑などや，もしくは触感の

オノマトペなどへ再設計するなどを検討する必要がある．

E2E実験では，Encoderの分類精度は 95%以上である

ため，Generatorへの入力としては基本的に学習に用いた

単一素材を示す素材ベクトルが入力されていると考えら

れる．しかしこのような，単一素材を示す素材ベクトルを

入力する場合というのは，振動触感のデザインにおいては

限定的なケースである．一方で，振動触感デザイン時の発

展的なユースケースとして，より柔軟な素材ベクトルが

Generatorに入力される場合が考えられる．具体的には複

数素材の中間にあたる素材の素材属性を入力して振動を生

成することや，素材属性を微調整して生成振動が所望のも

のとなるまでチューニングすることなど，が想定される．

このような場合の生成振動や Generatorの応答性について

今後検証を進めていく必要がある．

5. 実験 2：学習に用いていない画像入力時の
生成振動に対する評価

本章では，学習に用いていない素材画像を E2Eモデル

へ入力した際に，適切な振動が生成されるかを評価する．

実験 1では，生成振動を実験参加者へ提示しその入力と

なる素材属性や素材画像に対して適切であるかを評価した

が，生成振動どうしについて比較は行わなかった．しかし，

図 14 E2E モデルへ入力した素材画像（上段）と生成された振動

（下段）

Fig. 14 Material images fed into the E2E model and generated

signals.

本モデルを活用したアプリケーションでは生成振動が複数

付与される場面が想定され，それらの生成振動間の区別が

可能である必要がある．そこで本章の実験では，生成振動

どうしを比較する要素を取り入れたタスクを実験参加者に

課すことにした．具体的には，特定の素材画像を視覚提示

し，その素材画像に対して最も適切な振動を，連続して触

振動提示した生成振動群のなかから選ばせた．視覚提示し

た素材画像が，選ばれた生成振動の振動生成時に E2Eモ

デルへ入力したソースとなる素材画像と同一となることを

期待しての実験である．

実験参加者は 22歳から 25歳まで男女 16名（男性：12

名，女性：4名）で，参加者は全員右利きであった．

5.1 タスク

本実験では素材画像を見ながら，その画像に適した振動

を特定するというタスクを参加者に課すため，まず素材画

像として区別が可能であり，かつ素材画像を見た際に画像

ごとに異なる振動を参加者が想起可能となるように明らか

に異なる素材カテゴリに分類される画像を収集した．この

ような基準を満たす 3つの素材画像（図 14．左から「布

タイプ」，「金属タイプ」，および「岩タイプ」の素材画像と

呼称）を web上から抽出した．これらの素材画像を E2E

モデルへ入力し生成振動を得た．実験時には，これらの素

材画像を視覚提示し，また生成振動を触覚提示した．

本実験では，実験 1 と同様にタブレット（Apple Inc.，

iPad Pro 9.7 inch），把持部に振動子（ALPS Inc.，HAPTIC

Reactor）を組み込んだペン型デバイスおよびアンプ（Lepai

Inc.，LP-2020A）を用いた．

次に述べる試行を参加者に繰り返してもらう．一試行

における手順を述べる．参加者はタブレット画面上で表

示される，3つの素材画像のうちの 1つの素材画像を見る

（図 15 左画面の上部）．参加者は，3種類の生成振動のう

ちのいずれか 1つを触覚提示されながら，ペン型デバイス

を画面上の所定の経路に沿って左から右へ約 100 mmの距

離を一定速度で動かした（図 15 左画面の下部）．移動速度
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図 15 実験画面

Fig. 15 Experimental window.

表 1 各素材画像に対する正答率を示した混同行列

Table 1 Confusion matrix which shows the accuracy for each

material image.

を一定にするために画面上に延伸するバーが表示されるの

で，このバーの延伸スピードに合わせて参加者はペンを動

かす．バーの延伸スピードは 1.6秒で約 100 mmを移動し

終える設定となっている．参加者の指に対して振動を直接

触覚提示するために，参加者はペンの振動子が組み込まれ

た把持部を持つよう指示されている．所定の経路は 3つあ

り，3種類の生成振動がそれぞれ割り当てられている．1

度，3つの所定経路上でペン型デバイスを動かした後に，任

意の所定経路上でペンを左から右へ所定速度で繰り返し動

かすことは許容されていた．参加者は，どの経路上の振動

が画面上に表示された素材画像のものであるかを識別し，

回答ボタンをタップして回答した（図 15 右画面）．以上が

一試行における手順であり，一試行が終わると，画面上の

素材画像が別の素材画像に差し替えられる．いずれの試行

においても，3つの経路に対する生成振動の割当は同一と

した．つまり上中下に位置する 3つの経路それぞれの生成

振動は毎回固定となっている．

この実験では参加者は 3つの素材画像について，2回ず

つ回答しており，1参加者あたり全部で 6回回答した．画

像表示順序は参加者間でカウンターバランスをとるよう調

整されていた．

5.2 結果と考察

結果を表 1 の混同行列に示す．各行に素材画像に対する

全 32回答（参加者 16名 × 2回答/1名）中の，各生成振動

への回答回数が示されている．また，最も右の列に各素材

画像に対する正答率が示されている．全体として，83.3%の

確率（正答率）で生成振動が正しく選択された．素材ごと

に見ると，1つ目と 3つ目の素材画像の正答率は 78.1%で

あり，2つ目の画像は 93.8%であった．

2つ目の「金属タイプ」の素材画像の正答率は 93.8%で

あり，3つの素材画像のなかで最も高かった．実験後の自

由回答にて，16名中 12名の参加者が，「この金属タイプの

素材に対応する振動は，他の 2種類の振動に対して区別し

やすかった．その理由は，金属表面を擦ったときの高周波

の振動が際立って感じられたためである」というようなコ

メントを残していた．実際，2つ目の素材画像から生成し

たスペクトログラムを確認すると，このコメントに合致す

るような周波数成分が見られる．

1つ目の「布タイプ」の素材画像と 3つ目の「岩タイプ」

の素材画像の正答率は，2つ目の素材画像よりも低かった．

4名の参加者が，振動の強さだけを頼りに「布タイプ」と

「岩タイプ」の素材画像の振動を区別しようとしていたが，

簡単ではなかったとコメントしていた．一方，1名の参加

者は「岩タイプ」の素材画像の振動は「布タイプ」の素材

画像の振動よりも硬かったとコメントしていた．「布タイ

プ」より「岩タイプ」の方が硬い質感を提示する振動を生

成できたとすれば，意図的にそのような質感を設計せずに

データドリブンに学習をさせた結果，提案モデルが素材に

適した振動を生成できた可能性を示唆している．

本実験では，提示振動に適した素材画像を参加者に選択

させるタスクを課し，結果として，提示振動に対して E2E

モデルへ入力された素材画像が高い確率で選択された．こ

の結果は，E2Eモデルを用いた振動生成時に，参加者が

素材画像を見て想起する振動と実際に生成された振動の

ギャップが小さいことを示しており，学習に用いていない

素材画像を入力した際における E2Eモデルの一定の有効

性を示している．

本実験では，異なる素材カテゴリ（「布タイプ」，「金属

タイプ」，および「岩タイプ」）に分類される画像を用いた

が，今後は単一素材カテゴリにおけるより細かい素材の違

いについて E2Eモデルによる生成振動でどの程度表現さ

れるかについて調査を進める．

6. 本モデルの効果と制約

6.1 効果

本稿では，素材ベクトルまたは素材画像を入力として振

動を生成するモデルの全体像を提案した．加えて，モデル

の学習パラメータやデータ処理方法などのモデル構築の際

の詳細を定義し，生成振動について実験により検証した．

実験 1の結果，学習に用いた素材クラスに関して，提案モ

デルの 2つの使い方（素材ベクトルまたは素材画像の入力

とした振動生成）の双方において，高い水準でテストデー

タを模擬でき，リアリティのある振動を生成できる可能性

が示唆された．また実験 2により，学習に用いていない素
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材画像を入力とした場合についても，入力素材画像を特定

できる程度の情報量を持つ振動を生成できることを予備的

な検証段階ではあるものの示せたと考えている．この結果

は，触覚デザインの際に幅広い範囲の素材に対して，本モ

デルが適用できることの可能性を示唆するものである．素

材種類を増加させる場合など問題設定が複雑化した際に

も，提案モデルの全体構成は活用できる．ただし今回用い

たモデルの学習パラメータやデータ処理方法などが適用で

きるかについては別途検討を進める．

本稿の範囲では評価できていないが，本モデルは条件付

き GANの構成を採用しているため，学習に用いた属性に

基づき合成した属性に対しても，適切な振動を生成できる

可能性がある．たとえば GANの先行研究 [25]では，人の

顔画像の生成問題において，Generatorに入力する髪型に

関する属性を「黒髪」，「女性」から「金髪」，「男性」に変

化させて入力すると，出力画像としてもそのように変化す

ることが知られている．加えて，入力属性の変化を連続的

に行った際に，出力画像も離散的でなく連続的に変化する

ことが示されている．このような連続的な出力振動の変化

が本モデルにおいても可能であるとすると，現状たかだか

100種類の素材に対応しているデータセットよりも，より

多くの素材種類をカバーした振動を生成できる可能性があ

る．ただし，学習に用いた素材をもとに入力属性を合成す

るため，学習に用いた素材を基底とする素材空間に内包さ

れた素材に対してのみ適合した振動を生成できるようにな

る見込みである．

6.2 制約

最後に提案モデルの制約について 2点述べる．

1点目はペンの入力方法への対応である．提案モデルは

ペンの運動状態を入力としてとらないため，提案モデル単

体ではペン入力に対応した振動を生成できない点が制約と

なる．しかし，ペンの入力は限定的であると仮定してもよ

いという見方もできる．実際 Appleはアプリケーション

開発者に対しては，スワイプやタップなど 8種類のシンプ

ルな入力ジェスチャ以外を制限するガイドライン [32]を設

けている．これらのジェスチャは短時間で入力が終わるた

め，ペン速度やペンに印加される力は静的と見なすことが

できると考えられ，提案モデルを各ジェスチャに対して構

築すれば十分であると考えられる．

一方，ペイントアプリなどペンの速度や力に大きな変動

があるインタラクションに対して，本モデルの機能を用い

たい場合がある．そのような場合においても，Culbertson

ら [33]により，振動がペンの速度に応じて変化しなければ，

ユーザが振動に感じるリアリティは低減するが，ペンにか

かる力には振動を対応させる必要がない可能性が指摘され

ている．そのため，本モデルで生成した振動をベースにペ

ンの速度に応じて周波数変調を施すだけで十分である可能

性がある．

2点目は，E2Eモデル固有の問題に関してであるが，E2E

モデルの利用者は，モデルに入力する画像のスケールにつ

いて注意する必要がある．本方式で構築した E2Eモデルで

は，ある一定距離から素材を撮影された画像という前提で

対応する振動が生成されるようになっている．たとえば，

同じサンドペーパを遠くから撮影した画像（目が細かい）

と近くから撮影した画像（目が粗い）では，異なる振動が

生成される．逆に考えると，素材画像のスケールを変化さ

せて，生成される振動を細かく調整するような使い方をす

ることもできるといえる．

7. 結論

本研究では，素材の属性や画像を入力として振動を出力

するモデルを GANにより構築した．本モデルを用いるこ

とで，手元に素材そのものを持たない場合や，データセッ

トに所望の素材の振動がない場合にも振動を収集可能であ

る．実験によって，ほとんどの条件においてユーザがモデ

ルが生成した振動を真の振動から区別できないことや生成

振動に対して真の振動と同程度のリアリティを感じること

を示した．さらに予備的な実験により，学習に用いていな

い素材画像を入力した際にも，適切な振動を生成できる見

込みを得た．今後は複数素材の内挿ベクトルを入力した際

の生成振動についてより詳しく評価していく．
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