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グラフニューラルネットワーク処理向けの
キャッシュアーキテクチャの検討

冨田　健1,a) 胡　思已1 近藤 正章1

概要：近年，グラフ構造のデータを対象にした機械学習手法の一つとしてグラフニューラルネットワーク
（GNN）の研究が活発に行われている．本稿では GNNの一種であり，関係グラフに対して畳み込み演算
を定義した関係グラフ畳み込みネットワーク（Relational Graph Convolutional Network: R-GCN）を対
象に，主としてメモリアクセスの効率化に着目して高速化を検討する．R-GCNはエッジにラベルを定義
したグラフを入力とし，主に知識グラフの補完タスクなどに応用されている．R-GCN の計算処理では，
その大部分を疎行列である隣接行列と密行列である特徴ベクトルを集めた行列の行列積計算に費やしてい
る．密行列のデータに対して不規則なアクセスとなることから，R-GCNの処理はメモリアクセスがボト
ルネックとなりやすい．本稿ではこのメモリアクセスの高効率化のため，まず前処理として時間的局所性
を高めるための頂点ノードの並べ替え手法を検討する．それでもアクセスのランダム性から再利用性が高
いデータがキャッシュから追い出されてしまうことを防ぐべく，各グラフノードのエッジ数を考慮した
キャッシュ置換アルゴリズムを提案する．トレースベースのキャッシュシミュレータを使用して提案手法
を評価したところ，LRUによるキャッシュ置換ポリシーに対してキャッシュサイズがある程度大きい場合
に提案手法は有効であり，最大で 30%程度 LLCミス数を削減できることがわかった．

1. はじめに

近年，画像認識などにおいて深層ニューラルネットワー

クは必要不可欠な技術となっており，その中でも畳み込み

ニューラルネットワーク（Convolutional Neural Network:

CNN）は中核的な技術となっている．CNNは畳み込み層

とプーリング層などを組み合わせることで，画像などの特

徴を効果的に抽出することができる．CNNは画像認識以

外にも音声認識 [1]や自然言語処理 [2]にも応用されてい

るが，一般的に入力のデータが規則正しい格子状のデータ

になっている必要がある．一方で，これら機械学習技術の

発展にともない，より汎用性の高いデータ構造であるグラ

フ構造のデータに対しのニューラルネットワークモデル

の適用が要望されるようになり，多くの研究がなされるよ

うになってきた．これはグラフニューラルネットワーク

（Graph Neural Network: GNN）と呼ばれている．

GNNの中でも特に画像認識での CNNと同様に，畳み

込み演算を定義したグラフ畳み込みネットワーク（Graph

Convolutional Network: GCN）が注目されている．GCN

は，特に知識グラフの補完タスクや化合物の物性推定など

で応用が期待されている．これらアプリケーションは大規
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模なグラフに対し，高度な GNNモデルが用いられること

が多く，その計算量増大が予想される．そこで，本稿では

GNNの一種であり，グラフのエッジにラベルがついてい

る関係グラフを学習モデルの入力にしていて，知識ベー

スにおける欠損データの予測などに利用されることの多

い「関係グラフ畳み込みネットワーク（Relational Graph

Convolutional Network: R-GCN）」を対象にその高速化を

検討することを目的とする．なお，本稿で述べる手法は他

の GCNにも容易に拡張可能である．

R-GCNを含めた多くのGNN計算では，グラフ上のノー

ドの繋がりを隣接行列により表現する．通常，各ノードは

たかだか数個のノードとしかエッジで接続されないことか

ら，この隣接行列は疎行列の形で表すことが多い．R-GCN

ではこの疎行列と，ノードの特徴量を表す密行列の行列積

の計算が支配的となる．疎行列を用いた計算はデータアク

セスの不規則性などから，メモリアクセスがボトルネック

となることが知られている．特に R-GCNでは，比較的サ

イズの大きい密行列の各行が不規則にアクセスされるため，

この部分のメモリアクセスを最適化することが重要であ

る．この密行列へのアクセスの傾向として，密行列の一部

の行データは頻繁にアクセスされるものの，大部分は数回

以下しかアクセスされない点がある．これは，実世界にお

けるグラフはべき乗則の分布にしたがい，ほとんどのノー

ドは接続しているエッジの数が少なく，一部のノードに接
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図 1 有向グラフの例

続されるエッジが偏っていることに由来する．この再利用

性の高い行データと低い行データが不規則にアクセスされ

るため，再利用性の高いデータがキャッシュから追い出さ

れやすく，従来のキャッシュが有効に機能しない．

本稿では，上記の問題点への対処として，密行列へのア

クセスの際の再利用性を最大限に活用することを検討する．

R-GCNでは，疎行列で表現される隣接行列は実行中に構

成が変化しない，すなわち隣接行列を参照することで密行

列のどの行データが何回アクセスされるかという情報が静

的にわかることになる．そこで，本稿ではまず，前処理と

してグラフ上のノードのインデックスをエッジの数，すな

わち密行列上のノードの特徴量のアクセス頻度によって並

べ替え，隣接行列と密行列である特徴量データを書き換え

る．これにより，アクセス回数の多い密行列の行要素が時

間的に固まってアクセスされやすくなるため，頻繁にアク

セスされる密行列データの時間的局所性が向上し，キャッ

シュの性能が改善すると期待される．しかし，この並べ替

えによっても，高アクセス頻度行データアクセスの間に低

アクセス頻度行データがアクセスされることから，LRUな

どの主要なキャッシュ置換アルゴリズムでは高アクセス頻

度行データが追い出されことがしばしば生じ，再利用性を

最大限に活用することができない．

そこで本稿では，当該密行列の各行要素が何回アクセス

されるかが静的にわかり，またその密行列を用いた計算が

処理の大部分を占めるという R-GCNの特徴を利用し，ア

クセス回数をキャッシュラインの重要度として陽に指定

可能にし，それに基づいて置換するラインを決定可能な

キャッシュアーキテクチャを提案する．特に，アクセス回

数を直接重要度として用いる場合，およびよりハードウェ

ア実装を考慮してアクセス回数から求めた重みを重要度と

して用いる場合の両者の性能を比較する．

2. R-GCNの基礎

2.1 グラフの基礎

グラフはノード（頂点）の集合 V，およびエッジ（辺）

の集合 E により G = (V,E)で表される．あるグラフにお

いて各ノードは vi ∈ V，各エッジは eij ∈ E と表記され

る．ただし eij はノード vi からノード vj を結ぶエッジで

ある．このグラフを表すデータ構造として，隣接行列がし

ばしば用いられる．隣接行列AはN ×N の行列（N = |V |
: ノードの数）であり，その要素 Aij は eij ∈ E のとき

Aij = 1，eij /∈ E のとき Aij = 0とすることで，グラフの

構造を表す．

例えば図 1に示すエッジに方向ががある有向グラフの隣

接行列は以下の式 (1)のように表す．

A =



0 0 0 0 0 0

0 0 0 0 1 0

1 1 0 0 0 0

0 1 0 0 0 0

0 0 1 0 0 0

0 1 0 0 0 0


(1)

実際のグラフでは，一般的に各ノードのエッジの数は多

くはないため，隣接行列は 1に対して 0の要素が圧倒的に

多くなる．そこで隣接行列を効率的にメモリに格納しつつ

計算するために，隣接行列には疎行列形式のデータ構造が

用いられる．疎行列形式にも様々なものがあるが，本稿で

は特に座標格納方式を用いる．座標格納方式では，非ゼロ

要素の数だけある配列 row[i]，col[i]，val[i]を確保し，行列

の (row[i], col[i])にある非ゼロの要素の値として val[i]を

持つように配列に格納する．例えば，式 (1)の隣接行列の

場合は，row = [1, 2, 2, 3, 4, 5], col = [4, 0, 1, 1, 2, 1], val

= [1, 1, 1, 1, 1, 1]となる．この例の場合，valの配列は 1

のみであるため，値を持つ必要がないかもしれないが，一

般的には valの要素としてエッジの属性などを持つ場合も

ある．また，本稿では rowの要素が昇順に並んでいる座標

格納方式を前提とする．

2.2 グラフニューラルネットワーク

グラフニューラルネットワーク（Graph Neural Network:

GNN）は画像や音声データといったユークリッド空間上で

規則的に配されたデータだけでなく，グラフ構造のデータ

もニューラルネットワークモデルへの入力として扱えるよ

うにし，またそれらに対して主として畳み込み演算を行え

るように拡張されたものである．グラフのノード，および

エッジには対応する特徴ベクトルを持つ．それらの特徴ベ

クトルに重みをかけて異なる特徴量へと変換していくこと

を基本とする．エッジに沿って情報を伝搬し，各ノードの

特徴の合計を計算したり，最大値を求めたりすることで次

の層の特徴ベクトルを生成する．これらを複数の層に渡っ

て行うことで，処理が進められる（図 2）．これらの計算の

定義には，多くの手法が近年提案されている [3][4][5]．

2.3 関係グラフ畳み込みネットワーク

関係グラフ畳み込みネットワーク（Relational Graph

Convolutional Network : R-GCN）は知識グラフなどの関

係グラフ上で畳み込み演算を定義したグラフニューラル

ネットワークである．関係グラフはグラフのエッジに向き
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図 2 グラフニューラルネットワークの伝搬

図 3 知識グラフの一部：ノードはエンティティ，エッジはリレー

ションと呼ぶ．エンティティとリレーションはそれぞれラベル

付されている．赤色で示されたエンティティのラベルとエッジ

は補完タスクにおいて予想されるべきものである．

とラベルとがあるものを指し，R-GCNは主に知識グラフ

での補完タスクへの応用として研究されている．図 3 は

知識グラフの一例である．エンティティをノード，リレー

ションをラベル付きのエッジに対応させることで知識グラ

フをラベル付きの有向グラフとして表現している．

知識グラフは，質問応答や情報検索を含む幅広い分野で

用いられる．一般に，大規模な知識グラフ（DBPedia や

Wikidata，Yago）はそのメンテナンスに多大な労力がかか

るため，情報が不完全なまままの部分が多い．この知識グ

ラフにおける欠落情報の予測は重要であり，R-GCNを利

用してその欠落情報の補完を行うことが可能である．先の

図 3の例では，他のノード同士の関係性をヒントに，赤字

で書かれたリレーションを予測することが R-GCNの代表

的なタスクとなる．

R-GCNはグラフと，グラフのそれぞれのノードに対応

する特徴ベクトルを入力とする．関係性毎に特徴ベクトル

に重みを掛け，隣接したノードの特徴ベクトルを集約する

ことで新しいノードの特徴ベクトルを計算することが主な

計算処理である．具体的には以下のように定式化される．

x
(l+1)
i = σ

∑
r∈R

∑
j∈N r

i

1

ci,r
W (l)

r x
(l)
j +W

(l)
0 x

(l)
i

 (2)

ここでN r
i は r ∈ R (rはエッジのラベル，Rはラベルの

集合) でのノード iの隣接ノードのインデックスの集合を

表す．ci,r は問題に固有の正規化定数（例えば ci,j = |N r
i |)

である．Wr はそれぞれのエッジのラベルごとのパラメー

タの行列である．なお，σは活性化関数である．
R-GCNの演算は隣接行列 Aを用いることで次のように

表現することができる．ただし，活性化関数は省略して
いる．

X(l+1) =

[
A(1)X(l) A(1)TX(l) . . . EX(l)

]


Wr1in

Wr1out

...

Wself


(3)

ここで Aはそれぞれのエッジのラベルごとの隣接行列（サ

イズはノード数 ×ノード数であり，疎行列形式で保存），
また X はノードの特徴ベクトルを集めた行列（サイズは

ノード数 ×特徴ベクトルの次元数で密行列）であり，Wr

はそれぞれのエッジのラベル毎のパラメータ（サイズは特

徴ベクトルの次元数×次層の特徴ベクトルの次元数で密行
列）となる．

3. R-GCN向けキャッシュアーキテクチャ
提案

ここでは，R-GCN処理において各ノードの特徴ベクトル

を保持する行列アクセスの再利用性を活用するための手法

を述べる．本手法は大きく分けて 2つのの要素から構成さ

れる．１つ目は前処理として行うデータの変換で，もう１

つはキャッシュアーキテクチャに関するものである．デー

タ変換は，頻繁にアクセスされる再利用性の高いデータの

時間的局所性を高めることを目的とし，キャッシュアーキ

テクチャはデータの大域的な再利用性に応じてライン毎に

優先度を設定し，それに基づいて追い出すラインを決める

ものである．

3.1 隣接行列の前処理による高速化

一般的に GCNの実行（学習あるいは推論）フェーズで

は，頂点の情報や頂点間の関係性（エッジの結ばれ方）は

変化しないため，前処理として頂点ノードのインデックス

を変換することができる．ノードの特徴ベクトルを保持す

る密行列部分の行データへのアクセス回数（次節で定義す

る qi）が多いものほどインデックスが小さくなるように変

換することで，アクセス数の多い，すなわちメモリアクセ

スの観点でより重要性の高いノードのデータへのアクセス

が時間的に集中し，データの再利用性が活用できると期待

される．

このノードのインデックス変換では，隣接行列 Aと頂

点の特徴ベクトルを密行列として保持する xを書き換える

必要がある．これは前処理として行うため，実行時のオー

バーヘッドはないが，この変換時間が長すぎると全体とし

て処理の効率が落ちてしまう可能性がある．しかし，GCN

の計算は複数の層にわたって何回かの疎行列・密行列の積

の計算が行われるため，前処理の時間は大きな問題になら

ない．実際，いくつかのベンチマークで前処理の時間とそ
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の後の R-GCNの計算時間を比較したところ，前処理時間

はおよそ 1層で構成される GCNの計算の 1エポック程度

であった．層の数が多い場合や同じデータに対して様々

なパラメータで R-GCNを実行する場合にはこのオーバー

ヘッドは大きな問題とならないと考えられる．

3.2 提案手法

前節で説明したインデックス変換の前処理を行っても，

複数回アクセスされる再利用性の高い密行列の行データ

が，再利用性の低い行データアクセスにより追い出されて

しまうことがあり，LRUなどの通常のキャッシュ置換ア

ルゴリズムでは，再利用性を最大限に活用することができ

ないことがある．そこで本稿では，特徴ベクトルを格納す

る行列の各行要素が何回アクセスされるかが静的にわかる

という GCNの特徴を利用し，キャッシュラインの重要度

としてアクセス回数，あるいはそれに基づく重みを明示的

に指定可能にし，それを指標として置換するキャッシュラ

インを決定可能なキャッシュアーキテクチャを提案する．

まず，i番目のノードの特徴ベクトルの優先度 pi をその

アクセス回数 qiから決定する．ここでグラフのノード数を

N とし，隣接行列をラベルごとにA(1), A(2), . . . , A(R)で表

す．i番目ノードに対応する特徴ベクトルを xiとし，i行目

に xiを並べた行列をX ∈ RN×D で表す．ただし，Dは特

徴ベクトルの次元数である．ここで，R-GCNで必要とな

る疎行列積計算は A(1) ×X,A(1)T ×X,A(2) ×X,A(2)T ×
X, . . . , A(R)T ×X,E ×X となる．AT は Aの転置行列で

あり，有向エッジのソース側とデスティネーション側のそ

れぞれに対して特徴の集約を行うために転置した隣接行列

に関しても計算を行う．なお，E は N ×N の単位行列で

ある．このとき，これら全ての行列積計算における i番目

ノードの特徴ベクトルのアクセス回数 qi は，aij を隣接行

列 Aの i行 j 列目の要素として以下の式 (4)となる．

qi =
N∑
j=1

a
(1)
ji +

N∑
j=1

a
(1)T
ji +

N∑
j=1

a
(2)
ji +

N∑
j=1

a
(2)T
ji + . . .+

N∑
j=1

a
(R)T
ji +

N∑
j=1

eji

(4)

この qi をもとに，i番目ノードの特徴ベクトルが格納さ

れるキャッシュラインの優先度 pi を決定する．提案する

キャッシュアーキテクチャでは，キャッシュ上のラインに

優先度情報を保持し，実行中にそれを適宜更新しつつ，優

先度をもとに追い出すラインを決定することを基本とす

る．なお，各キャッシュラインに対応する pi は１つだけ

となるようにデータの配置を行う必要がある．これは，各

ノードの特徴ベクトルのサイズをキャッシュラインのサイ

ズの整数倍にし，特徴ベクトルを格納する行列の先頭要素

のアドレスをキャッシュラインサイズにアラインすれば良

い．特徴ベクトルのサイズはある程度柔軟に決められるパ

ラメータであるため，これは現実的である．

本稿では優先度の定義と実行時におけるその更新方法に

関して access count base，および priority base の 2種類を

検討する．まず，それらを説明する．

3.2.1 access count base

本手法では，それぞれのノードに対してのアクセス回数

をそのままノードの優先度にする．つまり，pi = qi とな

る．ここで，優先度はライン毎に保持することを仮定し，

当該ノードの特徴ベクトルを保持するラインの優先度とし

て，この pi を用いる．このように，当該データ（ライン）

に何回アクセスされるかの情報を直接優先度として用いる

ことで，実行時には当該ラインがあと何回アクセスされ得

るかを追跡し，そのラインをキャッシュしておく必要ない

かどうかを明示的に判別することができる．そこで，各ラ

インの先頭要素，すなわちラインオフセットが 0のデータ

にアクセスされた際に，当該ラインの優先度を 1減らす．

これによりノードの優先度 piは i番目ノードの残りのアク

セス回数を示すことになる．

本手法では各ラインの優先度を保持するために，各ノー

ドの最大のアクセス回数を保存可能なビット数分だけの

フィールドが必要となる．

3.2.2 priority base

access count baseでは各ラインの優先度を保持するため

に，各ノードの最大のアクセス回数を保存可能なビット数

分だけのフィールドが必要となるため，ハードウェア的な

コストがかかり，また上限がアプリケーション依存である

点が問題となる．そこで，優先度の最大値を比較的小ビッ

ト数に固定したものとして，priority base手法を提案する．

本手法では，i番目のノードの優先度 pi を式 5のように

定義する．

pi = ⌊{(max p+ 1)
n∑

m=i

qm}/total edges⌋ (5)

ここで，total edgesはA(1), A(1)T, A(2), A(2)T, . . . , A(R)T, E

の非ゼロ要素の総和である．また，⌊·⌋は ·の整数部分を表
す．この優先度の値は 0からmax pまでの整数となる．

この場合，アクセス回数と優先度は直接対応しないため，

キャッシュラインの優先度を定期的に減らし，キャッシュ

ラインのデータにアクセスがあるたびに優先度を piにセッ

トし直すものとする．この周期は，各キャッシュセット毎

にアクセスされた回数が一定回数に達した際に 1周期とす

る．これは，直近にアクセスされたキャッシュラインの優

先度を高くし，一方で最近アクセスされていないデータの

優先度を低くすることに相当するため，LRU置き換えポ

リシーと近いが，その際に優先度も加味して置き換えるラ

インが決定される点が違いとなる．

3.3 提案手法のハードウェア構成

本節では前節で提案したキャッシュ置換アルゴリズムの

ハードウェア構成について述べる．基本となるハードウェ

ア構成は access count base，および priority base手法で共
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図 4 提案手法のハードウェア構成

通であり，優先度フィールドの更新手法が異なる

ハードウェア構成の概要を図 4 に示す．キャッシュの

各ラインに優先度を保持するフィールドが追加されてい

る．図中 FV Start Address，および FV End Addressは，

キャッシュコントローラ内に設ける制御レジスタであり，

論理アドレス空間での特徴ベクトル領域の先頭と末尾の

アドレスを保持する（これらはプログラム実行時に設定さ

れる）．キャッシュミスが発生した際には，当該アクセス

が特徴ベクトルに対するものであるかを，そのアドレスと

FV Start Addressと FV End Addressとを比較すること

で判定する．

もし，キャッシュミスの対象データが特徴ベクトルに

対するものであった場合は，通常のキャッシュのように

データをキャッシュに転送する他，主記憶中に保存した

優先度の値（初期値）をキャッシュラインの優先度フィー

ルドに保存する．この際に，キャッシュコントローラ中の

Pr Start Addressレジスタを先頭アドレスとする領域に，

特徴ベクトルをラインサイズ毎に区切った場合の優先度の

初期値を予め保存しておく必要がある．なお，特徴ベクト

ル領域以外のアドレスであった場合は，デフォルトの値を

優先度に設定する．

キャッシュアクセス時には，前節で述べた手法に従い優

先度フィールドを更新し，キャッシュミス時に置き換え対

象のラインを選択する上では，優先度フィールドが最も低

い値のキャッシュラインを置き換え対象とする．

なお，priority base手法を実装する上では，ハードウェ

アのオーバーヘッドや性能オーバーヘッドを削減するた

めに，工夫が必要である．ヒットの度に優先度フィールド

を初期値に戻す必要があるが，その度にメモリからデータ

を取ってくるのは現実的でないため，優先度フィールドに

は，初期値と減算用の一時的な優先度を設けるフィールを

個別に用意して，アクセス時に初期値を一時フィールドに

コピーする必要がある．また，各セット毎にアクセスされ

た回数をカウントするカウンタも必要になる．

表 1 それぞれのデータセットでのノード数（Entities），ラベル数

（Relations），合計エッジ数（Edges）
データセット AIFB MUTAG BGS AM

Entities 8,285 23,644 333,845 1,666,764

Relations 45 23 103 133

Edges 29,043 74,227 916,199 5,988,321

表 2 キャッシュシミュレータとキャッシュに格納する特徴ベクト

ルの詳細
L1 キャッシュサイズ 32KiB

L2 キャッシュサイズ (MiB) 0.256, 0.512, 1, 2, 4, 8, 16, 32

キャッシュラインサイズ 64byte

連想度 8

特徴ベクトルのデータ型 double(8byte)

特徴ベクトルの次元数 64

priority base の優先度の最大値 10

表 3 各データセットでの特徴ベクトルのデータサイズ
データセット AIFB MUTAG BGS AM

データサイズ 4.0MiB 11.5MiB 163.0MiB 813.8MiB

4. 評価環境と評価条件

本稿では，提案したキャッシュアーキテクチャの効果を

評価する．グラフのデータセットは文献 [6]で用いられて

いた関係グラフのベンチマークデータセットを用いる．そ

れぞれのデータセットのノード数，ラベル数，エッジ数を

表 1に示す．

評価は，トレースベースのシミュレータを用いることで

キャッシュミス回数を測定し行う．本シミュレータのは，

R-GCNの計算のプログラムに対して対象とするメモリア

クセスをフックする関数を挿入し，アドレス等の情報を取

得しつつ，キャッシュの動作をエミュレートするものであ

る．実際にホスト計算機上でもとのプログラムを動作さ

せつつ評価が行えるため，高速に大規模なプログラムの

キャッシュの振る舞いを評価できる．

評価では 2階層のキャッシュを持つアーキテクチャを想

定し，L2キャッシュのミス回数を主な指標として評価す

る．表 2に評価で用いたシミュレーションのパラメータと

特徴ベクトルのパラメータを示す．キャッシュに格納する

全ノードの特徴ベクトルのサイズは（1要素のデータサイ

ズ）×（特徴ベクトルの次元数）×（ノード数）で計算で

き，それぞれのデータセットで表 3のようになる．

また，評価では隣接行列の優先度は 0，行列積結果の書

き込み先の優先度は前章で定義した pi に設定して評価を

行う．priority base ではキャッシュラインの優先度を各

キャッシュセットに対して 100アクセスごとに 1減らす．

5. 評価結果

5.1 LRUとの比較

まず，access count baseと priority baseの提案手法と，

通常の LRUのキャッシュの場合を比較評価する．なお，
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図 5 提案手法と LRU 置換アルゴリズムの比較

L1・L2キャッシュともに提案手法の置換アルゴリズムを

用いる．キャッシュサイズを変化させた場合のキャッシュ

ミス数の評価結果を図 5に示す．図中，“LRU w/o sort”

が通常の LRU置換アルゴリズムで前処理のソートをしな

い場合，“LRU”が通常の LRU置換アルゴリズムで前処理

としてソートを行った場合，そして “AC”および “PB”が

それぞれ access count baseと priority baseであり，前処

理を行っているものである．

まず，“LRU w/o sort”と “LRU”を比較することで，前

処理の効果を確認する．図より，前処理としてエッジの数

をもとにノードのインデックスを並べ替えることで，多少

キャッシュミス数を削減できることがわかる．頻繁にアク

セスされる特徴ベクトルの要素へのアクセスをなるべく時

間的に近くすることで，実際に再利用性が活用できるよう

になったと考えられる．一方で，効果はそれほど大きくな

く，数%程度のキャッシュミス数削減にとどまっている．

次に前処理を行った条件下での，提案手法と LRU の

キャッシュミス回数を比較する．図より，AC，PBともに

キャッシュサイズがある程度以上の場合には，LRUに比

べてキャッシュミス削減効果があることがわかる．また，

ACの方が PBに比べてミス削減効果が大きいことがわか

る．これは，アクセス回数の多い密行列要素が，そうでな

いデータに比べてキャッシュから追い出されにくくなった

ため，アクセスの再利用性が最大限活用できるようになっ

たためである．また、ACが PBに比べて効果が大きいの

は，各ラインの残りの期待アクセス数を直接置換対象決定

の際の指標にすることで，再利用性の高いデータがより

キャッシュに残りやすくなっているためと考えられる．

キャッシュサイズが小さい場合に，LRUに比べて提案

手法のミス数が増加する理由であるが，これはキャッシュ

サイズが小さいとキャッシュに保存できるライン数が少な

いため，時間的局所性はないが空間的局所性により近々何

回かアクセスされるラインも，優先度の高いラインが存在

するせいで追い出されてしまうという非効率が発生するた

めと考えられる．提案手法は LRUに比べ，長い時間軸で

（大局的に）データの重要性を決めて，キャッシュ内に残

すデータを選択していると解釈することができる．キャッ

シュサイズがある程度以上の場合は各データがキャッシュ

に読み込まれてから追い出されるまでの平均時間が長くな

りやすいため提案手法が良く，逆にサイズが小さい場合は

その時間が短くなりやすいため，短期的な傾向から追い出

されるラインを決定する LRUが良いと考えられる．

最終的に，access count base手法は前処理後の LRUに

比べると、AIFB，MUTAG，BGS，AMそれぞれのデー

タセットにおいて最大で 25%，32%，10%，5%ミス数を削

減でき，priority base手法では各データセットに対して最

大で 16%，29%，6%，0%ミス数が削減できた．前処理な

しの LRUに比べた場合，access count base手法は最大で

29%，31%，18%，6%，また priority base手法では 21%，

28%，7%，2%ミス数を削減できた．これらより，提案手

法はデータセットに依存するもの，メモリアクセスのボト

ルネック解消に一定の効果が見込まれると考えられる．

5.2 priority base手法のパラメータの影響

priority base手法では一定の周期でキャッシュライン中

に保存している優先度の値を 1減らす．そのため，周期の

設定の仕方によりキャッシュのセット中のどのラインが置

き換え対象になるかに影響を与える．そこで，その影響を

調査すべく，周期をパラメータとして評価を行った．結果

を図 6に示す．図中の PBは周期的な優先度の更新を行わ

なかった場合，PB xcは当該キャッシュセットへのアクセ

ス数をカウントし，x カウントを周期として優先度を 1減

らす場合を示している．

評価結果より，周期による差は全体的には大きくないが，

AMベンチマーク以外では，L2キャッシュサイズが小さ

い場合は比較的周期が短い方が L2キャッシュミス効果が

あり，L2キャッシュサイズが大きくなると周期が長い方

が効果があるという傾向があることがわかる．周期が長い

方がより長い時間軸でデータの重要度を重視することにな

るため，これもキャッシュに保存できるサイズに応じて，

どの程度の時間軸で追い出されるラインをデータの重要性

により決定すべきかが変わるためと考えられる．
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図 6 priority base において優先度を減らす周期を変化させた際の

キャッシュミス数

6. 関連研究

深層学習とその画像や音声データなどにおける応用の発

展により様々な深層学習のアクセラレータが開発されてい

る [7][8][9]．また，PageRank や幅優先探索，単一始点最

短経路といった一般的なグラフアルゴリズムを高速化する

FPGAや ASICで構成されたアクセラレータも研究されて

いる [10][11]．しかし，これらのアクセラレータはGNN向

けに設計されておらず，GNNの計算を高速化できるとは

限らない．

GNNの研究発展や重要なアプリケーションの登場にと

もない，GNNを高速化する研究も行われるようになって

きている．文献 [12]では GPU上で GNNを並列処理する

フレームワークについて述べられている．また，最近で

は GNNの専用アクセラレータ [13]も研究されている．本

研究も GNNの高速化を目指したものであるが，CPUの

キャッシュの拡張として，再利用性を明示的に指定できる

構成を検討している点で，他の研究とは異なる．

7. まとめと今後の課題

本稿では，特に GNNの一種である R-GCNの計算処理

に着目し，処理の大部分を占める疎行列と密行列の行列積

の計算を対象に高速化の検討を行った．まず，特徴ベクト

ルの行列へのアクセスの時間的局所性を向上させるため，

データ構造の変換を行い，それでも，再利用性が高いデー

タがキャッシュから追い出されるのを防ぐべくエッジ数を

考慮したキャッシュ置換アルゴリズムを提案した．シミュ

レータを用いてキャッシュミス数による評価を行い，LRU

と比較して最大で 30%程度 LLCミス数が削減できること

がわかった．

今後の課題としては，本手法をサイクルレベルシミュ

レータに実装し，実際にどの程度高速化できるかを評価す

ることや，さらに効率の良いハードウェア構成の検討など

がある．また，隣接行列の情報を利用したキャッシュプリ

フェッチも検討の余地があると考えている．
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