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咽喉マイクの大語彙音声認識のためのデータ拡張と知識蒸留

鈴木 貴仁1 緒方 淳2 綱川 隆司1 西田 昌史1 西村 雅史1

概要：咽喉付近の皮膚振動を捉える咽喉マイクは外部雑音に頑健であるが，接話マイクとは大きく異なっ
た特性を持つ音が収録されるため，通常の音声認識システムでは認識精度が低下する．また，通常のマイ

クのように大量の音声データが利用可能という状況にもなく，咽喉マイク収録音声のみで高精度なモデル

を学習するのは困難な状況である．本研究では接話マイクで収録された既存の大規模音声データベースの

特徴量を咽喉マイクの特徴量空間にマッピングし，咽喉マイク用の音響モデルの学習に活用する手法を提

案する．特徴マッピングは接話マイクと咽喉マイクで同時に収録された小規模なパラレルデータを用いて

LSTMによって学習する．特徴マッピングによって得た擬似的な咽喉マイク特徴量で DNN-HMMハイブ

リッド音響モデルを初期学習し，これを生徒モデルとする．一方，大量の接話マイク音声で学習したハイ

ブリッド音響モデルを教師モデルとし，パラレルデータと知識蒸留法による生徒モデルの再学習を行う．

新聞記事読み上げ音声を用いた評価の結果，大幅な性能改善が得られたので報告する．
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1. はじめに

近年，スマートフォンやスマートスピーカの普及に伴い，

音声認識技術が様々な場面で活用されるようになった．ク

ラウドベースの潤沢な計算資源の活用に加え，深層学習を

用いたモデルの改良によってすでに一部のタスクでは人間

と同等以上の認識性能を達成した [1]．一方，高騒音など

様々な状況下で高い認識性能を維持することは未だ困難で

あり，引き続き多くの研究が行われている [2]．

外部雑音の影響を抑制する方法の一つとして咽喉マイク

で音声を収録する方法がある．咽喉マイクは咽喉付近の皮

膚振動を捉えるマイクで外部雑音の影響を受けづらく，高

雑音環境下での音声認識 [3–9]や発話区間検出 [10,11]，話

者認識 [12, 13]に咽喉マイクにおいて咽喉マイクの利用が

検討されている．しかしながら，咽喉マイクは接話マイク

とは大きく異なった特性を持つ音が収録されるため，通常

の音声認識システムでは認識精度が著しく低下する．ま

た，これまでに咽喉マイクで収録された大規模な音声デー

タベースは存在せず，利用可能な咽喉マイク音声が少量で

あるため，咽喉マイク音声のみで高精度なモデルを学習す

るのは困難な状況である．
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本研究では咽喉マイク音声の認識精度を改善するための

音響モデルの学習手法を提案する．まず，接話マイクと咽

喉マイクで同時収録した小規模なパラレルデータを用い

て接話マイクの特徴量空間から咽喉マイクの特徴量空間

へのマッピングを Long Short-Term Memory（LSTM）に

よって学習する．次に，学習済の特徴マッピングを接話マ

イクで収録された既存の大規模音声データベースに適用

することで大量の擬似咽喉マイク特徴量を生成し，咽喉マ

イクのデータを拡張する．そしてこの擬似咽喉マイク特徴

量を用いて Deep Neural Network-Hidden Markov Model

（DNN-HMM）ハイブリッド音響モデルの初期学習を行う．

最後に，擬似咽喉マイク特徴量で初期学習済のDNN-HMM

を生徒モデル，接話マイク音声で学習された DNN-HMM

を教師モデルとして，パラレルデータと知識蒸留法による

生徒モデルの再学習を行い，そのパラメータを実際の咽喉

マイク特徴量に適応させる．

2. 関連研究

2.1 咽喉マイクを用いた音声認識

咽喉マイクで収録した音声は高周波成分が大きく欠落し

ており，一般的な気導マイクで収録した音声よりも不明瞭

である．それゆえに咽喉マイクのみではなく気導マイクと

併用し，雑音環境下で咽喉マイク音声の情報を利用するこ

とで音声強調の性能や音響モデルの頑健性を向上しようと

する研究が行われている [3–6]．しかしながら，気導マイク
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図 2 咽喉マイク

Fig. 2 Throat microphone

ナルデータを加工・変形してデータの拡張を行うため，オ

リジナルデータ量が少ない場合はデータ拡張によって得ら

れるデータ量も限られる．そこで，既存のデータ拡張手法

よりも多量でかつ多様性に富んだ拡張データを得るため，

特徴マッピングによる咽喉マイク音声データの拡張手法を

提案する．具体的には，先行研究 [7–9]で行われていた特

徴マッピング（咽喉マイク→接話マイク）とは逆方向の
特徴マッピング（接話マイク→咽喉マイク）を適用し，大
量の擬似咽喉マイク特徴量を生成する．特徴マッピングの

モデルは接話マイクと咽喉マイクで同時収録したパラレル

データからそれぞれ特徴量を抽出し，接話マイク側の特徴

量を入力信号，咽喉マイク側の特徴量を教師信号としてそ

れらの平均絶対誤差を最小化するように学習する．咽喉マ

イクから接話マイクへの特徴マッピングでは Feed-Forward

Neural Network（FFNN）よりも LSTMが有効に働いたと

報告されており [8]，本研究でも特徴マッピング用モデル

として LSTMを用いる．

特徴マッピングによって生成した擬似咽喉マイク特徴量

を入力信号，対応する正解ラベルを教師信号としてクロス

エントロピーを最小化するようにDNNを学習する．なお，

正解ラベルは擬似咽喉マイク特徴量ではなく接話マイク特

徴量で学習したGMM-HMMで接話マイク特徴量に対して

強制アライメントを行った結果に基づいて推定する．

3.2 知識蒸留法による再学習

特徴マッピングによって咽喉マイクの特徴量を完全に模

倣した特徴量を生成することは困難であり，実際の咽喉マ

イク特徴量との間にはミスマッチ部分が残っていると考え

られる．そこで擬似咽喉マイク特徴量で学習した DNNの

パラメータをパラレルデータと知識蒸留法を用いて咽喉マ

イクの特徴量に適応させる．生徒モデルの初期パラメータ

は擬似咽喉マイク特徴量で学習した DNNとし，教師モデ

ルはマッピング前の大規模な接話マイク音声から抽出した

特徴量とそのアライメント結果に基づいて推定した正解ラ

ベルで事前に学習しておく．

本研究では教師モデルが出力した事後確率分布と生徒モ

デルが出力した事後確率分布間のKL Divergenceを最小化

するように生徒モデルの学習を行う．すなわち，パラレル

データの接話マイク音声から抽出した特徴量 xc を教師モ

デルに入力した時の HMM状態 si の事後確率を P (si|xc)，

対応する咽喉マイク音声から抽出した特徴量 xt を生徒モ

デルに入力した時の siの事後確率をQ(si|xt)とした時，損

失関数は以下のように定義される．

DKL(P ||Q) =
∑
i

P (si|xc) log
P (si|xc)

Q(si|xt)

=
∑
i

P (si|xc) logP (si|xc)

−
∑
i

P (si|xc) logQ(si|xt) (1)

なお，式 1の第一項は生徒モデルのパラメータの最適化に

関係しないため無視できる．それゆえにパラメータの最適

化では第二項のみを用いて損失を計算する．なお，第二項

はクロスエントロピーの式と同等である．

認識時はまず咽喉マイク音声から抽出した特徴量 xt を

再学習済みの生徒モデルに入力し Q(si|xt)を得た後，事

前確率Q(si)を用いて HMMの各状態の出力確率Q(xt|si)
を計算し，デコードを行う．ここで Q(si)は教師モデルの

学習時に使用したアライメント結果から計算しておき，デ

コードに使用する HMMはその強制アライメントに使用し

たものと同一のものを使用する．

4. 認識実験

4.1 データセット

本研究で使用した咽喉マイク（図 2）はネックバンドの

先に小型のコンデンサマイクユニットが取り付けられてお

り，装着すると咽喉付近の皮膚振動に由来する音を捉える

ことができる．この咽喉マイクは首元の血流によく反応し

て低周波信号が混入するため，事前にハイパスフィルタを

適用しておく．咽喉マイクの装着位置に関して調査したと

ころ，個人差はあるものの，咽頭寄りでやや上方にコンデ

ンサマイクユニットを密着させることで良好な音声信号が

得られる可能性が高いことがわかり [27]，本研究で使用す

る咽喉マイク音声はいずれもその位置で収録されている．

評価データとしては咽喉マイクと接話マイクで同時収録

した男性話者 6名による新聞記事読み上げ音声（約 30分）

を使用した．なお，テストの際はどちらか 1chのみを用い

る．咽喉マイクと接話マイクのパラレルデータとしては

男性話者 11名から収集した音素バランス文読み上げ音声

（約 6時間）を用いた．いずれのデータも静かな環境で収

録されている．接話マイクで収録された既存の大規模な音

声データベースとして日本語話し言葉コーパス（CSJ）か

ら約 240時間の音声を使用した．評価データには学習デー

タの話者は含まれていない．なお，評価データ中に出現す

る単語のうち，約 2.8%が未知語であった．
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4.2 実験方法

特徴量抽出や音響モデルの学習，デコードには Kaldi

ツールキット [28]を，特徴マッピングの学習や知識蒸留

の実装には Tensorflow [29]を用いた．教師モデルの学習

と生徒モデルの初期学習用の正解ラベルの推定には CSJ

で学習した GMM-HMMを用いた．その HMM状態数は

約 9300である．GMM-HMMは 13次元のMel-Frequency

Cepstral Coefficient（MFCC）を前後 4フレームずつ結合

して線形判別分析によって 40 次元に圧縮し，Maximum

Likelihood Linear Transform（MLLT）及び feature-space

Maximum Likelihood Linear Regression (fMLLR）を適用

したものを用いた．特徴マッピングや生徒モデルの入力特

徴量には 40次元の FBANKに対して MFCCと同様の処

理を通して fMLLRを適用した 40次元の特徴量を用いた．

特徴マッピング用 LSTMのユニット数は 512とし，LSTM

の後に全結合層（40ユニット）を持つ構造とした．なお，

LSTMの入力は過去 7フレームを結合した時系列データと

した．生徒モデルのDNNの入力特徴量に関しては fMLLR

を適用した 40次元の特徴量を前後 5フレーム結合した 440

次元の特徴量を用いた．生徒モデルの隠れ層は 6 層の全

結合層（1024ユニット）を持ち，出力層のユニット数は

CSJによって学習したGMM-HMMの状態数に等しい．擬

似咽喉マイク特徴量を用いた学習では Stacked Denoising

Autoencoder [30]による教師なし事前学習を行い，その後

に正解ラベルを用いた Fine-tuningを行った．

教師モデルには Kaldi ツールキットの CSJ レシピに

則り，ユニット数が 1024の Time Delay Neural Network

(TDNN) [31] を 6 層重ねたネットワークを用いた．入力

特徴量は 40次元の high-resolution MFCCと 100次元の i-

vectorを結合したものである．学習データにはCSJの約240

時間の音声に対して Speed Perturbation (α = 0.9, 1.0, 1.1)

を適用して拡張したデータを用いた．

比較対象とする従来手法として咽喉マイク音声（約 6時

間）のみで学習したGMM-HMMと DNN-HMMを音響モ

デルとするシステムを用いた．このGMM-HMMは前述の

学習方法と同様に fMLLRを適用した MFCCによって学

習され，その HMM状態数は約 4000である．DNN-HMM

の入力次元数や隠れ層の構造は生徒モデルと同じである

が，咽喉マイクのみで学習したGMM-HMMによる強制ア

ライメント結果に基づいて推定した正解ラベルを利用して

学習を行うため，出力層のユニット数は咽喉マイクのみで

学習した GMM-HMMの状態数に等しい．

加えて，咽喉マイクから接話マイクへの特徴マッピング

を適用する従来手法との比較も行った．音響モデルには

CSJで学習した DNN-HMMを用いた．この DNNは生徒

モデルと同じ構造を持つ．また，この特徴マッピング（咽

喉マイク→接話マイク）は提案手法の特徴マッピング（接
話マイク→咽喉マイク）用 LSTMと同じ構造を持ち，同

表 1 従来手法と提案手法の文字誤り率

Table 1 Character error rate (CER) of conventional and pro-

posed approaches

Model CER

TM GMM-HMM 15.1 %

TM DNN-HMM 10.8 %

TM DNN-HMM + Speed Perturbation 10.0 %

CM DNN-HMM + Feature Mapping 9.1 %

Map-aug DNN-HMM 8.6 %

Map-aug DNN-HMM + KD 6.6 %

じパラレルデータを用いて学習した．

いずれの認識実験においても 3-gram言語モデルを使用し

たデコードによって得た 100の認識仮説に対して TDNN-

LSTM 言語モデルによるリスコアリングを行い，最終的

な認識結果を推定した．リスコアリング時には 3-gram言

語モデルの重みを 0.2，TDNN-LSTM言語モデルの重みを

0.8とした．TDNN-LSTM言語モデルとしてはKaldiツー

ルキットの CHiME-4レシピに則り，ユニット数が 2048の

TDNNと LSTM-projection（LSTMP）を 5層重ねたネッ

トワークを用いた．また，3-gram及び TDNN-LSTM言語

モデルは CSJの書き起こしを使用して学習した．

4.3 実験結果

4.3.1 従来法との比較

まず，従来手法と提案手法との認識精度を評価し，比較

を行った．各モデルの文字誤り率（CER）を表 1に示す．

表中の TM GMM-HMMと TM DNN-HMMはそれぞれ咽

喉マイク音声のみで学習した音響モデルを用いたシステム，

TM DNN-HMM + Speed Perturbationは咽喉マイク音声

に対して Speed Perturbation（α = 0.9, 1.0, 1.1）を適用し

て拡張したデータで学習した音響モデルを用いたシステム，

CM DNN-HMM + Feature Mappingは，咽喉マイク特徴

量を接話マイク特徴量に変換し，接話マイクで学習した音

響モデルに入力するシステム，Map-aug DNN-HMMは擬

似咽喉マイク特徴量で学習した DNN-HMMを音響モデル

としたシステム，Map-aug DNN-HMM+KDは Map-aug

DNN-HMMの DNNのパラメータを知識蒸留によって咽

喉マイク特徴量に適応させたシステムである．咽喉マイク

音声のみで学習したDNN-HMMはGMM-HMMよりも高

精度であり，加えて Speed Perturbationを適用すること

で認識精度が改善したが，提案法の特徴マッピングによる

データ拡張手法を適用して学習した DNN-HMMはさらに

高い認識精度を示した．咽喉マイク音声に対して変形・加

工を行う拡張手法に比べて提案した拡張手法はより多様な

特徴量を生成することができ，それが認識精度の改善に寄

与したと考えられる．なお，Speed Perturbationの係数を

5種類（α = 0.9, 0.95, 1.0, 1.05, 1.1）とした場合の認識実験

も行ったが，今回の 3種類の係数とした場合よりも高い認
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表 2 生徒モデルの初期化方法と再学習方法ごとの文字誤り率

Table 2 Character error rate (CER) of student model fine-

tuned by hard target or soft target in each initializa-

tion approach

Initialization Fine-tuning approach

approach hard target soft target

Random 18.3 % 98.2 %

CM DNN 10.5 % 8.5 %

Map-aug DNN 8.3 % 6.6 %

識精度は得られなかった．さらに，知識蒸留による再学習

によって実際の咽喉マイク特徴量に適応したことで更なる

認識精度の改善が得られ，従来の咽喉マイクから接話マイ

クへの特徴マッピングを用いる手法よりも高い性能が得ら

れた．

4.3.2 生徒モデルの初期化方法と再学習方法の比較

次に，再学習時の生徒モデルのパラメータの初期化方法

と学習方法ごとの性能を評価した．生徒モデルの初期化方

法としてGlorotの一様分布による初期化（Random）[32]，

CSJで学習した DNNを初期パラメータとする方法（CM

DNN），そして提案手法の擬似咽喉マイク特徴量で学習し

たDNNを初期パラメータとする方法（Map-aug DNN）の

三種類を比較した．一方，再学習方法として正解ラベルを

教師信号とする方法（hard target）と提案手法の知識蒸留

法による方法（soft target）を比較した．なお，正解ラベ

ルは CSJで学習した GMM-HMMでパラレルデータの接

話マイク音声に対して強制アライメントした結果に基づい

て推定した．各手法の文字誤り率を表 2に示す．乱数に

よって初期化した場合，知識蒸留法ではうまく学習が進ま

なかったが，学習済みの DNNのパラメータで初期化され

ている場合，hard targetで学習するよりも高い精度が得ら

れ，知識蒸留の有効性を確認した．また，初期パラメータ

を接話マイクで学習した DNNとするよりも提案法である

擬似咽喉マイク特徴量で学習した DNNとする方法が高い

認識精度を示した．咽喉マイク音声は接話マイク音声と比

べて高域が減衰するなど音素識別に必要な情報が欠落して

おり，擬似咽喉マイク特徴量もこのような咽喉マイクの特

徴をある程度再現できていると考えられる．したがって，

接話マイク音声で学習した DNNよりも擬似咽喉マイク特

徴量で学習した DNNは情報が欠落している特徴量から音

素を識別する点で優れ，その知識を再学習で活用できたこ

とがより高い識別性能を獲得できた要因の一つだと考えら

れる．

4.3.3 クリーン環境下での接話マイクの認識精度との比較

最後に，評価データの咽喉マイク音声と接話マイク音声

それぞれの認識精度の比較を行った．咽喉マイク用音響

モデルとしては提案手法モデル（Map-aug DNN-HMM +

KD）を用いた．一方，接話マイク用音響モデルとしては生

徒モデルと同じ構造を持つDNN-HMM（CM DNN-HMM）

表 3 クリーンな接話マイク音声と咽喉マイク音声の文字誤り率

Table 3 Character error rate (CER) of close-talk and throat

microphones clean speech

Model Input CER

Map-aug DNN-HMM + KD Throat mic 6.6 %

CM DNN-HMM Close-talk mic 5.6 %

CM TDNN-HMM Close-talk mic 4.7 %

と教師モデル（CM TDNN-HMM）を用いた．接話マイ

ク用音響モデルはいずれも CSJで学習した．各モデルの

文字誤り率を表 3に示す．咽喉マイク音声の認識精度は

提案手法モデルを用いることで同規模の音響モデル（CM

DNN-HMM）を用いたクリーンな接話マイク音声の認識精

度に迫る結果が得られた．ただし，より大規模で高性能な

音響モデル（CM TDNN-HMM）を用いた接話マイク音声

の認識精度とは未だに差は大きく，今後も更なる改善が必

要である．

5. おわりに

本研究では既存の大規模な接話マイク音声データと特徴

マッピングを用いたデータ拡張手法に加えて咽喉マイクと

接話マイクの小規模なパラレルデータと知識蒸留法による

咽喉マイク用 DNN-HMMの学習方法を提案した．新聞記

事読み上げ音声を用いた認識実験の結果，DNN-HMMを

咽喉マイク音声のみで学習する従来手法と比較して約 40%

（10.8%→6.6%）の文字誤り率の削減を確認した．今後は

複数の教師モデルからの知識蒸留や雑音環境下での評価等

を行う予定である．
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