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大規模時系列テンソルによる多角的イベント予測

本田 崇人1,2,a) 松原 靖子1 川畑 光希1 櫻井 保志1

受付日 2019年6月9日,採録日 2019年10月2日

概要：本論文では，大規模時系列センサデータのためのイベント予測手法である SplitCastについて述べ
る．SplitCastは（facility，sensor，time）の三つ組で構成される工場設備センサデータから，複数の観
点に基づく多角的な時系列パターンを統合的に解析，要約し，将来の長期的なイベント予測を行う．具体
的には，工場設備に取り付けられた回転速度，稼働電圧，設備温度等，各設備におけるセンサデータの実
測値で構成される時系列データが与えられたとき，提案手法は，(a)基本的な時系列パターン，各設備間に
おける共通パターンや設備固有のパターンを抽出し，統計的に要約することで，(b)将来的なイベント予測
を行う．さらに，これらの処理は (c)データサイズに対して線形である．実データを用いた実験では，提
案手法が工場設備センサデータに含まれる特徴的な時系列パターンを多角的にとらえ長期的なイベント予
測を行うことを確認し，さらに，最新の既存手法と比較し大幅な精度，性能向上を達成していることを明
らかにした．

キーワード：時系列テンソル，センサデータ，イベント予測

Multi-aspect Tensor Mining for Event Forecasting

Takato Honda
1,2,a)

Yasuko Matsubara
1

Koki Kawabata
1

Yasushi Sakurai
1

Received: June 9, 2019, Accepted: October 2, 2019

Abstract: In recent years, a massive amount of time-stamped sensor data has been generated from smart
factories. Given such a large collection of complex sensor sequences, which consists of multiple attributes
(e.g., facility, sensor, time), how can we find important time series patterns and point of variation? How
can we summarize all the complex sensor sequences as statistical model? Also, can we predict long-term
future events? In this paper, we present SplitCast, an efficient and effective method for forecasting time-
evolving sensor sequences. Our method has the following properties: (a) Effective: it detects important
patterns and enables long-range forecasting; (b) Practical: it operates on real smart factory dataset and
successfully predict machine troubles; (c) Scalable: our method is carefully designed to be linear on the
input size. Extensive experiments on real smart factory dataset demonstrate that SplitCast does indeed
make long-range forecasts, and it outperforms state-of-the-art competitors as regards accuracy.
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1. まえがき

近年，製造業においては製造工場のスマート化が推し進

められている．大量のセンサを使用して生産ラインの稼働

状況をつねに監視し，その様子を時系列データとして蓄
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積，分析することにより，機器の異常検知 [25], [32]や品質

管理 [14]等，あらゆる側面から生産性を向上する取り組み

が行われている．これらの取り組みに共通する重要な課題

は，収集した大規模データからの効果的な知見獲得と，そ

れに基づく将来予測技術の開発である．

特に，製造工場から得られる時系列データは複数のドメ

イン（設備，センサ，時間等）を持つ複雑なデータであり，

多角的なパターンを持つことが多い．生産ラインにおいて

は，複数の作業工程（パターン）の時間遷移だけでなく，
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(a) オリジナルセンサデータ (b) SplitCast による多角的パターン抽出結果

パターン抽出結果 モデル遷移ネットワーク パターン抽出結果 モデル遷移ネットワーク

(c-i) 正常時（p200 = 0.08） (c-ii) アラート前（p200 = 0.87）

図 1 スマート工場センサデータにおける SplitCast によるパターン検出と 200 ステップ先

のアラート予測（p200）結果

Fig. 1 Segmentation and forecasting result of our method with smart factory dataset.

複数ラインでの並列作業によって生まれる作業ラインごと

に共通/相違なパターンを持つ．不良品や設備故障の要因

を効果的にとらえるためには，このような多角的かつ動的

なパターンを柔軟に表現すると同時に，それらの間に隠さ

れた因果関係を明らかにする必要がある．

加えて，スマート工場で想定されるタスクでは，故障や

不具合，加工精度の低下等，各イベントの発生を事前に把

握することで，対策の選択肢が広がる．つまり，大規模セ

ンサデータの将来予測技術は，より長期的な予測能力を有

することが望ましい [15]．

本論文では，大規模時系列センサデータのためのイベント

予測手法である SplitCastについて述べる．SplitCast

は，時系列データに含まれる典型的なパターン（本研究で

は，“レジーム”と呼ぶ）の数と変化点を多角的にとらえ，

システムの稼働状況を正確に把握することで，将来発生す

るイベントを予測する．より具体的には，次の問題を扱う．

問題：複数箇所の設備で複数のセンサから収集された大

規模時系列センサデータが与えられたとき，ls ステップ先

のイベントを予測する．

より具体的には，(a)センサデータの中から多角的なパ

ターンとその変化点を検出し，それらを要約情報としてま

とめることで (b)長期的かつ高精度な予測を実現する．さ

らに，(c)これらの処理は高速に行う．

1.1 具体例

図 1 は，スマート工場データにおける SplitCastの出

力結果を示している．図 1 (a)はオリジナルのセンサデー

タを示しており，5つの設備における 3つのセンサ値（回転

速度，稼働電圧，設備温度）で構成される．黒矩形で塗ら

れた箇所は対応する設備が非常停止中であることを示す．

図 1 (b)は SplitCastによるオリジナルデータからの

パターン検出結果である．図中の縦線は時系列パターンが

変化した時刻を示し，同一レジームに属するセグメントは

同一色で塗られている．提案手法は，複数の設備から得ら

れた時系列データを同時に解析することにより，多角的な

パターン，すなわち，各設備内のパターンの時間遷移だけ

でなく，設備間で共通，あるいは相違なパターンを検出す

ることが可能である．

図 1 (c)に，オリジナルデータの中から，ls = 200ステッ

プ（約 17分）後に非常停止した場合とそうでない場合の

典型的な例を図示した．各図の左はセグメンテーション結

果を示す．右の θ1～θ5 はそれぞれ共通の時系列パターン

（すなわちレジーム）を表し，それらの遷移の様子を可視化

したものである．p200 の値は，左図にある部分シーケンス

とそのパターン検出結果が与えられたとき，提案手法が出

力した 200ステップ先での非常停止確率である．右図にお

いて，より多くの遷移が検出されたレジーム間には太い矢

印が表示される．また，円の大きさはレジームの発生期間

の大きさを示す．図 1 (c-ii)を見ると，設備が非常停止する

前に回転速度が上昇（θ5）しており，その傾向はレジーム

θ4，θ5の遷移が現れることによって表現されている．実際

に，提案手法は非常停止を正確に予測し，p200 が高い値を

示している．つまり，データに含まれる潜在的なパターン

を検出することで，非常停止に至る過程を多角的に分析で
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きるだけでなく，それらの要約情報を用いることで長期的

かつ高精度な予測が可能となる．

1.2 本研究の貢献

本研究では，大規模時系列センサデータのための将来イベ

ント予測手法である SplitCastを提案する．SplitCast

は次の特徴を持つ．

• データ内に含まれる時系列パターンに関する事前知識
を必要とせず，パターン（レジーム）の変化点と潜在

的な振舞いを，時間遷移と設備間の多角的な観点から

把握する．

• 大規模時系列データの特徴的なパターンを発見し，そ
れらを用いて長期先のイベント予測を行う．

• モデル推定とイベント予測に必要な計算コストはデー
タサイズに対して線形である．

2. 関連研究

センサデータの解析に関する研究は，データベースや

データマイニング等，様々な分野で進められている [2], [17],

[19], [22], [24], [25]．自己回帰モデル（AR：autoregressive

model），線形動的システム（LDS：linear dynamical sys-

tems）は代表的な技術であり，これらに基づくセンサデータ

の解析と予測手法が数多く存在する [13]．RegimeCast [15]

は大量に生成され続ける多次元センサデータから非線形動

的システムをリアルタイムに推定し，適応的に将来を予測

し続ける能力を持つ．本手法はセンサストリームを入力と

し，センサデータの実測値の予測において高い性能を示す

が，正常/異常といったイベントデータの予測には対応し

ていない．

また，時系列ビッグデータを対象としたパターン発見

とクラスタリングも重要な課題である [8], [10], [11], [16],

[28], [29], [31]．Matsubaraら [18]は大規模イベントテン

ソルの解析手法として TriMineを提案した．TriMineは与

えられたデータを複数のトピックに分類し，潜在的なトレ

ンドやパターンを検出するが，Webクリックログのような

離散イベントデータを対象としており，IoTセンサデータ

のような時系列シーケンスの動的パターンやそのグループ

（レジーム）を表現することができず，扱う問題が異なる．

加えて，TriMineはイベントを予測する能力を持たない．

Deep Neural Network に基づく非線形動特性の解析に

関する研究もさかんである [3], [9], [26], [27]．Qinらは文

献 [21]において，入力時系列の中で重要な次元と次元削減

後の特徴空間で重要な次元を 2階層にわたりモデル化する

ことで，高精度に株価を予測する手法を提案した．一方で，

本研究のように，不連続に発生するイベントを予測するタ

スクではイベントの発生強度（Intensity）をモデル化する

手法が主流である [5], [6], [20], [30]．たとえば，RMTPP [5]

は，過去のイベント履歴から次に発生するイベントの時刻

と種類を予測するための非線形モデルを提案している．し

かし，これらの手法はイベント履歴のみから構成されるカ

テゴリカルデータを対象としており，センサからの実測値

で構成される連続データによるイベント予測を行うことは

できない．

結論として，時系列テンソルデータを対象としたイベン

ト予測手法はこれまで存在せず，提案手法が世界初の試み

である．

3. 問題定義

本研究で扱う工場設備センサデータは，三菱重工エンジ

ン&ターボチャージャ株式会社で 2017年 10月 1日に稼働

した 55設備における 3種類のセンサデータで構成される．

本データは（facility，sensor，time）の三つ組で表現さ

れ，それぞれ，w 個の設備，d 種のセンサ，n の期間（5

秒単位）からなる．このセンサデータは，3階のテンソル

X ∈ R
w×d×n として表現することができ，X の要素 xij(t)

は時刻 tにおける i番目の設備の j 番目のセンサでの計測

値を示す．本論文では，このセンサデータを多次元時系列

テンソルと呼ぶ．

本研究の最終目的は，与えられた時系列テンソル X から
ls ステップ先の設備アラートを予測することであり，取り

組む問題を以下のように定義する．

問題 1 時系列テンソル X (ts : te)が与えられたとき，

ls ステップ先のアラートラベル Y(te + ls)を次式に基づい

て予測する．

Y(te + ls) ≈ F (X (ts : te)). (1)

ここで，ts : te は予測に使用するシーケンスのウインドウ

を表し，F を提案モデルとする．

本論文では，Y(te + ls)を高精度に予測するために，確

率モデルと深層学習に基づくモデルを構築し，与えられた

センサデータから故障の要因となる高次元かつ非線形な動

的特性を抽出する．具体的には，提案モデルは次の 3つの

能力を有する．

• (P1)潜在的な動的パターンの多角的な検出

• (P2)動的パターンに基づく特徴抽出

• (P3) ls ステップ先の長期予測

次章ではこれらの詳細について述べる．

4. 提案モデル

本章では，提案モデルの概要と必要な定義について述

べる．

4.1 (P1)潜在的な動的パターンの検出

多次元時系列テンソル X が与えられたとき，提案手法
はまず，X をm個のセグメント集合 S = {s1, . . . , sm}に
分割してその特徴をとらえる．si は i 番目のセグメント

c© 2020 Information Processing Society of Japan 10



情報処理学会論文誌 データベース Vol.13 No.1 8–19 (Jan. 2020)

表 1 主な記号と定義

Table 1 Symbols and definitions.

記号 定義

w 設備の数

d センサの数

n 時系列の長さ

X 多次元時系列テンソル X ∈ R
w×d×n

Y ラベル集合 Y = {y1, . . . , yw}
m セグメントの数

S X に含まれるセグメント集合：S = {s1, . . . , sm}
ki i 番目のレジームの潜在状態数

θi i 番目のレジームのモデルパラメータ

r レジームの数

Θ r 個のレジーム集合 Θ = {θ1, . . . , θr,Δr×r}
Δr×r レジーム遷移行列：Δ = {δij}r

i,j=1

F セグメントメンバシップ F = {f1, . . . , fm}
Z 潜在状態テンソル Z = {Z1, . . . , Zw}
E 誤差テンソル E = {E1, . . . , Ew}
CostM (M) モデル表現コスト

CostC(X|M) M による X の符号化コスト

の開始点 ts，終了点 te，設備番号で構成され（つまり，

si = {ts, te, facilityID}），各セグメントは重複がないもの
とする．そして，発見したセグメント集合を類似セグメン

トのグループに分類する．本論文ではこれらのグループを

レジームと呼ぶ．

定義 1（レジーム） rを最適なセグメントグループの個

数とする．それぞれのセグメント sはセグメントグループ

の 1つに割り当てられる．

さらに，各セグメントが所属するレジームを表現するた

め，新たにセグメントメンバシップを定義する．

定義 2（セグメントメンバシップ） 多次元時系列テン

ソル X が与えられたとき，F = {f1, . . . , fm}を，m個の

整数列とし，fi を i番目のセグメントが所属するレジーム

の番号とする（1 ≤ fi ≤ r）．

これにより，多次元時系列テンソル X をm個のセグメ

ントと r個のレジームで {m, r,S,Θ,F}として表現するこ
とができる．次に提案手法は，得られたレジーム情報に基

づき，多次元時系列テンソルを統計モデル化し重要な特徴

を抽出する．

4.2 (P2)動的パターンに基づく特徴抽出

それぞれのレジームは統計モデル Θ = {θ1, . . . ,θr,

Δr×r} として表現される．本研究では，多次元時系列
テンソルの振舞いを表現するため，隠れマルコフモデル

（HMM：Hidden Markov Model）を用いる．HMMは隠れ

状態を持つマルコフ過程を仮定した確率モデルの 1種であ

り，音声認識を含む様々な分野において，時系列処理手法と

して広く利用されている．HMMは初期確率 π = {πi}k
i=1，

遷移確率 A = {aij}k
i,j=1，出力確率 B = {bi(x)}k

i=1 の三

つ組で表現される（すなわち，θ = {π,A,B}）．ここで，k

は HMMの潜在状態数を示す．本論文では出力確率 Bが

多次元ガウス分布から生成されるものとする．これにより

多次元ベクトルのシーケンスを確率モデルで表現する（つ

まり B ∼ {N (μi, σ
2
i )}k

i=1.）．HMM のモデルパラメータ

θ = {π,A,B}と，入力データとしてあるユーザのシーケ
ンスX が与えられたとき，X の尤度 P (X|θ)は次のよう

に計算される：

P (X|θ) = max
1≤i≤k

{pi(n)}

pi(t)=

{
πi · bi(x1) (t = 1)

max1≤j≤k{pj(t−1) · aji} · bi(xt) (2 ≤ t ≤ n)

ここで，pi(t)は時刻 tにおける潜在状態 iの最大確率を示

し，nはX のシーケンス長である．この尤度は図 3 に示

す遷移図に基づき，動的計画法の 1種であるビタビアルゴ

リズム [7]を用いて計算される．

ここでさらに，新たな概念としてレジーム遷移行列Δr×r

を導入する．

定義 3（レジーム遷移行列） Δr×r を r個のレジーム群

の遷移行列と呼ぶ．ここで，要素 δij ∈ Δ は i 番目のレ

ジームから j 番目のレジームへの遷移確率を示す．すなわ

ち，0 ≤ δij ≤ 1，Σjδij = 1という条件を持つ．

上記のモデルを用いて，多次元時系列テンソル X を，以
下に示す HMMの潜在状態系列 Z とモデル化した際の誤
差 E で要約し，特徴量化することで，高精度かつ長期的な
予測を実現する．

定義 4（潜在状態テンソル） 各設備ごとの HMM の潜

在状態系列Z = {Z1, . . . ,Zw}を潜在状態テンソルと呼ぶ．
ここで，Zi = {zij(1), . . . , zij(n)}d

j=1 であり，zij(t)は自

身と同じ潜在状態に属するデータ集合 xの平均と分散の組

{μ, σ}で構成される．
定義 5（誤差テンソル） 多次元時系列テンソル X を
潜在状態テンソル Z でモデル化した際の誤差 E =

{E1, . . . ,Ew}を誤差テンソルと呼ぶ．本論文では HMM

の出力確率 B が多次元ガウス分布に従うと仮定してい

るため，i 番目の設備の j 番目のセンサにおける時刻

t での誤差 eij(t) ∈ Ei は，以下のように表現される．

eij(t) = P (Xij(t)|zij(t)) ∼ N (μ, σ2)
μ,σ∈zij(t)

すなわち，時系列テンソルX を，(P1)で得られたレジー

ム情報 {m, r,S,Θ,F}に基づき X ≈ IGPDF (Z, E)とな

るような潜在状態テンソル Z と誤差テンソル E によって
要約し，重要な特徴を抽出する．ここで IGPDF（Inverse

Gaussian Probability Density Function）はガウス分布に

おける確率密度関数の逆関数を表す．

4.3 (P3) ls ステップ先の長期予測

結論として，式 (1)は，

c© 2020 Information Processing Society of Japan 11
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Y(te + ls) ≈ F ({Z(ts : te), E(ts : te)}) (2)

のようにいい換えられる．ここで Fは予測モデルを表す．

すなわち，時系列テンソル X が与えられたとき，提案手法
は X を潜在状態テンソル Z と誤差テンソル E で要約する
ことで重要な特徴を抽出し，それらに提案モデル Fを適用

し ls ステップ先の長期的な予測を高精度に行う．

5. アルゴリズム

これまで，多次元時系列テンソル X を要約し，効果的
に予測するための提案モデルについて述べた．本章では，

問題 1 を解決するためのアルゴリズムについて説明を行

う．ここで問題となるのは，どのようにレジームやセグメ

ントの数を決定するかである．提案手法は，最小記述長

（MDL：Minimum Description Length）の概念に基づき，

適切なモデルを生成するための基準となる符号化スキーム

を導入する．

5.1 モデル選択とデータ圧縮

直感的には，データが与えられたときのモデルのよさは

次の式で表現できる．

CostT (X ;M) = CostM (M) + α · CostC(X|M) (3)

ここで，CostM (M)はモデルMを表現するためのモデル

コストを示し，CostC(X|M)はMが与えられたときのテ

ンソル X の符号化コストを示す．αは符号化コストに対

する重み*1であり，αの値が大きいほどより実データに正

確なモデルを生成する（すなわち，セグメントの数m，レ

ジームの数 rが大きくなる）．

モデルコスト． 具体的には，SplitCastの全パラメータ

集合の表現コストは以下の要素で構成される：時系列テン

ソルX のサイズ：log∗(w)+log∗(d)+log∗(n)ビット*2，セ

グメント集合 S：log∗(m)+
∑m−1

i=1 log∗ |si|ビット，レジー
ム割り当て F：m log(r)ビット，レジームパラメータ集合

Θ：
∑r

i=1 CostM (θi)+CostM (Δ)ビット．ここで，浮動小

数点のコストを cF とすると，k個の状態を持つ単一のレジー

ムパラメータ θはCostM (θ) = log∗(k)+cF ·(k+k2+2kd)，

レジーム遷移行列Δは CostM (Δ) = cF · r2のコストを要

する．

符号化コスト． モデルパラメータが与えられたとき

の X の符号化コストは，ハフマン符号を用いた情報圧
縮により，負の対数尤度を用いて次のように表現する

ことができる：CostC(X|θ) =
∑m

i=1 CostC(X [si]|Θ) =∑m
i=1 − ln(δvu·(δuu)|si|−1·P (X [si]|θu))．ここで，iと (i−1)

番目のセグメントはそれぞれ uと v番目のレジームに所属

するものとし，X [si]は X に含まれるセグメント siで構成
*1 デフォルトでは α = 1.0．
*2 ここで， log∗ は整数のユニバーサル符号長を表す：log∗(x) ≈

log2(x) + log2 log2(x) + . . .．[23]．

図 2 SplitCast のアルゴリズム概要

Fig. 2 Overview of the SplitCast algorithm.

される部分シーケンスを表す．P (X [si]|θu)は θuが与えら

れたときの X [si]の尤度とする．

結論として，提案アルゴリズムは式 (3)を最小化するよ

うに X に含まれる時系列パターンの数 r とその変化点の

数mを決定する．

次節では，データをコスト関数に基づき要約しながら，

長期的なラベル予測を実現するための具体的なアルゴリズ

ムについて詳述する．

5.2 概要

提案手法である SplitCastは，次のアルゴリズムで構

成される．

• RegimeGenration (P1)：テンソル X に含まれる時
系列パターンの種類と変化点を検出する．各時系列パ

ターンのダイナミクスをモデルパラメータΘとして表

現し，モデルパラメータ集合 {m, r,S,Θ,F}を得る．
• FeatureExtraction (P2)：時系列パターンの要約

情報 {m, r,S,Θ,F}を用いて，オリジナルテンソル X
を潜在状態テンソル Z と誤差テンソル E で表現する．

• SplitCast (P3)：{Z, E} のうち，あるウィンドウ
ts : te の部分シーケンス {Z(ts : te), E(ts : te)}から
故障の予兆となる特徴を抽出し，ls 先の故障ラベル

Y(te + ls)を予測する．

図 2 に提案モデルの概要を示す．テンソル X が与えら
れたとき，提案手法は X の時系列パターンの時間遷移と設
備固有のパターンをとらえ，それに基づいて X を {Z, E}
で要約する．最終的に，得られた {Z, E}から ls ステップ

先でのラベルを予測し，出力する．
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5.3 RegimeGeneration (P1)

ここではアルゴリズムの詳細を述べる．時系列解析にお

ける根本的な問題は，時系列データに内在する隠された構

造があるかどうかである．我々が扱う多次元時系列テンソ

ルは，複数の観点からの特徴を持つ．すなわち，時間ドメ

インの特徴と設備ドメインの特徴である．具体的には，ス

マート工場から得られる時系列センサデータは，各工程の

時間遷移パターンと，設備固有のパターンを持つ．そこで

本研究では，与えられた時系列テンソルの根底にある構造

を簡潔に要約した，多角的なパターン発見とグループ化を

同時に行う．

ここで，時系列テンソルの多角的解析のためのアルゴリ

ズムである V-Splitと H-Splitを提案する．V-Splitは時間

方向の観点からレジームを推定し，H-Splitは設備ごとの

特性をレジームとして表現する．これら 2つのアルゴリズ

ムを任意方向に行うことで効率的かつ効果的に重要なパ

ターンを多角的に発見しレジームとして要約する．具体的

には，式 (3)に基づき，以下の 2つのアルゴリズムを繰り

返す．

• V-Split：テンソル X から時間遷移するパターンとそ
の変化点を検出し 2つのグループ（すなわちレジーム）

に分割する．それら 2つのレジームに対し，モデルパ

ラメータ {θ1, θ2,Δ}を推定する．
• H-Split：テンソル X に表れるある 1つのレジームか

ら設備ごとの特徴を抽出し，2つのレジームに分割後，

それらのレジームのモデルパラメータを推定する．

上記のアルゴリズムにより，r = 1, 2, . . . とレジーム数が

変化していく．もしレジーム θ0を 2つのレジーム {θ1, θ2}
に分割した際，コスト関数（式 (3)）の値が大きくなれば

θ0 は最適と見なし，これ以上分割しない．生成されたす

べてのレジームについて同様にコスト計算を繰り返し，

コストが下がらなくなるまで上記の分割アルゴリズムを

繰り返す．最終的に，コストが収束したときのセグメン

ト，レジーム，モデルパラメータ {m, r,S,Θ,F}を出力し，
RegimeGenerationを終了する．

次節では，分割アルゴリズム V-Split，H-Splitのそれぞ

れについて述べる．

5.3.1 V-Split

多次元時系列テンソル X が与えられたとき，V-Splitは

時間遷移の観点から 2つのレジームを検出し，それらのモ

デルパラメータ {θ1, θ2,Δ}を推定する．高精度なモデル
を生成するため，提案手法はセグメント/レジームの検出

とモデルパラメータの更新を以下のように繰り返し行う．

• (Phase 1) V-Assignment：2つのモデルパラメータが

与えられたとき，それらに基づいて 2つのセグメント

セット {S1,S2}とパターンの変化点を抽出する．
• (Phase 2) ModelEstimation：2つのセグメントセット

が与えられたとき，それらに基づいてモデルパラメー

Algorithm 1 V-Split (X )
1: Input: Tensor X
2: Output: {m1, m2,S1,S2, θ1, θ2}
3: Initialize models θ1, θ2,Δ2×2;

4: while improving the cost do

5: {m1, m2,S1,S2} =V-Assignment (X , θ1, θ2,Δ);

6: θ1 = ModelEstimation (S1); θ2 = ModelEstimation (S2);

7: Update Δ from S1,S2;

8: end while

9: return {m1, m2,S1,S2, θ1, θ2};

図 3 V-Assignment の概要

Fig. 3 Illustration of V-Assignment.

タ {θ1, θ2,Δ}を更新する．
V-Splitの概要を Algorithm 1 に示す．上記のアルゴリズ

ムは期待値最大化法（EM：Expectation maximization）に

基づいており，それぞれのフェーズが E，Mステップに対

応している．

まず，最も単純な部分問題として，テンソル X と 2つの

モデルパラメータ {θ1, θ2,Δ}が与えられている場合を考え
る．V-Assignmentはレジームのモデルパラメータに基づ

き，X のパターンの変化点の変化点を検出することができ
る．提案アルゴリズムの基本的な概念を説明するため，図 3

の遷移図を示す．2つのレジーム {θ1, θ2}の遷移を接続し，
各時刻ごとに 2つのレジームの符号化コストを比較しなが

ら，与えられたレジーム間のパターン遷移を推定する．本

アルゴリズムは動的計画法の一種であるビタビアルゴリズ

ム [7]に基づき，符号化コストCostT (X|Θ) = − lnP (X|Θ)

を計算する．具体的には，尤度 P (X|Θ)は次のように計算

される：

P (X|Θ) = max
i=1,2

{P (X|Θ)i},

ここで P (X|Θ)i は i 番目のレジーム θi へ遷移するとき

の尤度を示す．例として，P (X|Θ)1 は次のように計算さ

れる：

P (X|Θ)1 = max
1≤i≤k1

{p1;i(t)}}
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p1;i(t)=max

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

δ21 · maxu{p2;u(t − 1)} · π1;i · b1;i(x(t))

// regime shift from θ2 to θ1

δ11 · maxj{p1;j(t − 1) · a1;ji} · b1;i(x(t))

// staying at regime θ1

ここで，p1;i(t)は時刻 tでのレジーム θ1の潜在状態 iの最

大確率を表し，δ21 はレジーム θ2 から θ1 へのレジーム遷

移確率，maxu{p2;u(t − 1)}は前時刻 t − 1での θ2 の尤も

らしい潜在状態である確率，π1;iは θ1の潜在状態 iの初期

確率，b1;i(x(t))は θ1の潜在状態 iに対する x(t)の出力確

率，そして a1;ji は θ1 の潜在状態 iから潜在状態 j への遷

移確率を表す．ここで，時刻 t = 1において，レジーム θ1

である確率は p1;i(1) = δ11 · π1;i · b1;i(x(t))で与えられる．

なお，モデルパラメータの推定にはBaumWelchアルゴリ

ズム [1]を用い，レジーム遷移確率Δ = {δ11, δ12, δ21, δ22}
を次のように計算する．

δ11 =

∑
s∈S1

|s| − N12∑
s∈S1

|s| , δ12 =
N12∑
s∈S1

|s| .

ここで，
∑

s∈S1
|s|はレジーム θ1 に所属するセグメントの

長さの総和を表し，N12 は θ1 から θ2 へのレジームの切り

替え回数を示す．δ21，δ22 についても同様に計算できる．

5.3.2 H-Split

これまで，時系列テンソル X の中から時間方向の特徴
をとらえるためのアルゴリズムV-Splitについて説明した．

現実問題として，時系列テンソル X はパターンの時間遷移
だけでなく，設備ごとの個体差を持っている．たとえば，

ある 2つの設備において，同じ部品を加工する場合であっ

ても，工程ごとに設備間でのセンサデータの振舞いに個体

差が生じる．そこで本研究では，このような設備固有の特

徴をとらえ，効果的にモデル化するためのアルゴリズムで

ある H-Splitを提案する．直感的には，提案アルゴリズム

はV-Splitと同様に (Phase 1)レジーム分割と (Phase 2)モ

デル推定の 2つのフェーズを繰り返し行うことで，適切な

レジームとそのモデルパラメータを推定する．V-Splitと

異なるのは，設備固有の特徴をとらえるためのアルゴリズ

ムH-Assignment (Phase 1)である．H-Assignmentの概要

を Algorithm 2 に示す．これまでの典型的なクラスタリン

グアルゴリズムと異なり，H-Assignmentは効果的に設備

固有のパターンを抽出する．具体的には，テンソル X とモ
デルパラメータ {θ1,θ2}が与えられたとき，提案アルゴリ
ズムは設備 iのセグメントをあるレジーム θに割り当てた

ときの符号化コストを以下のように計算し，よりコストが

小さくなるレジームに設備 iのセグメントを割り当てる：

{Sθ} = arg min
θ∈θ1,θ2

CostC(X [i]|θ,Δ),

ここで，X [i] = {s1, s2, . . . }は設備 iのセグメントのセッ

トである．すなわち，同じ設備のセグメントは同じレジー

ムに属するよう制約されている．

Algorithm 2 H-Assignment (X ,θ1, θ2,Δ)
1: Input: Tensor X , model parameters {θ1, θ2,Δ}
2: Output: {m1, m2,S1,S2}
3: m1 = 0; m2 = 0; S1 = ∅; S2 = ∅;
4: for i = 1 to w do

5: if CostC(X [i]|θ2,Δ) > CostC(X [i]|θ1,Δ) then

6: S1 = S1 ∪ X [i];

7: m1 = m1 + |X [i]|;
8: else

9: S2 = S2 ∪ X [i];

10: m2 = m2 + |X [i]|;
11: end if

12: end for

13: return {m1, m2,S1,S2};

5.4 FeatureExtraction (P2)

前節では，多次元時系列テンソルから任意のタイミング

で変化する時系列パターンを多角的に検出するためのア

ルゴリズムについて述べた．次の目的は，故障発生の長期

的な予測を実現するために，時系列データから故障の原

因，あるいは予兆を示す特徴を抽出することである．一般

に，高いサンプリングレートで収集されるセンサデータは

多くのノイズを含み，監視するシステムが複雑であるほど

その正確な振舞いをモデル化することが難しくなる．そこ

で本論文では，時系列パターンの特徴を利用して X を抽
象化し，故障の予兆を効果的に抽出する手法を提案する．

具体的には，時系列テンソル X とモデルパラメータ集合
{m, r,S,Θ,F}が与えられたとき，X を時系列パターンに
基づく潜在状態テンソル Z とモデル化した際の誤差テンソ
ル E に分割する．
今，r 個のレジーム集合 Θ = {θ1, . . . ,θr} が与え
られたとすると，各時刻 t における，設備 i のデータ

xi(t) = {xij(t)}d
j=1 は Θ 内のレジームのいずれかの状

態 zi(t)に変換される．ここで，zi(t)は自身と同じ状態に

属する全データポイントの平均と分散の組 {μ, σ}を示す．
つまり，潜在状態テンソルの次元は Z ∈ R

w×2d×n とな

る．続いて，Θが与えられたときの，時刻 tにおける設備

iのセンサ j の計測値 xij(t) ∈ X の符号化誤差を事後確率
p(xij(t)|θ)で表現する．すなわち，X 全体の符号化誤差は
E ∈ R

w×d×nである．最終的に，2つの特徴を結合した系列

X ′ ∈ R
w×3d×n を出力する．以上の処理により，入力デー

タの情報を失うことなく，学習モデル推定の際に時系列方

向の潜在的な振舞いを考慮することができる．

5.5 SplitCast (P3)

提案手法の最終的な目標は，与えられた時系列テンソル

X から，ls ステップ先の長期的な予測を高精度に行うこ

とである．ラベル予測タスクの典型的な方策として，近年

では深層学習に基づく手法が数多く提案されている．深層

学習に基づく手法は，中間層を多層にしたり，中間層のユ

c© 2020 Information Processing Society of Japan 14



情報処理学会論文誌 データベース Vol.13 No.1 8–19 (Jan. 2020)

ニット数を増やすことで柔軟な学習を実現できる一方，層

数やユニット数が増えるほど学習パラメータが多くなり計

算時間が長くなる．また，過学習の問題もあり，問題を解決

するためのテクニックが数多く存在する一方，どれも経験

則に基づくものであり，人手を介した非常に細かなチュー

ニングが必要となる．そこで提案手法 SplitCastは，確

率モデルに基づく特徴抽出手法と深層学習手法を組み合わ

せ，実データから抽出された特徴的な時系列パターンを学

習することで，より小さなネットワークで学習でき，過学

習の問題を軽減しながら効率的かつ効果的なラベル予測を

実現する．

具体的には，テンソル X ′ = {Z, E}の時間発展の様子を
モデル化するために，Long-short term memory（LSTM）[9]

を適用する．LSTMは，入力サンプルを時系列データとし

て扱い，高次元の非線形ダイナミクスを学習可能な深層学

習モデルの 1つである．RNNの中間層のユニットをメモ

リユニットと呼ばれる特殊な構造に置き換えたもので，入

力ゲート，出力ゲート，忘却ゲートの 3種類を使用して時

刻 tのユニット値 ct とユニットの出力値 ht を制御する．

各ゲートの出力値をそれぞれ it, ot, ftとすると，LSTMの

順伝播は以下の式で表される．

ht = ot � σ(ct)

ot = σ(W oxxt + W ohht−1 + W occt + bo)

ct = fi � ct−1 + it � σ(Whxxt + W chht−1 + bc)

it = σ(W ixxt + W ihht−1 + W icct−1 + bi)

fi = σ(W fxxt + W fhht−1 + W fcct−1 + bf )

ここで，� は各要素の積を示し，σ(·) は活性化関数を示
す．本研究では，活性化関数に sigmoid関数を使用する．

LSTMは，メモリユニットによって与えられた入力系列の

長期依存性を学習することができるため，レジーム遷移と

レジーム内部の状態遷移の過程で設備故障に対して特に重

要な特徴を記憶しながら，設備の最新の稼働状況を要約し

た特徴ベクトルを抽出すると考えられる．最後に，htを用

いて ls ステップ先のラベル予測を行う．

本研究では，時刻 tにおける最新の部分シーケンスから

の ls 先故障予測を 2クラス分類タスクとして扱い，出力

を時刻 t + ls における故障発生確率とする．したがって，

SplitCastの最終的な出力は，

yt+ls = sigmoid(W yhht + by)

となる．また，提案モデルが最小化すべき目的関数は Bi-

nary cross entropy（BCE）となり，モデル学習時のバッチ

サイズを N，各入力サンプル iに対する SplitCastの出

力値を ŷi とすると，

L = − 1
N

N∑
i=1

yi log ŷi + (1 − yi) log(1 − ŷi)

で表される．ここで重要な点として，提案手法は比較的小

さなユニット数（= 10）かつシンプルな構造のモデルを用

いながら，非常に高い性能を示している（6 章を参照）．

5.5.1 理論的な分析

補助定理 1 提案手法の計算量はデータサイズに対し線

形（O(wdn)）である．

証明 1 各反復処理において，V-Assignment，H-

Assignment および ModelEstimation は符号化コストと

モデルパラメータの推定のために O(wdnk2)の計算量を要

する．ここで，w は設備数，dは次元数，nは時系列の長

さ，kはレジーム {θi}r
i=1の中の隠れ状態の数を示す．よっ

て，RegimeGeneration (P1)の計算量は O(#iter ·wdnk2)

である．ここで，反復回数 #iter と隠れ状態の個数 k は

非常に小さい定数であるため，無視することができる．

よって，RegimeGeneration の計算量は O(wdn) である．

FeatureExtraction (P2)においては，各設備，各センサ，各

時刻の潜在状態とモデル化した際の誤差を出力するため，

計算量は O(wdn)である．最終的に，得られたモデルをユ

ニット数 uの LSTMで学習する際，計算量は O(u2 ·wdn)

となる．ここで，提案手法においては，複雑なニューラル

ネットワークを想定しておらず，ニューラルネットワーク

のユニット数 uは非常に小さい定数であるため無視でき

る．ゆえに，提案手法の計算量は O(wdn)である．

6. 評価実験

本論文では，SplitCastの有効性を検証するため，実

データを用いた実験を行った．図 1 において提案手法の具

体例をすでに示した．本章では，以下の項目について検証

する．

• 設備故障の長期的予測に対する提案手法の精度
• 設備のリアルタイム監視に対する計算時間の検証
実験は 128 GB のメモリ，NVIDIA TITAN V 12 GB の

GPU 搭載の Linux（Ubuntu 18.04 LTS）マシン上で実

施した．また，データセットは平均値と分散値で正規化

（z-normalization）して使用した．

6.1 提案手法の予測精度

次に，与えられた時系列テンソルに対する提案手法の故

障予測精度について検証する．比較手法には，一般的な

2値予測モデルであるロジスティック回帰（LR：Logistic

regression）[1]と再帰型ニューラルネットワークモデルで

ある RNN（Recurrent neural network），GRU（Gated re-

current unit）[4]，LSTMと比較した．LRでは，他の再帰

型モデルを推定する際にミニバッチとして与える部分シー

ケンスから平均値，分散値，最大値，最小値を算出し，4次

元の特徴ベクトルとしてラベル予測を行う．RNN，GRU，

LSTMでは，実データを入力としてラベル予測を行う．

提案手法に関して，予測ステップ数 200，ウインドウサ
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図 4 ls ステップ先の予測精度の比較

Fig. 4 Accuracy of ls-ahead forecasting.

イズ 400，符号化コストの重み 1.0をデフォルトとして実

験を行っている．また，提案手法を含むすべての再帰型モ

デルについては，中間層のユニット数を 10，出力層のユ

ニット数は 5とし，最適化アルゴリズムには Adam [12]を

使用した．評価指標には Accuracyを使用し，5分割交差

検証を行った際の平均値を比較する．

使用したデータセットは，三菱重工エンジン&ターボ

チャージャ株式会社で 2017年 10月から 3カ月間実際に

稼働し，ベアリング・ハウジング加工を行っていた 55の

工場設備に取り付けられた，回転速度（Speed），稼働電圧

（Load），設備温度（Temp）の 3つのセンサによって 5秒

間隔で取得されたものである．スライディングウインドウ

で学習用サンプルを生成しており，設備自体が稼働してい

ないときのサンプルは省いている．正常稼働時のサンプル

数が 62,983，非常停止前のサンプル数が 1,069あり，学習

に偏りが生じるため，非常停止時のサンプル数に正常稼働

時のサンプル数を揃え，結果として 1,069 × 2サンプルを

用い実験を行った．

6.1.1 予測先ステップ数を変化させたときの予測精度

図 4 は予測先のステップ数 ls を変化させたときの精度

の比較である．本実験は異なる ls ごとにサンプルを生成

し，学習と予測を行っている．比較手法は，ランダムに予

測した場合と同程度（Accuracy = 0.5）の予測精度を示す

一方で，SplitCastはいずれの条件下でも優れた性能を

示している．この結果から，非常停止の要因は温度の上昇

や稼働電圧の低下といった単純なものではなく，非線形性

を有する複雑な事象だと考えられる．提案手法は実データ

に含まれる時系列パターンを考慮して各時刻のダイナミク

スをとらえることができるため，他の再帰型モデルと比べ

て効果的に非常停止の要因を抽出することに成功した．

6.1.2 ウインドウサイズを変化させたときの予測精度

図 5 は，ネットワーク学習時に使用するミニバッチのウ

インドウ幅を変化させたときの予測精度の比較である．提

案手法は，異なるウインドウ幅のデータに対しても安定し

て高い性能を示している．

6.1.3 予測結果の適合率と再現率

図 6に，予測結果の適合率（Precision）と再現率（Recall）

を示す．適合率は，予測されたイベントの合計数とそのう

ち正解であったイベントの合計数の割合を示す．再現率

は，すべてのイベントの正解値の数と予測されたイベント

図 5 ウインドウ幅を変化させたときの予測精度の比較

Fig. 5 Forecasting accuracy vs. window size.

図 6 予測結果の適合率（Precision）と再現率（Recall）

Fig. 6 Precision vs. recall.

図 7 発見セグメント数に対する予測精度の変化

Fig. 7 Forecasting accuracy vs. # of segments.

の中で正解した合計数の割合を示す．両者とも，精度が高

い場合には 1に近づく．提案手法はどちらの指標に対して

も優れた性能を示している．

6.1.4 発見セグメント数に対する予測精度

図 7 に検出セグメント数 mに対する SplitCastの予

測精度を示す．符号化コストの重みである αを 0.1～10ま

で変化させながら，検出セグメント数を増減させた．図に

示すように，SplitCastによって分割したセグメントの数

によって予測精度は大きく変化する．mが小さい場合，時

系列データから十分な要約情報を得ることができず予測精

度が低下する．また，mが大きい場合にも同様に，要約情

報が実データに近づくため予測精度が低下する．この結果

からも，時系列テンソルからのパターン検出が故障予測の

精度向上に有効であるといえる．本実験では，m = 1,000

のとき最も良い結果（Accuracy = 0.88）が得られた．結

論として，提案手法は比較手法に対し，平均して約 62%も

の精度向上を達成した．

6.1.5 学習サンプル数と予測精度の関係

実運用において，学習サンプルが少ない場合，十分な精

度を得られない可能性がある．図 8 に学習サンプル数と予

測精度の関係性を示す．提案手法は，小さいサンプル数に

おいても比較手法より高い性能を示しており，学習サンプ

ル数が増大するにつれより高い精度で故障イベントを予測

することができる．
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図 8 学習サンプル数と予測精度の関係

Fig. 8 Forecasting accuracy vs. # of samples.

(a) Facilities (w) (b) Sensors (d) (c) Duration (n)

図 9 提案手法の計算速度

Fig. 9 Computation cost of SplitCast.

6.2 提案手法の計算速度

図 9 は設備数 w，センサ数 d，シーケンス長 nをそれ

ぞれ変化させたときの SplitCast の計算コストを示す．

より具体的には，入力データを時系列パターンに分割し，

モデルの学習を 10 epoch 終えたときの計算時間である．

SplitCastは与えられた時系列テンソルから効率的に時

系列パターンを検出するため，すべての実験においてデー

タサイズに線形な計算量であり（すなわち，O(wdn)），大

規模センサデータの解析に適した手法である．

7. むすび

本論文では大規模 IoTセンサデータのための予測アルゴ

リズムとして SplitCastを提案した．SplitCastは，与

えられた時系列テンソルに含まれる特徴的なパターンやそ

の変化点を多面的に抽出し，レジームとして要約すること

で，長期的な故障予測を実現する．工場設備で得られた実

データを用いて実験を行い，SplitCastが複雑な時系列

パターンを適切にモデル化し，長期的な故障予測を高精度

に行うことを確認した．また，既存手法と比較して大幅な

精度と性能の向上を達成していることを示した．

今後の課題として，得られた時系列モデルやその予測結

果の詳細な分析や，分析結果に基づいたより高性能な手法

について検討していく予定である．
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