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深層学習を用いた医療画像補間 
        山下滉生†1 
        会津大学院大学†3 

 

概要 

この研究の目的は、ディープラーニングを使用して低品

質の医療画像を高品質の画像に変換する画像強化システム

を構築することである。そのために、私たちは超解像技術を

私たちの環境に合わせて改善し実験を行った。 
私は導入として、Convolutional Auto Encoder(CAE)と Super 

Resolution Convolutional Neural Network(SRCNN)[1]の 2種類
のシステムを実装した。この研究の医療画像としては、福島

県立医科大学からの光コヒーレンストモグラフィ（OCT）ス
キャンデータの目の画像を入力データおよびターゲットデ

ータとして使用します。 

1. はじめに   

身の回りの生活において、写真は人々にとってとても必

要不可欠なものになっている。また、写真とはその場の風景

や実際のものを残すものなのだ。その写真は拡大すると解

像度が低い画像に限っては詳細に見ることができない場合

が存在する。それは医療画像も例外ではない。 
福島医科大学では、目の OCTスキャンを撮ったとき、そ
の画像は低画質であり詳細にデータを見ることができない。

そのため、画像を多く撮って、それらの画像の加算結果を出

力することで、より詳細にみることがわかった。しかし、そ

の多くの画像を撮ることが莫大な時間を使用してしまう。

だから、莫大な時間を使用しなくても一枚の画像から高画

質なもの(加算結果)を出力できるようにしたいと考えた。 
その場合に Super-resolutiontというものが、とても役に立
つのである。Super Resolutionは解像度をあげる技術である。
この研究はその Super-resolutionの中でもDeep Learningを使
った Super-resolution を使用し、この課題を解決していきた
いと考えている。私は SRシステムのようなものを医用画像
でも同じことができると考えて適用した。実験した出力結

果および学習器の内容について説明する。 

2. メソッド 

2.1 畳み込み演算 
畳み込み演算は畳み込み層で行う処理のことを言い、画像

処理でのフィルター演算に相当する。この演算方式は、画像

関連のAIを開発するに当たってとても重要な演算方法であ
り、ニューラルネットワークが発展した理由の一つである。

この演算処理は大まかな流れとしては、入力画像の左上の

端っこから指定したフィルタの大きさを取得しその画像デ
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ータ（X）を以下の計算式（４）にフィルタ（K）と一緒に
代入する。 

𝑓(𝑥) =&𝑥'𝑘' + 𝑏
+

'

(1) 

計算結果を一つの出力のピクセルの値とし出力の対応する

場所に格納していく。指定した間隔(ストライド)で、スライ
ドさせながら同じことを繰り返し右下端まで繰り返す。具

体的に Figure1を使って説明する。 
Figure1では、黄色く塗ってある部分があるがそれは、’zero 
padding’いった手法で入力データを拡張している。それは、
入力データの周り全てに 0 を代入し入力データのサイズを
大きくするといった手法で、出力が適切な大きさになるよ

うに調整している。この paddingを何行何列入れるのかによ
って出力のサイズを調整するのである。このサイズは、

𝑂.,𝑂/を出力のサイズ(h:高さ、w:幅)、フィルタのサイズを
𝐹.,𝐹/、パディングのサイズを P、ストライドを S として置
き、以下の(2)(3)[2]の式に代入して計算をして適切な値を考
える。  

𝑂. =
𝐻 + 2𝑃 − 𝐹.

𝑆
+ 1 (2) 

𝑂/ =
𝐻 + 2𝑃 − 𝐹/

𝑆
+ 1 (3) 

Figure1の場合、フィルタが 3x3であるため、入力データの
左上端から 3x3 分だけ抜き出し(赤枠)、計算式（1）に抜き
出した入力データ（X）とフィルタ（K）を代入する。式に
代入した結果 2 が出力され出力データの一番初めである左
上のピクセルに代入される。そのあと、指定したストライド

で左にスライドし同じことを繰り返すのである。一行目の

右端までいったらストライドのたての方向にもスライドし、

また右端から同じことを繰り返す。 最終的に右下までこれ
を繰り返すのである。Figure1の場合、フィルタが 3x3であ
るため、入力データの左上端から 3x3 の大きさの分だけ入
力データを抜き出す(赤枠)。そして、計算式（1）に抜き出し
た入力データ（X）とフィルタ（K）を代入する。式に代入
した結果 2 が出力され出力データの一番初めである左上の
ピクセルに代入される。そのあと、指定したストライドで左

にスライドし同じことを繰り返すのである。一行目の右端

までいったらストライドのたての方向にもスライドし、ま

た右端から同じことを繰り返す。最終的に右下までこれを

繰り返し行う。 
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Figure 1: 畳み込み演算の処理方法 
2.2 Convolutional Auto Encoder 

CAEとは CNNによる Auto Encoder(AE)である。一枚の画
像に対して、2.2の Convolutional Operation を何層にも分け
て畳み込みを行う。Fig2[3]では 28x28x1 のイメージに対し
て、14x14x32 になるように Stride＝２として畳み込みを行
う。それを三回行い、最後に Flatten という平滑化を行い潜
在表現を取り出す。そのあと全結合層（FC）に入れ、特徴部
分が取り出された画像データを一つのノードに結合し、活

性化関数によって変換された値（特徴変数）を出力する。最

後にDeconvは前半の畳み込み層で使った重みとバイアスと
足りないノードは outpadding という削除される偽の出力を
割り当てることと見なしたノードを使用し、画像をたたみ

こんだ分だけ再構築を行う。これが基本的なCAEの流れだ。 

 

Figure 2: Convolutional Auto Encoder の簡単な構造 
2.3 Super Resolution Convolutional Neural Network 

このモデルは、低解像度画像と高解像度画像間のエンドツ

ーエンドのマッピングを直接学習し、最適化以外の前処理/
後処理はほとんどいらないといった物であったため、当時

は、それ以前の主流であったスパースコーディングベース

の SRメソッドより容易に学習でき、精度も良いといったモ
デルでした。操作としては、まずバイキュービック補間をし

て目的のサイズにアップスケールを行うのですが、本研究

のデータセットの特徴である目的変数と入力変数が同じ大

きさだから必要ないので使用しない。CNNの以下のような
三層でできている。 
 

 

Figure 3: SRCNNの全体構造 

1) Patch extraction and representation(filter:9x9) 
2) Non-linear mapping (filter:1x1) 
3) Reconstruction(filter:5x5) 
この三層でできている。 
1)では、LRimageからパッチを重複して抽出を行なっている。
言い換えれば、「小領域を切り出す」といった物である。2)
でパッチごとに解像度に変更してる。3)最後にパッチごとに
行った高解像度パッチを集約して、高解像度の画像を表現

している。学習時の損失関数として以下の平均二乗和誤差

(4)を私たちは採用をしている。 

𝑀𝑆𝐸 =
1
mn&&[𝐼(𝑖, 𝑗) − 𝑂(𝑖, 𝑗)]A

BCD

EFG

HCD

'FG

(4) 

以上のことが SRCNNの概要である。。 
2.4 検証指標 

この研究では、PSNR インデックスと SSIM インデックス
を使用して評価してる。 PSNRは、(4)のM S Eと下記の式
（5）で定義されている。 m と n は画像の垂直および水平
サイズであり、MAX_Iは画像の可能な値の最大ピクセル値
である。 また、入力イメージを Iとして、出力イメージを
Oとして定義する。 

𝑃𝑆𝑁𝑅 = 10 ∗ 𝑙𝑜𝑔DG Q
𝑀𝐴𝑋TA

𝑀𝑆𝐸 U
(5) 

PSNR は、Peak signal-to-noise ratio の略である。 これ

は、信号が受け取ることができる最大電力と劣化の原

因となるノイズの比率を表す工学用語であり、画質の

再現性に影響を与えている。 端的にいうのであれば、

画像がどの程度劣化したかを示す値を表現している。 
値が小さいほど劣化が大きくなり、値が大きいほど元

の画像に近くなる。 この調査では、出力層アクティベ

ーション関数がシグモイドに設定されているため、

MAX_I は 1 である。 また PSNR が画像の類似性の指

標である理由も説明する。 MSE が大きいほど 2 つの

画像は異なるため、PSNR は[4]から小さくなります。

したがって、ＰＳＮＲ値が小さいほど画像が劣化して

いる（異なる）と言える。[4] 

また、SSIM インデックスは、次の 2 つの式（6）およ

び（7）で定義されている。𝑥 および 𝑦 は、モデルの

出力画像および目的変数である。 μは平均、σは分散

を意味している。 ただし、𝜎YZは 𝑥	と	𝑦 の共分散を

意味している。 

𝑆𝑆𝐼𝑀'(𝑥, 𝑦) =
\2𝜇Y𝜇Z + 𝑐D_\2𝜎YZ + 𝑐A_

\𝜇YA + 𝜇ZA + 𝑐D_\𝜎YA + 𝜎ZA + 𝑐A_
(6) 

𝑐D = (𝑘D𝐿)A, 𝑐A = (𝑘A𝐿)A (7) 

SSIM は、Structural similarity の略語である。 式（7）
で、2 つの変数が弱い分母で除算を安定させるという
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𝑐 を説明する。 また、L はピクセル値のダイナミック

レンジを意味している。 この調査では、学習データで

はこのデータがフロート型であるため、L は 1.0 に設

定されている。 また、𝑘Dと𝑘Aはデフォルトの数値であ

る 0.01 と 0.03 を使用している。 SSIM は、2 つの画

像間の類似性を測定するために使用されている。 言
い換えれば、SSIM インデックスは完全な参照メトリ

ックである。つまり、画質の測定または予測は、参照

としての初期の非圧縮または歪みのない画像に基づ

いている。 [5] 

3. データベース 

ここでは私たちが用いるデータセットのことを説明する。 

 

Figure 4:データベースのサンプルペアデータ 
Figure5では、今回使用したデータのサンプルを添付します。
私たちはこのような pairの画像群を 11pair所持しています。
一枚当たりの大きさが(678,847)くらいのグレースケール画
像で、その 11組のうち、8組をトレーニングに使用し、3組
がテスト用に振り分けた。その中からトレーニングデータ

を 3:1の割合(Train:6pairs val:2 pair)で Trainと Val で分けて
いる。元のデータが少ないため、Trainingデータを増やすの
に以下二つの工程を行った。各学習者を入力するために、元

の入力データと元のターゲットデータの両方から同じ場所

を切り取るクロッピング方法である。各画像からランダム

に 227x227 の大きさで２０枚ずつクロッピングを行なって
いる。そのあとに 4段階の affine変換(左右反転,上下反転,左
右 90度回転)をそれぞれを保存し、Trainingデータとして保
存した。しかし、バリデーションデータでも同じことを行っ

たがクロッピング作業は行っていない。理由としては、バリ

デーションデータはテストデータと同じ大きさではならな

いといけなければならないのとそのデータとして２枚の画

像だけでは少なかったからである。次の Table 1で。Trainと
Val、Testをそれぞれの画像数を表として表している。 

 
 
 
 
 

 
 

4. 実験方法 

私たちはフレームワークとして pytorch [6]で実装し実験を
行なった。 まず最初に必要な処理はデータの正規化である。 
平均を 0に、標準偏差を 1に設定します。これにより、最大
値と最小値の差がなくなります。 その後、3の Table1で記
載したように分割を行なった。そして、学習器を学習させる

際に、大きさ自体は関係ないため、画像一枚一枚から左上か

ら patch sizeを 41とし、Strideを 14としてパッチ処理を行
いモデルの訓練を行いました。バリデーションとテストデ

ータは何も処理を行わずそのままの画像を入力した。最適

化関数として多くの関数を利用したが下記に示しているの

は Adam を使用している。この最適化関数が一番よかった
からである。活性化関数として平均二乗和誤差を使用して

いる。 

5. 結果 

それぞれの学習器の結果を表示する。 
CAEの結果は以下の通りである。 

学習率 PSNR SSIM 

0.0002 28.827 0.661 

0.0003 28.222 0.623 

0.0004 28.205 0.623 

0.0005 27.941 0.601 

0.0006 27.124 0.616 

Table 2: CAEの結果 
SRCNNの結果は以下の通りである。 

学習率 PSNR SSIM 

0.0002 35.054 0.942 

0.0003 34.702 0.941 

0.0004 34.772 0.942 

0.0005 34.626 0.941 

0.0006 34.796 0.942 

Table 3:SRCNNの結果 
二つの表から全体的に SRCNNの画像の方が PSNRも SSIM
も高いことがわかります。そして Figure5,6に二つの画像は
の学習器のサンプルの出力を示す。 

 
Train Val Test 

画像の数 600 10 3 

Table 1: データベースの画像数 
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Figure 5:CAEの出力画像 

Figure 6: SRCNNの出力画像 

6. まとめ

SRCNN の方が CAE より知覚的にも良い結果となったが、
これは、C AEだと中間層で特徴量を減らしているためだと
予測ができる。 CAEは深い層を試そうとすると入力のサイ
ズが制限されていくのでやはり、畳み込み層で圧縮してい

くのは現実的ではない。だから、SRCNNをベースとしたま
だ試行していない優秀な SR メソッドがあるのでそれらを
今後は研究に生かしていきたいと考えている。
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正誤表 

下記の箇所に誤りがございました．お詫びして訂正いたします．

訂正箇所 誤 正 

タイトル 深層学習を用いた医療画像補間 深層学習を用いた医療画像補正


