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看護業務負担の定量的計測に向けたウェアラブル 

筋電位計測の基礎検証 
 

宮本崇1  長谷川達人 1 

 

 

概要：看護の現場における業務には身体的負荷が大きいものが多いが，定量的な計測はできておらず各々の負荷量は

個人の主観に依存している．現状，看護師の負担を把握するには各々の申告が必要だが，日々多忙な看護師にとって
頻繁に負荷量を申告するのは手間であり，本来の業務の妨げとなる．本研究では，身体的負荷量を自動的に認識する
システムを提案する．提案手法では，ウェアラブルデバイスにより得られた筋電位をもとに機械学習により身体的負

荷を推定する．特に本稿では，実験的に筋肉に負荷をかけた状態を段階的に検出できるのかという基礎検証を行った．
身体的負荷推定に関わる因子を分析した結果，負荷量に応じて線形にデータが変化する傾向があることを確認した． 
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1. はじめに 

看護師は患者の状態を定期的に観察し，食事や身の周り

の世話をし，昼夜問わず予期せず起こる緊急事態に注意し

ながら業務を行っている．看護の業務内容には肉体への負

担が大きいものが多い．具体的には患者の体位変換やベッ

ド環境の整備，清拭，排泄の介助などの病養上の世話が挙

げられる．例のような身体的負担の大きい業務が，継続的

に特定の看護師に集中してしまった場合，ストレスや過労

の原因となり，職場への不満や離職，うつ病などに繋がる

可能性がある．また，疲労の蓄積により注意が散漫になり，

医療過誤に繋がる可能性がある．各看護師の身体的負荷を

計測し，負荷が継続的にかかっている状態を把握すること

で，適切な人員配置の検討材料となることが期待される． 

身体的負荷を推定する一例として，各看護師の業務内容

を確認し，経験による予測をもとに業務による負荷量を予

測する方法が考えられる．看護師はチャートやフローシー

トと呼ばれる文書に患者の観察結果や患者への処置内容を

記録している．看護記録をもとに業務を把握する手法も考

えられるが，記録された業務内容毎に一律の身体的負担量

とは限らず，看護師自身が感じる身体的負荷量は同じ業務

量でも各々の主観により異なり，定量的な計測もできてい

ない．すなわち，同じ業務でも負担が大きいことや小さい

ことが様々であること，看護師自身の筋肉量や主観にも依

存することから，看護記録をもとに負担を判断するには限

界がある．現状は，看護師の感じる身体的負荷量を把握す

る方法は各看護師の申告に依存している．業務中に看護師

自身が身体的負荷量を適宜申告することは手間の観点から
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も現実的ではない．患者への対応に追われている状態や，

緊急事態の対処などを行っている状態では申告が適切に行

われない可能性が考えられる．その場合，看護師の身体的

負担を正確に把握することは難しい．  

よって看護師による申告ではなく，機械的に自動で業務

や身体的負担を検出させる技術が求められる．看護師業務

を検出する方法の一つとして，カメラを用いた検出が考え

られる．角ら[1]は固定カメラやマイクから得られたデータ

を自動的に整理し情報提示する手法を開発した．しかし，

カメラを設置する際，機器のための空間を確保することや

環境の整備が必要である．また，カメラでの検出は画角に

映る障害物や病室の明るさなどの環境の影響を受けること

が考えられる．カメラは定められた特定の空間での検出は

容易だが，病院内を移動する看護師個人に対しての継続的

な検出は容易ではない．加えてカメラに映らない業務を適

切に検出することは難しい．また撮影によって看護師だけ

でなく患者のプライバシーも侵害される危険性がある． 

他の方法として，ウェアラブルデバイスを用いた看護業

務の検出がある．看護師にウェアラブルデバイスを装着さ

せ，各々に対して業務を検出し身体的負荷量を推定する．

個人ごとの継続的な検出が期待でき，得られた生データを

用いることでプライバシー侵害のリスクもない． 

本研究では，アームバンド型のウェアラブルデバイス

Myo を用いて常時計測した筋電位をもとに，身体的負荷を

推定する手法を提案し，その基礎検証を行う．本研究によ

り，業務中の看護師の身体的負荷を定量的かつ自動的に記

録することで，看護師の業務を可視化する．これまで業務

内容の可視化は，各業務に費やした時間での調査が主であ
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り，実際の看護師の身体的負担を定量的に評価されたもの

はない．安全に看護が提供されるには，看護師への負担を

可能な限り軽減し，患者への処置に集中できる環境づくり

が重要である．自動的に作業内容を記録することで，看護

師への負担を削減しつつ身体的負荷量を把握でき，最適な

人員配置の検討に活かすことが期待される． 

2. 関連研究 

桑原ら[2]や井上ら[3]はウェアラブルセンサにより看護

師の 1 日の行動を自動計測し，業務内容データを自動的に

収集する手法を提案した．文献[2]では，体に音声入力用の

マイク，姿勢の傾斜角センサ，万歩計を装着し，実際の医

療現場において看護業務識別の有効性を示した．文献[3]で

は iPod touch に搭載された加速度センサと小型加速度セン

サを 3 つ看護師に装着させ，看護業務の識別を行った． 

渡邊ら[4]は名刺型のセンサ端末を被験者に装着させ，加

速度センサデータや人間同士の対面情報を収集した．装着

したセンサから人間の行動を計測し，身体的な動きの度合

いである活発度や対面コミュニケーションと生産性との関

係を定量的に評価した．磯田ら[5]は，文献[4]で用いたセン

サに加え，位置情報，看護師業務情報のデータも収集した． 

これらの研究は看護師がどのような業務を行ったかを

記録するもので，看護師が感じる身体的負荷を推定するこ

とはしていない．また，看護業務の妨げにならないように

配慮しているが，文献[3]では装着するセンサが複数あり，

文献[5]では装着されたセンサデータ以外のデータも用い

ている．より手軽に検出するためには，装着するセンサは

小さく，かつ少ないほうが望ましい． 

身体的負荷がかかることにより，筋疲労が蓄積すると考

えられる．Kogi ら[6]は筋疲労実験で，表面筋電位のパワー

スペクトルは筋疲労につれて低域に成分が集中するように

変化することを発見した．よって本研究では，筋電位を計

測することで得られるセンサデータから身体的負荷を推定

する着想に至った． 

本研究のように，腕に装着したセンサから得られた筋電

位を利用する研究として吉川ら[7]の研究がある．この研究

は筋電義手の制御を目的としている．腕にウェアラブルデ

バイスを装着し，得られた筋電位から手の動作のリアルタ

イム識別手法を提案している．しかし，文献[2,7]はともに

センサを自作しており，外部の者が同様のデバイスを再現

するのは容易ではない．  

本研究の位置づけは，看護師自身が感じる身体的負荷を

筋電位センサデータより定量的に推定することである．こ

れまでは加速度センサを用い，看護業務を認識する研究は

あったが，筋電位センサデータより身体的負荷を推定する

研究は著者の調査の限り存在しない．筋疲労の蓄積を表面

筋電位より直接計測することにより，加速度センサでの計

測に比べ確実に身体的負荷を推定することが期待される．

また，市販されたウェアラブルデバイスである Myo を計測

機器とすることで，今後の現場への展開が現実的である． 

3. 提案手法 

3.1 概要 

本研究ではアームバンド型ウェアラブルデバイスであ

る Myo から簡易計測できる筋電位をもとに身体的負荷を

推定する手法を提案する．身体的負荷が大きいほど筋肉は

疲労すると考えられるため，疲労度合いを推定するために，

ウェアラブルデバイスで計測できる筋電位を用いた． 

提案手法の概要を図 1 に示す．本研究では，Myo を右手

前腕部に装着し，得られた筋電位データから特徴量抽出を

行う．抽出した特徴量を用いて，負荷がないリラックス状

態と負荷をかけた 6 状態の計 7 状態に分類する．負荷をか

けた 6 状態とは，負荷量が小，中，大の 3 カテゴリそれぞ

れに対し，動かしているか静止しているかの 2 状態に分け

たものである．また，得られたデータを分析し，Myo で観

測する筋電位情報と筋肉負荷の関連性を考察することで，

今回計測していない負荷量の推定も実現可能か考察する． 

3.2 使用機器 

本研究では，身体的負荷を筋電位より推定するために計

測デバイスとして Myo を採用した．Myo とは，表面筋電位

図 1 身体的負荷推定手法の概要図 
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や加速度などを簡易計測できるアームバンド型のウェアラ

ブルデバイスである．図 1 左の写真が Myo を着用して筋電

位計測を行っている様子である．筋電位とは筋肉を動かす

際に発生する生体電位のことである． Myo に搭載された

ステンレス筋電センサは皮膚に直接触れており，皮膚表面

から筋電位を計測する．ここで，皮膚表面から得られる筋

電位は表面筋電位という．本デバイスから得られた筋電位

データより，手や指，腕の動きを認識できる可能性がある．

また，Bluetooth による無線接続により，スマートフォンや

PDAに記録することができ，病院内のような行動範囲が広

い業務において看護業務を妨げない計測が可能である．ま

た，Myo を直接前腕部に装着するため，カメラを用いる手

法で課題であった棚やベッドなどの遮蔽物や勤務時間帯に

よる明るさの変化などの環境による影響を受けない． 

 Myo には，3 軸加速度センサ，3 軸ジャイロスコープ，3

軸磁力計，ステンレス筋電センサが搭載されている．本研

究では，ステンレス筋電センサを用いて表面筋電位データ

を取得する．このセンサは腕の周囲を巻くように 8 つ設置

されている．ステンレス筋電センサのサンプリング周波数

は 200Hz，その他のセンサのサンプリング周波数は 50Hzで

ある． 

3.3 特徴量抽出 

 機械学習を行うため，得られた筋電位データより特徴量

抽出を行う．筋電位データを 128 サンプルごとのフレーム

で区切り，各フレームに対して特徴量の抽出を行う．抽出

した特徴量を表 1 に示す．特徴量はフレーム内の筋電位デ

ータから，時間領域と高速フーリエ変換（FFT）を施して求

めた周波数領域の 2 領域に対して抽出する．時間領域に対

しては，各センサの筋電位の最小値，四分位数，中央値，

最大値，平均値，標準偏差，各センサ同士の相関係数の 84

種類抽出し，周波数領域に対しては，時間領域同様の 84 種

類に各センサでの振幅が最大となる周波数の 8 種類を加え

た 92 種類を抽出する．これを低周波数と高周波数それぞ

れに行い，計 184 種類を抽出する．両領域の合計 268 種類

の特徴量を学習に用いる．  

3.4 重要因子の探索 

 適切な機械学習を行うためには，学習に有効な特徴を適

切に選択する必要がある．また，本稿では各特徴量と身体

的負荷の関連性を分析するためにも，268 種類から重要な

ものが厳選されていることが望ましい．今回，特徴量選択

には貪欲法による探索を用いた． 

 貪欲法とは，近似解を求めるアルゴリズムである．本研

究においては特徴量の組み合わせを探索する目的で用いる．

具体的には，各特徴を 1 つずつ単体で用いたときの推定精

度を比較し，最も有効な特徴を確認する．その後，有効と

確認した特徴に，その他の各特徴を 1 つずつ加えて学習さ

せた場合の推定精度を比較し，学習に追加するのに最も有

効な特徴を確認する．以上を繰り返し適切な特徴量の組み

合わせを探る． 

3.5 学習アルゴリズム 

 機械学習アルゴリズムは Support Vector Machine (SVM) 

[8]を用いた．SVM とは，1995 年に提案されたパターン認

識手法であり，（1）大局的最適解が保証される，（2）未観

測のパターンに対する識別能力が高い，（3）ハイパパラメ

ータ探索が容易，（4）識別時の計算量が少ない，（5）学習

を効率よく行うアルゴリズムが存在する，などの特徴があ

る．SVM は，バイオインフォマティクス[9]や画像認識[10]，

テキスト分類[11]などの分野で使われているアルゴリズム

だが，吉川ら[7]や Shenoy ら[12]が筋電位を用いた手の動作

識別に利用している．本研究では，Python の機械学習ライ

ブラリである scikit-learn[13]に含まれる SVC を用いた． 

4. 評価実験 

4.1 身体的負荷推定 

 提案手法の実現性を評価するためにデータ収集実験を行 

う．筋肉に段階的な負荷をかけた状態と負荷のない状態の

筋電位を計測し，各状態のデータから負荷量を推定する．

被験者は 22 歳～25 歳の健常男性 11 名である．被験者は椅

子に座り，右手にダンベルを持ち計測を行う．肘を直角に

曲げた状態を維持する keep 状態と，アームカールを行う

curl 状態によって，看護業務における体位変換のような腕

に対する身体的負荷を再現する．アームカールとは上腕二

頭筋を鍛えるトレーニングの一つであり，肘関節を曲げる

動作を繰り返す運動である．アームカールは楽に椅子に座

った状態で行った．本実験で行ったアームカールのペース

は約 1 秒間に 1 回である．与える身体的負荷は，負荷の大

きさを小，中，大を想定し，1kg，3kg，5kg の 3 種類のダ

ンベルを用いた．具体的な身体的負荷状態は，（R）リラッ

クス状態，（1_k）1kg_keep，（1_c）1kg_curl，（3_k）3kg_keep，

（3_c）3kg_curl，（5_k）5kg_keep，（5_c）5kg_curl の 7 種類

とした．各状態の詳細を表 2 に示す． 

 

表 1 抽出した特徴量 

時間領域 周波数領域  

最小値 最小値 

各センサに対し 

四分位数 

中央値 

四分位数 

中央値 

最大値 最大値 

平均値 

標準偏差 

平均値 

標準偏差 

‐ 最大値の周波数 

相関係数 相関係数 センサ同士 
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計測時の筋電位センサ位置の一部を図 2 に示す．筋電位

センサは図 2 のように腕に巻き付くように搭載されている．

本稿では，筋電位センサが図 2 のように，emg4 が概ね肘の

内側となるように向きを指定し計測を行った． 

ダンベルを持つ腕の前腕部に Myo を装着し，各負荷状態

に対し 10 秒間の計測を行う．以上を 1 セッションと定義

し 3 セッション分のデータを得る．各セッション間では

Myo の着脱を行い，電極の位置がずれていても身体的負荷

を推定できるか評価する．得られた筋電位データに対し特

徴量を抽出しモデルを学習する．本研究は，個人ごとにキ

ャリブレーションを行わないことを想定しているため，各

被験者に依存しない汎用的な特徴を発見することを目的と

する．よって本研究では，学習したモデルの評価に被験者

ごとにデータを分割した LOSO-CV（Leave-One Subject-Out 

CV）を用いる． 

4.2 負荷推定の結果 

貪欲法により学習に用いる特徴量数を増やし、それに伴

う Accuracy の変化を図 3 に示す．特徴量数 69 で Accuracy

が最大の 82.7%となった．そのときの LOSO-CV の結果を

表 3に示す．各状態の F値はリラックス状態が最大の 99.5%

となり，負荷をかけた状態では 1_kが最大の 91.9%となり，

最小は 3_c の 65.4%となった．F 値を比較すると，負荷量

が大きくなるにつれて推定精度が下がる傾向がみられる．

また，全体の誤り傾向に着目すると，近しい負荷状態間で

誤認識する傾向があることを確認した．よって，各状態に

関し R，1_k，1_c，3_k，3_c，5_k，5_c の順に順序関係が

あると仮定すると，前後±1 状態への誤りを許容した場合，

93.0%の精度で推定できた．以上より，誤り方には規則性が

あると考え次節で重要因子を考察する． 

4.3 重要因子分析 

身体的負荷推定に有効な特徴を考察する．貪欲法により

身体的負荷推定に有効な特徴を探索する．各状態に対し，

貪欲法で選んだ特徴 30 種類の値の分布を比較する．また，

貪欲法の過程による Accuracy の変化をもとに，学習に適切

な特徴量数を考察する．貪欲法により求めた重要度が高い

特徴のうち，推定に有効な上位 30 種類の特徴の値の分布

を各負荷状態に対して比較した．各状態で値の分布が異な

るとみられた特徴は，時間領域では emg4 の標準偏差（以

下 emg4_std とする），周波数領域では emg5 に対し高フー

リエ変換（FFT）して求めた低周波数領域内の第一四分位数

（以下 emg5_FFT_low_25%とする）であった． 

身体的状態に対し，それぞれの特徴の分布を図 4，図 5 の

箱ひげ図に示す．図 4，5 より，身体的負荷により emg4_std

表 2 再現した身体的負荷状態 

R 負荷をかけず力を抜いた状態 

1_k 
1kg のダンベルを持ち，腕を直角に 

曲げた状態を維持する 

1_c 
1kg のダンベルを持ち， 

アームカールを行う 

3_k 
3kg のダンベルを持ち，腕を直角に 

曲げた状態を維持する 

3_c 
3kg のダンベルを持ち， 

アームカールを行う 

5_k 
5kg のダンベルを持ち，腕を直角に 

曲げた状態を維持する 

5_c 
5kg のダンベルを持ち， 

アームカールを行う 

表 3 貪欲法で求めた特徴 69 個での LOSO-CV の結果 

 
真の負荷状態 

R 1_k 1_c 3_k 3_c 5_k 5_c 

予
測
し
た
負
荷
状
態

 

R 1082 3 0 0 0 0 0 

1_k 6 1026 82 31 0 0 0 

1_c 0 52 884 80 83 1 6 

3_k 0 6 47 907 32 42 0 

3_c 0 2 71 53 723 131 141 

5_k 0 0 1 15 125 806 73 

5_c 0 0 4 3 126 103 865 

F 値 99.5 91.9 80.5 85.5 65.4 76.7 79.1 

Acc 82.7 

図 2 実験中の筋電位センサの位置 

emg4 

emg5 

emg6 

emg7 

図 3 貪欲法による Accuracy の変化 
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と emg5_FFT_low_25%は線形に変化する傾向が見られた．

ここで状態をリラックスと keep，ならびにリラックスと

curl のみで分布を比較した場合，各特徴の四分位範囲に着

目すると，各負荷状態において特徴の分布が異なる．  

また図 4 より，1_c と 3_k，3_c と 5_k において分布が類

似することを確認した．curl 状態に関し，ダンベルが最低

位置まで下がった瞬間は，ダンベルの重さに加え，ダンベ

ルに蓄えられた運動エネルギーによる負荷がかかったため

分布が上に広がったと考えられる．また，keep 状態に関し，

ダンベルを支えている際，無意識のうちに腕を体に預け負

荷を逃がしたことにより keep 状態の分布が下に広がった

と考えられる． 

また，被験者ごとの個人差による各特徴量の分布により，

推定精度の低下が生じることが考えられる．被験者ごとの

特徴分布を比較し，特徴分布パターンを分析する．特徴分

布が分かれていた emg4_stdに対し，被験者 11名を比較し，

その中から分布パターンの差異が顕著に現れている被験者

6 名の特徴分布を図 6 に示す．確認できた分布パターンは

大きく分けて以下の 3 種類である． 

図 5 emg5 の FFTによって求めた低周波領域内 

における第一四分位数の分布 

R 1_k 1_c 3_k 3_c 5_k 5_c 

Burden categories 
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F
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0.8 

1.0 

被験者 A 被験者 C 被験者 E 

   

被験者 B 被験者 D 被験者 F 

   

図 6 各被験者の特徴の分布 

 

図 4 emg4 の標準偏差の分布 
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1. 線形変化パターン（被験者 A, B） 

2. keep 状態と curl 状態において，それぞれ異なる線形

変化パターン（被験者 C, D） 

3. 分布が比較的広いパターン（被験者 E, F） 

1 は動作の有無にかかわらず，負荷による特徴の値の線形

変化の傾きが近い．それに対し，2 は動作の有無により，

特徴の線形変化の傾きが異なる．3 は各特徴の値が全体的

に低い．このように，同じ負荷をかけていても，分布には

個人差が生じた．しかし同一動作に対し，特徴の変化は線

形に近いものであった．よって，本研究で提案する手法は，

本実験では設定しなかった 2kgや 4kgのような中間の負荷

や，より大きな負荷に対しても予測できると考えられる． 

5. おわりに  

本研究では，アームバンド型のウェアラブルデバイスで

ある Myo を用い，簡易計測できる筋電位データから身体的

負荷を定量的に推定する手法を提案し，その基礎検証を行

った．本研究により，Myo による筋電位の簡易計測におい

て，最適に特徴量を選択することにより定義した 7 状態を

82.7%の精度で推定できることを示した．推定結果の誤り

分布に着目すると，負荷量が近しい状態同士で誤認識する

傾向を確認した． 

負荷量推定の重要度が高い特徴に着目すると，特に腕橈

骨筋付近の筋肉から得られる筋電位が有用であることを確

認した．動作によって筋電位の変化傾向は異なる場合にお

いても，同一動作においては線形に変化する傾向があるこ

とを確認した．よって加速度センサなどを併用し動作を識

別する機能を追加することで，未知の負荷量に対しても推

定できると期待される． 

本研究により，看護師の負担を定量的に検出し，業務負

担を可視化することが期待される．負担の一極集中を避け

る判断材料とすることで看護師の負担軽減に貢献すること

を目指す． 

今後は，本稿で探索した重要な特徴量選択に加え，機械

学習アルゴリズムのパラメータチューニングを行い，身体 

的負荷推定精度向上を目指す．そして，現実的な看護業務

を想定した検証も行っていく． 
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