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概要：本稿では，移動する BLEタグからのパケットを環境内の複数のスキャナで受信し，受信信号強度を
使う BLE屋内位置推定において，ニューラルネットワークを用いた手法を考える．無線電波を使う位置推
定では，受信信号強度の不安定さが精度に影響する．そこで，Fingerprintや三点測位に代わり，ニューラル
ネットワークの利用が試みられており，精度の改善が報告されている．一方で，多数の人がいる実環境へ

の対応可能性は十分検証されていない．そこで本稿では，(1)デノイジングオートエンコーダと既存手法を
組み合わせた位置推定と，(2)ニューラルネットワークによる End-to-endの位置推定を比較し，高精度に
推定できる手法を検討する．(1)では，受信信号強度からノイズ除去や欠損値の補完を行い既存手法で位置
推定を行う．(2)は全結合層と LSTM層からなり，受信信号強度の時系列を用いて位置推定を行う．ネッ
トワークの学習時は，単純なシミュレーションで生成したデータでの学習の後，実環境で収集したデータ

で追加の学習を行う．大規模展示会での実験データでの評価では，デノイジングオートエンコーダと既存

手法の組合わせは精度で劣り，End-to-endのニューラルネットワークのほうが良い精度で推定を行えた．
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1. 背景

人の位置情報・移動情報や興味関心に関する情報は．目

的地までのナビゲーション・適切なタイミングでの情報提

示や，マーケティング情報の収集のために重要である．中

でも展示会や博覧会などのイベントにおける，来場者の動

向—どのブースに訪れたか・会場内をどう移動したか・ど
こにどれくらい滞在したかなどの情報—は，ブース配置の
最適化や，今後のイベントにおけるターゲット層の設定な

どに利用できる．これらの情報の収集には，来場者の位置

を継続してトラッキングする必要がある．

しかし，屋内で開催されるこれらのイベントでは，屋外

で一般に利用されるGPSは信号が減衰するため精度良く位
置を取得できない．そこで，様々な種類の屋内位置推定手

法が提案されている [1], [2]．我々はその中でも Bluetooth
Low Energy (BLE)技術に注目してきた．BLEは小型・低
価格の IoT機器でも利用可能で，低消費電力で長期間の動
作が可能になるため，位置推定に必要な機材のコストを抑

えられる．我々は来場者に BLEタグを配布し，会場に設
置した BLEスキャナで BLEパケットを収集するデザイン
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を用いて，来場者は受付で BLEタグを受け取るだけでよい
位置推定に取り組んできた．位置推定自体は三点測位ベー

スのアルゴリズムで行ってきた．

BLEを用いた位置推定の取り組みで問題となったのは，
受信信号強度に生じるノイズやパケットロスであった．受

信信号強度に生じるノイズは精度低下の原因となり，パ

ケットロスは推定自体を行えなくなるため，これらの影響

の緩和が課題であった．これまでは，その対処としてソフ

トウェア面ではパラメータによって挙動を調整可能にし，

ハードウェア面ではタンデム BLEスキャナを構築して高
精度化を図ってきた [3]．
一方で，Wi-Fiを利用した位置推定では，事前に電波環
境のマップを作る Fingerprintが多く用いられてきた [4]が，
さらなる高精度化とノイズ耐性の獲得のため，ディープ

ラーニングを用いた手法が提案されている．出力としてノ

イズを取り除いた入力信号を構成するデノイジングオート

エンコーダを各地点ごとに学習させる手法 [5]や，受信信
号強度ではなくWi-Fi CSI利用する手法 [6]などがあり，い
ずれも精度の改善が報告されている．また，BLEを利用す
る位置推定でもディープラーニングの利用が行われつつあ

り，デノイジングオートエンコーダを利用する手法 [7]が
提案されている．

本稿では，多数の来場者がおり，電波環境が不安定とな
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図 1: End-to-endのニューラルネットワークによる位置推
定と，デノイジングオートエンコーダと既存手法を組み合

わせた位置推定

る大規模展示会の環境におけるディープラーニングを利

用した BLE位置推定として，(1)デノイジングオートエン
コーダで補正した受信信号強度を既存手法に入力し，精度

の向上を図る位置推定と (2)End-to-endのニューラルネット
ワークによる受信信号強度からの直接的な位置推定では，

どちらが良い精度で推定を行えるかを検討する．図 1に両
者の位置推定の流れを示す．

それぞれのメリットとして以下が挙げられる．(1)では，
ニューラルネットワークは受信信号強度の補正にのみ利用

されるため，デノイジングオートエンコーダを構成するの

みでよく，ネットワーク設計などの労力を減らしつつ既存

手法による位置推定を高精度化できる．(2)ではニューラ
ルネットワークを適切に学習させられれれば，他の手法と

の組み合わせによらない直接的な位置推定が可能である．

一方，デメリットとしては，(1)ではニューラルネットワー
クの学習に加えて，既存手法でもパラメータ調整や学習が

必要になる点がある．(2)ではニューラルネットワークの
設計や損失関数の定義などを適切に行い，学習を十分させ

ないと位置推定の精度が上げられない．

(1)で利用するオートエンコーダには全結合層を用いて
ある時刻の受信信号強度を入力し，ノイズを除去し欠損値

を補完した受信信号強度を出力させる．組み合わせる既存

手法には，三点測位をベースとした手法 [3]を利用する．
(2)で利用する End-to-endのニューラルネットワークに

は，入力として受信信号強度の時系列を与え，位置を出力

させる．本稿では，ノイズ除去・欠損値の補完や，時系列

の特徴の検出のために，全結合層・ReLU層・Dropout層か
らなるユニットと LSTM[8]層を用いるニューラルネット
ワークを用いる．

これらの手法の精度評価には，実際の展示会で取得した

データを用いる．しかし，事前に十分な学習データの収集

を行えない展示会環境を考慮して，単純なシミュレーショ

ンを用いて初期の学習を行う．距離から計算した受信信号

強度にノイズを追加して学習データとする．その後，実際

の展示会である G空間 EXPO2016で取得した実験データ

の一部を用いて追加の学習を行い，同実験データのうち精

度評価用のデータで位置推定精度を評価する．評価の結

果，(1)では既存手法を単体で使うよりも誤差平均，標準偏
差ともに悪くなり，(2)では既存手法より誤差平均が優れ
る一方，標準偏差が大きかった．

以降，2章では電波を利用する屋内位置推定の既存手法
とディープラーニングを用いた手法についてまとめる．3
章では今回比較する (1)デノイジングオートエンコーダと
既存手法の組み合わせと (2)End-to-endのニューラルネッ
トワークによる位置推定について述べる．4章でこれらの
推定精度を比較し，最後に 5章でまとめと今後の課題につ
いて述べる．

2. 関連研究

屋内位置推定手法は，加速度センサやジャイロセンサ

などの内界センサ [9]を利用するもの，カメラやレーザス
キャナ [10]を利用するもの，超音波 [11]や，RFID[12]や
FM[13]などの電波を利用するものなどがあり，それぞれ
機材の価格や位置推定精度などが異なる．中でも電波を利

用した屋内位置推定手法は，RFIDや UWBなどの専用機
材を用いるものや，Wi-Fi や BLE などスマートフォンや
IoT機器が単体で利用できる通信規格を応用するものなど
がある．

ここでは，Wi-Fi もしくは BLE を用いる屋内位置推定
手法について，推定アルゴリズム別に紹介する．一般にこ

れらの位置推定手法では，複数の送受信機（例えばビル内

の複数のWi-Fi基地局と，人が持つスマートフォン）でパ
ケットをやり取りし，到達までの時間や，受信信号強度を

もとに対象の位置を推定する．

2.1 時間・距離・方向計算

時間・距離・方向計算方式では，信号の飛行時間や到達

時間差，飛来方向，受信信号強度などから対象の位置を推

定する．信号の到達時間や時間差の算出は高精度な時刻

同期のもとで行われる．また飛来方向の推定には指向性

アンテナやアンテナアレイが利用される．飛行時間や飛

来方向から推定を行う手法としては，一部のWi-Fi機器で
利用可能な Channel State Information (CSI)[14]を利用する
SpotFi[15]がある．
受信信号強度から位置を推定する際は，距離と信号強度

の減衰関係をモデル化して行う．しばしば用いられる三点

測位方式では，3つ以上の基地局からの推定距離に基づい
て位置を推定する．Wangら [16]は Bluetoothを利用して
位置推定を行っている．しかし，受信信号強度は送受信間

に存在する遮蔽物や人体などによってノイズが生じるため，

推定距離にも誤差が生じ最終的な推定位置に影響する．
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2.2 Fingerprint
Fingerprint方式は環境中の障害物・天井・壁などによる

信号の減衰・反射への対応を行うために利用される．この

方式は学習フェーズと推定フェーズに分かれており，学習

フェーズでは環境の各点において，観測可能な基地局や基地

局の信号強度などを測定しておき，参照用の Fingerprintを
作成する．推定フェーズでは，実際に得られた観測可能基地

局や信号強度を，学習フェーズで作成した Fingerprintと比
較して位置を推定する．この方式では，様々な Fingerprint
の表現や，Fingerprintとのマッチング方法が提案 [4]され
ている．例えば Bahlらの RADAR[17]では，受信信号強度
を Fingerprintとして採用し，最近傍の点を探す．
この方式の欠点は，基地局の移動や，故障による交換な

ど環境の変化が起きた際に正しく推定を行えないことであ

る．そこで，Fingerprintを更新する手法 [18]も研究されて
いる．

2.3 ディープラーニング

ディープラーニングを利用する場合は，ニューラルネッ

トワークをノイズ除去や欠損値の補完などの信号強度の補

正に利用している．推定位置の取得には，入力した信号強

度と補正された信号強度の差分からトレーニング時の各参

照点に対する重みを計算し，重み付き平均を利用するもの

が多い．

Xiaoらの DABIL[7]では BLEを用いた 3次元位置推定
において，ノイズを除去するデノイジングオートエンコー

ダ [19]を用いている．DABILでは，トレーニング時には受
信信号強度を入力とし，各参照点に対応するデノイジング

オートエンコーダを学習させる．実際の位置推定では，入

力した受信信号強度と，各オートエンコーダによって再構

築された受信信号強度の差分から各参照点に対応する座標

に加える重みを算出し，重み付き kNNで推定位置を得る．
Wangらの DeepFi[6]では，Wi-Fiの CSIを入力として，
制限ボルツマンマシンを重ねた Deep Belief Networkを学
習し，再構築した CSIを利用して位置推定を行っている．
推定位置の出力は重み付き平均で行っており，DABILと
類似するがこちらは計算に利用する参照点の数に制限はな

い．AbbasらはWiDeep[5]において，事前計測を行った点
ごとに受信信号強度のデノイジングオートエンコーダを学

習させている．推定では DABILや DeepFiとほぼ同じアプ
ローチを用いており，入力とニューラルネットワークで再

構築された入力を比較して重み付き平均を取って推定位置

としている．

これらのディープラーニングベースの位置推定では，既

存の三点測位や Fingerprintなどより良い精度が報告されて
いる．一方で，推定位置の出力はニューラルネットワーク

では行っておらず，ニューラルネットワークの出力を利用

して参照点の位置から求めるものとなっている．従って位

置推定はワンショットの推定となっており，時系列情報を

利用していない．

我々が対象とする大規模展示会の環境では，十分な量の

トレーニングデータの事前取得が難しく，また会期中は多

数の人が訪れるためノイズやパケットロスの影響が大き

い．そのため，時系列情報を利用した位置推定による精度

の向上を図る．本稿では，時系列を利用できる位置推定と

して次の 2種類の位置推定のどちらが良いかを検討する．
(1)ある時刻の受信信号強度を補正するデノイジングオー
トエンコーダと既存手法の組合せと (2)受信信号強度を時
系列を入力とする End-to-endの位置推定用ニューラルネッ
トワークである．(1)では既存手法として我々が以前に提
案した手法を用い，推定精度が向上するかを検討する．(2)
では受信信号強度の時系列をまず全結合層に入力し，その

後 LSTMで位置推定を行う．

3. 比較手法

比較する 2つの位置推定のニューラルネットワークの構
成を次に示す．以降では時刻 t においてスキャナ i が観測

した受信信号強度を r ti で示す．会場内のスキャナの数は

N で示す．また，時刻 t での各スキャナの受信信号強度を

まとめた Rt を式 (1) で示す．時刻 t1 から t2 まで Rを並

べたものを式 (2) の R(t1 ,t2) で示す．時刻 t における推定

位置は P̂t = [x̂t, ŷt ]で示す．

Rt = (r t1,r t2, ...r tN ) (1)

R(t1 ,t2) =

�����������
r t11 r t12 · · · r t1N

r t1+11 r (t1+1)2 · · · r (t1+1)N
...

. . .

r t21 r t22 · · · r t2N

�����������
(2)

3.1 デノイジングオートエンコーダと既存手法の組合せ

Rt を入力として，ノイズと欠損値を取り除いて理想的な

受信信号強度 R̂t を出力するデノイジングオートエンコー

ダを，全結合層，PReLU[20] 層，Dropout 層で構成する．
PReLU層は，負の入力 xに対しても aを学習可能パラメー

タとして ax を返すようにした ReLU層である．また，デ
ノイジングオートエンコーダは欠損値を補完するが，ここ

では入力 Rt が欠損値だけでなくノイズも含むものとして

扱う．各層は図 2のように配置する．図中の Preprocessで
は欠損値の −100での穴埋めと +90の値のシフトを施す．
Postprocessでは，Preprocessで行われた値シフトを戻すた
めに −90の値シフトを行う．
デノイジングオートエンコーダは入力された Rt からノ

イズを取り除くのみなので，出力された受信信号強度を用

いて既存手法による位置推定を行う．組み合わせる手法
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図 2: デノイジングオートエンコーダ

図 3: End-to-endのニューラルネットワーク

には我々が以前に提案した三点測位ベースの手法 [3]を用
いる．

3.2 End-to-endのニューラルネットワーク
R(t1 ,t2) を入力として，P̂t2 の位置を出力するニューラル

ネットワークを，全結合層，ReLU層，Dropout層，LSTM
層で構成する．このニューラルネットワークは構成の検討

を行った結果最も精度の良かったもの [21]で，図 3に示す
ように層を配置する．前半の全結合層・ReLU層では入力
した R(t1 ,t2)からの欠損値やノイズの除去が期待される．時

系列からの特徴抽出は後半の LSTM層が行う．Preprocess
では前節と同様に，R(t1 ,t2) 内のすべての欠損値を −100で
埋めた後，+90の値のシフトを施す．

4. 評価

本章では，先に述べた 2 パターンの位置推定手法につ
いて，既存手法単体も含めて精度評価を行う．各ニューラ

ルネットワークの実装は Pytorch 0.4.1で行う．対象とする
データは，日本科学未来館で開催されたG空間 EXPO 2016
における実験で取得されたデータである．

4.1 利用データ

G空間 EXPOは地理空間情報の利用推進を目的として開
催されており，2016年は 3日間でのべ 19138名が訪れた．
実験ではのべ 260名（関係者含む）の被験者に，BLEタグ
の入ったネームホルダを首から下げてもらい，正解位置取

得用の UWBタグを取り付けたサンバイザーを着用しても
らった状態で，自由に会場内を見てもらった．

対象となる会場，およびスキャナの配置は図 4に示す．
図において，番号付きの四角はスキャナの位置とその番

号を表している．またスキャナ 1から 11は 1台に複数の
Bluetoothアダプタを備えるタンデム BLEスキャナ [3]で，

図 4: 対象とする会場と，会場内のスキャナ配置

それ以外は 1台に 1つのアダプタを備える通常のスキャナ
である．このデータに合わせて，ニューラルネットの入力

として使う Rのスキャナ台数は N = 38とする．

4.2 各ニューラルネットワークの学習

End-to-end のニューラルネットワーク，デノイジング
オートエンコーダの学習では，ともに最初はシミュレー

ションを行って生成したデータを利用する．これは，我々

が対象とする展示会環境では，事前準備に利用できる時間

が少なく，十分なトレーニングデータを得られないためで

ある．データの生成は End-to-endのニューラルネットワー
クの構成の検討時 [21]を同様の方法で行う．ただし，デノ
イジングオートエンコーダ用のデータの生成では，複数の

時刻に渡ったデータを生成する必要はないため，t1 にあた

る部分のみを利用し，ノイズを足す前の受信信号強度を正

解の受信信号強度とする．

シミュレーションデータによる学習では，16万のデー
タを生成する．両ニューラルネットワークはともに 200エ
ポックの学習を行う．End-to-endのニューラルネットワー
クの学習はバッチサイズ 100，デノイジングオートエンコー
ダの学習はバッチサイズ 1000で行う．
シミュレーションデータでの学習後は，実際の実験で得

たデータで学習を行う．被験者のべ 260名のうち，精度検
証用のデータの被験者・取得日と重複しない 20被験者分
のデータからスライド幅 1秒のスライド窓を用いて切り出
した 7.8万のデータを用いる．実際のデータでは，BLEタ
グが 10Hzでパケットを送信していたため，1秒単位のデー
タにする際は 1秒間での最大の受信信号強度を抽出する前
処理を追加で行う．実際のデータでの学習は 100エポック
行う．End-to-endのニューラルネットワークではバッチサ
イズ 100，デノイジングオートエンコーダの学習ではバッ
チサイズ 1000とする．
学習時の各ニューラルネットワークのパラメータは，

End-to-endのニューラルネットワークについては構成検討
時と同じものを用いる．デノイジングオートエンコーダに

ついては表 1に示す．

4.3 推定精度の比較

実際の位置推定に使うデータは G空間 EXPO2016で得
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表 1: デノイジングオートエンコーダのパラメータ

パラメータ 値

入力時系列の長さ 1 (秒)
入力特徴数 38 (スキャナ台数と同じ)
全結合層の出力特徴数 19, 9, 5, 5, 9, 19, 38
Dropout の確率 0.3, 0.2, 0.1, 0.1, 0.2, 0.3
損失関数 L1Loss
最適化法 Adagrad

(a)反時計回り (b)反時計回り (ループ)

(c)時計回り (d)反時計回り (ループ)

図 5: 精度検証用の経路

表 2: 各手法の誤差の平均・標準偏差

誤差 [m]
手法 平均 標準偏差

デノイジングオートエンコーダと

三点測位ベースの手法の組合せ
8.41 4.51

End-to-end のニューラルネットワーク 1.94 2.05

三点測位ベースの手法 3.62 1.75

たデータのうち，3人の被験者が歩いた 4パターンの経路
のものとする．各経路は図 5に示すとおりで，被験者は必
ず各図で左下にあたる実験受付から歩き，最後に実験受付

に戻ってくる．

推定精度の評価は，End-to-endのニューラルネットワー
ク，デノイジングオートエンコーダと三点測位ベースの

手法 [3]の組合せ，三点測位ベースの手法単体の 3種類に
ついて行った．各手法における誤差の平均と標準偏差を

表 2 に示す．表より，最も誤差の平均が小さかったのは
End-to-endのニューラルネットワークだった．一方，標準
偏差では三点測位ベースの手法を単体で使った場合が最も

安定しており，デノイジングオートエンコーダと三点測位

ベースの手法を組み合わせた場合は誤差，標準偏差ともに

大きかった．

4.4 考察

デノイジングオートエンコーダと三点測位の組み合わせ

で精度が大幅に悪化した原因を検討する．まず，Rt に存

在する欠損値やノイズの影響を，デノイジングオートエン

コーダが取り除けているかを確認する．

図 6: 受信信号強度（入力・理想・再構築）

ループを含む反時計回りの経路（図 7d）において，各ス
キャナが実際に観測した受信信号強度（=デノイジングオー
トエンコーダへの入力値）・デノイジングオートエンコー

ダが出力した受信信号強度・正解位置から計算した理想的

な受信信号強度を図 6に示す．図より，パケットロスが多
いスキャナ 12以降では理想に近い受信信号強度を復元で
きている．一方，どのスキャナにおいても値が大きくなる

箇所では出力された値が理想の値に追従できていない．受

信信号強度は送受信間の距離に応じて負の対数で変化し，

スキャナと被験者の距離が遠くなるほど変化量が小さくな

る．そのため，あるスキャナと被験者が近い場合に，他の

スキャナにおける小さな変化量から，そのスキャナにおけ

る大きな受信信号強度を再構築することが難しくなり，図

のように追従できない箇所が生じた．

デノイジングオートエンコーダの出力を使って位置推定

した結果，各経路における推定経路は図 7のようになった．
どの経路においても，推定位置が左下の歩行開始位置から

会場内の通路を無視して左上に向かい，左上から右下に向

かうように出力された．位置推定時に生成される尤度マッ

プの可視化を行ったところ，どの推定結果のどの時間にお

いても，図 8のように，会場を縦に横切るように尤度の高
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(a)反時計回り (b)反時計回り (ループ)

(c)時計回り (d)反時計回り (ループ)

図 7: デノイジングオートエンコーダと三点測位ベースの
手法の組み合わせでの推定結果の例（推定経路は歩行開始

を桃色で表示し，歩行終了に向けて黄色に色を変化させて

いる）

図 8: 三点測位ベースの手法にデノイジングオートエンコー
ダの出力を入れた際の尤度マップの例（青が尤度の高い領

域，矢印はパーティクル，推定位置は桃色の点）

い領域が作られていた．このようになった原因として，デ

ノイジングオートエンコーダによって欠損値が推定された

結果，尤度マップの生成に使われる受信信号強度が多くな

り，各スキャナが作った尤度マップを加算して最終的な尤

度マップを作った際に広い領域が高い尤度となったことが

考えられる．

図 9に，利用可能な受信信号強度が 3つ，6つの場合に尤
度が高くなる領域がどれくらいの広さになるかを模式的に

示す．利用可能な受信信号強度が多いほど，スキャナ単位

の尤度マップの重畳で得られる領域が広がっていくため，

図 8 のような結果が生じたと考えられる．デノイジング
オートエンコーダと組み合わせた手法は，もともとパケッ

トロスとノイズが多い環境に耐えて精度を上げられるよう

に設計していたため，欠損値の補完がされると逆に推定を

うまく行えなかった．したがって，単にデノイジングオー

トエンコーダが出力する受信信号強度を入力すれば即座に

精度が向上するわけではなく，位置推定部分を設計し直す

必要がある．

5. まとめ

本稿では，ディープラーニングを BLEベースの屋内位置
推定で利用するにあたり，ニューラルネットワークに補正

させた受信信号強度を既存手法で利用する場合と，位置推

定をすべてニューラルネットワークに行わせる場合のどち

らが精度良く位置推定を行えるかを検証した．ニューラル

図 9: 利用可能な受信信号強度の多寡による尤度マップの
面積の模式図

ネットワークによる受信信号強度の補正では，デノイジン

グオートエンコーダを用いて欠損値の推定とノイズの除去

を試みた．End-to-endで位置推定を行うニューラルネット
ワークでは，全結合層と LSTM層を用いた構成に対して，
受信信号強度の時系列を入力して位置を出力させた．

各手法を比較したところ，推定精度では End-to-end の
ニューラルネットワークがもっともよく，デノイジング

オートエンコーダと既存手法の組合せがもっとも悪かった．

デノイジングオートエンコーダによる受信信号強度の補正

は，大きな受信信号強度が観測されるべき部分で誤差を生

じたもののある程度行えた一方で，組み合わせた既存の三

点測位ベースの位置推定ではうまく推定が行えなかった．

今回組み合わせた既存手法はもともとノイズが多くパケッ

トロスが発生しやすい環境に合わせて設計されているため，

デノイジングオートエンコーダが出力した値からうまく位

置推定を行えるように改修を加える必要がある．パケット

ロスやノイズの影響を取り除いた受信信号強度の恩恵が得

られるのは Fingerprintを利用する場合であるため，組み合
わせる手法手法を変更する場合は，関連研究 [6], [7]でも
利用されているデノイジングオートエンコーダ+Fingerprint
の設計がよいと思われる．

End-to-endのニューラルネットワークでは，誤差の標準
偏差が既存手法単体より大きくなっているものの，平均の

誤差では良好な結果であった．今後はこれを改良しつつ，

より少ないデータ収集で推定を行える，環境が変わっても

再学習を必要としないような手法での位置推定を目指す．
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