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概要：近年，基幹システムで扱うデータだけではなく，センサーデータやウェアラブルデバイスのデータ
など，分析に利用可能なデータの量と種類が増えてきた．しかしながら，収集データを分析モデルに入力

するためには，分析前に「前処理」を行う必要がある．前処理は，単位の統一や外れ値や欠損値の対処な

どを行う必要があり，分析者に多大なインパクトを与えている．そのため，分析者の前処理における負荷

を削減し，かつ同程度以上の精度をもつ前処理の自動化が望まれている．本稿では，前処理で行われる作

業のうち外れ値・欠損値をベイズ推論を用いて自動で補完する手法を提案する．自動補完では対処しきれ

ない手法の一部を変更するなどのカスタマイズ性を持たせるため，Programming by Exampleアプローチ

を採用し，人の知識を例としてモデルに入力することにより人の知識と機械学習を融合させる．提案手法

と既存手法による自動補完の補完精度を比較し，提案手法が既存手法より，センサーデータの補完手法と

して有効であることを検証した．
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1. はじめに

近年，基幹システムで扱うデータだけではなく，セン

サーデータやウェアラブルデバイスのデータなど，分析に

利用可能なデータの量と種類が増えてきた．多種多様な

データを活用した分析の例として，ショッピングモールの

顧客動向の分析やロボットの自律行動，クレジットカード

の不正検知などがある．しかしながら，収集データは欠損

値や外れ値，データ計測機器の測定単位の違いや表記の揺

れなどを含んでおり，そのまま分析モデルに入力してしま

うと，正しい結果を得られない [1]．例えばセンサーデータ

の場合，使用するセンサーによる計測間隔や単位の違いに

加え，個々の機器の計測誤差や，収集にネットワークを介

することによる転送タイムアウトや途中でロストする可能

性など，単位の統一や外れ値や欠損値の対処といった「前

処理」が必要である．分析システムにおいて，データの前

処理には 80% のリソースが費やされているため，分析者

の作業量に大きなインパクトを与えている [2]．そのため，
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分析者の負荷を減らす方法として，前処理の一部を自動化

が望まれている．

データ分析を検討する際，データ分析の目的などのシス

テムの検討からデータの前処理などのデータを準備しモ

デルを生成，その後のナレッジの共有までの一連のフロー

を「データマイニング」と呼ぶ．データマイニングに必

要な処理を体系立てたフレームワークの一つ APREP-DM

（Automated PRE-Processing for Data Mining）では，前

処理を自動化可能な処理である “Common processing for

Data Cleaning”と，モデルに適した値に加工するため試

行錯誤など人手が必要な処理である “Other Processes for

Data Cleaning”の 2つのサブ処理を定義している [3]．本

稿では，前処理で行われる作業のうち，自動化可能な Com-

mon processing for Data Cleaning に含まれる 外れ値・欠

損値の対処をベイズ推論を用いて自動で補完する手法を

提案する．さらに，データマイニングフレームワークで

は，分析の目的や成功基準などを人の知識により設定す

る “Business Understanding” が重要とされている．この

Business Understandingとベイズ推論を PBE（Program-

ming by Example）アプローチにより融合させ，少ないデー
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タで既存手法より同程度以上の精度，かつツールを使用す

るより分析者の作業負荷が低い学習モデルを提案する．具

体的には，1) 複数の補完手法を予め定義し，2) 補完が必

要な場所それぞれに対して定義した補完手法の適正度（確

率）を出力，3) 分析者が表示された適正度を確認しながら

手法を選択，4) 選択した手法を学習データとしてモデルの

再生成，を行う．

本稿の貢献は下記 2点である．

• PBEアプローチにより，外れ値と欠損値の補完値の算

出に人の知識を融合させ，人による作業のメリットを

活かしつつ前処理を自動化する．

• 提案手法と既存の補完手法を，提案手法に定義された
手法を自動選択した場合と人の知識により選択した場

合について比較し，有効性を検証する．

本稿の構成は以下の通りである．まず 2章で提案手法の

関連研究について述べ，3章で本稿提案手法全体のワーク

フローと特長やアルゴリズムについて述べる．4章では，

提案手法と既存の手法を比較することによる評価を行い，

5章で本稿のまとめを行う．

2. 関連研究

2.1 欠損値補完手法

欠損値は，MCAR（Missing Completely At Random），

MAR（Missing At Random），MNAR（Missing Not At

Random）の 3種類に分類される [4]．MCARは欠損値が

完全にランダムに生じているケースであり，欠損値の発生

は観測データにも欠損データに依存しない．すなわち，分

析に使いたいデータ項目が全てを揃っている，もしくは欠

けている項目があったとしても，そのデータパターンが他

のデータから推定できる項目のみであると言える．MAR

は，欠損値の発生が完全にランダムではないケースであ

り，欠損値の発生は観測データに依存する．例えば，社員

が TOEICの点数を自己申告しない場合，その値は欠損値

となるが，欠損値の発生に点数の値は依存しない．MNAR

は，欠損値の発生が欠損値そのものに依存するケースであ

り，欠損値の発生は欠損データに依存する．例えば，非喫

煙者は喫煙有無を回答したが，喫煙者は回答しなかった場

合，欠損値は喫煙有無に依存していることになる．本稿対

象データは，ひとつひとつのセンサーから取得した時系列

のデータであるため，MCARとする．欠損値の補完方法

として，欠損データ箇所を削除する「リストワイズ法（完

全ケース分析とも呼ぶ）」や，取得したデータから代入値を

一意に定め代入する「単一代入法」，欠損データの分布を母

集団としランダムに抽出したデータを入力値とした異なる

代入処理のシミュレーションを複数回行うことによって欠

損箇所を置き換える「多重代入法」などがある．リストワ

イズ法は，データの可視化を行う際，欠損値を削除してし

まうと値の間隔がずれてしまう可能性があるため今回の入

図 1 PBE により，Date 列と Time 列から Datetime 列を生成

力方法として適さない．また，多重代入法は，前処理や機

械学習モデルの有効性を効率的に確認しながら高精度な予

測モデルを構築するパイプライン探索手法 [5]などがある

が，多くのデータサンプルを要するため，通常分析者が保

持しているデータは 1つのデータのため現実的に困難であ

る [4]．単一代入法は，平均値代入法やスプライン補間など

関数を定義することにより自動で補完してくれるが，一部

のみ代入する値を変更するなどのカスタマイズに対応する

ことはできない．そのため，カスタマイズを可能にする手

法が必要である．

2.2 データ変換・加工ツール

分析者の前処理の負荷を減らすための方法として，Open-

Refine[6]，Trifacta Wrangler[7]のような前処理の開発をサ

ポートするためのツールが存在する．ツールにより UIは

様々であるが，データに外れ値や欠損値があるか否かを確

認するためのプロファイリング機能やデータ形式や文字列

の統一，データの並び替えや集計などの加工処理をGUI操

作で行うことが可能である．これらのツールは履歴機能を

持っており，対象データを変更しても同じ処理であれば，

再度処理を開発せずに実行することができる．しかしなが

ら，処理自体は分析者本人がフローを開発する必要があ

り，さらに処理に変更が生じた場合はメンテナンスを行わ

なくてはならない．そのため，ツールの使用経験やプログ

ラミングスキルが少ない分析者が使いこなすのは困難であ

る [8]．したがって，分析者がより少ない作業量で正しい処

理手順を選択できる手法が求められている．

2.3 PBE

PBE（Programming by Example）アプローチは，1つ

以上の入力と出力の組を元に変換ルールを予測し，自動で

加工する手法によるアプローチである．近年，データの値

に対する FlashFill[9] や FlashNormalize[10]，データ構造

を変換する Foofah[8]など，分析対象データ量の増加によ

り，PBEアプローチはビッグデータのデータ変換手法とし

て注目されている．PBEは 3つメイン処理： 1) 分析者に

より入力された例と一致するプログラムを効率的に検索す

ることができる検索アルゴリズム，2)分析者により入力さ
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図 2 分析者と APREP-Sのワークフロー：緑の箇所は分析者の作業を示し，青は APREP-S

の作業を示している．

れた例を満たす処理の中から最適な処理を選択するランク

付け，3)ユーザビリティと使いやすさを促進するためのイ

ンタラクションモデル，を持つ [2]．PBEの例を図 1に示

す．図 1は，Date列と Time列を持つ表形式のデータに

Datetime 列を追加するときの動きを表している．まず，

分析者がDatetime列の一番上の行に「2019-01-07 12:20」

と入力する．分析者の入力を受け，PBEは入力されたデー

タのルールが「Date列の後ろに Time列を結合」である

ことを推測し，2行目以降に同じルールでデータを入力す

る．したがって，分析者は 1番上の 1行を入力するのみ

で，それ以下の行の値が補完されたデータを取得すること

ができる．

本稿では，入力と出力の組み合わせ例を学習データとし

て与えることにより，自動補完では対処できない補完方

法のカスタマイズを可能とし，データの外れ値・欠損値を

補完する手法の適正度をベイズ推論により提示する手法，

APREP-S（Automated PRE-Processing for Sensor data）

を提案する．分析者は一例を与えるのみのため，作業量は

ツールを利用するより少なくなる．

3. 提案手法

分析者が補完したいデータを入力すると，APREP-Sが

あらかじめ設定しておいた複数の手法それぞれに対する適

正度と補完値を出力する．分析者は APREP-Sが出力した

手法の適正度と補完値を確認しながら最適な手法を選択で

きる．分析者が選択した手法は新たな学習データとしてモ

デルを更新する．データを分析する際の，分析者と提案手

法全体のワークフローを図 2に示す．提案手法は大きく 2

つのフェーズに分かれる．ひとつがモデルを生成する「モ

デルトレーニングフェーズ」，そしてもう一つが生成した

モデルを実際に使い分析者に適正度と補完値を返す「モデ

ル運用フェーズ」である．

以下，モデルトレーニングフェーズとモデル運用フェー

ズについて詳述する．

3.1 提案モデル：APREP-S

3.1.1 モデルトレーニングフェーズ

モデルトレーニングフェーズでは，最初に，分析者は

外れ値や欠損値を含む学習データを APREP-S に入力す

る．APREP-Sは分析者からデータを受け取った後，外れ

値や欠損値の場所を特定し，データ補完ターゲットの特徴

x1, x2, ... ∈ x（xの数は有限）を求める．xは正規化され

た値である．その後，正規化した特徴量を元にモデルを生

成する．ベイズ推論を行う対象は，APREP-Sに定義され

ている手法 m1,m2, ... ∈ M(mの数は有限)である．mは

離散値のため，各手法の事後確率 p(mk|y)は，

p(mk|y) =
p(y|mk)p(mk)∑K
i=1 p(y|mi)p(mi)

=
exp(y(xk))∑K
i=1 exp(y(xi))

(1)

y(xq) = α+ β xq (1 ≤ q ≤ Q) (2)

となる．K は APREP-S で定義されている手法の数，Q

は APREP-S で定義されている特徴の数を示している．

APREP-Sのモデルは 2つのパラメータ αと β を持つソ

フトマックス関数 y(x)とした．さらに，尤度関数はカテ
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Algorithm 1 APREP-Sモデルの生成（モデルトレーニ

ングフェーズ）
INPUT: 手法番号リスト（tr m）
正規化済みの特徴量（x）

OUTPUT: APREP-S model

1: α ← N (µα, σα)

β （Q-by-K 行列（*）） ← N (µβ , σβ)

2: for k ← 1 to K do

3: for q ← 1 to Q do

4: y = α+ β xq ← α, β

5: p(mk|y) = exp(y(xq))/
∑K

i=1 exp(y(xi))← mk,y

6: p(y|mk)← tr m

7: C(mk|y) ← y, p(y|mk)

8: αp, βp ← sampling with C(mk|y)
9: end for

10: end for

11: y ← αp,βp

12: APREP-S model ← y

(*) K：APREP-S に定義されている手法の数
Q：APREP-S に定義されている特徴量の数

ゴリカル分布で与えられるため，

C(M |y) =
K∏

k=1

(yuk

k ) (3)

となる．ここで，uk は mk (0 ≤ yk ≤ 1 かつ
∑

k yk = 1)

の確率分布である．p(mk|y) =
∑K

i=1 ui = 1であるため，

p(mk|y)は正規化された指数関数である．したがって，各手
法の適正度は p(mk|y)と同じになる．APREP-Sのモデル

生成処理のアルゴリズムは Algorithm 1に示す．APREP-S

モデルのパラメータ αは，APREP-Sで定義している手法

数の要素を持つ配列であり，パラメータ β は，APREP-S

で定義している特徴数の行と APREP-Sで定義している手

法数の列を持つ行列である．αと βの確率分布はガウス分

布とする．Eq.（1），Eq.（2），Eq.（3）を使い，APREP-S

モデル y = αp + βpxを求める．αp と βp は αと β の事

後分布である．

モデルトレーニングフェーズはモデルを生成するまでで

あり，生成したモデルは APREP-S内で保持するため，分

析者に戻す値はない．

3.1.2 モデル運用フェーズ

モデル運用フェーズでは，最初に，分析者はデータ補

完を行いたい外れ値や欠損値を含むデータを APREP-S

に入力する．APREP-Sは分析者からデータを受け取った

後，外れ値や欠損値の場所を特定し，データ補完ターゲッ

トの特徴 x1, x2, ... ∈ x を求める．xはモデルトレーニン

グフェーズの特徴と同じであり，正規化された値である．

正規化した特徴量を使用し，APREP-Sで定義された手法

m1,m2, ... ∈ M それぞれに対し，適正度を算出する．この

時，モデルトレーニングフェーズで生成したモデルを使用

する．適正度を算出するアルゴリズムは Algorithm 2に示

す．モデルのパラメータ αと βは確率分布がガウス分布の

Algorithm 2 各手法の適正度算出 (モデル運用フェーズ)

INPUT: 正規化済みの特徴量（x）
Algorithm 1 で生成した APREP-S モデル
APREP-S のパラメータ（αp, βp）

OUTPUT: 各手法の適正度（単位：%）

1: y ← APREP-S モデル
2: for k ← 1 to K do

3: for q ← 1 to Q do

4: Eα[α|mk] =
∑
q
p(αp|mk)αp

5: α ← Eα[α|mk]

6: Eβ [β|xq,mk] =
∑
q
p(βp|mk, xq)βp

7: β ← Eβ [β|xq,mk]

8: end for

9: y = α + βx ← α, β

10: p(mk|y) = exp(α+ βx)/
∑K

k=1 exp(α+ βx) ← x

11: Pk(mk|y) = 100 * p(mk|y)
12: end for

(*) K：APREP-S に定義されている手法の数
Q：APREP-S に定義されている特徴量の数

パラメータのため，期待値を固定値とする．APREP-Sモ

デルに固定化したパラメータを代入し，入力したデータの

補完場所に対する適正度を計算した後，最後に百分率に変

換する．適正度を求めた後は，APREP-Sで定義している

手法それぞれについて，補完する値を計算する．その後，適

正度と補完値のペアを分析者に返す．分析者は，APREP-S

から受け取った適正度と補完値を確認し，それぞれの補完

場所に対し，補完する値を選択する．選択した手法は新た

な学習データとし，APREP-Sモデルを更新する．

4. 評価

本評価では，モデルトレーニングフェーズで 2 種類の

モデルを生成する．ひとつが機械学習を想定した「手法を

自動選択した学習データにより生成したモデル」，もうひ

とつが分析者が手法を選択することを想定した「人の知識

により選択したデータにより生成したモデル」である．2

つのモデルを生成した後，生成したそれぞれのモデルに対

し，モデル運用フェーズで出力した補完値と，既存の補完

方法で求めた補完値を比較する．使用するデータは，オリ

ジナルデータに外れ値と欠損値を入れ込んだデータを生成

する．各手法の精度は，オリジナルデータと APREP-Sま

たは既存の補完方法で求めた値との二乗和誤差

ERR =
1

2

I∑
i=1

(orgi − vi)
2 (4)

を比較する．ここで，orgi は i番目のオリジナルデータ，

vi は i番目の APREP-S，または既存手法で算出した補完

値である．ERRが小さいほどオリジナルデータに近い値

を補完できていることになるため，精度が高いと判断する．

4.1 データセット

ワイヤレスの気温と湿度センサー（DHT-22）のデータを
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図 3 湿度（RH）データの 1週間の時系列グラフ : 上の図は全ての

RH データのグラフ，下の図は RH1と RH2のグラフ（青が

RH1，オレンジが RH2 を示す）

含むデータセットをオリジナルデータとして使用する [11]．

データセットは 29列あり，計測時間，気温，湿度，気圧，

風速などのデータが格納されている．気温と湿度は，キッ

チン，リビング，寝室，バスルームなど，室内外 9箇所に設

置されたセンサーにより収集している．データ件数は，137

日（4.5ヶ月）のデータであり，各センサーごとに 19,735

件である．センサーからは 3.3分ごとにデータが収集され

るが，本データセットは 10分ごとに集計したデータセッ

トとなっている．また，センサー DHT-22の気温の誤差は

± 0.5◦C，湿度の誤差は ± 3% である．

本評価では，キッチンエリアの湿度データ RH1とリビ

ングエリアの湿度データRH2を選択し，モデルトレーニン

グフェーズの入力データをRH2，モデル運用フェーズの入

力データを RH1とする．RH データのグラフを図 3に示

す．上の図は当該データセットに格納されている全ての湿

度 RH データのグラフである．RH5はバスルームのデー

タ，RH6は屋外のデータであり，他のデータと明らかに

グラフの形状が異なることがわかる．本評価では，RH5，

RH6以外のデータから波形が似ている RH1と RH2を選

択した．図 3の下の図はRH1とRH2のグラフであり，青

が RH1，オレンジが RH2を示している．

評価用として，選択した RH1と RH2に外れ値と欠損

値を挿入する．外れ値もしくは欠損値が起こる確率は指数

分布 Eq.（5）に従うものとし，9回に 1回欠損値が生じる

と仮定した．外れ値の外れ度合いはガウス分布 Eq.（6）に

従うとする．

f(e) =
1

ϵ
exp

(
−e

ϵ

)
(500 ≤ ϵ ≤ 1000) (5)

f(e) =
1√
2πσ2

exp

{
− (e− orgi)

2

2σ2

}
(0 ≤ σ2 ≤ 10)(6)

ここで，σ2 はガウス分布の分散を示している．結果とし

て，RH1は 36箇所， RH2は 38箇所の補完箇所を含む

データを生成した．

4.2 APREP-S内の補完値算出手法

本評価では，3つの補完手法m1,m2,m3 ∈ MをAPREP-

Sに定義した． m1 は補完箇所前後の平均値を代入， m2

は直前の値をそのまま代入， m3 はスプライン補間による

代入とした. oi を i番目のデータとすると，m1,m2,m3 は

以下となる．

• m1(oi) = (oi−1 + oi+1)/2

• m2(oi) = oi−1

• m3(oi) = aj(oi − oj)
3 + bj(oi − oj)

2 + cj(oi − oj) + dj

(1≤ j ≤ N − 1)

4.3 特徴量

本評価では， 3つの特徴量 x1, x2, x3 ∈ xを定めた．x1

は補完箇所前後の傾き，x2は補完箇所の直前 2つのデータ

の傾き，x3は補完箇所前後の平均値とデータ全体の平均値

との差とする．oiを i番目のデータとすると，x1, x2, x3は

以下となる．

• x1(oi) = (oi−1 + oi+1)

• x2(oi) = (oi−2 + oi−1)

• x3(oi) = |(oi−1 + oi+1)/2| −mean(o)

4.4 モデル評価

4.4.1 モデルトレーニングフェーズ

分析者が RH2を APREP-Sに入力すると，APREP-S

はまず補完箇所，すなわち外れ値または欠損値を検出する．

その後，それぞれの補完箇所に対する正規化した特徴量

x1, x2, x3を計算する．この特徴量を元に，APREP-Sモデ

ルを生成する．本評価では，APREP-Sモデルのパラメー

タ αと βはガウス分布（平均:µ=0，分散:σ2=2)に従うと

した．また，初期モデルを生成するにあたり，本評価では

2つの学習データ，（1）特徴量から選択する手法を自動で

選択する方法，（2）人の知識により手法を選択する方法，

を基に 2つのモデルを生成する．

まず，（1）特徴量から選択する手法を自動で選択する方

法では，x2 > 0.05すなわち直前の 2つのデータの差があ

る場合は m1 を，x2 < 0.05かつ x3 < 0.05すなわち補完

箇所直前の 2つのデータに差がなくかつデータの平均に近

い場合はm2を，それ以外はm3とした．入力データ RH2

の 38の補完箇所に対して選択した手法は時系列の順番に

(1, 3, 3, 3, 1, ..., 2, 3, 1, 1)（38箇所）となり，これを学習デー

タとする．

次に，（2）分析者が手法を選択する方法では，モデル更

新時と同様，補完箇所に各手法で補完する代入値を計算し

たうえで，入力データRH2の 38の補完箇所に入力する手
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法番号を選択した．（1）の自動で選択する方法と比較し，

15箇所が異なる学習データとなった．

特徴量 xと手法M，そして（1）（2）それぞれの選択し

た手法番号リストを使い，Algorithm 1により，APREP-S

モデルを生成する．

4.4.2 モデル運用フェーズ

モデルトレーニングフェーズで生成した APREP-Sモデ

ルを使い，手法の適正度を推測する．生成した 2つのモデ

ルそれぞれに対し，RH1の補完を推測すると，以下の結果

が得られる．ただし，以下は例としてデータは最初の 3箇

所のみであり，括弧内の値は補完値を示している．まず，

（1）特徴量から選択する手法を自動で選択する方法は，

1st: m1 = 62%(44.7), m2 = 1%(42.6), m3 = 37%(42.6)

2nd: m1 = 91%(44.2), m2 = 1%(40.8), m3 = 8%(40.8)

3rd: m1 = 3%(42.7), m2 = 2%(41.6), m3 = 95%(41.6)

となる．次に，（2）分析者が手法を選択する方法は，

1st: m1 = 96%(44.7), m2 = 3%(42.6), m3 = 1%(42.6)

2nd: m1 = 98%(44.2), m2 = 1%(40.8), m3 = 1%(40.8)

3rd: m1 = 32%(42.7), m2 = 59%(41.6), m3 = 9%(41.6)

となる．本評価では，一番高い適正度の手法を採用する．

例えば，（1）の場合は最初の 3箇所の手法は手法 1→手法
1→手法 3と選択し，（2）は手法 1→手法 1→手法 2と選

択することとする．

4.5 比較する既存手法

APREP-Sと比較する手法は，(i)全ての補完箇所にデータ

全体の平均値を代入=mean(o)，(ii)補完箇所前後 36個ずつ

のデータの平均値を代入 = mean(oj) (i−36 ≤ j ≤ i+36)，

(iii) 3次スプライン補間=aj(oi−oj)
3+bj(oi−oj)

2+cj(oi−
oj) + dj (i − 36 ≤ j ≤ i + 36) の 3つとした.ここで，o

は RH1データ，oi は RH1の i番目のデータとする．今

回，評価に使用しているデータセットは 10分間隔のデー

タのため，36個は 6時間分のデータである．したがって，

(ii)と (iii)は，前後 6時間，合計 12時間分のデータを対象

としている．

4.6 結果

評価結果を表 1に示す．自動選択の場合でも，人による選

択の場合でも，APREP-Sが一番精度が高い結果となった．

自動選択と人による選択の比較では，人による選択の方が

精度が 3倍であった．既存の補完手法と比較し，本稿が対

象としているセンサーデータの補完において，APREP-S

の有効性が検証できた．

5. おわりに

本稿では，センサーデータのように，外れ値や欠損値を

含むデータの補完・変換を行うために，PBEアプローチ

により人の知識と機械学習を融合した APREP-Sを提案し

表 1 二乗和誤差（Eq.（4））による評価結果

手法選択方法 APREP-S Single Multi Spline

自動選択 355.49 935.75 683.26 526.80

人による選択 117.10 935.75 683.26 526.80

(*) “Single”：全ての補完箇所にデータ全体の平均値を代入

“Multi”：補完箇所前後 36 個ずつの平均値を代入

“Spline”：3 次スプライン補間による代入

た．本稿の結論は以下の 2点である．

• 機械学習を用いた自動処理により分析者の作業負荷削
減と精度を，人の知識を機械学習に入力することによ

りカスタマイズ性を，併せ持つ手法を提案した．分析

者のカスタマイズ性を高めるため，APREP-Sに定め

た手法の適正度と補完値を出力し，PBEアプローチに

よりモデルに入力する手法を定めた．

• 自動生成による学習データと人の知識を入れた学習
データの 2種類のデータに対し，既存の補完値手法と

提案手法 APREP-Sで補完した結果の精度を比較し，

APREP-Sの有効性を検証した．

本稿の検証では，目視で学習データと運用データを選択

した．今回の検証では APREP-Sが有効であるという結果

が出たが，学習データが適切であったか否かの検証が不

十分である．また，実運用を想定すると，学習データの選

択は分析者が選択することになる．そのため，適切な学習

データを自動で選択する手法を組み込むことができれば，

当該処理の作業負荷を削減するだけではなく，より精度の

高い結果を得ることができると考える．さらに本稿では，

外れ値や欠損値は連続していないデータを用いている．し

かしながら，ベイズ推論や機械学習を利用すれば，一定範

囲のデータが欠損している場合やデータの粒度を 1時間ご

とを 10分毎に変換するなどデータの粒度を小さくする場

合など，補完箇所が連続している場合にも応用できると考

えている．次のステップとして，連続した補完箇所の補完

手法を研究・検証予定である．
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