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概要：近年，機械学習を用いた 2クラス分類アルゴリズムは，種々のアプリケーション実現のための中核
的な技術要素として応用されている．一方で，応用される多くの事例では対象データが少数の陽性と多数
の陰性から構成される不均衡データであり，この不均衡性によって陽性の分類精度が低くなってしまうこ
とが問題になっている．本稿では，不均衡データに対する陽性の分類精度の向上を目的とした 2クラス分
類アルゴリズムについて研究する．一般的に，不均衡データに対する陽性の分類精度を向上させようとし
た場合，偽陰性の減少と引き換えに偽陽性が増加する可能性がある．そこで本研究では，不均衡データに
対して偽陰性・偽陽性をともに減少させる多段階学習を用いたアンサンブルモデルによる 2クラス分類ア
ルゴリズムを提案する．提案手法では，分類が難しいと判断されたデータに対して学習を繰り返し，期ご
とに複数のモデルを作成する．多段階的に作成された複数のモデルを用いて，偽陰性を減少させるための
最適線形結合モデルと偽陽性を減少させるためのカスケード結合モデルをそれぞれ構築し，この 2つのモ
デルを統合して最終的な分類を行う．実験を通じて，提案手法を用いることによって，既存手法よりも陽
性の分類精度が向上すること，偽陰性と偽陽性がともに減少することを示した．
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Abstract: In recent years, algorithms for classification with two possible outcomes have played important
roles in machine learning. In various applications in the real world, the analyzing datasets are hard to deal
with because the sizes of classes are imbalanced, i.e., the data contain a few positive outcomes while con-
tain many negative outcomes. This imbalance causes the low accuracy of classification for positive. Many
algorithms for two-class classification have been developed to improve the accuracy of classification even if
the dataset is imbalanced. However, such algorithms tend to yield increasing false positives in return for
reducing false negatives. We propose an algorithm tries to reduce both false negative and false positives
in multistage learning. By using several learning machines, our algorithm constructs several models. To
reduce false negatives, we take an optimal linear combination of those models. On the other hand, to reduce
false positives, we take a cascade classifier. Integrating these two models, the solution for classification is
given. Computational experiments are performed to verify the proposed method and to ascertain that the
classification accuracy of positive is better than the existing method. The proposed method succeeded to
decrease both the false negative and false positives.
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1. はじめに

第 3次人工知能（Artificial Intelligence：AI）ブームの到

来により，AIに関する話題はメディアで取り上げられない

日がないほど注目を浴びている．IoT（Internet of Things）

化による処理可能データの飛躍的増加や，計算機の処理能

力の向上，そして機械学習技術の進化によってこのブーム

が牽引されているといわれている [1]．なかでも現在，機械

学習を用いた 2クラス分類はこのブームに相まって，多岐

にわたる分野で応用され始めている．たとえば，医用画像

診断や ECサイトユーザのコンバージョン予測，クレジッ

トカードの不正利用検出等があげられる．応用事例では対

象データが少数の陽性と多数の陰性から構成される不均

衡なデータであることが多く，この不均衡性によって陽性

の分類精度が低くなってしまうことが問題になっている．

本研究では，このような陽性が陰性に比べて極端に少ない

データを不均衡データと定義し，不均衡データに対する 2

クラス分類に焦点を当てる．

Chawla [2]は，不均衡データに対する分類精度が低下す

る問題によって，実務へ悪影響を与える恐れがあると述べ

ている．その 1例として，CT画像に対してそれぞれ癌（陽

性）・健康（陰性）のラベルが付与されたMammography

dataset [3]を用いた医用画像診断を考える．このデータは

260の陽性と 10,923の陰性で構成された不均衡データに

なっている．不均衡データであることを考慮せずに学習

したモデルで分類した場合，ほとんどの患者を陰性と予測

し，大半の陽性を誤分類する結果になりやすい．適合率が

0～10%と低くなり，特異度が 90～100%と高くなる傾向に

あった [4]．適合率が 10%のとき，234人の患者の癌を見落

とす誤診をしていることになり，場合によっては病院の訴

訟問題・信用問題にまで発展しかねない．このような不均

衡データに対する分類精度の低下による弊害は，医用画像

診断だけではなく各分野共通の問題になっている [5]．した

がって，機械学習を用いた 2クラス分類の応用が一層進むこ

とが予想される今，不均衡データに対する陽性の分類精度

の向上は重要な解決すべき問題であるということができる．

そこで，本稿では，不均衡データに対する陽性の分類精

度の向上を目的とした 2クラス分類アルゴリズムについて

研究する．一般的に，不均衡データに対する陽性の分類精

度を向上させようとした場合，偽陰性の減少と引き換えに

偽陽性が増加してしまう問題が生じる．この問題を解決す

るための手法として，不均衡データに対して偽陰性・偽陽

性をともに減少させる多段階学習を用いたアンサンブルモ

デルによる 2クラス分類アルゴリズムを提案する．

本研究の主要な貢献は以下のとおりである．

• 不均衡データに対する陽性の分類精度を向上させるた
めに，偽陰性・偽陽性をともに減少させる多段階学習

を用いたアンサンブルモデルによる 2クラス分類アル

ゴリズムを初めて提案した．提案手法では，分類が難

しいと判断されたデータに対して学習を繰り返し，期

ごとに複数のモデルを作成する．多段階的に作成され

た複数のモデルを用いて，偽陰性を減少させるための

最適線形結合モデルと偽陽性を減少させるためのカス

ケード結合モデルをそれぞれ構築し，この 2つのモデ

ルを統合して最終的な分類を行うことで陽性の分類精

度向上を可能にしている．

• 実験を通じて，最適線形結合モデル，多段階学習，カ
スケード結合モデルそれぞれの有効性を検証し，これ

らを組み合わせた提案手法を用いることによって，既

存手法よりも陽性の分類精度が向上すること，偽陰性

と偽陽性がともに減少することを示した．

本研究の残りの構成は次のとおりである．2章では，不

均衡データに対する 2クラス分類アルゴリズムの研究動向

についてまとめる．3章では，提案手法について説明を行

い，既存手法との関係について明らかにする．4章では，

提案手法の有効性・実用性を確認するための検証実験の詳

細および実験結果を説明する．5章では，本研究で取り組

んだ不均衡データに対する陽性の分類精度の低下という問

題への貢献および将来課題について述べる．最後に 6章で

本稿をまとめる．

2. 関連研究

2.1 不均衡データに対する 2クラス分類アルゴリズム

本章では，不均衡データに対する 2クラス分類アルゴリ

ズムに関する主流なアプローチ [5]について紹介する．リ

サンプリング学習，アンサンブル学習，両者を組み合わせ

たハイブリッドモデルの 3つについて順に説明していく．

リサンプリング学習は，学習データの陽性と陰性の比率

が 1 : 1になるようにリサンプリングしたデータを学習に用

いる方法である [6]．このアプローチの大きな利点は，デー

タの前処理段階に行うため，様々な分類アルゴリズムと組

み合わせることが可能な点にある [7]．リサンプリング学習

のうち，代表的なアンダサンプリングとオーバサンプリン

グについて説明する．アンダサンプリングは，多数の陰性

を少数の陽性と同数程度になるようにサンプリングを行う

手法である [8]．単純な分類精度の向上だけではなく，学習

データの不均衡性を取り除くことに加え，陰性データ削減

による計算コストの減少等のメリットがある．一方で，母

集団の特徴を表すのに本来重要であったデータを取りこぼ

してしまうデメリットがある．オーバサンプリングは，少

数の陽性を多数の陰性と同数程度になるようにサンプリン

グを行う手法である [8]．単純な分類精度の向上に加え，学

習データの不均衡性を取り除くメリットがある一方で，陽

性データ増加による計算コストの増加や過学習のリスクが

あるといったデメリットがある．

アンサンブル学習 [9]は，複数の弱学習器を統合するこ
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とによって分類精度を向上させる方法である．不均衡デー

タに対して特に有効であるとされているバギングとブース

ティングについて説明する．バギングはブートストラップ

法によって選ばれたデータ集合に対して学習を行い，構築

された複数の弱学習器を統合する手法である．弱学習器間

で異なるデータ集合を用いているため，予測結果のバリア

ンスが低下しやすいことや，学習を並行して行えるといっ

た特徴がある．代表的な学習アルゴリズムとして，弱学習

器を決定木としたランダムフォレストがあげられる．ブー

スティングは，学習データに対して逐次的に学習を行い，

構築された複数の弱学習器を統合する手法である．1度誤

分類したデータを正解できるように弱学習器を統合するこ

とによって，予測結果のバイアスが低くなりやすいといっ

た特徴がある．代表的な学習アルゴリズムとして，誤分類

したデータに対する重みが大きくなるように更新する Ada

Boost，損失関数が最小になるように弱学習器を構築する

XGBoostや LightGBM [10]等があげられる．

ハイブリッドモデル [11]は，データの前処理としてリサ

ンプリングを行い，生成されたデータに対してアンサンブ

ル学習を行う手法である．Wallaceら [12]は，確率論を用

いてアンダサンプリングとバギングを組み合わせたハイ

ブリッドモデルが最も有効な手法であると主張している．

また，疑似データと実データを用いて他の手法との比較実

験を行っており，主張をさらに強める結果となっていた．

Salunkheら [13]は，アンダサンプリングとバギングをベー

スとしたモデルを提案し，複数用意された不均衡なデータ

セットに対して高い分類精度を実現した．このほかにもア

ンダサンプリングとバギングを組み合わせたハイブリッド

モデルの有効性を示した研究は数多く報告されている [14]．

不均衡データに対して一般的な 2クラス分類アルゴリズ

ムを適用した場合，偽陽性は過少に，偽陰性は過多になる

傾向がある [15]．紹介した手法は，過多であった偽陰性を

減少させることで分類精度を向上させていることが多く

見受けられる．しかし，偽陰性と偽陽性はトレードオフの

関係にあるため，既存手法は偽陰性の減少の代償として本

来過少であった偽陽性を増加させているともいえる．した

がって，偽陰性・偽陽性の両者を同時に減少させることが，

不均衡データに対する 2クラス分類アルゴリズム開発の要

諦になる．

3. 提案手法

提案手法は，分類が難しいと判断されたデータに対して

学習を繰り返し，期ごとに複数のモデルを作成する．多段

階的に作成された複数のモデルを用いて，偽陰性を減少さ

せるための最適線形結合モデルと偽陽性を減少させるため

のカスケード結合モデルをそれぞれ構築し，この 2つのモ

デルを統合して最終的な分類を行うアンサンブルモデルに

なっている．本章では，はじめに，提案手法で行われる多

段階学習を用いたアンサンブルモデルについて説明し，次

に，既存手法との関係と提案手法の新規性について述べる．

3.1 多段階学習を用いたアンサンブルモデル

多段階学習を用いたアンサンブルモデルでは，クラス 1

（陽性）とクラス 0（陰性）に分類されている既知のデー

タ xの集合 D を考える．D を学習データ集合 DL と検証

データ集合DV に分割する．それぞれのデータ集合に含ま

れるクラス i (= 1, 0)のデータ集合をDL:i，DV :i と記す．

n (= 1, 2, . . .)期でアンダサンプリングによって選ばれた

データ集合の族をMn とし，多段階学習の n期目で用い

る学習データを Dn
L とする．ただし，1期目の学習データ

D1
L は DL を使用する．

n期目では，はじめに，Dn
L から選ばれた各データ集合

Dm ∈ Mn に対して学習させた識別モデル ALGn,Dm
(x)

を作成する．次に，識別モデル ALGn,Dm
(x) の重みを

αn,Dm
∈ [0, 1]とする最適線形結合モデル

LCn(x) =
n∑

l=1

∑
Dm∈M l

αl,Dm
ALG l,Dm

(x) (1)

を構築する．αn,Dm
は，重みの総和が 1 になる条件の下

で，DV に対する LCn(x)の分類精度 AUC-PR [16]を最大

にするような重みとする．続いて，DV に対して再現率が

1以上で適合率を最大にするように分類する識別関数

cn(x)=

⎧⎨
⎩

1 LCn(x)�argmax
0≤θ≤1

(Pre(x|θ) : Rec(x|θ)=1)

0 otherwise

(2)

を弱学習機とするカスケード結合モデル

CCn =
n∏

l=1

cl(x), (3)

を構築する．Pre(x|θ)と Rec(x|θ)はそれぞれ DV を閾値

θ ∈ [0, 1]で分類したときの適合率，再現率を表す．最適線

形結合モデルとカスケード結合モデルを統合した n期のア

ンサンブルモデルを LCn(x) × CCn(x)とし，各期のアン

サンブルモデルの中で DV に対する AUC-PRを最大にす

る l� 期のモデル

Fl�(x) = LC l�(x) × CC l�(x) (4)

を最終的な識別モデルとする．そして，n+1期の学習デー

タ Dn+1
L を {x ∈ Dn

L : cn(x) = 1}と更新して，n + 1期を

同様に繰り返す．k回連続で l� が変わらないとき，アルゴ

リズムを終了する．

3.2 既存手法との関係

提案手法は，2章で述べた不均衡データに対する 2クラ

ス分類アルゴリズムに関する主流なアプローチのうち，ハ

c© 2019 Information Processing Society of Japan 12
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イブリッドモデルに該当する．ハイブリッドモデルの中で

特に有効であるとされていたアンダサンプリングとバギン

グを組み合わせたモデルは，一般的に

EM (x) =

∑
Dm∈M1 ALG1,Dm

(x)
|M1| (5)

と表すことができる．提案手法には既存手法にはない特徴

として，ハイブリッドモデルを多段階に学習を行うこと，

最適線形結合モデル LC �
l (x)によって偽陰性の減少が可能

になること，カスケード結合モデル CC �
l (x)よって偽陽性

の減少が可能になることの 3 つがあげられる．既存手法

EM (x)のようなハイブリッドモデルはこれまで数多く提

案されてきた [14]一方で，多段階に学習させる手法は筆者

の調査時点で報告されていない．一般的なブースティング

と多段階学習は，1度誤分類したデータを正解できるよう

に学習させているという点で同じであるが，入力データの

扱い方と最適線形結合する際の目的関数に違いがある．前

者は入力データを学習データとし，学習データに対する予

測残差の最小化を行っているのに対し，後者では入力デー

タを学習データと検証データの 2つに分割し，検証データ

に対する予測精度の最大化を行っている．したがって，多

段階学習はブースティングよりも対象データの不均衡性を

考慮しやすいかつ未知のデータに対する予測精度を向上さ

せやすい学習方法といえる．

また，EM (x)は弱学習機を単純平均するのに対し，最適

線形結合モデル LC l�(x)は AUC-PRを最大にするように

線形結合を行うため，比較的高い精度が期待できる．さら

に，偽陰性の減少の代償として本来過少であった偽陽性を

増加させているという多くの既存手法に関わる問題に対し

て，カスケード結合モデル CC l�(x)を用いることで明らか

な陰性に対して陽性と予測することを防ぐことが可能にな

り，偽陽性の減少が期待できる．

4. 実験

4.1 実験目的

提案手法の有効性・実用性に関する以下 5点について検

証および評価を行うことが本実験の目的である．(1)最適

線形結合モデルを用いることで既存手法よりも偽陰性が減

少すること，(2)多段階学習を用いたアンサンブルモデル

の陽性の分類精度が通常の学習をさせたハイブリッドモデ

ルよりも優れていること，(3)カスケード結合モデルを用

いることで最適線形結合モデル単体で分類するときよりも

偽陽性が少なくなること，(4)既存手法と比較して提案手

法の方が陽性の分類精度が優れていること，(5)既存手法

と比較して提案手法の計算時間が実用的な値であるかを確

認すること．

4.2 データセット

本実験では，オープンデータセットと実データセットの

2つを用いる．はじめに，オープンデータセットであるク

レジットカードの利用履歴データについて，次に，某 BtoC

企業から提供された ECサイトのアクセスログデータにつ

いてそれぞれ説明していく．

クレジットカード利用履歴データ [17]を用いて，ある利

用履歴データが不正取引（陽性）であるか正常な取引（陰

性）であるかの分類を行う．陽性が 492件，陰性が 284,315

件の計 284,807件のデータで構築されており，全データに

対する陽性割合は 0.172%と極度な不均衡データになって

いる．特徴量は，主成分分析で変換済みの 28変数と記録

時間，そして取引金額の計 30変数が与えられている．

ECサイトのアクセスログデータを用いて，あるセッショ

ンが 2ページ目以降に ECサイト会員に新規登録する（陽

性）か新規登録しない（陰性）かの分類を行う．陽性が

9,695件，陰性が 3,050,818件で構築されており，全データ

に対する陽性割合は 0.317%と極度な不均衡データになっ

ている．特徴量は，ランディングページ情報のみを用いる．

4.3 使用する学習器と各パラメータ設定

本実験では，ロジスティック回帰，ニューラルネット

ワーク，LightGBM [10]の 3つの学習器（以降 LR，NN，

LGB）を弱学習器として使用する．それぞれのハイパーパ

ラメータは，Hyperopt [18]を用いて決定するものとする．

提案手法のパラメータであるアンダサンプリングによって

生成するデータ集合数 |Mn|を 50，アルゴリズム終了条件

である kを 3とする．

4.4 評価方法

不均衡データに対する分類精度の評価指標は，両クラ

スの精度のバランスを考慮する必要があるといわれてい

る [19]．以上を踏まえ，検証実験に用いる評価指標を F値，

AUC-PRとする．また，本研究では，偽陰性の減少と引き

換えに偽陽性が増加する問題について議論するため，偽陰

性と偽陽性にも着目する．

4.5 検証実験

本実験では，上記の目的を達成するため，次の方法により

検証実験を行う．1)データセットを学習データ，検証デー

タ，評価データをそれぞれ |DL| : |DV | : |Dn| = 6 : 3 : 1か

つ陽性割合が一定になるように層化抽出法を用いて 3つに

分割し，DL と DV を用いてモデルを作成する．したがっ

て分割された各データセットの特徴量の分布は一様ではな

い．2) DT に対するモデルの分類精度を評価する．1)，2)

の試行を 50回繰り返した結果に対して有意水準 1%で t検

定を行い，2者間の差が統計的に有意か検証する．

4.6 実験 1：最適線形結合モデルの有効性の検証

実験 1では，平均モデルである既存手法 EM (x)と提案
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表 1 実験 1 結果：最適線形結合モデルの有効性の検証

Table 1 Result of experiment 1: effectiveness of optimal linear

combination model.

手法の 1期目の最適線形結合モデル LC 1(x)の比較を行い，

最適線形結合モデルの有効性を検証する．実験 1の結果を

表 1 に示す．表 1 は，両データセットに対して各学習器

に学習させた既存手法 EM (x)と提案手法の 1期目の最適

線形結合モデル LC 1(x)の DT に対する評価指標ごとの平

均，標準偏差，検定結果を表している．LC 1(x)で予測し

た場合，両データともいずれの評価指標においても EM (x)

より分類精度が高くなる結果となった．EM (x)と LC 1(x)

の間に評価指標ごとの平均値の差が統計的に有意か確かめ

るために，有意水準 1%で両側検定の t検定を行った結果，

二者間の評価指標ごとの差は有意であることが分かった．

以上の結果から，最適線形結合モデルを用いることで既存

手法よりも偽陰性と偽陽性をともに減少させることを確認

することができた．

4.7 実験 2：多段階学習の有効性の検証

実験 2では，提案手法の 1期目の識別モデル F1(x)と l�

期目の識別モデル Fl�(x)の比較を行い，多段階学習の有効

性を検証する．実験 2の結果を表 2 に示す．表 2 は，両

データセットに対して各学習器に学習させた提案手法の 1

期目の識別モデル F1(x)と l� 期目の識別モデル Fl�(x)の

DT に対する評価指標ごとの平均，標準偏差，検定結果を

表している．Fl�(x)で予測した場合，両データともいずれ

の評価指標においても F1(x)より分類精度が高くなる結果

となった．F1(x)と Fl�(x)の間に評価指標ごとの平均値の

差が統計的に有意か確かめるために，有意水準 1%で両側

検定の t検定を行った結果，二者間の評価指標ごとの差は

有意であることが分かった．以上の結果から，多段階学習

表 2 実験 2 結果：多段階学習の有効性の検証

Table 2 Result of experiment 2: effectiveness of multistage

learning.

を用いたアンサンブルモデルが通常の学習をさせたハイブ

リッドモデルよりも陽性の分類精度が優れていることを確

認することができた．

4.8 実験 3：カスケード結合モデルの有効性の検証

カスケード結合モデルを用いることによって，偽陽性が

減少することを確認する．実験 3では，識別モデルLC l�(x)

と識別モデル Fl�(x) (= LC l�(x) × CC l�(x))の比較を行

い，カスケード結合モデルの有効性の検証する．実験 3の

結果を表 3 に示す．表 3 は，両データセットに対して各学

習器に学習させた識別モデル LC l�(x)と識別モデル Fl�(x)

のDT に対する評価指標ごとの平均，標準偏差，検定結果

を表している．Fn(x)で予測した場合，両データともいず

れの評価指標においても LC l�(x)より分類精度が高くな

る結果となった．LC l�(x)と Fn(x)の間に評価指標ごとの

平均値の差が統計的に有意か確かめるために，有意水準

1%で両側検定の t検定を行った結果，二者間の評価指標ご

との差は有意であることが分かった．以上の結果から，カ

スケード結合モデルを用いることで最適線形結合モデル単

体で分類するときよりも偽陽性が少なくなることを確認す

ることができた．

4.9 実験 4：提案手法の有効性の検証

実験 4では，既存手法モデル EM (x)と提案手法モデル

Fl�(x)の比較を行い，その有効性を検証する．実験 4の結

果を表 4 に示す．表 4 は，両データセットに対して各学

習器に学習させた既存手法モデル EM (x)と提案手法モデ

ル Fl�(x)の DT に対する評価指標ごとの平均，標準偏差，
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表 3 実験 3 結果：カスケード結合モデルの有効性の検証

Table 3 Result of experiment 3: effectiveness of cascade clas-

sifier model.

表 4 実験 4 結果：提案手法の有効性の検証

Table 4 Result of experiment 4: effectiveness of the proposed

method.

検定結果を表している．Fl�(x)で予測した場合，両データ

ともいずれの評価指標においても EM (x)より分類精度が

高くなる結果となった．EM (x)と Fl�(x)の間に評価指標

ごとの平均値の差が統計的に有意か確かめるために，有意

水準 1%で両側検定の t検定を行った結果，二者間の評価

指標ごとの差は有意であることが分かった．以上の結果か

ら，既存手法と比較して提案手法の方が陽性の分類精度が

優れていることを確認することができた．

表 5 実験 5 結果：提案手法の実用性の評価

Table 5 Result of experiment 5: performance of the proposed

method.

4.10 実験 5：提案手法の実用性の検証

実験 5では，既存手法と提案手法の計算時間の比較実験

を行い，提案手法の実用性の評価する．実験 5 の結果を

表 5 に示す．

表 5 は，両データセットに対する各学習器ごとの既存

手法と提案手法の計算時間と l∗ の平均・標準偏差・最大

値・最小値を表している．提案手法では既存手法に対して

多段階学習を行っていることから，計算時間は必然的に多

くなるため，検定結果は割愛する．提案手法の平均計算時

間は既存手法と比較して 3倍から 20倍の間で増加してお

り，クレジットカードの利用履歴データでは最大で約 30

分 52秒，ECサイトのアクセスログデータでは最大で約 2

時間 32分 14秒かかる結果となった．また，l∗ の平均は学

習器およびデータセットによらず 10前後になっているが，

5から 25の間で推移しており，安定性が低いことが確認さ

れた．

5. 考察

不均衡データに対する陽性の分類精度の低下という問題

に対する提案手法の有効性と実用性について既存手法と比

較しながら考察をする．実験 1から，アンダサンプリング

とバギングを組み合わせたハイブリッドモデルでは，統合

方法を単純平均ではなく最適線形結合にすることで精度が

向上することが確認された．既存手法のような単純平均に

よる統合はすべてのモデルを等質に扱っているため精度の

低いモデルの影響を受けやすいのに対し，最適線形結合モ

デルは，その影響を受けにくいため分類精度が高くなった

と考えられる．

実験 2では，多段階学習を用いることによって，通常の

学習させたモデルよりも精度が高くなることが確認され

た．多段階学習は，分類が難しいと判断されたデータに対

して学習を繰り返すため，母集団の特徴を表すのに本来重

要であったデータを取りこぼしてしまう可能性が比較的低

い．加えて，期を重ねるごとに統合するモデルの数が増え

ることも精度向上につながった要因として考えられた．

実験 3の結果から，最適線形結合モデルはカスケード結

合モデルと統合させることで精度が向上することが確認さ

れた．カスケード結合モデルが陽性と判断したデータに対
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してのみ最適線形結合モデルで予測を行うため，偽陽性が

生じる可能性が減り，結果として精度が向上したと考えら

れる．

実験 4では，不均衡データに対する陽性の分類精度の低

下という問題に対して，既存手法よりも提案手法が有効で

あることが確認された．既存手法が陥っていた偽陰性の減

少と引き換えに偽陽性が増加してしまう問題に対しても，

比較的偽陰性・偽陽性をともに減少させることに成功して

いた．異なるデータセットに対して実験を繰り返したこ

と，複数の学習器を用いたこと，統計的手法を用いて検証

したことによって，提案手法の汎用性が高いことが示唆さ

れた．

実験 5の結果から，提案手法は既存手法よりも計算時間

が大幅に増加するもののモデルの更新頻度が一定以下の場

合に限り実用が可能であることを示唆された．実験データ

セットと同程度のデータサイズのとき，クレジットカード

不正利用検出モデルは 31分に 1回以下，ECサイトのコン

バージョン予測は 2時間 33分に 1回以下の頻度で更新す

る場合，実用可能であることが確認された．

次に，各データセットに対する提案手法の誤分類が実務

に対してどれだけの影響を与えるかを議論するために，そ

れぞれの応用事例にモデルを適用した場合を考える．

クレジットカードの不正利用検出にモデルを適用した場

合を考える．クレジットカード利用履歴データでは，不正

利用検出を行っているため，予測結果を基に不正利用者の

検出に用いられる．したがって，偽陰性は見逃してしまっ

たクレジットカードの不正利用件数と等しく考えること

ができる．一般的に，不正利用により顧客の失った金額は

盗難保険等によって賄われ，クレジットカード会社が負担

することになっている．つまり，クレジットカード会社に

とって偽陰性の増加は，金銭的費用増加と信用低下につな

がるといえる．また，偽陽性は不正利用したと濡れ衣を着

せられた利用件数と等しく考えることができる．つまり，

クレジットカード会社にとって偽陽性の増加は，信用低下

につながるといえる．したがって，提案手法は，信用問題

に発展する要因である偽陰性と偽陽性を完全に排除できて

いないため，実務に応用する場合，さらなる精度改善が求

められることが考えられる．

ECサイトのアクセスログデータでは，セッションの新

規会員登録予測を行っているため，予測結果を基にWeb広

告配信におけるターゲットセグメントの作成に用いられる

ことが予想される．したがって，偽陰性は見逃してしまっ

た新規登録見込みセッション数と等しく考えることができ

る．つまり，某 BtoC企業にとって偽陰性の増加は，会員

登録したであろうセッションを見逃す機会損失につながる

といえる．また，偽陽性はターゲットセグメントのなかで

会員登録をしないセッション数と考えることができる．つ

まり，某 BtoC企業にとって偽陽性の増加は，Web広告配

信の費用対効果の低下につながるといえる．したがって，

提案手法は，Web広告の効率が低下する要因である偽陰性

と偽陽性を完全に排除できていないため，実務に応用する

場合，さらなる精度改善が求められることが考えられる．

以上から，頻繁にモデルを更新する必要がある事例に対

しても応用できるように高速化を図ること，誤分類の重み

が特に大きい事例に対しても応用できるように高精度化す

ること等が今後の課題としてあげられる．

6. おわりに

機械学習を用いた 2クラス分類アルゴリズムは，種々の

アプリケーション実現のために応用されており，重要な技

術となっている．しかし，実務への応用にあたって，不均衡

データに対する陽性の分類精度の低下は大きな問題になっ

ている．既存手法を用いることで一定の解決は見られるも

のの，偽陰性の減少と引き換えに偽陽性を増加させてしま

うという課題がある．本稿ではこの問題と残された課題に

対して，多段階学習を用いたハイブリッドモデルによる 2

クラス分類アルゴリズムを提案した．提案手法では，分類

が難しいと判断されたデータに対して学習を繰り返し，期

ごとに複数のモデルを作成する．多段階的に作成された複

数のモデルを用いて，偽陰性を減少させるための最適線形

結合モデルと偽陽性を減少させるためのカスケード結合モ

デルを構築し，この 2つのモデルを統合して最終的な分類

を行う方法である．実験を通じて，弱学習機の統合方法を

線形結合にすることの有効性，多段階学習の有効性，カス

ケード結合モデルの有効性，提案手法を用いることによっ

て既存手法よりも陽性の分類精度が向上し，偽陰性と偽陽

性をともに減少することを示した．今後は，より不均衡な

データセットでの検証やより実務環境に近い問題設定にお

いて実験を行うことで，機械学習を用いた 2クラス分類ア

ルゴリズムの実務への応用に貢献していきたい．
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