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概要：クラスタリング手法のひとつに Expectation-Maximization (EM) アルゴリズムを用いたものがあ
る．混合ガウス分布などを仮定した EMアルゴリズムがよく知られているが，同時期に収集できたデータ
同士の類似度が高いという特徴を有するマルウェアデータに対して精度が悪くなる場合があること，年ご
とに解析してしまうと全体のデータを有効活用できないこと，などの問題がある．これらの問題を解決す
るために，条件付き確率を利用した Conditional EM (CEM) アルゴリズムが提案されている．本研究で
は，時系列マルウェアデータに CEM アルゴリズムと EM アルゴリズムをそれぞれ適用し，クラスタリン
グの性能を比較する．その結果，特徴ベクトルの生成方法を表現力を高められるように工夫することによ
り，CEM アルゴリズムのほうが EM アルゴリズムよりも高い分類性能を示す可能性が示唆された．

キーワード：マルウェア，クラスタリング，CEMアルゴリズム，EMアルゴリズム

Application of CEM algorithm to malware clustering

Tuan Anh Le Nang1,a) Jun Ohkubo1,b)

Abstract: Expectation-Maximization (EM) algorithm is one of the famous methods for clustering. It is
possible to use various probabilistic models in the EM algorithm, and a Gaussian mixture model is widely
used. However, some of malware data sets collected in a similar time sometimes show high similarity, and a
naive application of the EM algorithm gives sometimes a low accuracy in clustering. In addition, separate
analysis for each year cannot use the entire data effectively. In order to solve these problems, the conditional
EM (CEM) algorithm has been proposed, in which conditional probabilities are employed. In the present
paper, the EM and CEM algorithms are applied to time-series data set of malware, and comparisons of the
performance are given. The numerical results indicate that the CEM algorithm shows higher classification
performance than the EM algorithm by using adequate feature vectors with high-power of expression.
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1. はじめに

BSAグロバールソフトウェア調査 [1]によると，不正ソ

フトウェアから侵入したマルウェアが引き起こす被害が毎

年 3,590億ドルにも達しており，これからも増加していく

傾向が見られている．また，一件のマルウェア攻撃を検出

するためには平均で 243日かかり，解決するには最大で 50

日を要するということが同調査から明らかになっている．
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さらに，McAfee社が公開している 2018年 3月の脅威レ

ポート [2]によると 2017年の第 4四半期だけでも，過去最

高の 6,340万件の新型マルウェアが発見された．つまり，

現在毎秒新たな 8件の脅威に直面している．こういった状

況のなかで，マルウェアの検出への注力が求められている．

近年，機械学習が急速に発展し，様々な分野への応用が

図られている．マルウェア分野もその一つで，高精度，低

誤検知率かつ高速で未知のマルウェアの検出を可能にする

ことが期待されている．

本研究では，機械学習によるマルウェアのクラスタリン

グに着目する．機械学習によるクラスタリング手法は様々

あるが，EMアルゴリズムが一般的に使用されている．な
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お，同時期に発見されるマルウェアは類似度が高いことが

わかっている [3]．その理由として，その時期のセキュリ

ティホールを悪用してマルウェアを生成する，または，流

行しているマルウェアと似たものを生成するなどといった

ことが考えられる．そのため，マルウェアデータに EMア

ルゴリズムを適用する際，いくつかの問題に直面する．ま

ず，マルウェアデータを大量に扱いたい場合，マルウェア

データが時系列データになり，EMアルゴリズムでは同時

期のマルウェアの類似度が高いことからファミリーごとで

はなく時期ごとにクラスタリングする傾向があるという

問題である．また，その問題を避けるために，マルウェア

データを一度にすべて扱うのではなく，同時期のデータの

みを扱う方法も考えられるが，そうすると全体データの一

部しか使えないという無駄が生じてしまう．

この問題点を解決するために，本研究では CEMアルゴ

リズム [4]を導入することを提案する．CEMアルゴリズム

は条件付き確率を用いた EMアルゴリズムの拡張である．

CEMアルゴリズムを用いることで条件付き分類をできる

ようになるため，時系列マルウェアデータに対して，時間

を条件にしてクラスタリングすることにより，マルウェア

の全体データを有効活用でき，EMアルゴリズムの問題点

を解決できると期待される．そのために本研究では，実際

に時系列マルウェアデータにCEMアルゴリズムを適用し，

EMアルゴリズムと比べてどのような性能を示すか，数値

的に検証する．

2. 関連研究

2.1 EMアルゴリズム

EMアルゴリズムは潜在変数を持つモデルの最尤解を求

めるための強力な方法である [5]．

以降，Xを観測変数，Zを潜在変数，θを求めたいパラ

メータとする．最尤法により，パラメータ θについて対数

尤度関数 ln p(X|θ)を最大化することが目的になる．この
計算は解析的に困難なため，以下のアルゴリズムにより数

値的に実装される．

Algorithm 1 EMアルゴリズム
1: θold を初期化する．
2: E ステップ：p(Z|X,θold) を計算する．
3: Mステップ：Q関数Q(θ,θold) =

∑
Z p(Z|X,θold) ln p(X,Z|θ)

を θについて最大化する．すなわち θnew = arg max
θ

Q(θ,θold)

とする．
4: 収束条件を満たしていれば終了する．そうでなければ

θold ← θnew として E ステップに戻る．

2.1.1 問題点

EMアルゴリズムは非常に強力であるが，同じ時間に存

在するマルウェアは類似度が高く，また，時間経過ととも

に，少しずつ変化するといった特徴を有するマルウェア

図 1 データセット

図 2 EM アルゴリズムを用いたクラスタリング

データにおいては，問題が生じてうまく機能しない．図 1

を用いてこの問題について説明する．なお，実際のマル

ウェアデータとは異なるが，ここでは図 1のデータが模擬

的にマルウェアデータを表しているものとする．ここで，

データは 4個の塊に集中しているが，横軸 x1を時間と考え

て，異なる 2年に存在する 2つのマルウェアファミリーを

表しているものとする．縦方向を見ると，同じ年に出た 2

つのマルウェアファミリーのデータ，横方向を見ると，1つ

のマルウェアファミリーの異なる 2年のデータであること

がわかる．同時間でのマルウェアは類似度が高いため，縦

方向のほうが塊間の距離が近い．そのようなデータを EM

アルゴリズムを用いて 2つにクラスタリングすると図 2の

ような結果が得られる．この結果は距離の近い 2つの塊に

分けられており，直感的にも理解できるものである．ただ

し，マルウェアファミリーごとにクラスタリングしたいと

いう本来の目的を考えると，これは望ましい結果ではない

ということがわかる．

その問題を避けるために，複数年度のデータを取らず，

1年のデータだけを用いる方法も考えられる．しかし，そ

の年度のデータだけを使うと多年度のデータを使えないた

め，データを有効利用できずに無駄にしてしまうという問

題が出てくる．マルウェアは時間経過につれて少しずつ変

化していくはずである．その関連性を活かした解析手法が

あれば，この問題を解決できると期待される．
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図 3 CEM アルゴリズムを用いたクラスタリング

2.2 CEMアルゴリズム

CEMアルゴリズムは条件付き確率を用いた EMアルゴ

リズムの拡張である [4]．CEMアルゴリズムを用いること

で，条件付き分類をできるようになるため，2.1.1節で示し

た EMアルゴリズムの問題点を解決できると期待される．

CEMのアルゴリズムは以下のように実装される．

Algorithm 2 CEMアルゴリズム
1: パラメータを初期化し，条件対数尤度 ln p(Y|Z,θ) の初期値を
計算する．

2: CE ステップ：現在のパラメータ値を使って，hnk, unk, rn を計
算する．

hnk = ln
p(k,yn, zn|θold)∑K
k=1 p(k,yn, zn|θold)

(1)

unk = ln p(k,yn, zn|θold) (2)

rn =
1∑K

k=1 p(k, zn|θ
old)

(3)

3: M ステップ：式 (A.20)，(A.21)，(A.26)，(A.31) によりパラ
メータ値を再計算する．(付録 A.1 を参照）

4: 条件対数尤度 ln p(Y|Z,θ) を計算し，パラメータ値または対数
尤度の収束性を確認し，収束基準を満たしていれば終了する．そ
うでなければ CE ステップに戻る．

実際に，CEMアルゴリズムを用いて図 1のデータセッ

トを x1条件の下で 2クラスタにクラスタリングした結果

が図 3である．例えば，x1 = −15のところで x2方向に線

を引くと 2つのガウス分布の山ができていることがわかる．

EMアルゴリズムを用いて CEMアルゴリズムの場合と

同様の結果を得ようとするならば，x1軸方向をいくつか

の区間に分割し，複数回に分けてクラスタリングしなけれ

ばならない．なお，得られた複数の結果を統合しても，最

終的に妥当な結果が得られるとは限らない．また，統合し

なければ，一部のデータしか使えず全体データを有効活用

できないということになる．つまり，このような条件をつ

けてクラスタリングしたい場合には，全体データを有効活

用する観点からも CEMアルゴリズムが適していると期待

される．実際に CEMアルゴリズムを用いた場合に精度が

どのようになるのか不明であるため，本稿ではマルウェア

データに CEMアルゴリズムを適用する方法を提案し，数

値実験を通して検証する．

3. 提案手法

本研究では，マルウェアデータを CEMアルゴリズムに

適用するために，まずマルウェアの解析ログに含まれる

API コール列を抽出し，特徴ベクトルを生成する．API

コール列は自然言語における文章として捉えられるため，

自然言語処理における特徴ベクトル生成手法である BoW，

Bit BoWもしくはWord2Vecを用いる．

また，得られたベクトルに時間情報を追加した後で時間

を条件とし CEMアルゴリズムを用いる手法，時間情報が

追加されたデータに EMアルゴリズムを用いる手法，そし

て時間情報が追加されないデータに EMアルゴリズムを用

いる手法の 3つの手法を提案する．

3.1 APIコール列と時間情報を抽出する

APIコール列はマルウェアの解析結果からAPIの関数名

を実行順に並べたものである．また，時間情報はVirusTotal

の検査結果の分析日時とする．

3.2 特徴ベクトルを生成する

以下の 3つの手法のうち，いずれかを用いて特徴ベクト

ルを生成する．

3.2.1 BoW

これは Bag of Wordの略で，文章をベクトル化するの

が目的である．辞書（すべての文章に現れる単語の集合）

の単語数がベクトルの次元数となり，その文章に現れる単

語の回数によりベクトルを生成する．例えば，辞書を 4つ

の単語からなる集合 {A,B,C,D}とすると，文章「A B A

D」を表すベクトルは (2, 1, 0, 1)T となる．

これによって，特徴ベクトルを生成し，得られたベクト

ルを標準化せず主成分分析によって次元圧縮をする．本研

究では，70次元にまで圧縮する．

3.2.2 BitBoW

これは Bit Bag of Word の略で，BoW と似ているが，

BoWではその文章に現れる単語の回数を数えるのに対し，

Bit BoWでは単語が現れたら 1，そうでなければ 0という

値になる．例えば，上記の例を使って BitBoWで文章「A

B A D」をベクトル化すると (1, 1, 0, 1)T が得られる．

これによって，特徴ベクトルを生成した後，3.2.1節の

BoWと同様に得られたベクトルを標準化せず主成分分析

によって次元圧縮をする．本研究では 70次元にまで圧縮

する．

3.2.3 Word2Vec

これはMikolovら [6], [7]によって提案された手法である．

ニューラルネットワークを用いて，文章の集合であるコー

パスを入力として単語の意味や文脈を学習し，単語ごとの

ベクトルを生成する．Word2Vecには CBoW (Continuous
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図 4 CBoW モデル

図 5 Skip-gram モデル

Bag of Words)モデルと Skip-gramモデルがある．図 4に

示すように CBoWでは，前後の単語から対象単語を推定

する．一方，図 5に示すように Skip-gramでは単語からそ

の周辺単語を推定する．なお，いくつかの先行研究では，

Skip-gramの方が単語の予測精度が高いとわかっている．

本研究では，4.1節で説明するデータセットに含まれる

2013年から 2015年まで出た検体のうち，1つ以上の API

が呼び出される 8639検体を用いて APIコール列を抽出す

る．その結果，8639個の APIコール列を作成でき，それ

をコーパスとする．そのコーパスから，次元数を 70にし

て，Skip-gramモデルを使用し学習させると APIごとのベ

クトルが得られる．各検体の特徴ベクトルは，その検体の

APIコール列に現れる APIのベクトルを足し合わせたも

のとする．

3.3 時間情報を追加する

時間情報を整数に変換し，平均 0で −1から 1まで正規

化を行って 3.2節で得られたベクトルに追加し，次元を 1

つ増やす．4節の数値実験では，時間情報を追加しないも

のについても検討する．

3.4 クラスタリングする

本研究では，時間情報を加えたデータについては，時間

を条件とし CEMアルゴリズムを用いて初期条件を変えて

10回クラスタリングする．また，EMアルゴリズムを用い

る手法については，時間情報を加えたデータ，または加え

ていないデータそれぞれについて，初期条件を変えて 10

回クラスタリングする．

4. 数値実験

4.1 データセット

本研究では，MWSが提供する研究用データセットMWS

Datasets 2018 の一部として FFRI Dataset 2018（含む

FFRI Dataset 2013 - 2017）を用いる [8]．これは，株式会

社 FFRIが収集したPE形式かつWindowsプラットフォー

ム上で実行可能なマルウェア検体の動的解析ログである．

この中から，2013年から 2015年までの 100個以上出現す

るマルウェアファミリーを選んで，それらのマルウェア

ファミリーのすべての検体をデータセットとする．ただ

し，Genericという名前がつけられたファミリーは特定の

種類ではなく「その他」として扱われているため，実験対

象から除く [9]．その結果として，表 1に示すように 7種

類のファミリーの 1368検体が含まれるデータセットが得

られた．

また，本研究で用いる正解データはデータセットに含ま

れる Kaspersky 社が検体に付けたラベル（名称）を利用

する．

表 1 実験に用いるファミリーと検体数

ファミリー名 検体数

Hoax.Win32.ArchSMS 286

Worm.Win32.WBNA 275

Trojan-Spy.Win32.Zbot 243

Trojan.Win32.Yakes 208

Trojan.Win32.Jorik 149

Backdoor.Win32.Androm 104

Trojan-Ransom.Win32.Foreign 103

合計 1368

4.2 評価方法

Bayerら [10]が提案した精度と再現率の計算方法を用い

てクラスタリングの性能を評価する．ここで，サンプル数

を N，マルウェアの種類（クラスタ数）を K とする．ま

た，正解クラスタをそれぞれK 個の集合の T1, T2,..., TK，

クラスタリングした結果のクラスタをそれぞれK個の集合

の C1, C2,..., CK とする．精度，再現率と F値を以下のよ

うに定義する．まず，結果のクラスタ Cj に対する精度を

Pj = max(|Cj ∩ T1|, |Cj ∩ T2|, ..., |Cj ∩ TK |) (4)

とすると，全体の精度は

P =
P1 + P2 + ...+ PK

N
(5)

となる．また，正解クラスタ Tj に対する再現率を

Rj = max(|C1 ∩ Tj |, |C2 ∩ Tj |, ..., |CK ∩ Tj |) (6)

－1055－



とすると，全体の再現率は

R =
R1 +R2 + ...+RK

N
(7)

となる．F 値は精度と再現率を使って以下のように計算

する．

F =
2PR

P +R
(8)

4.3 結果

表 2は，CEMアルゴリズムと EMアルゴリズムをそれ

ぞれ用いた場合の F値の平均と標準偏差（括弧内の数字）

を表す．表中の太字は，CEMアルゴリズムもしくは EM

アルゴリズムで性能がよかったほうを示している．表 2に

より，BoWとWord2Vecでは CEMアルゴリズムのほう

が F値が高く，特にWord2Vecでは最も高い値を示してい

ることがわかる．また，情報量が少ない Bit BoWでは EM

アルゴリズムの方が F値が高いことがわかる．そして，時

間情報を追加しても EMアルゴリズムではあまり精度が変

わらないこともわかる．

CEMアルゴリズムが EMアルゴリズムより良い結果を

与えたのは BoWとWord2Vecであることがわかった．Bit

BoWと比べると BoWとWord2Vecは特徴ベクトルに多

くの情報を含んでいることから，用いる特徴ベクトルが多

い情報量を持つ場合には CEMアルゴリズムが適している

と考えられる．特徴ベクトルが多くの情報量を含んでいる

ほうが一般的に分類精度が高いと期待されるが，Bit BoW

に対して CEMアルゴリズムを適用した場合には精度が低

いことから，CEMアルゴリズムに適していない特徴ベク

トルも存在することがうかがえる．このことから，CEM

アルゴリズムの利用の際には注意が必要であることもわ

かる．

また，Word2Vecで特徴ベクトルを生成し，CEMアル

ゴリズムを適用した場合が最も精度が高かったことから，

さらに表現能力が高い特徴ベクトル生成方法を用いること

で，より高い精度が期待できる可能性が示唆された．

表 2 CEM と EM を用いたマルウェアクラスタリングの F 値比較

CEM EM EM (時間追加)

BoW 69.34 (4.70) 52.54 (1.00) 52.78 (0.88)

Bit BoW 43.34 (3.81) 62.62 (1.97) 61.16 (1.74)

Word2Vec 71.93 (2.61) 52.80 (0.98) 52.43 (0.73)

5. まとめ

EMアルゴリズムは様々な場面で強力であるが，条件付

き分類では全体データを有効活用できないという問題が

ある．CEMアルゴリズムはこのような問題を，精度を落

とさず解決できると期待された．そして本研究では実際に

時系列マルウェアデータのクラスタリング問題に対して

CEMアルゴリズムと EMアルゴリズムを適用し，性能を

比較した．

結果として，表現力が高い特徴ベクトル生成方法である

ほど，CEMアルゴリズムは EMアルゴリズムよりもいい

性能を示しているということがわかった．
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付 録

A.1 CEMアルゴリズムの導出 [4]

A.1.1 問題設定

N 個のデータを {x1, ...,xN}，データの次元数をDとす

る．データ xを yと zに分解する．すなわち，

x =

(
y

z

)
(A.1)

とする．ここで，N 個のデータを K 個のガウス分布を持

つ混合ガウス分布に zの条件下でクラスタリングする問題

を考える．データ集合は第 n行を xT
n とする N ×D 行列

Xで表される．同様に，zの次元数をDz(0 < Dz < D)と

すると，条件は zTn を行ベクトルとする N ×Dz 行列 Zで

表される．そして，Xを次のようにYと Zで表せるよう
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なYを導入する．

X =
(
Y Z

)
(A.2)

これにより，Yの次元数はDy = D−Dz(0 < Dy < D)と

なる．また，求めたいパラメータを θとする．y, zの周辺

確率は以下のように計算できる．

p(y, z|θ) =
K∑

k=1

p(k,y, z|θ) (A.3)

p(k,y, z|θ)はクラスタ kにおける y, zの同時確率で，以下

のように計算される．

p(k,y, z|θ) = p(k, z|θ)p(k,y|z,θ) (A.4)

また，xはガウス分布に従うため，式 (A.2)により p(z|θ)
と p(y|z,θ)は以下のような式になる．

p(z|θ) = N (z,µz,Σzz) (A.5)

p(y|z,θ) = N (y,µy +ΣyzΣ
−1
zz (z− µz),

Σyy −ΣyzΣ
−1
zz Σzy) (A.6)

ここで N (z,µ,Σ) は，確率変数 z についての平均

µ，共分散行列 Σ の確率密度関数を表す．また，

µy,µz,Σyy,Σyz,Σzy,Σzzは xに対応するガウス分布の平

均 µと共分散行列 Σを分解した要素に対応し，以下のよ

うに表される．

µ =

(
µy

µz

)
(A.7)

Σ =

(
Σyy Σyz

Σzy Σzz

)
(A.8)

したがって，p(k, z|θ)と p(k,y|z,θ)は以下のように計算
できる．

p(k, z|θ) = αkN (z,µk
z ,Σ

k
zz) (A.9)

p(k,y|z,θ) = N (y,µk
y +Σk

yz(Σ
k
zz)

−1(z− µk
z),

Σk
yy −Σk

yz(Σ
k
zz)

−1Σk
zy)

= N (y,νk + Γkz,Ωk) (A.10)

こ こ で ，αk は 正 規 化 係 数 で ，N (z,µk
z ,Σ

k
zz) =

exp
(
− 1

2 (z− µk
z)

T(Σk
zz)

−1(z− µk
z)
)
と し ，エ キ ス

パートパラメータと呼ばれる (νk,Γk,Ωk)を導入した．ま

た，(α,µz,Σzz) をゲートパラメータと呼ぶ．

A.1.2 CEMアルゴリズムによる最尤推定

EMアルゴリズムでは対数尤度関数 ln p(X|θ)を最大化
するのに対して，CEMアルゴリズムでは増分条件対数尤

度関数∆ℓを最大化するのが目的である．∆ℓは以下のよ

うに定義される．

∆ℓ = ln p(Y|Z,θ)− ln p(Y|Z,θold) (A.11)

∆ℓを変形すると以下のようになる．

∆ℓ = ln p(Y|Z,θ)− ln p(Y|Z,θold)

= ln
N∏

n=1

p(yn|zn,θ)− ln
N∏

n=1

p(yn|zn,θold)

=
N∑

n=1

(
ln

p(yn, zn|θ)
p(zn|θ)

− ln
p(yn, zn|θold)

p(zn|θold)

)

=

N∑
n=1

(
ln

p(yn, zn|θ)
p(yn, zn|θold)

− ln
p(zn|θ)

p(zn|θold)

)

=

N∑
n=1

(
ln

∑K
k=1 p(k,yn, zn|θ)∑K

k=1 p(k,yn, zn|θold)

− ln

∑K
k=1 p(k, zn|θ)∑K

k=1 p(k, zn|θ
old)

)
(A.12)

式 (A.12)の右辺の第一項にイェンセンの不等式を適用す

ると

ln

∑K
k=1 p(k,yn, zn|θ)∑K

k=1 p(k,yn, zn|θold)

= ln
K∑

k=1

p(k,yn, zn|θ)∑K
k=1 p(k,yn, zn|θold)

= ln

K∑
k=1

hnk
p(k,yn, zn|θ)

p(k,yn, zn|θold)
(A.13)

≥
K∑

k=1

hnk ln
p(k,yn, zn|θ)

p(k,yn, zn|θold)
(A.14)

が得られる．ここで，

hnk = ln
p(k,yn, zn|θold)∑K
k=1 p(k,yn, zn|θold)

(A.15)

とする．また，式 (A.12) の右辺の第二項に lnx ≤ x − 1

を適用し，式 (A.14)を利用すると∆ℓの下界である関数

Q(θ,θold)を求めることができる．

∆ℓ ≥ Q(θ,θold) =
N∑

n=1

(
K∑

k=1

hnk ln
p(k,yn, zn|θ)

p(k,yn, zn|θold)

−
∑K

k=1 p(k, zn|θ)∑K
k=1 p(k, zn|θ

old)
+ 1

)
(A.16)

この関数 Q(θ,θold)を書き換えると

Q(θ,θold) =

N∑
n=1

K∑
k=1

{hnk(ln p(k,yn|zn,θ)

+ ln p(k, zn|θ)− unk)− rnp(k, zn|θ) +M−1
}
(A.17)

ここで，

unk = ln p(k,yn, zn|θold) (A.18)

rn =
1∑K

k=1 p(k, zn|θ
old)

(A.19)
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とする．この関数 Q(θ,θold)は∆ℓの下界であるため，こ

れを最大化しパラメータを更新することで，∆ℓを徐々に

増加させ最大化することができる．また，エキスパートパ

ラメータ (νk,Γk,Ωk)とゲートパラメータ (α,µz,Σzz)を

独立とみなし，その順番でそれぞれ最適化し更新すること

を行う．

エキスパートパラメータの最適化では，関数 Q(θ,θold)

を Φk = {νk,Γk,Ωk}で微分し，0とおいて解く．

∂Q(θ,θold)

∂Φk
=

N∑
n=1

hnk
∂ lnN (yn,ν

k + Γkzn,Ω
k)

∂Φk
= 0

(A.20)

ゲートパラメータの最適化では，それぞれ α,µz,Σzz を

求める．αk を求めるには，関数 Q(θ,θold) を αk で微分

し 0とおいて解けばよい．結果として αk は以下のように

なる．

αk =

∑N
n=1 hnk∑N

n=1 rnN (zn,µk
z ,Σ

k
zz)

(A.21)

しかし，µz,Σzz を求めるために関数Q(θ,θold)を微分し，

0とおいて解くことは容易ではない．そのため，新しいア

プローチが必要である．

まず，µzを求める方法を述べる．関数Q(θ,θold)をQnk

の総和とみなし，以下のように二次関数を下界とすること

ができる．

Q(θ,θold) =
N∑

n=1

K∑
k=1

Q(θ,θold)nk

≥
N∑

n=1

K∑
k=1

bnk − wnk

∥∥µk
z − cnk

∥∥2 (A.22)

ここで，bnk, wnk, cnk は二次関数のそれぞれ最大値，開き

具合，重心となる．白色化変換と呼ばれる，データの要素

間の相関をなくすように変換することを行なった後，その

二次関数がQnk と µk
z = 0で接し，微分値が一致するとい

う事実を用いることで，wnk, cnk は以下のように計算でき

る．（bnk は省略する）

cnk =
1

2wnk

(
hnk − rnαke

− 1
2 z

T
nzn

)
zn (A.23)

wnk ≥ rnαk

(
e−

1
2 (zn−µk

z )
T(zn−µk

z ) − e−
1
2 z

T
nzn

− e−
1
2 z

T
nznzTnµ

k
z

)(
µk

n

T
µk

n

)−1

+
hnk

2
(A.24)

wnk の最小値である w∗
nk を計算すると

w∗
nk = rnαk max

c

{
e−

1
2 ρ

2 e−
1
2 c

2

ecρ − cρ− 1

c2

}
+

hnk

2

= rnαke
− 1

2 ρ
2

f(ρ) +
hnk

2
(A.25)

となる．ここで，c2 = µk
n
T
µk

n, ρ
2 = zTnzn とする．また，

f(ρ)を毎回計算する必要はなく，予め計算しメモリに保持

すれば計算時間を大幅に削減できる．µk
z の更新式は以下

のようになる．

µk
z =

∑N
n=1 w

∗
nkcnk∑N

n=1 w
∗
nk

(A.26)

また，これを逆白色化変換する必要がある．

次に，Σzz を求める方法について述べる．µz の最適化

では二次関数を下界とするのに対し，ここではガウス分布

を下界とする．

Q(θ,θold)nk ≥ bnk − wnkc
T
nkΣ

k
zz

−1
cnk − wnk ln |Σk

zz|
(A.27)

µzの最適化と同様に，データを白色化変換し，式 (A.27)の

右辺がQnkとΣk
zz = 1で接し，微分値が一致することを用

いて解くと以下の式が成り立つ．（ここでまた，ρ2 = zTnzn

とする）

cnkc
T
nk =

1

2wnk

(
hnk − rnαke

− 1
2 ρ

2
)
znz

T
n + I (A.28)

wnk ≥ rnαk

(
1

2
e−

1
2 ρ

2

ρ2 − 1

2
e−

1
2 ρ

2

zTnΣ
k
zz

−1
zn

+ e−
1
2 ρ

2

− e−
1
2 z

T
nΣk

zz
−1

zn

)(
Tr(I)− Tr(Σk

zz

−1
)

− ln |Σk
zz

−1|
)−1

(A.29)

wnk の最小値である w∗
nk を計算すると

w∗
nk = rnαk max

c

{(
1

2
e−

1
2 ρ

2

(e−
1
2 ρ

2c + ρ2 − ρ2c+ 2)

− e−
1
2 ρ

2c
)
(1− c− ln |c|)−1

}
= rnαkg(ρ) (A.30)

となる．ここで，また µz の最適化と同様に，事前に g(ρ)

を計算しメモリに保持することで，計算時間の削減を図る．

Σk
zz の更新式は以下のようになる．

Σk
zz =

∑N
n=1 w

∗
nkcnkc

T
nk∑N

n=1 w
∗
nk

(A.31)

この値を逆白色化変換すると元の Σk
zz を計算できる．
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