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Ortho-detector:

オルソ画像を用いた海岸ゴミ検出手法の提案と
検出タスクの分析

海法 修平1,a) 谷村 朋樹2,b) 陳 寅3,c) 大越 匡3,d) 中澤 仁2,e) 鈴木 もとこ4,f) 山田 曉4,g)

概要：ペットボトル等のプラスチックを含む海岸の漂着ゴミは，有害物質を発生する危険性があるため、
回収が求められている．一方で，広い海岸からゴミの種類や量を定量的に把握することが難しいため，船

の用意や人員の収集など多大なコストをかけて回収に向かったが，ゴミの量が想定より少なかったという

ことが起こりうる．本研究では，海岸のオルソ画像から物体検出技術を利用して，ゴミを種類ごとに検出

することで種類と量を定量的に把握する手法を提案する．提案手法では，ドローンで撮影した画像をオル

ソ画像に変換した後，深層学習を用いてオルソ画像からゴミを種類ごとに検出する．沖縄の海岸のオルソ

画像を利用して精度検証を行い，得られたゴミの種類と量のデータの有用性について議論する．

Ortho-detector: Coastal Garbage Detection Using Ortho-image
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1. はじめに

海岸の漂着ゴミ（漂着ゴミ）は景観を乱すだけでなく，

ペットボトル等のプラスチックは有害物質を発生する危険

性もあり，早急に回収することが求められる．Jambeckら

の調査によると，世界中で年間 880万トンのプラスチック
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ゴミが海に放流されている [8]．海へ放流されたゴミのう

ち，プラスチックゴミなどの海水より軽いゴミや中に空気

が入っているゴミは，海底に沈むことなく，どこかの海岸

に漂着し，それが海岸の漂着ゴミとなる．人が住む島や大

陸の海岸に漂着したゴミは，住民の清掃活動により，回収

されることが多い．しかし，離島などの住民が少ない，も

しくは無人の島では，回収が難しく，放置されている島も

多くある．実際に，離島に回収作業に行く際には，ボラン

ティアの収集や人とゴミを運ぶための船の用意などが必要

となるため，回収に要するコストは大きい．また，広い海

岸の一部の領域に漂着ゴミが密集している場合，効率的に

回収作業を行うことが困難であったり，大量のゴミを回収

し損ねることがある．そのため，離島での海岸の漂着ゴミ

の回収作業は，事前にプラスチックなどの有害なゴミの量

やその位置を把握した上で，最適なタイミングで，十分な

人員と船舶を確保して行う必要がある．

しかし，海岸に漂着しているゴミの量を定量的に把握す

ることは難しい．環境省は，海岸の漂着ゴミに関しての統

計資料の年度報告を行なっている [14]．この資料には，海
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底のゴミなど海岸に漂着しているゴミ以外の情報が掲載さ

れていたり，海のゴミに関しての傾向などの情報がある．

しかし，調査対象となっている海岸が限られている点や，

調査は基本的に年に一度しか行われてない点，一つの海岸

における漂着ゴミの分布を把握できない点から，環境省の

資料は離島の回収作業のタイミングを測るという観点にお

いては，有用性が低い．そのため，事前に，広い海岸に対

して漂着しているゴミの種類と量と位置を定量的に把握す

る方法が必要となる．

海岸の漂着ゴミを把握するためには，地上を周回する方

法と，上空から撮影する方法が考えられる．地上を人が周

回する方法は，調査に多くの労働力が必要となるため，現

実的でない．Abdullahらは Virtual Reality (VR)を用い

てロボットを遠隔操作することで漂着ゴミの調査と回収を

行う方法を提案している [1]．Adbullahらの方法では，調

査と回収をロボットに同時に行わせることができる．しか

し，海岸には大量には大量の漂着ゴミがあることに加え

て，地形の凹凸が激しい場所もあるため，ロボットの回収

可能量の限界と安定したロボット作業が困難になることか

ら，実用的でない．上空から撮影する方法では，ドローン

を用いることで，上空から海岸全体を容易に撮影すること

ができる．また，オルソ画像と呼ばれる，ドローンの高度

を保ったまま上空を移動させて撮影し，撮影された写真を

統合した画像を利用することで，小さい漂着ゴミなども識

別可能な海岸全体の高解像度画像を作ることができる．オ

ルソ画像とは，写真上の像の位置ずれを無くし，空中写真

を地図と同じく，真上から見たような傾きのない，正しい

大きさと位置に表示される画像のことである．しかし，こ

れらの高解像度画像から，人手でペットボトルなどの小さ

な漂着ゴミまでを探し出すのは多くの労力を必要とする．

そこで，本研究では，海岸全体を写したオルソ画像から

物体検出技術を用いて，自動で漂着ゴミの種類，量，位置

を把握するシステム，Ortho-detectorを提案する．本シス

テムでは，まずオルソ画像を小さなパッチ画像に分割する．

そして，分割されたパッチ画像に対して，物体検出技術を

用いて写っている漂着ゴミを種類ごとに検出する．最後

に，全てのパッチ画像を統合して，検出結果を可視化する

ことで，海岸全体の漂着ゴミの分布がわかる海岸ゴミマッ

プを作成する．本システムでは，検出結果を集計すること

で，漂着ゴミの種類，量，位置を定量的に把握することが

でき，最終的に作成される海岸ゴミマップによって，それ

らを定性的に把握することもできる．

物体検出を用いた漂着ゴミの自動検出に伴い，海岸の漂

着ゴミの画像データセットを作成した．漂着ゴミの種類と

して採用したのは，ペットボトル，ブイ，バケツ，縄，網，

流木，スプレー缶である．また，ドローンの撮影高度は，

５章で検証した高度と精度の関係から，20mとした．

事前実験として，漂着ゴミのデータセットを作成する際

の最適高度の検証を行った．まず，データセット作成のた

めに，撮影高度と精度検証のトレードオフについての実験

を行い，20メートルが最適であるという結果が得られた．

事前実験を基にして作成したデータセットに対して，

Ortho-detectorを適用し，実際に複数の漂着ゴミを検出す

る実験を行なった．実験の結果，46%の漂着ゴミが検出で

きた．また，海岸の漂着ゴミ検出のタスクを分析するため

に，検出対象をペットボトルのみに絞って，2つの追加実

験を行なった．1つ目は，オルソ画像を分割した各パッチ

画像に対しての物体検出の際に，何個までの漂着ゴミを許

容するかについての検証を行なった．2つ目に，学習した

海岸とは異なる海岸に対して検出が可能かどうかの検証を

行った．

本稿の構成は以下の通りである．まず，２章では海岸に

おける漂着ゴミの実態と解決の必要性と，現在の漂着ゴミ

の問題に対する対処方法について述べる．３章では，海岸

の漂着ゴミの問題を解決するためのシステムとして，物体

検出技術を活用したOrtho-detectorを提案し，その詳細に

ついて述べる．４章では，物体検出に利用するためのデー

タセット作成について述べる．そして５章では，撮影高度

と検出精度の関係に関する事前実験について述べる．第６

章では，作成したデータセットに対しての提案システムの

精度検証について述べ，７章で本論文をまとめる．

2. 漂着ゴミの回収

漂着ゴミは景観を乱すだけでなく，ペットボトル等のプ

ラスチックは有害物質を発生する危険性もあることから，

早急な回収が求められる．Jambeckらによると実際に，毎

年 880万トンのプラスチックが海に放流されている [8]．プ

ラスチックを含む海岸の漂着ゴミは早急な回収が求められ

ている一方で，回収活動に伴い発生する問題もある．

2.1 海岸のゴミ問題

ゴミが多く漂着する離島での回収活動では，回収人員の

確保や，人を乗せるための船の用意が必要となる．船に関

しては，回収に必要な人員や道具などに加えて，回収した

ゴミも乗せる必要がある．したがって，回収活動を行う際

には，事前に海岸のゴミの量を想定して適切な数の人員や

船を用意しなければならない．

海岸の漂着ゴミのデータとしては，環境省が公表してい

るデータが存在する [14]．全国の代表的な海岸で漂着ゴミ

の調査を行なった際の手法や結果などを示すものである．

しかし，これらは年度単位など一定期間でのデータにな

る．そのため，実際に回収活動を行う際に，例えば，台風

があった翌日など，ゴミの量に短時間で大きな変化があっ

た場合には適切に把握することができない．また，全国の

海岸を網羅している訳ではないため，全国各地で行われる

回収活動に有効活用できない．環境省のデータだけでは回
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図 1 Ortho-detector の構成図：分割した画像を RetinaNet の入力とし，ゴミの種類と量に

関する情報を定量的に把握する．

収活動の事前準備の段階で，海岸全体のゴミの種類と量を

適切に把握するには限界がある．海岸ごとのゴミの種類と

量を正確に把握できるようなデータが存在しないのが現状

である．

一方で，ゴミの総量を把握できないまま，人員や船の用

意をすることは容易ではない．船の用意などの回収活動に

伴うコストが高いことから，そもそも回収活動自体が頻繁

に行える状況ではないため，回収すべきゴミの量を上回る

数の人員や船を用意するようなことは避ける必要がある．

そのため，清掃計画の策定の段階で，実際に回収活動を行

う時や場所に関する適切な情報を得られるデータが求めら

れる．

2.2 関連研究

地上から漂着ゴミをセンシングする方法はいくつか存在

する．Mircoらは Frame法と Rake法と呼ばれる二種類の

サンプリング法で地上から海岸に落ちているゴミを採集

し，分析した [7]．Frame法では，海岸をフレームごとに

分割し，ゴミを採集し，ふるいにかけて分類したのに対し

て，Rake法では，海岸線から崖などのビーチの幅全体を

カバーし，海岸に近い部分，草の生えている部分，などの

領域毎で分割して，採集・分析することで，海岸のゴミの

種類と量を示している．

また，Adbullahらは beachbotというロボットを VRで

人間が操作することにより，地上からのゴミ回収を試みて

いる [1]．これは，センシングを念頭においたものではな

く，VR技術を活用してロボットを操作することで楽しく

ゴミの回収ができるというものであるが，海岸を動き回る

ロボットを使用すれば，地上からのアプローチであっても

センシングを自動化することができる．しかし，通常海岸

は広いため，漂着ゴミの正確な位置や量の把握に時間が

かかることに加え，地上から広範囲にわたる海岸のゴミ

の種類と量を把握することは，いずれの方法でも難しい．

beachbotのようなロボットを用いても，岩場や水たまりの

多い海岸では，地上から正確なセンシングを行うことは難

しいため，漂着ゴミのセンシングには上空からのセンシン

グが必要となる．

近年は，ドローンが手軽に入手できるようになったこと

もあり，以前よりも上空からの広範囲なセンシングが容易

にできるようになった [5]．Zhongcongらは，ドローンを

用いて撮影した海岸の画像を RGBのそれぞれの波長の反

射率の違いに着目し閾値を設定して分析することで，ゴミ

の密度を推定した [2]．しかし，この手法ではゴミを種類ご

とに特定することは難しく，ゴミの場所や種類を適切に測

ることはできていない．また，海岸ごとのゴミの特性など

に合わせて色の閾値を変える必要もある．

さらに，深層学習と画像処理技術の発展に伴い，画像か

ら特定の物体の検出を高い精度でできるようになった．ド

ローンで撮影した画像に対して物体検出を行うことで，空

中から地上の物体を検出することも可能になり，建物や船

などの大きいものの検出だけでなく，車などの検出が成功

している例もある [3], [6], [11]．

3. Ortho-detector

本研究では，ドローンで撮影された海岸のオルソ画像か

ら，物体検出技術を利用してゴミを種類毎に検出し，種類

と量を定量的に把握する．Ortho-detectorでは検出に使用

する画像を，１）分割，２）各パッチに対して検出，３）

結合することでパッチ毎に処理をする．図 1に全体の流れ

を示す．

3.1 オルソ画像の分割

検出に使用する画像は，海岸の広範囲を撮影したもので，

一枚のオルソ画像は平均すると約 12000× 21600ピクセル

にもなるため，GPUを用いても一度に処理をすることは

難しい．そこで，まず，入力された画像を 600× 600ピク

セルのパッチに分割する．モデルの予測結果が漏れ無く画

像に反映されるよう，被りを持たせて分割する必要がある

ため，480ピクセルずつずらして分割を行う．

3.2 漂着ゴミの検出

次に分割した各パッチに対して検出を行う．海岸全体を

写した画像では，検出対象となるゴミの部分よりも砂浜や

海，岩場などの背景に当たる部分が圧倒的に多いため，検

出対象とする物体と背景部分とを明確に区別する必要があ

る．そこで，背景と検出物体との区別ができ，衛星画像に

対しても高い精度の検出が可能な RetinaNetというモデル

を採用した [9]．今回使用するモデルは，物体検出に利用す

3ⓒ 2019 Information Processing Society of Japan

Vol.2019-HCI-185 No.2
Vol.2019-UBI-64 No.2

2019/12/10



情報処理学会研究報告
IPSJ SIG Technical Report

る一般的なデータセットであるMSCOCOデータセットで

事前学習させたモデルに対して，追加学習を行ったもので

ある [10].

3.3 海岸ゴミマップ作成

最後に，パッチ間で重複しているエリアを一つにまとめ

る．各パッチの検出結果を矩形としてオルソ画像に描画す

ることで，海岸ゴミマップを作成する．被りを持たせて分

割した画像を結合するため，結合するパッチそれぞれで予

測結果が出力され，矩形が多数表示される可能性がある．

そのため，重なっている矩形の組に対して，それぞれに

付与されている確率が高い方を採用する，Non Maximum

Suppression（NMS）をモデルの出力後に加えて，パッチ

をまとめた後にも追加した．また，海岸のゴミは密集して

いることもあり，モデルが学習する時に重なりのある矩形

を考慮できるよう，モデルの出力後とパッチ結合後のいず

れの NMSに関しても，NMSのオーバーラップの割合は

0.15とし，予測後も重なりのある矩形をある程度許容する

よう設定した．

4. オルソ画像データセット

漂着ゴミを検出するにあたり，有効活用できるデータ

セットがなかったため，独自のデータセットを作成した．

本章では，オルソ画像データセットに使用した画像の撮影

方法とオルソ画像の作成方法，検出対象のアノテーション

ついて述べる．

4.1 海岸撮影

海岸の撮影はドローンを使用して行う．撮影場所は，沖

縄県の久手堅海岸（Kudeken），真喜屋運動広場裏の海岸

（Makiya），米須海岸（Komesu）である．様々な天候条件

が考慮されるが，ドローンが飛行できない雨天時を除いた

日に撮影を行なった．撮影高度は第５章の結果から 20m

で統一する．この撮影高度はドローンを飛ばした地点か

らの距離になるため，同じ海岸の画像であっても場所に

よって厳密な高度は変わる可能性がある．使用するドロー

ンは Inspire2で，カメラは DJI Zenmuse X5s，レンズは

MFT15mm f/1.7 ASPHである．20mの撮影高度でレンズ

が 15mmのものを使用すると，撮影した画像のの１ピク

セルに対応する地上での距離を表した値である，Ground

Sample Distance（GSD）は 0.4cm/pxとなる．今回は，撮

影する際にドローンのコントローラの画面に表示される

GSDの値をそのまま使用した．

海岸全体を撮影するためのドローンの飛行ルートは，DJI

GS PROという iOSアプリケーションで指定した．撮影

中は，ドローンが自動で移動しながらその範囲を動き，部

分ごとにホバリング撮影を行う．各地点でドローンによっ

て撮影される画像のサイズは 5280× 3956ピクセルである．

図 2 Pix4d で作成したオルソ画像の解像度の比較：15m で撮影さ

れた元画像（左）とオルソ画像（右）による解像度の比較結果．

青枠は 100× 100 ピクセルを表している．

この時，撮影範囲全体を網羅するべく，ドローンが移動す

る際には，隣接する地点間の画像で重複するように撮影す

る．隣接する地点間の重複度合いは縦 80%，横 50%の割合

で設定した．

4.2 オルソ画像作成

オルソ画像を使用し，物体の写り方を統一することで，

物体を検出するタスクを簡単にできる．また，海岸全体を

写したオルソ画像には，同じ物体が複数回写ることがない

ため，漂着ゴミの量の測定が容易になる．

ホバリングしながら撮影した画像は，海岸の部分ごとの

大量な画像になるため，それらをまとめて海岸全体のオル

ソ画像に変換する．空中画像からオルソ画像に変換する際

には，Pix4dを使用した．Pix4dを用いてオルソ化するこ

とにより，画像の補正が行われることによって多少のノイ

ズが生じる場合があるものの，実際にドローンで撮影した

元データと，オルソ画像に変換したものを比較するとオル

ソ画像では，解像度が約 1.1倍になった．図 2では，15m

からドローンで撮影した元画像（左）とオルソ画像（右）

で，同じ部分を表示したものである．100 × 100ピクセル

を青い枠で囲ってある．

4.3 検出対象

データセットでは，ペットボトル・ブイ・バケツ・網・

縄・流木・スプレー缶をアノテーションする．有害性のあ

るプラスチック類のほか，オルソ画像から確認できるも

のをアノテーション対象とした．アノテーションは VoTT

を用いて対象物体を矩形で囲うようにして行った [12]．物

体全体がはっきりと写っていないものにはアノテーショ

ンをしなかった．表 1では，Kudeken，Makiya，Komesu

の 3つの海岸ごとのアノテーション数を表している．それ

ぞれの海岸のオルソ画像の画像サイズは，Kudekenが約

18000 × 40200ピクセル，Makiyaが約 7800 × 11400ピク

セル，Komesuが約 10200× 12000ピクセルである．表中

の pbは plastic bottleを，canは spray canをそれぞれ表

している．ブイなどの漁具は実在する数が少なかったが，

スプレー缶などの小さなものは 20mで撮影した画像では，

物体を特定することが困難であり，アノテーション数は極
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coast tree rope pb net can bucket buoy sum

Kudeken 10 3 26 3 0 0 0 42

Makiya 64 13 168 4 0 1 2 252

Komesu 6 3 23 0 0 0 1 33

sum 80 19 217 7 0 1 3 327

表 1 作成したデータセットの各海岸に置けるアノテーションされ

た物体数：pbは plasticbottleを，canは spraycanを表して

いる．

端に少なくなっている．全ての海岸に共通して存在してい

たのはペットボトルと流木と縄だけであった．

5. 撮影高度の検証

ゴミの種類や位置，量の推定を行う前に，事前実験とし

て，撮影高度と検出精度を比較して検出に適切な撮影高度

を調べる．ドローンで撮影した画像は高度が低くなればな

るほど解像度が上がり，Ortho-detectorは学習しやすくな

る．一方で，高度を下げるとOrtho-detectorの学習精度は

よくなるものの，ドローンの移動距離は長くなり，撮影に

時間がかかるだけでなくバッテリーの消費量も多くなる．

そこで，学習精度を保てて，かつ撮影高度がより高いもの

を最適な撮影とし，より効率良く撮影・実験を行うために，

最適な高度の比較実験を行う．本章では，撮影高度の比較

実験の際の実験設定とその結果について述べる．

5.1 実験設定

ドローンの撮影高度を検証するためには，Ortho-detector

が学習できていることをしっかりと確認する必要がある．

そこで，高度毎で小規模なデータセットを作成し，学習と

テストで同一の画像を用いることでOrtho-detectorが学習

できているかを確かめる．検証する高度は，5mから 30m

までの 5m間隔とする．画像は４章で作成したオルソ画像

のデータセットに含まれるKomesuを使用する．高度毎に

撮影したものを使用し，それぞれの高度で作成したオルソ

画像を 600× 600ピクセルに分割した画像から 12枚を選ん

でデータセットとする．検出対象は，小さくて色が透明で

背景と同化してしまいやすく，検出が難しいペットボトル

のみとし，データセットを作成した．なお，高度が低けれ

ば低いほど，使用する画像中にペットボトルがあまり写っ

ていないということが起こりうるため，データセットに含

まれる 12枚の画像は隣接しているものではなく，ペット

ボトルがより多く写っているものを選ぶようにした．

次に，作成した小規模データセットを使用して，Ortho-

detectorの物体検出の部分だけを利用して実験を行なった．

Komesuの小規模データセットを入力画像として，Ortho-

detectorに入力した後，分割した画像を合成し，一枚の画

像に見立てて可視化する．今回の事前実験では，隣接して

いる画像を使用してないため，一つにまとめる必要はな

いが，実際に実験を行う際は，海岸の全体の画像に対して

Ortho-detectorの予測結果を表示するため，事前実験でも

図 3 20m での予測結果：Komesu のうちペットボトルがある 12

枚の画像でテストを行なった可視化画像を 600 × 600 で切り

取った．赤枠で囲まれているものがペットボトルである．

GSD(cm/px) 0.1 0.2 0.3 0.4 0.5 0.6

Altitude(m) 5 10 15 20 25 30

Plastic bottles 17 16 19 19 18 22

Precision 1.00 1.00 1.00 1.00 1.00 1.00

Recall 1.00 1.00 1.00 1.00 0.84 0.30

AP 1.00 1.00 1.00 1.00 0.84 0.30

表 2 撮影高度と検出精度の比較結果：Plastic bottles はアノテー

ションの数を表している．20m 以下で撮影した画像では，

Precision，Recall，AP の値が全て１になった．

同様の方針で行なった．

評価指標としては，物体検出の一般的な指標である，

Precision，Recall，Average Precision（AP）を採用する．

学習とテストを同一の画像で行うことから，これら全ての

値が１にならないとOrtho-detectorがしっかりと学習でき

ているとは言えないことになり，実験に有効な高度ではな

いということになる．

5.2 結果

表 2では，各行で GSD，GSDに対応するドローンの撮

影高度，画像中のペットボトルの数，そして３つの評価指

標を，列ではGSD（撮影高度）ごとのペットボトルの数と

評価指標を定量的に表している．Precision，Recall，APの

全てのスコアが１になったのは 20m以下であった．また，

定性的結果として，図 3では 20mでの Ortho-detectorの

予測結果を可視化した．600 × 600ピクセルに分割したも

のを一枚の海岸の画像に見立てて出力している．

5.3 Makiyaを使用して検出

撮影高度の検証実験では，モデルの学習がしっかりと行

われていることを確認するため，小規模なデータセットを
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Annotations 168

Images 53

Precision 0.88

Recall 0.97

AP 0.91

表 3 Makiyaを使用た場合の検出結果：Annotationsはペットボト

ルのアノテーション数を，Imagesが 600× 600ピクセルの画

像数を表している．90%以上のペットボトルを検出できた．

用いたが，より実践的なタスクを想定して，データセット

の数を増やし，20mで撮影した画像を使用して検出を行う．

使用したデータセットはKomesuよりもアノテーション数

の多い，Makiyaからペットボトルのアノテーションがあ

る 53枚を使用した．撮影高度の検証実験と同様に，学習

に使用した画像と同じ画像を用いてテストを行う．表 3は

学習結果を示しているが，データセット内に含まれるペッ

トボトルは 168個であったが，そのうち，90%以上のゴミ

を検出することができた．

6. 実験

事前実験の結果を踏まえて，４章で作成したデータセッ

トを使用して Ortho-detector の学習，及び漂着ゴミの検

出を行う．本章では，実際の用途として，Ortho-detector

の学習に使用した海岸と同じ海岸でゴミの検出を行う場

合を想定して実験を行い，その結果を述べる．次に，検出

を適切に評価する際に行なったパラメータの調整や，また

Ortho-detectorの学習に使用した海岸とは異なる海岸で予

測を行う場合を想定した実験とその結果に付いて述べた

後，全体の考察を行う．

6.1 実験設定

本実験では，Ortho-detectorの学習に使用した海岸と同

じ海岸で予測を行う場合を想定して，実験を行う．使用す

る画像は，オルソ画像データセットからアノテーション数が

一番多いMakiyaを用いる．同じ海岸での検出を想定する

ため，Makiyaの画像を学習用とテスト用に 9:1でランダム

に分け，学習用データセットだけを用いて Ortho-detector

を学習し，学習に使用していないテストデータセットで予

測を行い APを用いて評価する．検出対象は，オルソ画像

データセット内のどの海岸でもアノテーションされてい

て，その他の海岸でも確認できると予想される，ペットボ

トル・流木・縄の 3つとする．検出対象の 3つの物体のい

ずれかのアノテーションがある画像のみを使用して，学習

用データセットとテスト用データセットを作成した．３つ

のクラスのうち，いずれかのアノテーションがある画像

は，Ortho-detectorを用いて分割した 600× 600ピクセル

のパッチが 70枚であったため，63枚を学習に，7枚をテ

ストに使用した．しかし，データセット内の全ての画像に

図 4 ３つのクラスで学習したモデルの検出結果：緑で囲まれている

ものがペットボトルで，赤で囲まれているものが流木．

class plasticbottle tree rope

AP 0.46 0.13 0.10

表 4 Makiyaを 9:1で学習用とテスト用のデータセットに分割して

予測を行なった結果．

対して同じ数のアノテーションがされているわけではない

ため，画像の分け方によって学習精度が変化することが懸

念される．そのため，データセットをランダムに分割して

学習・テストをするといった行程を 5回繰り返し，それぞ

れで得られた APの平均をとってテストの結果とした．

また，検出クラスの数が検出精度に影響を与えるか比較

するため，アノテーション数が一番多いペットボトルだけ

でも同様の実験を行なった．ペットボトルのみの場合，ア

ノテーションのある画像は全部で 53枚であったため，47

枚を学習に，6枚をテストに使用した．

6.2 結果

まず，３つのクラスを検出した場合の平均のAPは，ペッ

トボトルで 0.46，流木で 0.13，縄で 0.10となった（表 4）．

図 4は，定性的な結果として３つのクラスで検出を行なっ

た画像を可視化したものの一部分である．表 1に示した通

り，クラス毎のアノテーション数はペットボトルで 168 ，

流木で 64，縄で 13と大きな差があるため，アノテーショ

ン数の少ない流木や縄はうまく学習できなかった．

また，ペットボトルのみを対象に学習と予測を行なった

場合の平均の APも 0.46となり，検出するクラス数が減っ

たことによる影響はなかった．

6.3 評価指標のパラメータ設定

次に，海岸の漂着ゴミ検出タスクを分析するために，検

出対象をペットボトルのみに絞って，追加実験を行った．
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第５章や本章で述べている通り，物体検出の評価指標と

しては，Precision，Recallとそこから計算される APを使

用している，これらの評価指標は，学習したモデルから予

測される矩形がどのくらいアノテーションデータと合って

いるかを計算したものである．モデルが予測した矩形は膨

大な数になるため，評価に使用する矩形を限定するような

制約が必要になる．そこで，NMSのオーバーラップの割

合，画像一枚あたりの矩形の最大許容数といったパラメー

タの調整を行なった．モデルが学習できていることを確認

するため，Makiya の全ての画像を使用して学習を行い，

同じ画像で予測を行なった．評価を行う際の NMSのオー

バーラップの割合は 0.9とし，同じ物体に対して何個も矩

形が出現しないよう制約するため大きな値にした．

また，画像ごとの矩形の数そのものを制約する必要があ

るが，Makiyaでは全ての画像に同じ数のアノテーション

があるというわけではないため，アノテーションのない画

像では誤検出が多く発生しうる．例えば Makiyaの場合，

アノテーションが１個もない画像から最大で 13個付いて

いる画像もある．画像１枚あたりの矩形の最大許容数を小

さく設定してしまうと，検出漏れが生じてしまう．一方で，

大きな値に設定すると，アノテーションが少ない画像に対

する誤検出の件数が多くなるため，最適なパラメータの設

定が重要になる．今回Makiyaでは，画像１枚あたりの最

大許容数をアノテーション数の最大値である 13に設定し

たところ，Precisionは 0.82，Recallは 0.97，APは 0.83と

なった．

6.4 学習に使用していない海岸で予測

追加実験として，学習に使用した画像と違う海岸の画像

で予測を行う場合を想定した実験を行なった．これまで

は，Makiyaで学習したOrtho-detectorを使用してMakiya

でテストをしていたが，実際には離島に頻繁に行くことは

困難であることから，撮影に行きやすい本島の海岸で撮

影した画像で学習をして，離島の海岸でテストをすると

いったことが考えられうる．そのため，Makiyaで学習し

た Ortho-detectorを Kudekenと Komesuで予測をするこ

とで他の海岸への予測結果とする．学習に使用したモデル

は，第５章のMakiyaを使用して検出を行なったものをそ

のまま使用して，ペットボトルのみを対象にして検出を行

なった．テストに使用した画像は Kudekenと Komesuの

うち，ペットボトルのアノテーションがある部分だけに限

定したところ，KudekenとKomesuそれぞれで，600×600

の画像は 23枚と 15枚，ペットボトルのアノテーションは

26個と 23個になった．KudekenではAPが 0.50だったの

に対して，Komesuでは 0.19と低い結果になった（表 5）．

Kudekenと Komesuでいずれも Recallはあまり変わらな

く，Precisionに差があったことから Komesuの予測結果

が悪かった原因として，誤検出が多かったことがわかる．

coast Kudeken Komesu

Annotations 26 23

Images 23 15

Precision 0.68 0.26

Recall 0.57 0.54

AP 0.50 0.19

表 5 Makiya で学習したモデルで異なった海岸の漂着ゴミを予測

した結果：Annotations はデータセットに含まれるアノテー

ションの数を，Imagesは 600× 600ピクセルの画像数を表し

ている．

6.5 全体の考察

Kapliらが衛星画像に対して物体検出を行なった結果の

APは 0.77であった [13]．Makiyaでの検出ではAPは 0.46

であったが，これは物体検出のタスクとしては低すぎる訳

ではない．しかし，Kapliらの結果と比較すると，データ

セットが違うものの，Ortho-detectorにはまだまだ改良の

余地はあると考える．

検出精度を上げていくためには，十分なデータセットが

必要になる．Arthurらも同様に，空中画像から物体検出を

行なっているが，使用したデータセットには 1000件を超

えるアノテーションが含まれている [4]．そのため，今後は

物体ごとに最低でも 1000件ほどのデータが必要になるだ

ろう．

また，クラスそのものに関しても，データが増えること

で検出に使用するものが変わってくる可能性がある．今回

はペットボトル，流木，縄のみを検出に使用したが，デー

タセットが増えることで，実際には他の物体が多く発見さ

れるようであれば，検出対象は変える必要がある．それに

加えて，より多くの海岸を撮影し，データセットを作成し

ていく段階で，漂着ゴミのうち，多く存在している種類が

明白になることから，学習や検出に使用するクラスの定義

そのものも変わる可能性がある．

追加実験で異なる海岸でテストした際に，検出結果にば

らつきがあった原因としては海岸の砂の質の違いや天候

が考えられる．Makiya が黒っぽい砂であるのに対して，

Kudekeは白浜，Komesuでは少し黄みがかった白浜であっ

た（図 5）．また，Makiyaや Kudekenのペットボトルで

は，光の反射があまり見られなかったのに対して，Komesu

のペットボトルの端には，太陽光の反射が見られる．天候

が異なることで，物体の写り方も異なってくるため，光の

具合を調整するなどの工夫が今後必要になる．データセッ

トの確保や天候を考慮して光の具合を調整することで，異

なる海岸に対しての汎化性能も上げていくことも今後の課

題としたい．

また，追加実験で行なった評価指標に関するパラメータ

の設定は手動で行なったが，現時点で最適であるかどうか

は断言できない．パラメータの調節は手動でやるには限界

があるので，パラメータの値を自動で調整するといったこ
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図 5 オルソ画像データセット内の画像．左から，Makiya，Kudeken，Komesu．それぞれの

画像でペットボトルのある部分を 200× 200 ピクセルで切り取った．

とも検討する余地があるだろう．

7. まとめ

本研究では，海岸のオルソ画像から物体検出技術を利用

して，ゴミを種類ごとに検出することで種類と量を定量的

に把握する手法として Ortho-detector を提案した．また

沖縄の海岸のオルソ画像を使用し，実際の用途を想定して

検出タスクの分析を行なった．結果としては，モデルの学

習に使用した海岸と同じ海岸での予測では，APが 0.46と

なった．異なる海岸で予測を行なった場合には検出がうま

くできなかったものもあり，データセットの確保はもちろ

んのこと，海岸の砂の色や天候などをいかに考慮するかが

今度の課題である．
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