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Encoder-Decoderモデルを用いた
対訳コーパスからのマルチリンガル単語分散表現の獲得

和田 崇史1,a) 岩田 具治2,3,b) 松本 裕治1,3,c)

概要：本研究は, 対訳コーパスを用いてマルチリンガル単語分散表現を学習する新たな手法を提案する.

多言語で翻訳および入力文の生成を行う Encoder-Decoder モデルを学習することで, 全言語共通の空間

で表されたマルチリンガル単語分散表現を獲得する. 実験では対訳辞書生成のタスク (Billingual Lexicon

Induction)で単語分散表現の精度を評価し, 提案手法が既存手法を上回っていることを示した.

1. はじめに

異なる言語の単語と単語の対応関係を明らかにする手段

として, マルチリンガル単語分散表現 (Multilingual Word

Embedding) の研究が近年盛んに行われている. マルチリ

ンガル単語分散表現は複数言語の単語を同じベクトル空間

で表す研究で, 機械翻訳やクロスリンガル情報抽出等の複

数言語を扱うタスクに応用されている [1], [2], [3]. また, 高

資源言語から低資源言語への転移学習 (Transfer Learning)

の手法としても有効的である [4].

マルチリンガル単語分散表現はこれまでに様々な手法が

提案されているが, 大きく分けると２種類のアプローチに

分類される. 一つは word2vec [5]などで各言語のコーパス

から独立に学習された単語分散表現を共通の空間に写像す

る「マッピング」の手法, もう一つは対訳コーパス等を用

いて単語分散表現を同じ空間で同時に学習する「同時学習」

の手法である. マッピングは資源豊富な単言語コーパスを

活用できるというメリットがあるが, 「異なる言語の分散

表現が線形に写像可能」という条件を仮定するため, アラ

インする言語の文法が大きく異なる場合や資源が少ない状

況では学習が困難だと知られている [6], [7]. 一方, 同時学

習はそのような条件を必要としないため, 対訳コーパスが

存在する場合においては有望なアプローチである. 本研究
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は後者に属する手法を提案する.

対訳コーパスを用いる同時学習の主な既存手法は, 文の

アラインメント情報を考慮しながら Skip Gram [5]を用い

て単語分散表現を学習する. Skip Gramはターゲット単語

の分散表現から文脈 (Context) を予測する手法で, 既存手

法は言語非依存な文脈を対訳コーパスから抽出しマルチリ

ンガルな表現を学習する. 例えば, 先行研究 [8]では対訳

コーパスでアラインされた文のセットに共通の文 IDを割

り当て, その IDを単語の「文脈」として予測する. また,

対訳コーパスから単語とフレーズのアラインメントを抽出

し, それらをお互いに予測する手法 [9], [10]や, アラインさ

れた単語の周辺単語を文脈として学習する手法 [11]がある.

しかし, これらの手法では語順を（一部）無視して学習す

るため,文の系列情報を十分に考慮できていないという問題

がある. そこで, 本研究は文の系列情報を十分に活用するた

め, 翻訳と入力文の生成を多言語で行う Encoder-Decoder

モデルを学習し, マルチリンガルな単語分散表現を同時

に学習する. 評価には対訳辞書生成（Billingual Lexicon

Induction）の実験を行い, 提案手法が既存手法の精度を大

幅に上回ることを示した. また, 対訳データを用いない教

師なしの設定においても, 提案手法が効果的であることを

示した.

2. 提案手法

2.1 マルチリンガル単語分散表現

本研究はマルチリンガル単語分散表現の獲得を行う. L

言語のコーパスが与えられた時, 言語 ℓ(1 ≦ ℓ ≦ L)の単語

wℓ ∈ V ℓ を全言語で共通の分散表現空間に埋め込み, 同じ

意味を持つ単語間の距離が言語 ℓに依らず近くなる表現を

学習する. 本研究では, 異なる言語間で文のアラインメン
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トが取れた対訳文コーパスを用いて学習を行う.

2.2 モデル概要

本提案手法は LSTMを用いた標準的なEncoder-Decoder

モデルを用いており,多くのパラメータを複数の言語でシェ

アしている. 具体的なパラメータは以下の通り.

• 言語 ℓ毎に異なるパラメータ

– 単語分散表現: Eℓ ∈ RD×|V ℓ|

– Decoderの LSTM: gℓ

• 全言語で共通のパラメータ
– Endoderの両方向 LSTM:

−→
f ,
←−
f

– 隠れ層次元 H を単語分散表現の次元 D に写像する

行列: W ∈ RH×D

N 単語から成るソース言語 sの文 ⟨ws
1..., w

s
N ⟩からM 単

語のターゲット言語 tの文 ⟨wt
1..., w

t
M ⟩を生成する場合を

考える. Encoderは両方向 LSTMによって語順を考慮した

文表現を獲得する.

−→u i =
−→
f (−→u i−1, E

sΨ(ws
i−1), (1)

←−u i =
←−
f (←−u i+1, E

sΨ(ws
i+1)), (2)

ui = [−→u i,
←−u i] (3)

ここで, Ψ(w)は単語 wの one-hot ベクトル, [x, y]は xと

y の連結を表す. Encoderの情報を用いて, Decoderは文

頭から文末の順向き生成と, その逆方向の生成を行う. 両

方向の生成は共通の LSTM gt で学習され, {初期入力 wt
0,

文末記号 wt
M+1}のペアを {<BOS>, <EOS>}（順向き生

成）または {<EOS>, <BOS>}（逆向き生成）と入れ変え
て学習する. なお, 初期入力を変えることで NMTの生成

の方向をコントロール出来る事はこれまでにも報告されて

いる [12]. 両方向の生成は以下のように各方向で独立に学

習される.

p(wt
1..., w

t
M+1) =

M+1∏
i=1

p(wt
i |
−→
h i, u). (4)

p(wt
0, ..., w

t
M ) =

M∏
i=0

p(wt
M−i|

←−
hM−i, u). (5)

−→
h i = gt(

−→
h i−1, E

tΨ(wt
i−1))), (6)

←−
h i = gt(

←−
h i+1, E

tΨ(wt
i+1))). (7)

通常, Decoderの初期値
−→
h 0 または

←−
hM+1には Encoder

の最終隠れ層を結合したベクトル [−→u N ,←−u 0]を用いること

が多いが, 本提案手法では言語モデルと同様に, 常に同じ

初期値から生成させた. その結果, 単語分散表現の質は落

とさずに計算時間とメモリー使用量を削減することができ

た*1. 生成単語の確率分布は以下のように求める.

*1文生成の perplexity は少し上昇した

p(wt
i |hi, u) = softmax(Et⊤h′

i) (8)

h′
i = W (ci + hi), (9)

ci =

N∑
j=1

αt
i,juj , (10)

αt
i,j =

exp(hiuj)∑N
k=1 exp(hiuk)

. (11)

式 (8)において, 出力写像の重みを単語分散表現と共有した

(Weight Tying [13]). その結果, 言語 ℓに対して Encoder

の入力層と Decoderの入出力層の３箇所で同じ単語表現

Eℓ が用いられる (Three-Way Weight Tying [14]). これに

より, 本研究の目的としている単語分散表現の学習が効率

的に進むと期待される. また, 簡略化のため式 (9)では h′
i

を Encoderの文脈ベクトル ciとDecoderの隠れ層 hiの和

を線形に写像した*2.

加えて, 各言語の単語表現が独立の空間で学習される

ことを防ぐために, 提案手法では単語分散表現に対して

Dropout [16]を適応した. 具体的には, 式 (1,2,6,7,8)で用

いる重み行列 Es と Et に対してそれぞれ Dropout を 0.5

の確率で適用した. これにより, 各言語の単語分散表現空

間が分離することを直接抑えることができる*3.

2.3 学習方法

本モデルは, 翻訳と入力文の生成を同時に学習する. １

言語の入力文から複数の言語の対訳文と入力文自身を生成

する学習により, マルチリンガルな文および単語の単語表

現が獲得できる. L言語間でアラインされた対訳コーパス

が与えられた時, 以下の誤差を最小化するようにモデルを

学習する.

E =

L∑
s=1

L∑
t=1

Cst∑
j=1

2∑
d=1

Mj∑
i=1

∆(ytj,i, p(y
t
j,i|hd

j,i, uj)). (12)

ここで, Cst は対訳文数, Mj はターゲット文 yj の単語数,

dは生成方向 (h1, h2 =
−→
h ,
←−
h )を表す. なお, 損失関数 ∆

には交差エントロピーを用いた. 上式が表すように, 本提

案手法は学習言語数 Lに対して O(L2)の計算時間がかか

りコストが高いという欠点がある. そこで, 言語 sのミニ

バッチサイズ B の文を Encoderで読み込んだ後, Decoder

で LB 文を生成し, 一度に損失を計算してパラメータを更

新した. これにより, 文を入力する回数とパラメータ更新

回数を各生成方向で 1
L 倍に減らすことができ, 計算量削減

となる.

*2通常は非線形関数を用いて h′
i = Wout(tanh([ci, hi])) 等で求め

ることが多い [15]
*3スタンダードな機械翻訳モデルでは, Dropoutは隠れ層 hi 及び

h′
i に適用することが多い
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3. 実験

3.1 データと実験設定

本研究では聖書対訳コーパス (Parallel Bible Corpus;

PBC)[17]でベースラインおよび提案手法の学習を行った.

PBCは全言語で文のアラインメントが取れている多言語

パラレルコーパスである. 本研究は学習に各言語で 22,456

文を用い , モデル選択を行う開発データとして 1,000文を

用いた. 前処理として, tokenizeした後に全ての文字を小

文字化した. tokenizeは UDPipe [18]の ver. 2.4で行なっ

た. 実験は以下の 3つの言語セットで行なった.

• 実験 1：スペイン語 (es), 英語 (en)

• 実験 2：スペイン語 (es), フランス語 (fr), イタリア

語 (it),英語 (en)

• 実験 3：日本語 (ja),英語 (en)

実験 1,2は基本語順が主語-動詞-目的語（SVO）で共通し

ているため, 比較的アラインメントが取りやすい言語セッ

トだと考えられる. 一方, 実験 3は基本語順が SOVと SVO

で異なるため, アラインメントの難易度が高い言語セット

だと言える. これら 3 つのセットでマルチリンガル単語

分散表現をそれぞれ学習し, その精度を以下の実験で評価

した.

3.2 評価方法

本研究では対訳辞書生成 (Billingual Lexicon Induction;

BLI)の実験を行なった. Q対から成るソース言語 sとター

ゲット言語 tの対訳辞書 (ws
i -w

t
i , i = 1, 2..., Q)が与えられ

た時, ソース言語の各単語 ws
i に最も類似度が高い単語を

ターゲット言語の全語彙 V tから抽出し, アラインされた単

語が実際に対訳ペアであるかどうかの正解率 (p@1)で評価

する. 類似度の計算は先行研究 [19], [20]に倣って,単語分散

表現の Cross-domain Similarity Local Scaling (CSLS)[19]

を用いた. CSLSはコサイン類似度をベースにした手法で,

ハブ問題 (hubness problem)を緩和することができるため

候補数が多いアラインメントで有効的な手法である. なお,

評価データには先行研究 [19]が公開した最大で 10万のペ

アからなる対訳辞書を用い, そこから学習データの語彙に

含まれる 1000単語を各言語*4で抽出して評価に用いた.

3.3 ベースライン

ベースラインには, 各言語で事前学習された単語分散表

現を共通の空間に写像する「マッピング」の手法と, 対訳

コーパスを用いて単語分散表現を同時に学習する「同時学

習」の手法を学習し, 提案手法と比較した. 単語分散表現

の次元数は全ての手法で 500に統一し, 使用頻度が２回以

*4日本語は 803 単語のみしか存在しなかったので, それらを全て

用いた

上の単語を語彙に含めた. これは, 同じく PBCで実験を行

なった先行研究 [8]と同じ実験設定である.

3.3.1 マッピング

マッピングのベースラインには教師なし手法の VecMap

[20]を用いた*5. VecMapは２言語間で写像の学習と擬似

対訳辞書の生成を繰り返す自己学習をベースとしたバイリ

ンガルな手法で, 最も精度の高い教師なし手法の一つであ

る [24]. さらに, 対訳辞書を用いる教師ありの手法とも比

較した. データは, [19]の対英辞書から評価に用いた単語

を取り除いて残った全ての単語ペアを用いた*6. 手法は,

Procrustes Problem [21]を解く基本的な手法 (5.1参照)と,

それをさらに発展させた RCSLS [22]を用いた. いずれの

場合も, マッピングする各言語の単語分散表現学習は PBC

対訳コーパスに対して FastText [25]を用いて事前学習し

た. なお, 全ての実験において英語以外の言語の単語分散

表現を英語の空間に写像した.

3.3.2 同時学習

提案手法と同じアプローチである教師あり同時学習の

ベースラインとして, 文 IDで Skip Gramを行う手法 [8]

（以下 S-ID）とXLM [23]と比較した. S-IDは, 対訳コーパ

スの各文に言語非依存の IDを割り当て各単語から文の ID

を予測する手法で, 同時学習で最も精度が高い手法の一つ

である [8], [10]. 後者の XLMは複数言語で共通の BERT

[26]を学習してマルチリンガルな表現を獲得する手法であ

る. XLMは本来, Wikipediaのような大規模のデータを用

いて学習するモデルで, また Byte Pair Encoding (BPE)

[27]でサブワード化することを前提としているため, マルチ

リンガルな単語分散表現を得る目的では通常用いられない.

しかし, 本研究と同じく語順を考慮した手法であるため, 比

較のため BPEを適用せずに XLMを学習して, 提案手法と

比較した. 学習方法は, 全ての言語の組み合わせでMasked

Language Model (MLM)と Translation Language Model

(TML)を聖書コーパスのみで学習した（e.g., 実験 2の場

合, 4言語の MLMと 6言語ペアの TMLを同時に学習し

た）. なお, XLMのパラメータは提案手法と同程度の数に

設定した *7.

また, 教師なしの手法である MNLM [6]とも比較した.

アラインメント情報を失わせるために PBCコーパスを各

言語で独立にシャッフルし, それぞれ単言語コーパスとし

て扱った. 最大で 50エポック学習し, 損失が飽和（損失の

改善が前エポックと比べて 0.5%以下）した時に学習を止

めた. また, MNLMに本提案手法を適用した場合の精度も

*5全言語を同じ空間に写像するため, 単語分散表現の re-weighting,

whitening, 及び normalisation のプロセスは省いた
*6単語語数: スペイン語 3218, フランス語 2639, イタリア語 2567.

日本語は十分なデータが存在しなかったため, 行わなかった.
*7隠れ層次元 500, MLP次元 2000の２層の Transformer, multi

head 数は 4
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学習方法 教師なし 教師あり

マッピング 同時学習 マッピング 同時学習

言語ペア

手法
VecMap [20] MNLM [6] OURS (LM) Procrustes [21] RCSLS [22] XLM [23] S-ID [8] OURS

ja-en (bi) 0.9 0.0 4.1 – – 0.0 39.1 47.2

es-en (bi) 0.2 20.8 16.9 13.6 14.8 5.8 53.7 65.3

es-en 0.2 23.1 25.9 13.6 14.8 7.2 54.7 65.3

fr-en 0.3 20.0 21.7 13.2 14.6 12.1 47.4 58.3

it-en 0.0 17.1 21.3 7.5 8.5 6.7 49.4 59.7

es-fr 0.0 28.7 36.7 15.8 16.5 10.7 63.2 70.9

es-it 0.0 29.9 36.8 18.5 16.8 19.5 60.7 68.7

fr-it 0.0 31.7 38.7 17.1 16.7 8.7 63.3 69.9

表 1: 対訳辞書生成タスクにおける, 実験 1, 2, 3 での各手法の正解率 (p@1 %). (bi) は２言語 (bilingual) の対訳コーパスでモデルを学習した

ことを意味し, es-en (bi) と ja-en (bi) はそれぞれ実験 1, 3 を示す.

比較した (OURS (LM)). これは, 提案手法から注意機構

と Encoderを省き, MNLMと同様に全言語で共通の言語

モデルを学習した. この時, Decoderの LSTMと <BOS>

および <EOS>の分散表現はMNLMに倣い全言語で共有

する.

提案手法のハイパーパラメータは付録の表 A·1でまと
めた.

3.4 モデル選択

教師ありの手法では, モデル選択に開発データ 1000文を

用いた. RCSLSはエポック回数を 1 - 20回, S-IDは 10K

回 (K=1,2,...30)で独立に学習し, 文のアラインメント精度

(i.e., 開発データのソース言語の各文に最も類似度 (CSLS)

が高い文をターゲットの開発データ全文から抽出し, 対

訳文かどうかの正解率を測った. 文の表現は単語の分散

表現の和で表した. )が最も高かったモデルを評価に用い

た. なお, XLMは 50エポック学習して開発データのMLM

perplexityが最小となったモデル, 提案手法は 20エポック

学習して生成の perplexityが最小となったモデルを用いた.

3.5 結果

表 1に実験 1, 2, 3の結果を示す. 提案手法 (OURS)が

全ての言語ペアにおいて, 既存手法を大きく上回った. ま

た, 提案手法で言語モデルを学習した場合 (OURS (LM))

も, 実験 2, 3の全言語ペアで先行研究のMNLMを上回っ

た. ベースライン同士を比較すると, マッピングの手法

(VecMap, Procrustes, RCSLS)は同時学習と比べると全体

的に精度が低い結果となった. これは, 単語分散表現を学

習する文数が少ないため, マップすることが困難であった

ためと考えれる. この結果は先行研究 [6]の結果と矛盾し

ない. また, XLMの精度も総じて低くなり, 特に実験 3の

日本語-英語ペアで精度がとりわけ低くなっている. 考え

られる１つの原因として, これらの言語間では同じスペル

の単語が非常に少ないため, 全言語で共通の語彙 (Shared

Vocabulary) を学習することが困難だということがある.

従って, 文字や語順が異なる言語間で, かつ小規模のデータ

（各言語 22,456文)からマルチリンガルな単語表現を XLM

で学習するのは困難だと示された.

スペイン語-英語の精度を比べると , S-IDやXLMでは 2

言語で学習した時 (es-en (bi))の方が 4言語で学習した時

(es-en)よりも精度が低くなっている. 一方, 提案手法では

どちらの場合も高い精度となっている. 従って, 対訳コー

パスの言語数やデータが少ない場合でも本手法は有効的で

あると明らかとなった. また, 実験 1, 2の方が実験 3より

も全ての手法で精度が全体的に高くなった. これは, ヨー

ロッパ言語の語順や語彙の近さが要因だと推測される.

4. 分析

4.1 Ablation Studies

提案手法で用いた各手法がどれほど有効であったかを確

かめるために, 実験 2, 3で手法の 1 個抜き実験 (Ablation

Studies) を行なって精度を比較した (実験 2は全言語ペア

の平均値を比較した). 表 2がその結果である. 実験 3で

は, 特に入力文の生成 (自己符号化) がマルチリンガルな表

現獲得において極めて重要な役割を果たしていることがわ

かる. これは, 実験 3では日英または英日の１対１翻訳の

みしか学習しないため, 両言語を同じ表現から同時に生成

する制約が必要だからと推測される. 一方, 実験 2では１

言語の入力から多言語を生成するため, ある程度同じ空間

に埋め込まれることが保証され, 自己符号化をしなくても

マルチリンガルの表現を獲得できる結果となった. また,

Weight Tyingが両実験において非常に有効的であること

がわかった. 一般的に, Weight Tyingが翻訳生成の精度を

大幅に改善することはないため [14], この結果は興味深い.

Weight Tyingが本提案手法の精度を大きく向上させたの

は, 入力と出力の単語分散表現の関係が注意機構等を通し

て効率的に学習出来たからだと考えられる. また, 単語分

散表現の Dropoutや逆向き生成もそれぞれ効果的である
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言語ペア

実験
実験 2 実験 3

提案手法 65.5 47.2

w/o 逆向き生成 63.9 46.2

w/o Dropout 63.0 45.2

w/o Weight Tying 55.6 38.4

w/o 自己符号化 64.1 0.4

表 2: 実験 2, 3 における Ablation Studies. 実験 2 の値は全言語ペ

アの精度の平均である.

ことも明らかとなった.

5. 関連研究

5.1 マルチリンガル単語分散表現

マルチリンガル単語分散表現の既存手法には, 大きく分

けて２つのアプローチが存在する. 一つは, word2vec[5]や

FastText[25]等の手法で事前学習された各言語の分散表現

空間を共通空間に写像する方法, もう一つは対訳コーパス

等を用いてマルチリンガルな分散表現を同時学習する手法

である. 本稿では前者を「A. マッピング」, 後者を「B. 同

時学習」と呼ぶ. なお, 本研究は後者の「同時学習」の手法

に属する. 以下, それぞれの関連研究を簡潔に説明する.

A. マッピング

マッピングの手法の多くは, 対訳辞書を用いて空間を

マップする行列 W 学習する [28], [29]. 対訳辞書に存在す

るソース言語の単語分散表現 Xi と対応するターゲット言

語の単語分散表現 Yi が近くなるように線形写像W を学習

する.

W ∗ = arg min
W

∑
i

||XiW − Yi||2 (13)

このW に直交行列の制約を課すことでマッピングの精度

が更に向上すると知られている [29]. そのような制約下で

は Procrustes Solution [21] と呼ばる解が存在し, Y XT を

特異値分解 (SVD)することで以下のように解が得られる.

W ∗ = arg min
W

∑
i

||XiW − Yi||2 = UV T

s.t. UΣV T = SVD(Y XT)

(14)

ここで, Σ は対角行列である.

近年では, 対訳データを一切用いずに写像W を学習する

教師なしの手法も数多く提案されている [19], [20], [30]. ２

言語の分散表現の分布間の距離を最小化する手法 [31], [32]

や, 敵対的学習を用いて元言語が識別できなくなるように

マッピングする手法 [19], [30]が存在する. また, 擬似対訳

辞書の生成と線形写像の学習を繰り返す自己学習を用いた

手法 [20]も存在する.

マッピング手法に共通する問題は, 対応づける２言語の

単語分散空間で直交写像が存在する, 言い換えると２言語

の分散表現空間のグラフがおよそ同型でということを仮定

する点である. 一般にその仮定は成り立たず, 特に言語距

離が遠い場合や低資源の状況下では学習が困難であると知

られている [6], [7].

B. 同時学習

同時学習の手法は, 主に単語や文, 文書のアラインメント

情報を用いて分散表現を学習する. [8]は対訳コーパスでア

ラインされた文のセットに IDを割り当て, 文中の単語から

IDを Skip Gramで予測する手法である. これにより, 同じ

IDを持つ文（i.e., 対訳文）の単語分散表現が近くなりマル

チリンガルな単語分散表現を獲得できる. Bivec [11]は更

に対訳文間の単語アラインメントの情報を用いる手法で,

各単語の周辺単語と対訳文でアラインされた単語の周辺単

語を同時に予測する学習を Skip Gramで行う. また, 対訳

コーパスから対応する単語またはフレーズを抽出し, アラ

インされた単語やフレーズの分散表現が近くなるように学

習する手法もいくつか存在する [9], [10]. 対訳コーパスの

代わりに対訳辞書を用いる手法もいくつか存在し, 例えば

単言語コーパスの一部の単語を他言語の単語に辞書で置換

し, word2vecなどで同時学習を行う手法も存在する [33].

またマッピングと同様に, 対訳データを用いずに学習

する教師なしの手法が近年提案されている [6], [23], [34].

XLM [23] は大規模データで学習する BERT [26] のよう

な Masked 言語モデル (MLM) を多言語で共有して学習

することにより, マルチリンガルな文およびサブワード表

現を獲得する. XLMは対訳データを用いた教師ありの手

法にも応用可能であり, その場合は Translation 言語モデ

ル (TML)をMLMと同時に学習する. また, 先行研究 [6]

では, LSTMの言語モデルを語順の近い言語間でシェアす

ることで, 低資源下においてもマルチリンガルな単語分散

表現を獲得できることを示した. また, 教師なし翻訳モデ

ル [35]で生成した擬似対訳コーパスに対して, 先述の文 ID

に基づく手法 [8]や Bivec [11]を学習することで, 教師なし

マッピングの精度を上回ることも知られている [34].

5.2 多言語機械翻訳モデル

提案手法は多言語機械翻訳モデルを学習することで単語

分散表現を獲得する. 多言語機械翻訳とは, 一つのモデルで

複数言語の翻訳文を生成する手法である. 各言語で独立に

学習する場合と比べて少ないパラメータで学習することが

でき, また学習データが存在しない言語間で翻訳を行う事

も可能となる (zero-shot 翻訳) [36]. また, 本研究のように

多言語機械翻訳モデルを他のマルチリンガルタスクに応用

する研究も存在する. 例えば, 先行研究 [37]では, 多言語機

械翻訳モデルの Encoderを用いてマルチリンガルな文表現

を獲得することを試みた. 対訳文コーパスの文集合から対

訳文のペアをアラインするタスクで評価を行い, Encoder

の文表現が全言語共通の空間に埋め込まれていることを示

した. しかし, この研究ではモデルをサブワードを用いて
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学習しており, 単語分散表現に着目したモデル設計や評価

は行われていない.

6. まとめ

本研究は, Encoder-Decoderモデルと対訳コーパスを用

いてマルチリンガル単語分散表現を学習する新たな手法

を提案した. 本研究が用いた Encoder-Decoderモデルは,

Decoderの LSTMと単語分散表現のパラメータを言語毎

に学習し, それ以外の全てのパラメータを全言語で共有し

た. 評価には対訳辞書生成 (Billingual Lexicon Induction)

の実験を 3種類の言語セットで行い, 全ての条件で提案手

法が既存手法を大幅に上回ることを示した. 今後は, 提案

手法を中規模から大規模の対訳コーパス (100万文超)で学

習した時の精度や, 単言語コーパスを利用した半教師あり

学習の有効性, さらにはマイナー言語への転移学習の可能

性について調べていきたい. また, 本研究による単語アラ

インメントの精度を IBM models [38]のような伝統的な手

法と比較することも検討している.
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付 録

A.1 ハイパーパラメータ

ハイパーパラメータ 教師あり 教師なし

Encoder LSTM 層数 1 0

Decoder LSTM 層数 2

LSTM 隠れ層 次元数 500

単語分散表現 (E) 次元数 500

最適化手法 Adam SGD

エポック数 20 50

ミニバッチサイズ 64

学習率 0.001 1.0

Gradient Clipping [39] 5.0

Word Dropout Rate 0.5

表 A·1: 提案手法のハイパーパラメータ一覧
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