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人物3Dモデルの対話的な意味的領域分割

金森 由博1,a)

概要：映像制作や広告用途で，実在の人物を対象とした 3D スキャンの需要が高まっている．撮影で得ら

れる人物 3D モデルは，髪，肌，衣服などの区別がなくつながっており，後工程での利用のためには手作

業での切り分けが必要となる．この自動化には，教師あり学習による意味的領域分割が有効だと考えられ

るが，現状では十分な数の教師データは手に入らない．そこで本研究では，対話的かつ効率的に意味的領

域分割を行えるアノテーションツールを提案する．ユーザがブラシを使って意味ラベルを 3D メッシュ上

で粗く指定すると，マルコフ確率場の定式化に基づいて，システムが未割り当て部分に意味ラベルを自動

的に伝搬させる．提案ツールは指定領域の塗り潰し機能やマスク機能なども備えている．本稿では，現在

開発中のアノテーションツールを使った利用事例について紹介する．

Interactive Semantic Segmentation for Human 3D Models

1. はじめに

世界的に映像制作の現場で，役者を 3DCGモデル化した

デジタルダブルが長年用いられてきた．最近では国内でも

映像制作や広告用途でも需要が高まっており，実在の人物

を対象とした 3Dスキャンが盛んに行われている．3Dス

キャンで得られる人物 3Dモデルは，ノイズや欠損を含む

ため，手作業での修正が必須である．さらに，髪，肌，衣

服などの領域の区別がなくつながっており，実際の映像制

作の際には手作業での切り分けや，領域ごとに別途手作業

でのモデリングが必要になる．髪，肌，衣服などの領域に

自動で分割できれば，これらの手作業の効率化につながる

ほか，領域ごとのテクスチャやメッシュの加工に有用だと

考えられる．この自動化には，人物を対象とした意味的領

域分割が有効だと考えられる．人物を対象とした意味的領

域分割は，従来は 2D画像を対象として研究が行われてき

たが，最近では人物 3Dモデルを対象とした研究もある．

しかし，人物 3Dモデルを対象とした既存手法はいずれも

教師あり学習を前提としており，正解の意味ラベルを付与

した教師データを用意するのは手間がかかる．

本研究では，人物 3Dモデルを対象に，対話的かつ効率

的に意味的領域分割を行えるアノテーションツールを提案
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する．ユーザがブラシを使って意味ラベルを 3D メッシュ

上で粗く指定すると，マルコフ確率場の定式化に基づいて，

システムが未割り当て部分に意味ラベルを自動的に伝搬さ

せる．自動伝播のアルゴリズムとしては現在のところ，次

の 3つを実装している．

( 1 ) テクスチャの色についてのガウス混合モデル (GMM)

に基づいたグラフカット

( 2 ) 高解像度メッシュ向けに三角形をクラスタリングした

のち上記と同様にグラフカットを適用

( 3 ) 色・法線・座標を特徴量とした三角形クラスタ単位の

多層パーセプトロン (MLP)による多クラス分類

提案ツールは，指定領域の塗り潰し機能や，すでに意味ラ

ベルを指定済みの領域を保護するマスク機能なども備え

ている．本稿では，現在開発中のアノテーションツールを

使った利用事例について紹介する．実験の結果，提案ツー

ルを用いると 1 体あたり平均 46分程度でアノテーション

できることがわかった．

2. 関連研究

人物の意味的領域分割 [1], [2]は，元々は人物画像を対象

とした意味的領域分割の一種として研究が始まった．その

後，一般の 3D物体に対する意味的領域分割の研究 [3], [4]

が行われるようになると，人物 3Dモデルを対象とした意

味的領域分割も行われるようになった．

人物 3Dモデルを対象とした従来手法 [5], [6]では，人物

1ⓒ 2019 Information Processing Society of Japan

Vol.2019-CG-176 No.21
Vol.2019-DCC-23 No.21

Vol.2019-CVIM-219 No.21
2019/11/8



情報処理学会研究報告
IPSJ SIG Technical Report

3Dモデルを投影して得られる 2D画像を，既存の 2D画像

用のニューラルネットワークに入力して 2Dの意味ラベル

マップを得，それを 3Dメッシュ上に逆投影することで，

人物 3Dモデルの意味的領域分割を実現する．従来手法の

ほとんどは，ニューラルネットワークへの入力として色情

報しか用いていなかったが，我々の研究 [6]で，色情報の

みならず法線や座標といった形状情報も入力することで精

度が上がることを確認した．しかしいずれの手法も教師あ

り学習を前提としているため，教師データを作るためのア

ノテーション作業が煩雑である．また，2D画像向けの学

習済みネットワークを用いて自動でラベリングを行うにし

ても，出力される意味ラベルマップの精度が低い上に低解

像度であるため，3Dメッシュ上に逆投影しても誤りばか

りになり，むしろ手作業で修正する手間が増えてしまう．

これは特に高解像度メッシュの場合に顕著である．

提案ツールは，マルコフ確率場の定式化に基づいた半自

動アノテーション機能により，手作業でのアノテーション

より格段に効率的に，かつ，視点を変えながら作業するこ

とで教師あり学習による自動ラベリングより格段に正確に

アノテーションを行える．

3D物体を対象とした対話的な領域分割の他の手法とし

ては，文献 [7]のように 3Dシーンを対象としたものが挙げ

られる．この手法が対象としているタスクは，意味的領域

分割のように予め種類の決まった意味ラベルを割り当てる

というものではなく，物体の種類は不定であるとして，物

体ごとに領域を分割するというものである．この手法にお

いても，マルコフ確率場の定式化による半自動領域分割が

実現されている．一方，この手法における対話的操作であ

る，1つの領域を 2つに分割する Split操作や，逆に 2つの

隣接する領域を 1つに併合するMerge操作などは，意味的

領域分割の場合，分割・併合される領域の意味ラベルを考

慮しなければならないため，そのままでは適用できない．

3. 提案ツールの概要

図 1に提案ツールの外観を，図 2に提案ツールを用いた

基本的なワークフローを示す．提案ツールの入力となる形

状データは，テクスチャ付きの，分割されておらずひとつな

がりになっている三角形メッシュである．ユーザは意味ラ

ベル選択ウィンドウ (図 1右)で意味ラベルを選択し，メッ

シュ表示ウィンドウ (図 1左)上でブラシツール (図 1左

の円)を用いて各三角形に意味ラベルを割り当てる．各三

角形に割り当てられる意味ラベルは 1つのみである．ユー

ザはマウスドラッグで視点を変更しながら，意味ラベルを

必要な箇所に粗く塗る．粗く意味ラベルを指定したのち，

ユーザが自動ラベリング機能を実行すると，意味ラベルが

未割り当ての三角形に対して意味ラベルが自動的に割り当

てられる．この自動ラベリング機能によってメッシュ全体

を手作業で塗る手間が省ける一方，意味ラベルの割り当て

図 1 提案ツールの外観．メッシュ表示ウィンドウ (左) で人物 3D

モデルを読み込み，ユーザはマウスドラッグで視点を変えなが

ら，ブラシストロークで意味ラベルを指定する．意味ラベル選

択ウィンドウ (右) で意味ラベルを選択できる．

に誤りも含まれるため，ユーザが手作業で適宜修正する．

この手作業の修正時に使える他の機能として，誤って意味

ラベルを割り当てた部分を消す消しゴム機能，操作をキャ

ンセルして直前の状態に戻す UNDO機能，孤立した領域

を指定した意味ラベルに一括で変更する塗り潰し機能，す

でに意味ラベルが割り当てられた領域を保護するマスク機

能などを利用できる．これらの機能および自動ラベリング

機能を用いて，ユーザは正確な意味ラベルの割り当てが完

了するまで作業を繰り返す．

以下，提案ツールの主な機能である自動ラベリング機能

について説明する．

4. 自動ラベリング機能

自動ラベリング機能は，ユーザが指定した意味ラベルを

教師データとし，マルコフ確率場の定式化に基づいた半教

師あり多クラス分類として実現している．1 節で述べた通

り，提案ツールでは 3種類のアルゴリズムを実装している．

以下，各アルゴリズムについて説明する．

4.1 色情報に基づくグラフカット

最初に説明するのは，各三角形が持つテクスチャの色に

着目したアルゴリズムである．実行時の時点でユーザが

指定済みの意味ラベルの集合 Lから意味ラベルを 1つず

つ取り出し，各三角形に対し「注目する意味ラベルであ

れば前景 (fore)，そうでなければ背景 (back)」と見なして

{fore, back}の二値分類を反復する．各反復において，以
下に示すエネルギー関数をグラフカットで最小化し，fore
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図 2 提案ツールを用いた基本的なワークフロー．ユーザはブラシストロークを用いて手作業

で意味ラベルを指定した後，孤立した領域の意味ラベルを変更する塗り潰し機能，領域

を保護するマスク機能，未割り当ての三角形に意味ラベルを自動伝搬する自動ラベリン

グ機能，あるいはその他の機能を適用し，必要に応じて再び手作業で調整を行う．この

手順を，意味的領域分割が完了するまで繰り返す．

と判定された各三角形に対し，貪欲的に注目する意味ラベ

ルを割り当てる．

E =
∑
i

ψi(li) + λ
∑
i,j

[li ̸= lj ]ϕij(li, lj) (1)

ここで ψi は三角形 iのデータ項，ϕij は互いに隣接する三

角形 i, jについての平滑化項，λは重み，li, lj ∈ {0, 1} は三
角形 i, j が「前景 (fore)か否か (つまり注目する意味ラベ

ルか否か)」を表す二値ラベルである．また [·]は指示関数
で，引数が真のとき 1，そうでなければ 0となる．データ

項を定義するため，ユーザ指定のブラシストロークに含ま

れる各三角形内で，ランダムにK 個 (実験ではK = 5)の

点でテクスチャの色をサンプリングし，それらの色を用い

てガウス混合モデル (GMM)を初期化した*1．三角形 i内

の k番目のサンプル点での色から計算した尤度を pikとし，

その平均値を pi =
1
K

∑
k pik とする．これを用いて，三角

形 iのデータ項は ψi = − log pi とした*2．平滑化項 ϕij は

文献 [3]と同様に ϕij = − log
θij
π ||gi − gj || とした (ここで

θij は隣接する三角形 i, j の二面角を表し，gi, gj はそれ

ぞれの三角形の重心を表す)．また実験では λ = 1とした．

上記の各反復において，孤立した面積の小さな意味ラベ

ル領域が発生する．実際の意味的領域は一定以上の面積を

持つため，面積に基づいてこれらの小さな意味的領域を削

除する．具体的には，閾値より小さな面積を持つ領域を，

隣接するより大きな意味的領域にマージする．実験では閾

値として，三角形の平均面積の 50倍を設定した．

4.2 三角形クラスタリングを用いたグラフカット

前述のグラフカットを用いたアルゴリズムの計算時間は，

三角形の数が数万程度までは 10秒前後で済むが，およそ

*1 GMM は文献 [8] のように計算が進むにつれて更新される．
*2 通常のグラフカットの定式化と同様に，データ項は fore および

back の両方について計算する．

100万を超えると対話的な処理として許容できないほどに

なる．グラフカットはグラフのノード数に応じて計算時間

がかかるため，三角形をクラスタリングし，三角形クラス

タをグラフのノードとしてグラフカットを適用することで

高速化を図る．なお既存の対話的アノテーション手法 [7]

においても，三角形のクラスタリングを行った後にグラフ

カットを適用していた．しかしこの手法では，1) ユーザ

入力より先にクラスタリングが行われるため，ユーザは三

角形クラスタより細かく意味領域を指定することができな

い，2) 本来は意味領域の境界となるべき部分をまたいで三

角形クラスタが作られてしまうことがある，といった問題

がある．これらの問題に対して提案手法では，1) ユーザ

入力後にクラスタリングを行い，ブラシストロークが通過

した三角形とそれ以外の三角形は必ず別のクラスタに分け

る，2) ユーザのブラシストロークで指定された三角形から

特徴量を抽出し，その特徴量に基づいてクラスタリングを

行うことで，意味ラベル領域の境界となるべき部分にクラ

スタの境界ができるよう促す，といった改良を行う．

上記のうち 2) の特徴量の計算方法と，それを用いたク

ラスタリング方法について説明する．特徴量の計算には，

4.1 節のグラフカットのデータ項の計算で用いた GMMを

流用する．ユーザが指定した各意味ラベル l ∈ Lについて，

各三角形 iでラベル lに対する尤度の平均値 pli ∈ [0, 1]を計

算する．これらを |L|個の意味ラベルについて連結し，三角
形 iの特徴ベクトル fi =

(
p1i , p

2
i , · · · , pli, · · ·

)T
を得る．そ

して隣接する三角形 i, j に対し，クラスタリングのための

類似度 dij を計算する．4.1 節で平滑化項の計算に用いた

二面角 θij を使って重み wij =
(
1 +

θij
π

)2

を計算し，これ

を用いて類似度を dij = wij ||fi − fj ||2 と計算する．そして
類似度でソートし，類似度が小さいペア i, j から順にマー

ジしてクラスタリングする．このとき制限を設けなければ

巨大なクラスタが発生してしまうため，面積についての閾
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値を設定した．実験ではメッシュの全表面積の 0.1%を閾

値とした．以上のクラスタリングによって，例えば 120万

個の三角形が 1,000個前後のクラスタに分割される．

三角形クラスタをノードとしてグラフカットを適用する

場合に，データ項はクラスタ内でランダムに 1 つ選んだ三

角形の尤度を用いる．平滑化項には，隣接する 2つのクラ

スタの境界で隣接する，三角形ペアの二面角の平均と，2

つのクラスタの重心を用いて同様に計算する．

4.3 三角形クラスタに基づく多層パーセプトロン

前述の色情報に基づくグラフカットには特徴量選択に問

題がある．もし髪，肌，上着，ズボンなどの意味ラベル領

域がそれぞれ全く異なった色を持っていれば，色情報のみ

で正確に分割が可能である．しかし例えばスーツを着た人

物の場合，上着とズボンの色は通常同じなので，色情報だ

けでは領域分割ができない．かといって色情報以外に例え

ば法線や座標などの情報を追加する場合，複数の情報のう

ちどれをどのくらい重視するのか，という重み付けに煩雑

な試行錯誤が必要となる．

そこで本研究では，各三角形の色，法線，座標を入力と

して，各三角形の意味ラベルを多層パーセプトロン (MLP)

を用いて推定する手法を実装した．グラフカットの場合と

同様に，ユーザがブラシストロークを指定した三角形の特

徴量を教師データとし，MLPを訓練した後，意味ラベルが

未割り当ての三角形の意味ラベルを推定する．この方法で

は，過去に我々が画像中の画素の多クラス分類を行った [9]

のと同様，ユーザがブラシストロークを入力してから学習

を開始する．しかし三角形が多い場合，三角形単位では訓

練・推定に時間がかかってしまうため，三角形クラスタ単

位で学習・訓練を行う．具体的に入力に用いる特徴量は，

クラスタ内でランダムに選んだ 1つの三角形に含まれる，

1) K 個の色サンプルの RGB値，2) 法線ベクトル，3) ク

ラスタの中心座標，からなる 3× (K + 2) 次元のベクトル

である．

本研究で用いたMLPのネットワークアーキテクチャに

ついて説明する．本研究では，全結合層，Batch Normal-

ization [10]，Leaky ReLU [11]，Dropout (棄却率 0.5) を

基本ブロックとした．本研究で検討したのは，1) この基本

ブロックを複数個連結したもの，2) 基本ブロックの入力と

出力をつないでResidual Block [12]としてResidual Block

を複数個連結したもの，また 3) DenseNet [13]のように，

基本ブロックを複数個連結した後に各基本ブロックの入力

と出力を密につないだもの，の 3 つである．計算時間との

兼ね合いから，我々の実験では基本ブロックを 3つ用いた

DenseNet方式のアーキテクチャを用いた．

5. 実験結果

提案ツールを C++および OpenGLを用いて実装した．

MLPの実装には深層学習のライブラリとして LibTorchを

用い，学習には Adam [14]による最適化を行い，学習およ

び推定はGPUを用いて高速化した．実験には，CPUとし

て Intel Core i7-8750H 2.20 GHz，GPU として NVIDIA

RTX 2070 を搭載したノート PCを用いた．入力した人物

3Dモデルは商用Webサイトから購入したもので，各メッ

シュの三角形の数は少ないもので 5万個程度，多いもので

120万個超である．

4節で述べた 3 つの自動ラベリング手法の大まかな計算

時間について説明する．図 2の 5万三角形からなる人物

3Dメッシュモデルに 3 種類の意味ラベルを割り当てた状

態で，1) 色情報に基づくグラフカット，2) 三角形クラスタ

を用いたグラフカット，3) MLP を適用した場合の計算時

間は，それぞれ 6.9 秒，2.0 秒 (うちクラスタリングが 1.0

秒でクラスタ数は 1,013個)，10.6 秒 (うち学習が 8.8秒)

となった．

実際に 12 人のユーザに提案ツールを利用してもらい，

フィードバックを得た．ユーザの典型的な利用手順として

は以下の通りである．まず色の違いが明確な 2, 3 個の領域

(例: 肌，黒い上着と青いパンツなど) に対してブラシスト

ロークを描いた後，自動ラベリングを実行する．肌の部分

は比較的うまく分離されることが多いので，肌がうまく分

離されたらマスク機能で保護しておく．マスクされた領域

は，手動・自動のラベリングを問わず，影響を受けない．

色の違いが明確な領域が他にあれば，同様に自動ラベリン

グを適用する．ある程度まで自動処理を適用したら，残り

は，マウスドラッグで視点を近づけたり回転させたりしな

がら手作業でラベリングする．ユーザからは，特に領域の

境界部分には細かい作業が要求されるため時間がかかる，

とのコメントがあった．

実際にかかった作業時間は，テクスチャの色の複雑さや

ユーザの習熟度によって大きく変動した．例えば上下が同

じ色のスーツの場合，自動ラベリングは現状ではあまり機

能せず，手作業での指定が主となる．計 340体にアノテー

ション作業を行ってもらった結果，1体あたりの作業時間

は，平均値 46分，中央値 40分，最小値 8分，最大値 129

分となった．

6. まとめと今後の課題

本研究では，3Dスキャンされた人物 3Dモデルを対象

とした意味的領域分割を，対話的かつ効率的に行えるアノ

テーションツールを提案した．提案ツールは，指定領域の

塗り潰し機能や，すでに意味ラベルを指定済みの領域を保

護するマスク機能などを備えている他，ユーザがブラシス

トロークで粗く指定した意味ラベルを，自動的に伝播する

機能を備えている．この自動的なラベリングの実現方法と

して，現時点では 1) 色情報に基づくグラフカット，2) そ

の三角形クラスタリングによる高速化，3) 色だけでなく法
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線や座標を考慮した多層パーセプトロン (MLP) による処

理，の 3 通りを実装した．実験の結果，提案ツールを用い

ると 1 体あたり平均 46分程度でアノテーションができる

ことがわかった．

現時点での課題として，自動ラベリングの精度向上が挙

げられる．色情報のみに基づくグラフカットは，領域ごと

に色情報が明確に分かれている場合にのみ，高速かつ高精

度に分割ができる．一方MLP の場合，深層学習の能力の

高さから，潜在的には高精度の分割が期待されるが，現時

点では多数のブラシストロークを与えなければ適切な分割

ができない．この改良には，例えば人物 3Dモデルの大域

的情報を含むような，より情報量の多い特徴量を考慮する

ことが考えられる．また MLP の学習・推論の計算コスト

が高いため，事前学習を利用するなどして高速化すること

も課題として挙げられる．

その他の課題として，一般に三角形は意味ラベル領域の

境界で綺麗に分割されているわけではなく，例えば服や肌

の境界をまたぐように三角形が配置されていることもあ

る．これは例えば，意味的領域分割を済ませた人物 3Dモ

デルを投影して 2Dの画像データセットを構築するなどの

用途では目立たないので問題ないが，用途によっては問題

になる可能性もある．理想的にはテクスチャなどの境界に

沿ったリメッシングも必要になるとも考えられる．
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