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RNNによる遷移確率計算を用いた隠れマルコフモデル

平岡 達也1,a) 高瀬 翔1,b) 内海 慶2,c) 欅 惇志2,d) 岡崎 直観1,e)

概要：本研究では隠れ状態間の長距離依存を RNNで考慮し，遷移確率の計算を行う隠れマルコフモデル

を提案する．従来のニューラルネットワークを用いた隠れマルコフモデルでは，隠れ状態の遷移確率を直

前の時刻のみに依存して計算する．自然言語処理における品詞などの隠れ状態には長距離依存があると考

えられるが，既存の手法ではこれを考慮できているとは言い難い．そこで，RNNを用いて隠れ状態の系列

をエンコードすることにより，隠れ状態の遷移をより的確に捉えることができると考えられる．一方で，

可能な全ての隠れ状態の系列について RNNを計算することは現実的ではないため，効率的な計算のため

の工夫が必要である．本研究では遷移確率を用いて RNNの隠れベクトルに重み付けを行うことで，隠れ

状態の長距離依存を考慮した遷移確率計算が可能な隠れマルコフモデルを提案する．提案手法を教師なし

品詞タグ付けによって実験・評価し，その結果と考察を報告する．

1. はじめに

自然言語などの系列データを用いた問題を解く上で，品

詞やトピック遷移などの隠れた構造を的確に捉え活用する

ことが重要である．こうした隠れ状態はアノテーションに

より明示的にモデルへ与えられるだけではなく [1], [3], [9]，

モデル自身が生データから隠れ状態を推定する教師なし学

習としても研究されてきた [12], [13], [15]．

生データから隠れ状態を推定するために，これまで隠れマ

ルコフモデルが広く用いられてきた．近年では，ニューラル

ネットワークを用いた隠れマルコフモデル (NHMM)が提案

され，教師なし品詞タグ付けや要約文生成のテンプレート学

習などにおいて性能の向上が報告されている [5], [14], [17]．

NHMMでは遷移確率や出力確率をニューラルネットワー

クで計算するため，単語列などの観測系列の情報を効果的

に用いた学習が可能となる．例えば観測された単語列に含

まれる文字情報を利用することで，出力確率の計算性能が

向上すると考えられる．これまでの NHMMは単純マルコ

フ過程をベースとしており，遷移確率の計算にはそれまで

の観測値や直前の隠れ状態を用いている．

自然言語処理における品詞などの隠れ状態には，隠れ状

態同士の長距離依存があると考えられ，これを考慮する
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ことでより的確に隠れ状態の推定ができると期待される．

そこで本研究では，リカレントニューラルネットワーク

（RNN）に隠れ状態を入力することで隠れ状態間の長距離

依存を表現し，各時刻の遷移確率を計算する新たなモデル

を提案する．

実際の隠れマルコフモデルをベースとした計算におい

て，隠れ状態間の長距離依存を明に扱うためには，全ての

可能な系列を展開し，各系列ごとに RNNの計算を行う必

要がある．単純には可能な全ての系列に対応する RNNの

計算結果を保持する必要があるが，一文の長さや隠れ状態

の数を考えるとその組み合わせは膨大であり，現実的な手

法とは言えない．

現実的には，より確からしい隠れ状態の遷移の情報に重

きを置いた RNNの隠れベクトルの計算を行うことが望ま

しい．そこで提案手法では図 1のように，単純マルコフ過

程による隠れ状態の遷移確率を用いて RNNの隠れベクト

ルに重み付けを行う．これにより，RNNの隠れベクトル

に隠れ状態間の長距離依存関係が反映されると仮定する．

このように拡張した RNNの隠れベクトルを用いること

で，隠れ状態の系列を用いた遷移確率の計算を試みる．提

案手法ではこれに加え，各時刻までの観測系列の双方向文

脈を用いて遷移確率を計算する．

これまでの NHMMとは異なり，提案手法は前向き文脈

と後ろ向き文脈の双方を利用している点，隠れ状態の系列

を RNNを用いて直接的に考慮している点で新しく，各時

刻の遷移確率の計算が効果的に行われると期待される．提

案手法の有効性を NHMMの評価として広く用いられてい

る教師なし品詞タグ付けで検証し，その結果を報告する．
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図 2 提案手法によるスコア行列計算の概要．提案手法は双方向の LSTMによる観測値の分散

表現 vx の系列をエンコードした結果 (図右) と RNN で隠れ状態の分散表現 vz の系列

をエンコードした結果 (図左) を用いて，遷移スコア行列を計算する．

3.1 双方向文脈を利用した遷移確率計算

NHMMによる隠れ状態の推論を行うとき，全ての観測

系列の情報を利用することで隠れ状態の系列を効果的に計

算できると期待される．そこで提案手法では，Tranらによ

り導入された前向き文脈をエンコードする LSTMに加え，

後ろ向き文脈を考慮する LSTMを導入することで，より

多くの情報を用いて遷移確率の計算を行う．

提案手法では LSTMを用いたクエリベクトル qobs
t の計

算を以下のように拡張する．

qobs
t−1 =

−→
h≤t−1 ⊕

←−
h≥t+1 (11)

ここで
←−
h≥t+1 は後ろ向き LSTMによって時刻 T から

t + 1までの観測値をエンコードしたベクトルを表す．ま

た⊕はベクトル結合を表し，観測系列の前向き・後ろ向き
文脈をエンコードしたベクトルを結合することでクエリベ

クトル qobs
t−1 を計算する．さらにこれを用いて，(6)と同様

にスコア行列Mobs
t−1 = (mobs

t−1,1, ...,m
obs
t−1,j , ...,m

obs
t−1,|z|)を

計算する．この計算の概要を図 2の右に示した．

3.2 RNNによる隠れ状態の系列を考慮した遷移確率計算

ある時刻 tにおける遷移確率 p(zt|zt−1)を計算する際に，

隠れ状態の系列を観測値と同様にして RNNでエンコード

することで，隠れ状態同士の長距離依存を考慮した遷移確

率の計算が可能となる．例えば時刻 tに i番目の隠れ状態

に対応する繊維確率の計算のための分散表現 vzt=i が入力

された RNNの隠れベクトル gt は Elmanネットワークで

あれば以下のように計算される [4]．

gt = σ(WRNN(gt−1 ⊕ vzt=i) + bRNN) (12)

ここで σは活性化関数であり，本論文で述べる RNNで

は tanh関数を用いる．このように，ある一つの隠れ状態

の系列に対しては，素朴な RNNによる系列のエンコード

が可能である．しかし実際の隠れマルコフモデルの計算に

おいて，隠れ状態間の長距離依存を考慮するためには全て

の可能な隠れ状態の系列について RNNの計算を行わなけ

ればならない．

単純には，可能な全ての隠れ状態系列の組み合わせに対

して式 (12)によるエンコードを行えばよい．しかし自然

言語などの系列データの長さや，隠れ状態の数を考えると

この方法は現実的ではない．

そこで本研究では，遷移確率を用いて RNNの隠れベク

トルを重み付けすることで，ある時刻までの隠れ状態系列

の組み合わせを隠れベクトルに保存する手法を提案する．

ある時刻 t − 1から tへの各隠れ状態への遷移確率を計算

するとき，以下のように直前の時刻で計算された遷移確率

p(zt−1|zt−2)を用いて，時刻 t−2に隠れ状態 zt−2 = kが入

力された RNNの隠れベクトル gt−2,k に重み付けを行う．

ut−2,j =
∑
k

p(zt−1 = j|zt−2 = k)gt−2,k (13)

時刻 t− 2の隠れベクトルの重み付け和である ut−2,j は，

時刻 t− 1に入力される隠れ状態ごとに計算される．次に，

ut−2,j を時刻 t−1に隠れ状態 zt−1 = jが入力されたRNN

の計算に用いる．

gt−1,j = σ(WRNN(ut−2,j ⊕ vzt−1=j) + bRNN) (14)

これは式 (12) で示した RNN の計算を拡張したもので

あり，前時刻からの入力として遷移確率で重みづけられた

隠れ状態の和 ut−2,j を用いた機構である．図 1では，3つ

の隠れ状態をもつ NHMMによる計算を示しており，時刻

t− 1の隠れ状態が j = 0となる RNNの計算の概要を示し

ている．

最後に RNNの隠れ状態をクエリベクトルとして，時刻

3ⓒ 2019 Information Processing Society of Japan

Vol.2019-NL-242 No.2
2019/10/25



情報処理学会研究報告
IPSJ SIG Technical Report

t − 1の隠れ状態が j であるときの遷移確率を計算するた

めのスコアベクトルを以下のように計算する．

mlat
t−1,j = W latgt−1,j + blat (15)

計算されたスコアベクトルを束ねたスコア行列M lat
t−1 =

(mlat
t−1,1, ...,m

lat
t−1,j , ...,m

lat
t−1,|z|)を，観測値のエンコード

によって計算されたスコア行列Mobs
t−1と足し合わせて提案

手法のスコア行列Mt−1 を得る．

Mt−1 = Mobs
t−1 +M lat

t−1 (16)

このMt−1 に対して式 (4)と同様，列ごとに softmax計

算を行うことで，時刻 t − 1から tにおける遷移行列を求

める．このスコア行列の計算概要を図 2に示した．

3.3 学習

教師なし学習では，実際の隠れ状態の系列 zが不明であ

るため，Tranら [14]と同様Baum-Welchアルゴリズム [16]

をベースとした学習を行う．この学習では，以下のように

事後確率を用いて損失に重み付けを行うことで，勾配を期

待値に基づいて再分配する．

J(θ) =
∑
t

∑
zt

p(zt|x)
∂lnp(xt|zt, θ)

∂θ

+
∑
zt−1

p(zt, zt−1|x)
∂lnp(zt|zt−1, θ)

∂θ

(17)

式中の p(zt|x)は前向き後ろ向きメッセージを利用して
式 (10)から求められ，p(zt, zt−1|x)についても以下のよう
に求めることができる．

p(zt = i, zt−1 = j|x) ∝αt,ip(zt+1 = j|zt = i)

× βt+1,jp(xt+1|zt+1 = j)
(18)

以上の損失関数を用いて勾配を計算し，Adam[8]による

パラメーターの更新を行う．

4. 実験

4.1 データセット

提案手法の有効性を評価するために，隠れマルコフモデ

ルの検証に広く用いられている教師なし品詞タグ付けタ

スクを用いる．本論文では，教師なし品詞タグ付けタスク

において一般的に用いられる Penn Tree Bank[10]の英語

WSJコーパスによる学習を行う．性能の評価には，コーパ

スに付与された 45種類の品詞タグを用いる．また，品詞

タグの種類数を 12に削減したUniversal Treebank Version

2.0*1[11]を用いて，タグ数が少ない状況でのモデルの評価

*1 https://github.com/ryanmcd/uni-dep-tb

もあわせて行う．

先行研究 [14]と同様，全ての数字を 0に置き換える前処理

のみ行った．また，今回比較するベースライン [5], [13], [14]

と実験設定を揃えるため，45タグの実験設定ではWSJコー

パス全体での学習・評価を行い，12タグの実験設定では学

習用コーパスで学習，テストデータでの評価を行なった．

4.2 実験設定

全ての実験において，NHMMの隠れ状態数には正解と

なるタグ種類数と同じ 45 および 12 を用いる．観測値の

エンコードに用いる単語分散表現とタグ分散表現のサイズ

は 128，LSTMと提案手法による RNNの隠れベクトルの

サイズは 256とした．また，観測値のエンコードに用いる

LSTMの計算にはドロップアウトを 0.5で設定した．学習

には全ての長さの文を用い，バッチサイズは 32とした．

ニューラルネットワークを用いたベースライン手法とし

て，遷移確率行列をパラメーターとして持ち学習するモデ

ル (“NHMM”)，観測系列を LSTMでエンコードして遷移

確率行列を計算するモデル（“+ forward LSTM*”）を用

いる．またこれに加え，本論文で提案する観測系列の後ろ

側文脈をエンコードして遷移確率計算を行う手法 (3.1節)

を “+ forward&backward LSTM”として示した．なお “+

forward LSTM*”の設定は，直接の先行研究である Tran

らの手法 [14]から出力確率に関する Convolution層を除い

たモデルと同じである．本論文で提案する隠れ状態系列に

ついての RNN(3.2節)を用いた手法は “+ hidRNN”とし

て示す．隠れ状態系列の計算と出力確率の計算では，異な

るタグ分散表現を用いた．

ニューラルネットワークを用いた手法の学習性能は初期

値に強く依存するため，観測系列や隠れ状態系列のエン

コードを行う手法の学習では，最もシンプルなニューラル

モデルである “NHMM”による学習結果を初期値とした．

ここで初期化されるパラメーターは出力確率を計算する線

形層とタグ埋め込み表現である．提案手法では出力確率の

計算と遷移確率の計算について，それぞれ異なるタグ埋め

込み表現を用いているため，その両方を同じ値で初期化し，

それぞれ学習を行った．

評価には Many-to-One(M-1)指標と，One-to-One(1-1)

指標を用いた．M-1は品詞が複数の各隠れ状態に対応づけ

られることを許し，1-1ではこれを許さず品詞と隠れ状態

を貪欲に対応づける指標である．

4.3 結果

4.3.1 WSJ-12タグ

WSJコーパスの 12タグ設定における実験結果を表 4.3.1

に示した．12タグの実験で比較するベースラインモデルと

して，通常の HMMを Baum-Welchアルゴリズムにより

学習した手法 (HMM)および，Stratosらの手法のうち人
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モデル M-1(%) 1-1(%)

HMM[13] 59.8 -

ANCHOR[13] 66.1 -

NHMM 63.7 50.85

　+ forward LSTM* 68.59 54.54

　　+ hidRNN 68.82 54.69

　+ forward&backward LSTM 67.15 55.7

　　+ hidRNN(full proposed model) 70.22 58.48

表 1 Universal Treebank Version 2.0 の英語WSJ コーパスにお

けるタグ数 12 の教師なし品詞タグ付けの実験結果．HMM，

ANCHOR の値は Stratos ら [13] によって報告された値を引

用．*で示したモデルは直接の先行研究となるモデル [14]のう

ち，LSTM のみを用いたものと同じ設定．

手で作成された素性を用いないモデル (ANCHOR)をそれ

ぞれ文献 [13]から引用し掲載した．

結果より，提案手法による隠れ状態系列のエンコードを

行う (+ hidRNN)ことで，M-1，1-1指標の両方で性能の

向上が確認された．また，隠れ状態系列のエンコードに加

えて後ろ向き文脈を考慮することで，さらなる性能の向上

が得られた．前向き文脈のみを用いていた既存手法に後ろ

向き文脈を追加した場合にM-1指標では性能の低下が見ら

れるが，1-1指標では性能が向上しているため，モデルの

性能に大きな影響を与えていないと考えられる．

4.3.2 WSJ-45タグ

WSJコーパスの 45タグ設定における実験結果を表 4.3.2

に示した．45タグの実験で比較するベースラインモデル

としては，直接の先行研究である Tranらの手法 [14]およ

び，本データセットにおける現時点での最高性能であるHe

らの手法 [5]を引用した。表上段に示した “NHMM[14]**”

および “NHMM + LSTM*”と下段に示した “NHMM**”

および “NHMM + forward LSTM*”はそれぞれ同じモデ

ル構造であるが，パラメーター数や初期値などが先行研究

で報告された結果と異なるため個別に示した．

結果より，WSJ-12タグ設定における実験とは異なり，

45タグ設定での実験では後ろ向き文脈を考慮することで既

存手法，提案手法ともに性能の大幅な改善が見られた．タ

グ数が増え，より複雑な隠れ状態の遷移が起きる状況にお

いて，後ろ向き文脈の情報が遷移確率の計算に良い影響を

与えたと考えられる．

本研究では HMMの隠れ状態の系列を RNNでエンコー

ドすることで遷移確率の計算を改善する手法を提案してい

る．そのため，既存手法のうち遷移確率の計算を改善して

いる “NHMM + LSTM*”の性能が直接の比較対象である．

実験結果より，提案手法による後ろ向き文脈と隠れ状態の

系列のエンコードを盛り込むことで，M-1指標での性能の

向上が確認された．一方で 1-1指標では既存手法の数値に

及んでいない．既存手法と同じモデル構造である “NHMM

+ forward LSTM*”が既存手法の数値を再現できていない

ため，ハイパーパラメーターや学習の初期値による差異で

モデル M-1(%) 1-1(%)

HMM[14] 62.5 41.4

NHMM[14]** 59.8 45.7

　+ LSTM* 65.1 52.4

　+ Conv 74.1 48.3

　+ Conv&LSTM 79.1 60.7

He ら, 2018[5] 80.8 -

NHMM** 66.67 47.28

　+ forward LSTM* 68.05 44.73

　　+ hidRNN 68.49 45.04

　+ forward&backward LSTM 72.01 48.39

　　+ hidRNN(full proposed model) 73.4 49.9

表 2 Penn Tree Bankの英語WSJコーパスにおけるタグ数 45の

教師なし品詞タグ付けの実験結果．*および**はそれぞれ同じ

モデル設定であることを示す.

あると考えられる．

Tranらの手法における “+ Conv”と Heらの手法はどち

らも出力確率の計算を改善しており，本論文の提案手法は

その性能に及んでいない．しかしこれらの出力確率計算の

改善は提案手法にも盛り込むことができるため，これによ

りさらなる性能の向上が見込まれる．

5. 関連研究

自然言語処理において隠れマルコフモデルは広く研究さ

れ，その多くが教師なし品詞タグ付けタスクによって評価

されてきた [2], [7], [15]．近年の隠れマルコフモデルを用

いた教師なし品詞タグ付けとして，各隠れ状態に固有の単

語が一つ存在するという制約を用いた Stratosらによる研

究が挙げられる [13]．

Tranら [14]は隠れマルコフモデルの出力確率と遷移確

率の計算にニューラルネットワークを用いる手法を提案

し，Baum-Welchアルゴリズムをベースとした勾配の再分

配による学習方法を提案した．本研究はこの手法を基礎と

し，拡張したモデルを提案している．また，Heらによる研

究 [5]では，離散的な隠れマルコフモデルの出力確率に単

語分散表現を対応づけることで，大幅な性能の向上を報告

している．

6. まとめ

本論文では，あらゆる隠れ状態の系列を直接考慮して遷

移確率計算を行える NHMMについて提案した．提案手法

におけるNHMMでは，隠れ状態系列のエンコードにRNN

を用い，この RNNの内部状態を遷移確率で重み付けする

ことで，あらゆる隠れ状態の系列を考慮できるよう拡張を

行った．提案手法は英語WSJコーパスにおける教師なし

品詞タグ付けタスクによって評価し，既存手法のうち遷移

確率計算の改善を行なったモデルと比較して性能の向上

が確認された．一方で，既存手法のうち出力確率計算の改

善を行なった手法の性能には及んでおらず，さらなる手法
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の改善が必要である．本論文で報告したモデルでは遷移確

率の計算のみ拡張を行っており，既存研究で用いられた出

力確率計算の拡張機構を用いていない．これらを応用して

提案手法を拡張することで，性能のさらなる向上が見込ま

れる．

手法の改善に加え，提案手法の評価方法についてもさら

なる発展が必要である．今後は多言語での教師なし品詞タ

グ付けタスクにおける評価や，文生成タスクにおけるテン

プレートの自動学習などの応用タスクなどに提案手法を適

用することで，詳しく評価，分析を行なっていく．
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