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[チュートリアル講演]

音声波形直接生成モデル「ニューラルボコーダ」の比較

岡本 拓磨1,a) 戸田 智基2,1 志賀 芳則1 河井 恒1

概要：2016年までの統計的テキスト音声合成や声質変換では，ニューラルネットワークに基づく音響モデ
ルを用いたとしても，ソースフィルタモデルに基づくボコーダによる音質劣化が肉声感を阻む大きな壁と
なっていた．2016年 9月，WaveNetからはじまるニューラルボコーダの登場により，言語特徴量や音響
特徴量からニューラルネットにより音声波形を直接合成できるようになり，Tacotron 2においては，つい
に自然音声と区別のつかない品質の英語テキスト音声合成が実現された．現在，ニューラルボコーダは音
声合成における基盤技術となり，様々な方式が提案されている．本チュートリアルでは，WaveNetの登場
から最先端のリアルタイムニューラルボコーダまでを紹介し，合成精度，合成速度，モデルサイズ，学習
難易度，学習時間等の観点からの比較を行う．

[Tutorial] A comparison of neural vocoders
directly synthesizing raw speech waveforms

1. はじめに：直接波形生成ニューラルネット
ワークWaveNetの登場

統計的テキスト音声合成や統計的声質変換においては，

テキストや変換前の特徴量を入力とし，音響特徴量を推定

する音響モデルと，推定された音響特徴量を音声波形へと

変換するボコーダが用いられる．前者は，2013年からの

深層ニューラルネットの導入によりモデル性能の向上が

見られたが [1, 2]，ボコーダに関しては STRAIGHT [3]や

WORLD [4]といったソースフィルタに基づく方式が用い

られており，最小位相，フレーム内での周期性の仮定，特

徴量分析誤差等により，どうしてもこのボコーダが肉声

感を阻む大きな壁となっていた．2016年 8月の時点では，

著者の観点では声帯振動の位相も考慮した Glottalボコー

ダ [5]が一番品質の高い方式であったと考えるが，自然音

声とはまだ差があった．また，ニューラルネットを用いた

直接波形生成モデルの検討もあったが，ソースフィルタの

域は超えず，課題が残っていた [6, 7]．
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そのような中，2016年 9月のちょうど Interspeech 2016

と SSW9の会期中に登場したのが，直接波形生成モデル

WaveNet [8]であり，従来方式である波形接続方式やLSTM

型音響モデル+ソースフィルタボコーダによる深層ニュー

ラルネット型音声合成法を凌駕し，自然音声にかなり近

いテキスト音声合成を実現し，業界に革命を持たらした．

WaveNetは画像生成モデルPixelCNN [9]の音声版であり，

これまでの音声業界での常識から大きく外れた枠組みであ

り，この点も業界に大きな衝撃を与えた．

WaveNetの基本原理は，過去の自身の波形サンプルを

入力し，次のサンプルを予測する自己回帰モデルである．

WaveNetでは，Dilated causal convolutionを用いて，効率

よく長い時系列の音声波形を入力している．WaveNetでは

音響モデルは存在せず，言語特徴量から推定した音素継続

長と基本周波数とを，言語特徴量ベクトルと結合し補助情

報として入力し，条件付けを行う．*1 また，従来のニュー

ラルネットの誤差計算は最小二乗，すなわちガウス分布を

仮定することが多いが，WaveNetでは，8 bit µ-law量子

化 [12]を適用し，256個の離散値の分類問題としている点

も斬新である．これにより，任意の分布形状がモデル化で

*1 ただし，この条件付けのネットワーク構造はパラレル
WaveNet [10] やWaveRNN [11] も含めて公開されていない．
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きる．さらに，音声の非周期成分を適切に表現するために，

生成時は出力確率に基づいたサンプリングにより出力波形

値を得る．つまり，周期性が高い部分ではソフトマックス

関数の出力の確率分布は尖った形をしており (=サンプリ

ングしてもほぼ決まった値が選ばれる)，非周期性が高い部

分では分布はフラットとなる (= どの値が選ばれるかはラ

ンダムになる)．これらの原理は，ソースフィルタモデルで

問題となっていた課題を全て解決し，高品質な合成を実現

している．

WaveNetの登場以降，音声合成や声質変換は直接波形生

成モデルへと移行した．著者もこれまでに，以下で紹介す

るサブバンドWaveNet [13,14]，サブバンド FFTNet [15]，

単一正規分布型 FFTNetおよびWaveRNN [16,17]，Wave-

Glowボコーダを用いたリアルタイムニューラルテキスト

音声合成 [17, 18]等に関する研究に取り組んできた．以下

では，WaveNet登場からちょうど 3年が絶つ Interspeech

2019および SSW10までの波形生成モデルを紹介し，比較

を行う．なお，WaveNetに関する研究動向や以下でも紹介

するニューラルボコーダの性能比較は文献 [19, 20]でも行

われている．

2. ニューラルボコーダの紹介

WaveNetは言語特徴量系列から直接音声波形を生成す

るモデルであるのに対して，従来のソースフィルタボコー

ダをWaveNetの枠組みで実現するWaveNetボコーダが提

案された [21]．また，WaveNetが登場してすぐ後に出たの

が，SampleRNN [22]であり，WaveNetの畳み込みニュー

ラルネットを再帰的ニューラルネットで実現したモデルで

ある．SampleRNNはテキスト音声合成 Char2Wav [23]に

適用した際には，WORLDの音響特徴量で条件付けがされ

ている．これらのモデルが，音響特徴量を音声波形へと変

換するニューラルネットワーク，ニューラルボコーダであ

る．これ以降，生成時間の高速化，品質改善，複数話者化

等，様々な検討が行われている．

また，ニューラルボコーダの登場に伴い，テキストから

音声波形への直接変換を目指す End-to-end音声合成の研

究も盛んに行われている．特に，Tacotron 2では，双方向

再帰的ニューラルネット型 sequence-to-sequenceモデルに

より，英語テキスト系列からメルスペクトログラムを予測

し，自己回帰型WaveNetボコーダ *2 により，メルスペク

トログラムから音声波形を得ており，遂に自然音声と区別

のつかない品質のテキスト音声合成を実現している [24]．

従来のボコーダはソースフィルタに基づく方式であるた

め，基本周波数とメルケプストラムを音響特徴量としてい

るが，基本周波数の分析には誤差を伴う．これに対して，

メルスペクトログラムは短時間フーリエ変換とメルフィ

*2 パラレルWaveNet [10]と同様，混合ロジスティック分布による
16 bit 波形予測を用いている．

ルタバンクから一意に求まる特徴量であり，分析誤差はな

い．それ故，Tacotron 2の登場以降，ニューラルボコーダ

の音響特徴量にはメルスペクトログラムが用いられること

が多い．

2.1 位相付与に基づく方式

Tacotron 2の前身である Tacotron [25]や言語特徴量か

ら直接短時間フーリエ変換の振幅スペクトログラムを推定

する方式 [26]では，Griffin-Lim法 [27]により位相成分を

付与し，逆フーリエ変換により音声波形を得ていたが，音

質はニューラルボコーダには届かない課題がある．

2.2 フロー型高速生成モデル

パラレルWaveNet: WaveNetや SampleRNNは高品質

な合成を可能とするが，一番の問題は生成時間であった．

これらは共に自己回帰モデルであるため，1サンプルずつ巨

大なネットワークの順伝搬が必要となり，1秒の音声を合成

するのに GPUを用いても 200秒もかかってしまう大問題

である．しかし，WaveNetの登場からわずか 1年で登場し

たのが自己回帰型フローに基づくパラレルWaveNet [10]で

ある．自己回帰型WaveNetが過去の波形と言語特徴量を入

力するのに対して，パラレルWaveNetでは白色ノイズと言

語特徴量を入力とし，全ての音声サンプルを 1回の順伝搬

で一度に生成する．自己回帰型WaveNetはDilated causal

convolutionであるが，パラレルWaveNetはNoncausal な

多段のWaveNetによって構成される．学習は自己回帰型

フローに基づき，生徒であるパラレルWaveNetの出力を

教師である自己回帰型WaveNetに入力し，それぞれのモ

デルの出力のカルバック・ライブラー情報量を最小化する

ようにパラレルWaveNetを学習する．ただし，損失関数

がカルバック・ライブラー情報量のみであると「ささやき

声」しか合成できないため，音声波形の単時間フーリエ変

換で得られるパワー損失等も加え，自己回帰型WaveNet

と同等の音声品質を保ちつつ，GPU演算によるリアルタ

イム生成を実現している．また，従来のWaveNetが 8 bit

µ-law量子化を用いた分類問題であるのに対して，パラレ

ルWaveNetでは，自己回帰型教師モデルも含めて混合ロ

ジスティック分布による 16 bit波形予測を行う回帰問題と

なっており，波形の品質自体も向上している．*3 自己回帰

型WaveNetは 1サンプルごとにサンプリングを行うのに

対して，パラレルWaveNetでは最初に入力する白色ノイ

ズにより全ての音声サンプルのサンプリングが同時に行わ

れることになる．

単一正規分布型パラレルWaveNet(ClariNet): 上記

のモデルは混合ロジスティック分布に基づくが，自己回帰

型フローの際のカルバック・ライブラー情報量が解析的に

*3 混合ロジスティック分布でないとそもそも自己回帰型フロー (知
識蒸留) ができないこともある．

2ⓒ 2019 Information Processing Society of Japan

Vol.2019-SLP-129 No.3
2019/10/11



情報処理学会研究報告
IPSJ SIG Technical Report

計算できないため，サンプリングにより近似を行っている．

つまり，学習時には，生徒モデルへ入力する白色ノイズと，

カルバック・ライブラー情報量を計算するための近似と，2

回のサンプリングが行われている．この問題を解決するた

めに，単一正規分布に基づくパラレルWaveNet [28]が提

案された．このモデルでは，モデルの最終出力は平均と標

準偏差の 2次元ベクトルとなり，連続信号を出力できる．

単一正規分布に基づくモデルのカルバック・ライブラー情

報量は解析的に解けるため，学習時も合成時もサンプリン

グは最初の白色雑音入力の 1 回のみであり，混合ロジス

ティック分布を用いた方式よりも高品質は合成を実現して

いる．単一正規分布型モデルで考えると，周期性の高い部

分では出力の標準偏差は小さく (=サンプリングしてもほ

ぼ決まった値が出力される)，非周期性が高い部分では出力

の標準偏差は大きくなる (=ランダムな信号が出力される)．

このモデルを Deep Voice 3 [29]と連結した ClariNetは，

最初はそれぞれをメルスペクトログラムを介して学習する

ものの，その後連結して学習しているため，テキストから

音声波形への完全なる End-to-endテキスト音声合成であ

ると言える．また，敵対的生成ネットーワーク (Generative

adversarial network: GAN)学習 [30]を用いた生徒モデル

の精度向上も報告されている [31]．

生成フロー型ニューラルボコーダ: パラレルWaveNet

は自己回帰型フローに基づく方式であるため，自己回帰

型の教師モデルが必要であり，また，パワーの損失関数等

も導入する必要があるため，学習が複雑である．これに対

して，生成フロー型の高速生成モデルが提案されており，

WaveGlow [32]と FloWaveNet [33]がある．これらも，パ

ラレルWaveNetと同様，多段のWaveNetを重ねた変数変

換による方式であるが，知識蒸留学習はなく，パラレル生

成モデルを直接学習できる．これらは全てが逆演算が可能

なニューラルネットで構築されている．学習時は音声波形

と音響特徴量を入力し，白色雑音を出力するように学習さ

れ，生成時は学習時の逆演算により，白色雑音と音響特徴

量を入力し，音声波形を生成できる．最先端の音響モデル

とWaveGlowボコーダにより，高品質なリアルタイムテキ

スト音声合成が実現できる [17, 18,34]．

2.3 自己回帰型高速生成モデル

パラレルWaveNetやWaveGlowは全てのサンプルを一

度に出力できるが，モデルサイズが大きいため，GPUを用

いないとリアルタイムの生成はできない．これに対して，

WaveNetや SampleRNNのように自己回帰モデルであり

ながらも，並列生成する方式やモデルサイズを小さくする

ことによりリアルタイム生成を実現するモデルの検討も行

われている．

サブバンドWaveNet: WaveNetはサンプリング周波数

16 kHzや 24 kHzの信号を直接モデル化しているが，学習

の前にマルチレート信号処理を用いて音声信号を帯域ご

との 1/M のサンプリング周波数の信号に分解し，それぞ

れの信号を別々のWaveNetでモデル化し，生成時は合成

フィルタにより全帯域信号を復元する方式がサブバンド

WaveNetである [13]．並列生成が可能であるため，M 倍

の合成速度を実現できる他，サンプリング周波数 48 kHz

での合成も可能である [14]．課題としては，生成時のサン

プリングが帯域ごとに別々に行われるため，位相が揃わな

い問題がある．位相を揃えるために一番低い帯域の信号を

他の帯域にも入力する方式もサブバンド FFTNetを用いて

行われているが，音質には課題が残る [15]．

FFTNet: FFTNet [35]は，過去の入力サンプルを前後

半分ずつに分け，それぞれに 1 × 1 の畳み込みニューラ

ルネットがかかり，それを足し合わせ，正規化線形関数

(ReLU)→ 1 × 1の畳み込み→ ReLU後，またその出力を

前後半分ずつに分け，上記を最後の 1サンプルになるまで

繰り返し，最後の全結合層を経て，ソフトマックス関数に

より次の波形サンプルの出力確率を得る．WaveNetと比

較すると，モデルサイズは劇的に小さくなるため，CPU

を用いてもリアルタイムに生成が可能であるが，学習時の

0挿入やノイズを混入させた学習，スペクトル減算等を施

さないと音質はあまり良くないため，課題が残る．従来の

FFTNetは 8 bit µ-lawであるが，混合ロジスティック分

布モデルや単一正規分布モデルの適用による 16 bit推定や

連続値推定は可能である [16]．

WaveRNN: WaveNetや FFTNetは，自身の過去のサ

ンプルを畳み込みニューラルネットワークにより実現し

ているのに対して，WaveRNN [11] は，再帰的ニューラ

ルネットの 1つであるゲート付き回帰型ユニット (Gated

Rucurrend Unit: GRU)1層と後段の全結合層 2層で自己

回帰モデルを実現しているため，ネットワークは非常にコ

ンパクトである．また，16 bitのリニア PCMを圧縮なし

て推定するために，16 bitを大まかな (course)8 bit(256階

調)とその中をさらに 8 bitで表現し (fine)，それぞれを 2

つのソフトマックスで分類問題として推定している．そ

のため，1つのサンプルを推定するのに 2回の順伝搬とサ

ンプリングを必要とする．それでも，GPUを用いること

によりリアルタイム生成が可能である．さらに，スパース

WaveRNNでは，GRUの行列をスパース表現することによ

り，演算量を大幅に削減し，モバイルCPUでのリアルタイ

ム化も可能である．その上，音声波形系列をN サンプル間

引いた波形に分割し，それぞれを別々のWaveRNNで生成

する，サブスケールWaveRNNも実現している．この際，

生成時はランダムサンプリングされるため，それぞれの波

形の位相を考慮するために，最初に推定した少し未来まで

の系列を次の系列の推定にも入力する方式を取っている．

これにより，少しずつ時間をずらして全系列を並列に生成

することにより，ほぼ N 倍の速度での合成を実現してい
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る．信号処理的に考えれば，高域通過フィルタなしで間引

かれた信号は折り返し歪みが発生しているが，*4WaveRNN

では，他の系列の信号も入力することにより，再構成した

際に折り返し歪みが相殺されるように学習されていること

になる．また，WaveRNNにおいても，2回の順伝搬とサ

ンプリングを避けつつも 16 bitの信号を推定するために，

単一正規分布によるモデル化は可能であり，従来法よりも

ほぼ 2倍の合成速度を実現している [17]．さらに，複数話

者，複数言語の多人数，多言語コーパスで学習し，任意の話

者，言語の音声を合成するユニバーサルニューラルボコー

ダにもWaveRNNが用いられている [36]．

LPCNet: LPCNet は WaveRNN の応用系であり，

WaveNet と同様 8 bit µ-law を採用しているが，量子化

誤差を減らすために，音声波形を線形予測分析し，その予

測残差を推定している．また，WaveRNNと同様，スパー

ス化することによりモバイル CPUでのリアルタイム合成

が可能である [37]．LPCNetは圧縮コーディングのニュー

ラルデコーダとして提案されているが，テキスト音声合成

も可能である [38]．

2.4 その他の高速生成モデル

フロー型モデル以外の全てのサンプリングを同時に生成

する方式の検討も行われている．

MCNN: 単時間フーリエ変換の振幅スペクトル系列を

畳み込みニューラルネットを用いて徐々にアップサンプリ

ングしていき，音声波形を得る方式であり，高音質を実現

している [39]．音声合成等で用いられるメルスペクトログ

ラムからの変換の検討は行われていない．

Neural source-filter (NSF): 基本周波数とメルケプ

ストラムを入力とし，音声波形を出力するモデルである．

入力された基本周波数に基づく調波信号と白色ノイズを多

段の変数変換ネットワークにより音声波形へと変換する．

WaveNet ボコーダと同等の音質を実現しつつ，GPUを用

いたリアルタイム生成が可能なモデルである [40, 41]．

GELP: メルスペクトログラムを全極フィルタへと変換

する信号処理と敵対的生成ネットーワーク学習を用いた

ネットワークにより線形予測の残差成分を推定し，フィル

タリングにより全サンプルの音声波形を出力できる [42]．

分析合成は高精度であるが，テキスト音声合成時の精度が

課題である．

周期非周期分離に基づく方式: 音声信号を基本周波数

からなる周期成分と非周期成分とに分離し，周期成分の 1

チャネルと非周期成分の 24チャネルを出力するネットワー

クを敵対的生成ネットーワークにより学習し，生成時はこ

れらを再構成し，リアルタイムに音声波形を得る [43]．

*4 通常のマルチレート信号処理に基づくサブバンド WaveNet で
は折り返し歪みが生じないように分析フィルタを導入してい
る [13–15]．

2.5 品質改善の試み

ノイズシェーピング: 自己回帰型WaveNetボコーダで

は，8 bit µ-law エンコードによる量子化誤差および推定

誤差を生じる．特に後者は高帯域の歪みを生じさせ，これ

が音質劣化の原因となる．これらを聴覚的に聞こえなくす

るために，ノイズシェーピング法が提案されており，時不

変フィルタを用いる方式 [44]と時変フィルタ [45, 46]を用

いる方式とがある．LPCNet [37]や文献 [5]で用いられる

声帯振動をWaveNetで推定する GlotNet [47]も時変フィ

ルタを用いる方式に相当する．時不変フィルタを用いる方

式では，学習データの平均メルケプストラムを用いて学習

データの音声をフィルタリングし，白色化させた音声を用

いてWaveNetを学習する．すると，生成時には推定誤差

のレベルが高帯域でも信号より大きくならないため，逆

フィルタリングにより高品質な音声を合成できる．時不変

フィルタを用いる方式は，8 bit µ-law型 FFTNet，16 bit

型WaveRNNや単一正規分布型WaveNet，FFTNet，およ

びWaveRNNにも非常に有効である [15–17]．

WaveCycleGAN: 従来の統計的音声合成の音響モデル

で推定した音響特徴量を用いてソースフィルタボコーダで

生成した自然音声とは明らかに区別ができる音声を，敵対

的生成ネットーワークを用いて，自然音声と同等の品質の

音声に波形レベルで変換できるWaveCycleGAN [48]が提

案されている．この方式は，不完全な音響特徴量による品

質劣化とソースフィルタボコーダによる品質劣化を同時に

回復できるネットワークである．また，最近では低サンプ

リング周波数の音声を高サンプリング周波数への音声と変

換する超解像度化の報告もなされている．

QPNetボコーダ: ニューラルボコーダの問題の 1つに，

学習データの範囲外の基本周波数の音声は合成できない

問題がある．この問題を克服するために，Quasi-periodic

WaveNetボコーダ (QPNet) [49]が提案されている．この

方式は，入力される基本周波数の値に応じてReceptive field

の長さを動的に変えるように学習，生成を行う．これによ

り，学習データの範囲外の基本周波数の音声が合成できる

ようになるだけでなく，効率のよい自己回帰モデルとなる

ため，少ないモデルサイズで通常のWaveNetと同等の品

質を実現できる．また，周期非周期分離に基づく方式でも，

学習データの範囲外の基本周波数の音声の合成は可能であ

る [43]．

3. ニューラルボコーダの比較

上記のように様々なニューラルボコーダを紹介してきた

が，基本的には合成精度，合成速度，モデルサイズ，学習難

易度，学習時間等においてトレードオフの関係があると考

える．つまり，それぞれのモデルに一長一短があると考え

る．以下では，著者が実際にコーディングを行った経験の

あるWaveNet，FFTNet，WaveRNN，パラレルWaveNet，
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WaveGlow間での比較を簡単に紹介する．*5

自己回帰モデルで比較すると，WaveNetや FFTNetは，

畳み込みニューラルネットを用いているため，学習時は過

去のサンプルを全て参照できるため，全てのサンプル予

測の損失を一度に計算できる．一方，WaveRNNは再帰的

ニューラルネット構造故，学習時も 1 サンプルずつ入力

し，過去の履歴を形成する必要があるため，WaveNetや

FFTNetに比べ学習には時間を要する．逆に生成時は，モ

デルサイズが小さいため，WaveRNNの合成速度の方が速

い．モデルサイズで比較すると，WaveNet > FFTNet >

WaveRNNとなるが，モデルサイズが小さい場合，合成速

度は速いが，学習時には工夫が必要である．FFTNet や

LPCNetでは，推論時の自己回帰入力波形の誤差へのロバ

スト性を獲得するために，学習時の自己回帰入力波形にノ

イズを混入しており，これを行わない場合は合成時の音

声の品質は大幅に劣化する．著者の検討でも，FFTNetや

WaveRNNはノイズシェーピングを用いない場合は劣化し

た音声しか合成できない [15–17]．一方，WaveNetはモデ

ルサイズが大きいため，このような処理がなくとも高品質な

音声を合成できる．音質の観点では，やはりノイズシェー

ピングを用いたWaveNetが一番高いと言える [16, 17]．

パラレル生成モデルの場合，WaveGlowはパラメータ調

整なしでも高品質なモデルを実現できるが，学習には多数

のバッチサイズが必要なため複数の GPUが必要であり，

かつ，学習には非常に長い時間を要するという課題がある．

一方，単一正規分布型パラレルWaveNetはWaveGlowほ

どの学習時間はかからないが，自己回帰型教師WaveNet

の精度に依存することや，複数の損失関数間の重み調整が

必要なため，学習難易度は高い．

また，WaveGlowとWaveRNNで比較すると，WaveGlow

は GPUを用いる必要があるという課題があるが，Python

実装のままでもリアルタイム生成を実現できる．一方，

WaveRNNは Pytnoh実装のままでは GPUを用いてリア

ルタイム生成はできず，リアルタイム生成を実現するには

C++等でGPUカーネルを直接制御するコーディングが必

要となる [17]．さらに，スパースWaveRNNや LPCNetの

ようにモバイル CPUを用いたリアルタイム生成を実現す

るためにも C++等でのコーディングが必要となる．

4. おわりに

本稿では，Interspeech 2018および SSW10までのニュー

ラルボコーダを紹介し，著者が携わってきたモデルについ

ての簡単な比較を行った．現在も既に arXiv等では新しい

モデルもいくつか登場しており，今後もさらに新しいモデ

ルが登場するであろう．最後に，本稿がニューラルボコー

ダを用いた研究開発に関する一助となれば幸いである．

*5 学習時間や合成時間は学習コーパスのデータ量やバッチサイズ，
計算機環境等によって異なるため，具体的な値は示していない．

参考文献

[1] Ling, Z.-H., Kang, S.-Y., Zen, H., Senior, A., Schuster,
M., Qian, X.-J., Meng, H. and Deng, L.: Deep learning
for acoustic modeling in parametric speech generation:
A systematic review of existing techniques and future
trends, IEEE Signal Process. Mag., Vol. 32, No. 3, pp.
35–52 (2015).

[2] Wu, Z., Watts, O. and King, S.: Merlin: An open source
neural network speech synthesis system, Proc. SSW9,
pp. 218–223 (2016).

[3] Kawahara, H., Masuda-Katsuse, I. and de Cheveigné,
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