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概要：単語単位 End-to-End音声認識は簡潔な構造で非常に高速な認識ができ，高い性能を達成している．

現在，単語単位 End-to-End音声認識を実現する上において入力の音響特徴量として用いられるのは対数

メルフィルタバンク特徴量であるが，音声波形から対数メルフィルタバンクへの変換の際に，認識に有用

な情報を損失している可能性がある．本研究では，より単語単位 End-to-End音声認識に合致した特徴量

抽出のために，CNNを用い，音声波形を入力とし，特徴量抽出から単語単位認識までを 1つのネットワー

クで行う手法を提案する．単語基準の損失関数を特徴量抽出まで誤差逆伝播を行うことでより適合した特

徴量抽出を行うことを期待する．また，本モデルではモデル内の設定により窓幅やシフト幅を任意に変更

することが可能である．そのため，より多様な特徴量抽出を行うために，提案モデルを拡張し，複数の窓

の設定での特徴量抽出を用意するモデルも提案する．実験により，提案手法は従来の対数メルフィルタバ

ンクと同等の結果を示し，対数メルフィルタバンクとは異なる特徴量抽出を行なっていることを示した．

1. はじめに

End-to-End音声認識は音響特徴量を直接記号系列に変

換するシステムであり，非常に簡潔な構造で構築が容易

である．End-to-End音声認識の実現方法として，Connec-

tionist Temporal Classification (CTC) を用いた手法 [1]

や，RNNトランデューサ [2]や注意機構モデルを用いた

sequence-to-sequence (seq2seq)モデル [3]などが挙げられ

る．これらの手法は HMMなどの潜在状態遷移モデルを必

要とせずに音響特徴量を記号系列に変換することができる．

End-to-End音声認識の出力単位に関しては，音響特徴量

から単語系列を直接出力する単語単位音声認識モデル [4]

が外部デコーダなどを必要としないため，特に高速な認識

を実現できる．

現状，単位音声認識モデルを実現するために用いられる

入力は対数メルフィルタバンク特徴量であり，特徴量抽

出を行う機構では単語基準の損失を逆伝搬を行うことが

できないため，音声波形から特徴量抽出の際に認識に有

用な情報を損失している可能性がある．そのため，音声波

形を入力とし，CNNを用いて特徴量抽出を行い，音声認

識を実現する研究はいくつか行われている．Tjandraらは

CNNを用いて特徴量抽出を行うモデルを提案し，初期学

習として対数メルフィルタバンクとの二乗距離を取ること

で文字単位の音声認識を実現している [5]．Ravanelliらは
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SincNetと呼ばれるバンドパスフィルタをベースに CNN

のフィルタを学習するモデルを音声認識に用いている [6]．

また，Sainathらは時間ドメイン，周波数ドメインに CNN

のフィルタを分けて学習するモデルを提案している [7]．

Zeghidourらは音声波形を入力とし，CNNの学習を行うフ

ロントエンドを用いて音声波形から文字単位音声認識の学

習を一括で行うモデルを提案している [8]．これらのモデ

ルは音素や文字単位にとどまっている．

そこで本研究では，一つのモデルで音声波形から単語系

列まで出力するモデル化を行い，適切な特徴量抽出を単語

基準で学習するモデルを提案する．本モデルで学習を行う

ことで，単語基準の損失を特徴量抽出部まで伝搬すること

ができる．また，提案モデルでは任意の窓幅・シフト幅を

設定することができるため，提案モデルを拡張し，1つのモ

デルの中に複数の窓の設定をもモデルを設計することで，

より異なる特徴量抽出を行えることを期待する．

2. End-to-End音声認識

本研究で提案する音声波形を入力とする音声認識モデル

では一括で音声波形から単語系列を学習するが，特徴量抽

出を行う機構と音声認識を行う機構に分割する。本研究で

は，音声認識を行う機構は注意機構モデルを用いる．

2.1 注意機構モデル

注意機構を用いたモデルはエンコーダとデコーダの２つ

のネットワークから構成される．エンコーダでは LSTM

を用いて音響特徴量系列を分散表現にする．デコーダでは
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図 1 提案手法の特徴量抽出部の概念図．複数窓を持つ場合は赤枠

部分を複数用意し，統合を行うことで統合する．

エンコードされた系列表現と出力記号表現との関連性を考

慮して出力記号系列を生成する。本研究ではエンコーダに

複数層の双方向 LSTMを用い，デコーダには 1層の単方

向 LSTM，注意機構の計算は [9]をもとに行う．デコーダ

に LSTMを用いることで前の記号列をもとに次の記号列

を予測する．これは言語モデルの構造が注意機構モデルは

含まれているとみなすことができる．損失関数は予測記号

系列と正解記号系列とのクロスエントロピを用いる．学習

時には，デコーダの LSTMの入力に用いる前の記号系列

は正解データを用いるが，認識時には予測した記号系列を

用い，その系列をもとにビームサーチを行う．

2.2 単語単位 End-to-End音声認識

End-to-End音声認識は正解記号系列を選択することが

でき，もっとも高速に認識を実現できるモデルが，単語系

列を出力する単語単位モデルである．音声認識の最終的な

目標である単語がそのまま出力できるため，外部機構の処

理を一切用いずに非常に簡潔で高速な認識が可能となる．

また，損失関数としては正解単語系列とのクロスエントロ

ピとなるため，その誤差を伝搬することで，単語基準の学

習が可能になる．

3. 提案手法

3.1 CNNを用いた特徴量抽出

特徴量抽出部は Zeghidourらのモデル [8]をベースに対

数メルフィルタバンク特徴量の処理を模したモデルを用い

る．音声波形を入力とし，プリエンファシスフィルタで初

期化した CNNを構成し，その後に 25msのフィルタ幅・1

窓1

窓2
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フィルタ
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図 2 統合手法の概念図

サンプル分のストライドの複数枚のフィルタをもつ CNN

を適用する．この CNNの処理は時間軸上で用いられるが，

対数メルフィルタバンク特徴量におけるメルフィルタバン

クに対応する．その CNNから出力された波形に対して，

正の値になるようにした後に，ハニング窓の二乗を窓関数

として適用する。対数化の後，各フィルタの出力ごとに正

規化を行う instance normalization [10]を行うことで，特

徴量抽出を行う．最終的に出力される特徴量は対数メル

フィルタバンクとほぼ同じ次元をもつ特徴量となる．この

音響特徴量にフレームスタッキング [11]を適用し，オー

バーラップのない 3フレーム分の音響特徴量を単語単位音

声認識モデルの入力とする．図 1に使用する特徴量抽出部

の図を示す．ここで学習するのはプリエンファシスフィル

タで初期化した CNN，その後段の CNNである．

3.2 複数窓を持つ特徴量抽出

より多様な特徴量抽出のためには，1つの窓幅ではなく，

複数の窓幅・シフト幅から獲得された特徴量の方が良いと

考えられる．3.1節のハニング窓は窓幅・シフト幅を調整

することができるため，異なる窓幅・シフト幅をもつハニ

ング窓を用意することで複数窓をもつ特徴量抽出を実現す

る (図 1，赤枠)．最終的に統合することで注意機構の入力

として用いるが統合には以下の 2つの手法を考えることが

できる．

手法 1. フィルタ方向に統合する

手法 2. 時間軸方向に統合する

図 2に統合手法の概念図を示す．手法 1では，シフト幅が

異なる場合に，統合した特徴量がそれぞれ別の時間フレー

ムを参照してしまうため，シフト幅を複数設計することが

できない．手法 2は時間軸方向に対して統合するため，シ

フト幅が異なる特徴量でも設計可能である．

4. 評価実験

4.1 データセット

本研究では『日本語話し言葉コーパス』(CSJ)を用いる。

CSJはCSJ-APSとCSJ-SPSの 2つのサブコーパスで構成
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表 1 『日本語話し言葉コーパス』(CSJ)中の学会講演 (APS)テストセットにおける単語誤り

率 (%)．ベースラインシステムでは 40 次元の対数メルフィルタバンク特徴量を用いて

単語単位モデルを学習．

WER(%)

ベースラインシステム 12.10

単一窓 [窓幅 25ms, シフト幅 10ms] 11.86

単一窓 [窓幅 50ms, シフト幅 10ms] 11.81

単一窓 [窓幅 50ms, シフト幅 20ms] 12.66

複数窓 (フィルタ方向に結合) [窓幅 25ms，シフト幅 10ms + 窓幅 50ms，シフト幅 10ms] 11.66

複数窓 (時間軸方向に結合) [窓幅 25ms，シフト幅 10ms + 窓幅 50ms，シフト幅 10ms] 12.78

複数窓 (時間軸方向に結合) [窓幅 25ms，シフト幅 10ms + 窓幅 25ms，シフト幅 20ms] 12.10

複数窓 (フィルタ方向に結合) [窓幅 12.5ms，シフト幅 10ms + 窓幅 25ms，シフト幅 10ms +

窓幅 50ms，シフト幅 10ms + 窓幅 125ms，シフト幅 10ms]
11.87

されている。CSJ-APSは学会講演を収録したコーパスで，

訓練データは 247.9時間のデータで構成される。CSJ-SPS

は 3つのテーマでスピーチを行った模擬講演コーパスで，

訓練データは 281時間のデータで構成される．それぞれの

サブコーパスでテストセットが提供されており，本研究で

はテストセット 1 (CSJ-APS)とテストセット 3 (CSJ-SPS)

を使用する．語彙には 2回以上出現した単語と ⟨sos⟩, ⟨eos⟩,
⟨UNK⟩といった特殊なラベルを使用する．語彙サイズは
APSでは 19,146，SPSでは 24,286である．

4.2 システム構成

4.2.1 特徴量抽出部

提案するモデルの特徴量抽出部の入力として入力は

16kHzのサンプリングレートの音声波形を用いる．入力す

る前に，1発話に対して平均と分散を計算し，平均を 0，分

散を 1になるように計算する．CNNの出力フォルタ枚数

は単一窓であっても，複数窓であっても，合計が 40にな

るように設定する．例えば，フィルタ方向に統合する複数

窓を用いるモデルの場合，1つ目の設定の窓からは 20枚，

2つ目の設定の窓からは 20枚を出力するようにし，統合す

ることで合計の出力フィルタ枚数を 40枚にする．

4.2.2 単語単位音声認識モデル

特徴量抽出部の処理を終えたのちに，注意機構モデルを

ベースとし，単語単位音声認識を実現する．エンコーダは

5層の 320次元の隠れ層を持つ双方向 LSTMで構成する．

また，ドロップアウトを 0.2に設定し，各双方向 LSTMに

適用する．注意機構を用いたデコーダは，1層の 320次元

の隠れ層を持つ単方向 LSTM で構成し，その後出力単語

数分の単語数のノードを持つ softmaxの出力層となる．最

適化アルゴリズムはAdam [12]を用い，Gradient Clipping

の閾値を 5.0 とした．正則化のためにラベルスムージン

グ [13]を用いる．また，認識時のビーム幅は 4とした．こ

表 2 『日本語話し言葉コーパス』(CSJ)中の学会講演 (APS)テス

トセットと模擬講演 (SPS) における単語誤り率 (%)．ベース

ラインシステムでは 40次元の対数メルフィルタバンク特徴量

を用いて単語単位モデルを学習．[]内は [窓幅 (ms), シフト幅

(ms)] を示す．

APS SPS

ベースラインシステム 12.10 9.69 　

単一窓 [50, 10] 11.81 9.08

複数窓 (フィルタ方向に結合)

[25，10 + 50，10]
11.66 9.27

れらは PyTorchを用いて実装されている [14]．

4.3 結果

表 1に CSJ-APSに対しての音声認識結果を示す。提案

手法はほとんどがベースラインシステムである 40次元の

対数メルフィルタバンクで学習されたモデルと同等の結

果を達成した．単一窓に関しては，窓幅はほとんど性能に

影響しないが，シフト幅は 10msの方が良いという結果に

なった．2つの窓を用いた場合は出力フィルタ方向で複数

窓幅のフィルタから出力された特徴量を統合する手法が一

番良いという結果になった．手法 1に関して，フレームス

タッキングの係数をシフト幅ごとに変えることにより，統

合される特徴量の時間フレームを合致させる手法も試した

が，非常に悪い結果となった．時間軸に対して特徴量を統

合する手法 2に関してはシフト幅を変更した方が良いとい

う結果になったが，図 3の上図のようにシフト幅 20msの

特徴量が注意機構の計算で無視されてしまっているため，

抽出される特徴量が単一窓と変わらない．図 3の下図のよ

うに同一シフト幅で行なったものに関しては２つの窓幅か

ら出力された特徴量に対して，注意機構の計算時点で確率

が割り振られていることがわかる．しかし，時間軸方向に
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窓1: 窓幅 25ms シフト幅 10ms 窓2: 窓幅 50ms シフト幅 10ms

窓1: 窓幅 25ms シフト幅 10ms 窓2: 窓幅 25ms シフト幅 20ms

図 3 上図: 複数窓 (時間軸方向に結合) [窓幅 25ms，シフト幅 10ms

+ 窓幅 50ms，シフト幅 10ms] の注意機構の重み．下図: 複

数窓 (時間軸方向に結合) [窓幅 25ms，シフト幅 10ms + 窓幅

50ms，シフト幅 10ms] の注意機構の重み．

統合しているため，BiLSTMの計算の時系列が窓 1から窓

2に変わる際に時系列が戻ってしまうという問題点があり，

デコードがうまくいかないことがあった．また，本実験で

は窓の設定を 4つまで増やしたが効果は見られなかった．

表 2に CSJ-SPSの単語誤り率も含めた結果を示す．単一

窓でも，複数窓でも APSの結果同様，ベースラインシス

テムと同程度の性能を示した．

図 4に特徴量抽出部で学習されたフィルタの周波数応答

を示す．学習されたフィルタはいずれもメルフィルタバン

ク (上図)と異なり，1フィルタごとに広範囲の周波数を見

るものが多いことがわかる．しかし，メルフィルタバンク

と同様に低周波帯域に集中していることがわかる．複数窓

では各窓幅のフィルタが低周波から高周波まで見ているこ

とがわかる．

5. おわりに

本研究では音声波形を入力とし，単語を出力するモデル

を提案し，また単一の窓の設定ではなく，複数の窓の設定

を行うことで，より多くの種類の特徴量抽出を行うモデル

も提案した．『日本語話し言葉コーパス』による実験によ

り，従来用いられている対数メルフィルタバンク特徴量を

入力とするモデルと同等の結果を得た．今後の予定として

は提案モデルを拡張し，複数のエンコーダを用いた手法や，

マルチチャネル化などを目指す．
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