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相互制約付き動的計画法による歩行位相分割と足跡検出

安川　洵1 槇原　靖1 細井　利憲2 久保　雅洋2 八木　康史1

概要：歩容解析において重要な歩行位相分割と足跡検出の双方を，健常歩行時だけでなく病的歩行時でも
頑健に処理できる手法を提案する．歩容解析における歩行位相分割処理は，時間的特徴を抽出する上で非

常に重要である．我々は位相分割手法の一つである動的計画法を用いた区分線形近似手法を改良し，歩行

周期中に特有な両脚支持期を考慮した，左右足の状態について相互制約を持った歩行位相分割アルゴリズ

ムを考案した．さらにその結果と RGBD画像から求めた 3Dのエッジ点群系列から，つま先部分に対応す

る点群を床平面上に投票することで足跡を検出し，楕円当てはめにより空間的な歩容特徴を抽出した．本

研究では，健常歩行と疑似片麻痺歩行を解析し，提案手法を用いて求めた歩容特徴（単脚支持時間，両脚

支持時間，つま先角，ステップ長）と，RGB画像から手動で求めた各特徴の真値と比較した．その結果，

歩き方の違いによる歩容特徴推定精度に大きな差はなく，片麻痺を模した歩容に対する頑健性を示すこと

ができた．またつま先角のように従来手法では推定が難しかった特徴量についても，提案手法により推定

が可能となった．
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1. はじめに

ヒトの動作計測および解析は運動力学やバイオメカニク

ス，監視，ヒューマンコンピュータインターフェース，ビ

デオゲームなどの様々な分野で応用されている．高精度な

ヒトの 3次元動作計測・解析において最も一般的なのは，

マーカやセンサなどを身体の各部に装着して計測する方法

である．ただし，これらの方法は侵襲的であり，被験者の

動きを妨げ，準備に時間を要するという問題がある．この

ような問題は，画像データを用いた人の運動や姿勢を推定

する技術を用いることで解決することができる．しかしな

がら，要求される姿勢パラメータの詳細および推定精度は，

アプリケーションごとに異なる．サーベイランスへの応用

ではよく，一台のカメラ情報から被験者の位置や人物姿勢

の近似推定する技術などが必要とされる．ただししばしば

低解像度画像が用いられ，高精度な姿勢推定までは要求さ

れないことが多い．一方で，バイオメカニクス分野では，

複数台カメラより得られた画像情報から，様々な関節角度

や，身体部位の位置情報などの高精度な推定技術が必要と

される．また，近年は RGBDカメラの普及もすすみ，1台

のカメラで三次元的な動作解析を行う技術の研究が進めら

1 大阪大学
Osaka University

2 日本電気株式会社
NEC Corporation

れている．数あるヒト動作の中でも，歩行動作の詳細な解

析は，最も関心の高いテーマの一つである．健常歩行だけ

でなく病的歩行なども対象とすることで，被験者の健康状

態や，疾患の症状の進行あるいは回復の程度などの推定に

役立てることができる．

歩行パラメータの種類は，大きく次の 2つに分類できる．

一つ目が空間的パラメータ（例えばステップ長，ストライ

ド長，足の接地角度など）であり，推定するためには歩行

中に足を着いた位置・向きに関する情報が必要となる．足

の位置・向き情報を推定する手法として，歩行画像列から

検出されるコーナー点 [1]やシルエット [2]の累積画像か

ら抽出した足跡を利用する手法がある．ただしこれらの手

法では，足の接地時間以外の情報も累積され，足跡の形状

にもノイズが多く含んでしまうため，精細な形状の足跡を

検出する上で問題が残る．

二つ目に時間的パラメータ（単脚立脚相，両脚支持相な

ど）がある．このパラメータの計算には，歩行イベントの

タイミングの情報が必須である．例えば左右膝関節間の距

離 [3]や床平面に投影した足部点群の形状 [4]，シルエッ

ト画像のバウンディングボックスの横幅 [5]などの時間的

な変化の周期性から歩行周期の抽出を行うものが挙げられ

る．ただしこれらの手法ではヒールストライクしか推定で

きず，足の接地時間や遊脚時間を厳密に切り分けることは

できない．そのため精細な形状の足跡検出という課題の解
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決のためには，相分割の粒度が不十分である．このような

課題を解決するためには，ヒールストライクおよびトゥオ

フを検出し，歩行の相を少なくとも左右の単脚支持相と両

脚支持相に分割する必要がある．Limら [6]は，つま先位

置の高さの変化に閾値を設けることで，立脚相と遊脚相の

分割を行っているが，対象者がある程度左右対称に，左右

同じリズムで歩けることを想定しているため，片足を引き

ずったり，途中で足が出せなくなるなどの病的な歩行への

応用が難しい．

そこで本研究では，左右の足部位置データに対して動的

計画法による区分線形近似手法を用いて時間セグメンテー

ションを行うことで，これらの問題を解決する．時間セグ

メンテーションは一般的に統計や信号処理，機械学習，ロ

ボティクス，動作認識などの様々な分野において応用され

ている．時間セグメンテーションといっても，様々なアル

ゴリズムが存在する．中でも動的計画法を用いた区分線形

近似手法 [7–9]は，古くから曲線 [10,11]や波形 [12]，多角

形 [13]の近似などに用いられたいたアルゴリズムを応用し

たものであり，そのアルゴリズムの単純さから広く用いら

れている．

先行研究では，一次元のデータ系列に対してこのアルゴ

リズムを適用することで，次元削減や区間分割をすること

に成功している．しかし歩行位相分割を想定した場合，区

分線形近似手法を左右それぞれの足部位置系列データに対

して適用すると，相互の歩行周期中の状態を考慮できない．

そのため両脚支持相が存在しない，両脚とも中に浮いてい

る時間が存在するなど，現実的には起こりえない状態を推

定ししまう恐れがある．そこで我々は，歩行中の左右足の

状態について制約条件を加えた上で，両足部の系列データ

に対して同時に動的計画法による区分線形近似手法適用

し，歩行位相分割を行う手法を提案する．

2. 関連研究

2.1 足跡検出手法について

足跡は，移動中の人物のステップ長やストライド，移動

軌跡などを推定する上で有用な情報であり，主にサーベイ

ランスの分野で検出手法が提案されている．

足跡を検出する手法の一つとして，歩行画像系列におけ

る各画素の時間的な累積度合いを利用する方法がある．こ

の手法では，歩行中に足部が地面に着いている領域が最も

累積度が高くなる特性を利用しており，Bouchrikaらは検

出したコーナー点 [1]を，Jungらはシルエット画像 [2]の

累積を計算することで，それぞれ歩行中の足跡を検出して

いる．ただしこれらの手法では，2次元画像上での足の接

地位置や接地回数などは分かるが，実空間上でのそれらを

推定することはできない．また歩行画像系列の立脚期以外

のフレームも扱うため足跡にノイズが含まれてしまう．

Evansら [14]は，歩行ではなく走行を対象にしているも

のの，複数カメラを用いることで実空間における床平面上

に累積する足跡を検出している．各視点におけるシルエッ

トを計算し，より多くの視点に写っている画素を複数カメ

ラのキャリブレーションにより求めた床平面に投票し，そ

の時間的な累積を計算することで足跡を検出している．こ

のとき累積度に対して実験的に閾値を設定し，遊脚期中の

フレームを除外することで，前述の手法よりもより精細な

フットプリンを抽出することができている．さらに足跡か

ら各足の接地位置を推定し，ステップ長を算出している．

この手法では走行を対象にしているため，累積度に対して

閾値を設けることである程度妥当な立脚期と遊脚期を鑑別

を行うことができている．しかし地面に足を引きずりなが

ら振り出すような病的歩行などを対象とする場合，単純な

応用は難しくなることが予想される．

2.2 時間セグメンテーション手法について

歩行周期は，研究目的に応じて様々な粒度に分割される．

立脚相と遊脚相を含む 2相に分かれるモデルが最も一般的

であり，[15, 16] 他にも 3相 [17]，6相 [18]またはそれ以

上 [19] に分割されることがある．一般的には，より多くの

相に分割するほど，詳細な歩容解析を行うことができる．

粒度の高い位相分割を行う場合，慣性センサなどのウェア

ラブルセンサが使われることが多い [20,21]．さらに地面と

の接地状況を直接的に検知することができるフットスイッ

チ，足圧センサなどの併用することもあり [22,23]，より装

着物が多く，対象者の動きを阻害することになるため，臨

床現場などのより実践的な場面での応用が難しくなる．

時系列信号を用いて歩行周期を分割する研究は古くから

行われており，単純な閾値設定ベースによる手法が，最も

一般的に使われてきた [24–26]．しかしこの手法は，様々

な対象者に対して一貫した閾値を設定することが難しく，

多様性のある病的な歩容の解析には，適用が難しい．

閾値ベースとは別の手法として機械学習ベースの手法が

あり，時系列データを用いた動作認識の分野に広く用いら

れている．大きく分けて教師あり学習と教師なし学習であ

り，前者にはK-nearest neighbor (K-NN)法 [27]やナイー

ブベイズ分類 [28]，サポートベクターマシン（SVM）[29]

などがある．後者には混合ガウスモデル（GMM）[30]や

隠れマルコフモデル（HMM）[31,32] ，あるいは両者を併

せた手法 [33]などがある.

歩行周期の分割についても，動作認識分野と同様に様々

な機械学習ベースでの手法が提案されており，教師あり

学習手法である SVMを用いた研究 [34]では，床反力デー

タから歩行周期を 5 相に分割している．多層ニューラル

ネットワークを用いた研究 [35]では，踵とつま先に貼付し

たマーカの 3D位置情報から，2相に分割している．Lou

ら [36]は，脳卒中片麻痺患者を対象として，2次判別分析

を用いた解析を行っている．しかし教師あり学習では，必
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(a) 上方視点の図 (b) 側方視点の図

図. 1 実験環境

ず教師ラベル付けが必要となるため，解析処理において非

常に手間がかかってしまうという問題がある．一方，ラベ

ルを必要としない教師なし学習を用いた手法では，その問

題点は解消できる．時系列信号処理で一般的に知られる

HMMを使った研究が多く，[37,38]では，足部に装着した

ジャイロセンサの信号を入力として，歩行周期を 4相に分

割する手法を提案している．また [39]では，足底に装着し

た圧センサから得た床反力データを使い，歩行周期を 6相

に分割している．その他には，ニューラルネットワークと

HMMを組み合わせた手法 [40]や，k-meansクラスタリン

グアルゴリズムを使った手法 [41]なども提案されている．

これまでに紹介した手法は，いずれも片足に装着したセン

サの信号を入力として歩行周期の分割を行っている．しか

し前章ですでに述べたように，歩行には両脚支持相が存在

し，走行のような両脚が浮いた状態は存在しないため，両

足の状態を考慮しつつ相判別をする必要がある．健常者の

歩行を想定した場合は，ほとんどが左右対称で周期的であ

るため，片足分の信号から相分割をしても大きな問題が生

じないかもしれない．しかし病的歩行のように非対称的あ

るいは非律動的な歩容では，片足の情報のみで位相分割す

るのは適切ではない．Attalら [42]は，歩行中の両足の状

態を考慮し，歩行周期を分割する手法を提案している．彼

らの研究では多次元回帰 HMMを提案し，左右の足圧セン

サから取得した鉛直方向の床反力データを入力として，歩

行周期を 6相に分割している．歩行イベントの推定精度は

83％であり，そのほかの教師なし学習を用いた場合の精度

よりも高い結果を残している．しかしこれらの学習ベース

の手法は，推定精度が学習データに依存する．そのため病

的歩行のような多様性の高いデータに対して適用したい場

合，そもそも健常者よりも絶対的なデータ数を集めること

が難しく，歩容のバリエーションごとにデータの均質性を

保つことが大きな課題となる．例えば Louら [36]の研究

では脳卒中片麻痺患者を対象としているが，被験者数が 5

名のみと非常に少なく，十分な学習データを確保できてい

るとは言えない．

一方で，我々が提案する動的計画法を用いた区分線形近

似による時間セグメンテーションでは，学習データを必要

としないため，疾患の種類や重症度の影響で多様に変化す

る病的歩容の解析に適している．区分線形近似手法を用い

表. 1 状態の定義
状態 右足 左足

s1 遊脚期 単脚支持期

s2 両脚支持期（右足前） 両脚支持期（左足後ろ）

s3 単脚支持期 遊脚期

s4 両脚支持期（右足後ろ） 両脚支持期（左足前）

て時系列データの次元削減や区間分割を行った研究は数多

く存在するが，我々の提案手法のように二次元の信号に対

して同時に区分線形近似を行うアルゴリズムは見当たら

ない．

本論文では，続く 3章で処理全体の概要，提案手法のア

ルゴリズム，歩容特徴の抽出に関する処理の詳細について

説明する．さらに 4章では実際の歩行データに提案手法を

適用し，その結果を用いて推定した歩容特徴の精度につい

て報告する．5章で研究の総括を述べる．

3. 方法

3.1 動的計画法を用いた区分線形近似による歩行位相分割

提案手法では，左右それぞれ T フレームある足部の奥行

位置系列 P foot CoG
(foot) = {p1, p2, . . . , pT }を入力データとし

て使用する．ここで foot ∈ (right, left)は右もしくは左足

のいずれかを示す．歩行周期を S 個の状態の循環的な遷

移であると仮定すると，動的計画法は左右の足部位置系列

と状態数の 3次元空間で計算することができる．本研究で

は，表. 1のように歩行周期を四つの状態に分割する．こ

こで遊脚期は s1 (または s3)のように一つの状態で完結す

るのに対し，立脚期は s2 から s4 (または s4 から s2)のよ

うに三つの状態に跨って継続する．

はじめに, 入力データ P foot CoG
(foot,t) を以下のように定義さ

れる．

P foot CoG
(foot,t) =

1

N cloud

Ncloud∑
n=1

P z
(foot,t,n) (1)

このとき，P z
(foot,t,n)は t番目のフレームにおける，足部領

域内の n個目の 3次元点群の奥行座標を表す．足部領域は

人物の身長の下端 10%とする．N cloud は足部領域点群の

点数である．

さて，状態空間における区分線形近似コストの最小化問

題を，以下の再帰式を用いた動的計画法によって解く．
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(a) セグメンテーション

(b) 足跡

(c) モデル当てはめ

図. 2 処理結果：成功例

(a) セグメンテーション

(b) 足跡

(c) モデル当てはめ

図. 3 処理結果：失敗例

A(t, s) = arg min
tstart≤j≤tend

∑
foot

{D(foot, j, prev (s)) + F (foot, t, s))} (2)

D(foot, t, s) = min
tstart≤j≤tend

(D(foot, A(t, s),prev (s))

+F (foot, A(t, s), s)))

(3)

ここで A(t, s)は，フレーム t，状態 sにおける各足におい

て計算された線分の始点を示す．また D(foot, t, s)は，そ

の状態までに線分当てはめにかかる最小コストである．線

分近似において，遊脚期では足部が後進しないと仮定し，

負となる線分を用いる．立脚期では足部位置が動かないと

仮定し，y 切片が近似区間内のデータの平均値，傾きがゼ

ロの線分を当てはめる．prevは入力に対して，その一つ前

の状態を返す関数である．tstart と tend は，線分の視点を

探索する範囲であり，以下のように決まる．

tstart =

{
0 if(t < lmin)

t− lmin else
(4)

tend =

{
T if(t > T − lmin)

t else
(5)

ここで lmin は線分の最短長を決定するハイパーパラメー

タである．系列データの始端または終端の状態を推定する

際にも線分の長さが lmin を満足するように，tstart および

tendを計算する．F (foot, j, t, s)は，現在の状態で計算して

いる線分当てはめコストを表しており，

F (foot, j, t, s) = − e2(PA′(foot,j,prev(s)), Pj)

+ e2(PA′(foot,j,prev(s)), Pt)
(6)

のように定義される．e2は線分の始点から終点までのデー

タに対する，線分当てはめの二乗誤差の総和を返す関数で

ある．A′(foot, t, s)は，現在の状態 sの一つ前の状態にお

いて当てはめられた線分の始点のフレーム番号であり，以

下のように表す．

A′(foot, t, s) =

{
A′(foot, A(t, s),prev(s)) if(isContinue(foot))

t else
(7)

これはフラグ isContinue(foot) ∈ (true, false)に従って更新

される．isContinue(foot) は，左右それぞれの系列につい

て，一つ前の状態から同じ線分が継続するとしてコスト計

算を行うか否かを決定するフラグである．

3.2 足跡検出

まず T フレームの RGB 画像系列からエッジ画像系列

Iedge を求める．次に距離画像から復元した 3次元点群の

うち，床平面から ±3cmの高さよりも低い位置に存在する

点群系列P を定義する．さらに各フレームについて，Iedge
(t)

と対応のある P(t) を床平面へ投票した画像 Ifloor
(t) とし，各

画素への投票を以下のように定義する．

Ifloor(t,px
(t,k)

,pz
(t,k)

) =
K∑

k=1

Iedge(t,k) (8)

ここで床平面画像上のスケールは，1pixel = 1cmとする．

kは各点の番号，pxと pzは，それぞれ点の左右座標と奥行

座標を表す．そして Ifloor
(t) は，両足の点群の重心座標を基

準に，左右のつま先エッジ系列 Itoe edge
(foot,t) に分割される．足
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表. 2 各被験者および全体における歩容特徴の平均絶対誤差と標準偏差
健常歩行 疑似片麻痺歩行

単脚立脚時間 (s) 両脚立脚時間 (s) つま先角 (deg) ステップ長 (m) 単脚立脚時間 (s) 両脚立脚時間 (s) つま先角 (deg) ステップ長 (m)

被験者 右 左 両側 右 左 両側 右 左 両側 右 左 両側 右 左 両側 右 左 両側 右 左 両側 右 左 両側

1 平均 0.07 0.04 0.05 0.04 0.04 0.04 6.5 11.7 9.1 0.02 0.01 0.01 0.04 0.04 0.04 0.02 0.03 0.03 5.0 2.3 3.6 0.02 0.03 0.02

標準偏差 0.08 0.01 0.05 0.03 0.02 0.03 2.7 0.9 1.8 0.01 0.01 0.01 0.02 0.02 0.02 0.01 0.03 0.02 3.7 1.9 2.8 0.01 0.01 0.01

2 平均 0.03 0.04 0.03 0.03 0.03 0.03 5.5 8.8 7.1 0.03 0.02 0.02 0.02 0.03 0.03 0.02 0.03 0.03 4.6 3.0 3.8 0.02 0.02 0.02

標準偏差 0.01 0.02 0.02 0.03 0.01 0.02 3.5 3.9 3.7 0.01 0.01 0.01 0.02 0.02 0.02 0.02 0.02 0.02 4.1 1.2 2.6 0.01 0.01 0.01

3 平均 0.12 0.03 0.08 0.06 0.07 0.06 4.0 6.0 5.0 0.03 0.02 0.02 0.07 0.03 0.05 0.03 0.06 0.04 6.3 3.3 4.8 0.01 0.01 0.01

標準偏差 0.08 0.03 0.05 0.03 0.08 0.05 2.5 5.2 3.9 0.02 0.02 0.02 0.02 0.02 0.02 0.02 0.02 0.02 2.2 1.7 1.9 0.01 0.01 0.01

4 平均 0.09 0.05 0.07 0.04 0.03 0.03 5.0 3.0 4.0 0.14 0.07 0.11 0.23 0.06 0.14 0.08 0.12 0.10 4.4 2.8 3.6 0.04 0.04 0.04

標準偏差 0.07 0.06 0.06 0.02 0.01 0.02 1.5 1.6 1.6 0.18 0.08 0.13 0.05 0.04 0.05 0.06 0.09 0.07 3.4 2.0 2.7 0.01 0.02 0.02

5 平均 0.05 0.04 0.05 0.03 0.03 0.03 2.0 3.5 2.8 0.02 0.00 0.01 0.08 0.04 0.06 0.04 0.04 0.04 6.4 2.8 4.6 0.01 0.02 0.02

標準偏差 0.03 0.03 0.03 0.01 0.02 0.02 2.0 0.9 1.4 0.01 0.00 0.00 0.03 0.03 0.03 0.01 0.02 0.02 3.5 2.5 3.0 0.01 0.01 0.01

6 平均 0.05 0.08 0.06 0.02 0.03 0.02 5.3 6.5 5.9 0.02 0.02 0.02 0.05 0.04 0.04 0.01 0.02 0.02 2.5 4.0 3.3 0.04 0.04 0.04

標準偏差 0.03 0.08 0.05 0.01 0.02 0.01 1.6 0.5 1.1 0.01 0.01 0.01 0.01 0.02 0.02 0.01 0.01 0.01 1.3 3.9 2.6 0.01 0.01 0.01

7 平均 0.07 0.06 0.06 0.03 0.04 0.04 4.5 1.0 2.8 - 0.02 0.02 0.10 0.06 0.08 0.03 0.04 0.04 9.8 5.0 7.4 0.03 0.04 0.04

標準偏差 0.03 0.03 0.03 0.02 0.01 0.01 1.5 1.0 1.3 - 0.00 0.00 0.02 0.03 0.02 0.02 0.02 0.02 8.4 3.4 5.9 0.01 0.01 0.01

8 平均 0.03 0.04 0.04 0.05 0.04 0.04 4.0 4.0 4.0 0.01 0.02 0.02 0.03 0.03 0.03 0.03 0.04 0.03 7.3 3.9 5.6 0.01 0.03 0.02

標準偏差 0.01 0.04 0.02 0.02 0.01 0.01 2.7 0.8 1.8 0.00 0.01 0.01 0.03 0.03 0.03 0.03 0.02 0.02 5.1 3.9 4.5 0.03 0.02 0.02

9 平均 0.04 0.02 0.03 0.03 0.03 0.03 2.7 3.7 3.2 0.01 0.01 0.01 0.04 0.02 0.03 0.02 0.04 0.03 6.3 3.3 4.8 0.03 0.01 0.02

標準偏差 0.02 0.01 0.02 0.02 0.01 0.01 1.2 3.3 2.3 0.01 0.01 0.01 0.02 0.01 0.01 0.01 0.02 0.01 5.1 1.7 3.4 0.02 0.01 0.01

10 平均 0.03 0.09 0.06 0.03 0.04 0.04 5.0 5.3 5.1 0.02 0.02 0.02 0.13 0.12 0.12 0.09 0.09 0.09 5.3 3.0 4.1 0.02 0.02 0.02

標準偏差 0.01 0.15 0.08 0.02 0.03 0.03 1.2 2.3 1.8 0.01 0.01 0.01 0.07 0.09 0.08 0.04 0.07 0.06 3.4 2.4 2.9 0.01 0.02 0.01

全体 平均 0.06 0.05 0.05 0.04 0.04 0.04 4.6 5.5 5.0 0.04 0.02 0.03 0.08 0.05 0.07 0.04 0.05 0.05 5.7 3.3 4.5 0.03 0.03 0.03

標準偏差 0.05 0.07 0.06 0.03 0.04 0.03 2.4 3.9 3.2 0.08 0.04 0.06 0.08 0.05 0.06 0.04 0.05 0.05 4.7 2.7 3.7 0.02 0.02 0.02

跡 I fp
(foot,cfoot)

は，位相分割により求めた各足についてCfoot

回の単脚支持期（s1，s3）を用い，

I fp
(foot,cfoot)

=

{ ∑
t∈s1

Itoe edge
(left,t) if(foot = left)∑

t∈s3
Itoe edge
(right,t) else

(9)

のようにして抽出することができる．次に I fp
(foot,cfoot)

の重

心から 30pixels四方を切り出し，次式に基づいて投票数の

正規化を行う．

Hclip fp
(foot,cfoot)

= − exp(−mI fp
(foot,cfoot)

) + 1 (10)

ここで mは投票数の上限を決定する正の定数である．つ

ぎに足跡内で投票数の局所的な集中を回避するために，各

画素 (i, j)に対して，以下のように関数 Gを用いて距離に

よって重みづけされた画像 Htrans fp
(foot,cfoot)

を生成する．

Htrans fp
(foot,cfoot),i,j)

= G(Hclip fp
(foot,cfoot),i,j)

) (11)

G(Hclip fp
(foot,cfoot,i,j)

) =

max
(i,j)neighbor(p,q)

(−Hclip fp
(foot,cfoot,i,j)

exp(−od((i, j), (p, q)))
(12)

関数 dは，以下のように 2画素間のユークリッド距離を返

す関数である．

d((i, j), (p, q)) =
√

(i− p)2 + (j − q)2 (13)

ここで oは重みづけを調整する正の定数である．

3.3 足跡に対する楕円モデル当てはめ

楕円モデルM(ϕ)を各足跡 Htrans fp
(foot,cfoot,i,j)

に当てはめる

ことで，足の位置・姿勢の推定を行う．楕円モデルは五つ

のパラメータ ϕ = r, c, θで，次式のように表される．

M(ϕ) =

{
(x− cx) cos θ + (y − cz) sin θ

rl

}2

+

{
(x− cx) sin θ − (y − cz) cos θ

rs

}2

= 1

(14)

ここで r(rl, rs)は半長軸および半短軸を，c(cx, cz)は楕円

中心，θ 楕円の傾きを表す．M(ϕ)は楕円の輪郭を表す離

散的な点集合である．次に以下の式を用い，Itrans fp
(foot,cfoot)

に

対して，楕円モデルが最も当てはまりの良いときのパラ

メータ ϕ̂を計算する．

ϕ̂ = arg max
ϕ

∑
(i,j)

∩
M(ϕ)

Itrans fp
(foot,cfoot,i,j)

(15)

尚，つま先角は正面を 0度とし，体に対して外向きが正，

内向きを負とした

4. 実験

本研究では，提案手法を用いて以下の歩容特徴を算出し，

その推定精度を検証した．

( 1 ) 単脚支持時間 (s)

位相分割により求めた状態 s1 または s3 の時間

( 2 ) 両脚支持時間 (s)

位相分割により求めた状態 s2 または s4 の時間

( 3 ) つま先角 (deg)

楕円当てはめにより求めた楕円の傾き角度

( 4 ) ステップ長 (m)

時間的に隣接する左右の楕円モデルの前端間の距離

実験では 6mの直線歩行路に対し，RGBDカメラ（Mi-

crosoft Kinect v2）1台，レンズ（SPACECOM 3.5mm）を接

続したUSBカメラ（PointGrey Flea3 FL3-U3-13E4C）3台

を図. 1のように設置した．KinectはRGB画像（1920x1080

ピクセル）と距離画像（512x424 ピクセル）を 30fps で，

また USB カメラは RGB 画像（1280x1024 ピクセル）を

60fpsで取得した．

1台は側方から歩行を撮影し，ヒールストライクおよび

トゥオフのタイミングを手動で検出することで，単脚支持

時間および両脚支持時間の真値を求めた．天井に設置され
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(a) 単脚支持時間
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(b) 両脚支持時間
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(c) ステップ長
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(d) つま先角

図. 4 真値に対する符号付き誤差（健常歩行）
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(a) 単脚支持時間
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(b) 両脚支持時間
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(c) ステップ長
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(d) つま先角

図. 5 真値に対する符号付き誤差（疑似片麻痺歩行）

た 2 台のカメラから得られた画像には，床面に張られた

マーカを基準としてホモグラフィ変換を行い，手動で足部

への楕円当てはめを行うことでつま先角およびステップ長

の真値を得た．被験者は，健常歩行と疑似右片麻痺患者の

全 2種類，各 2回の計測を行った．疑似片麻痺歩行では，

遊脚でのつま先の引きずり，つま先の外向き接地，右単脚

支持時間の短縮を再現して試行を実施した．尚，片麻痺歩

行においては，両脚支持時間や単脚支持時間が左右非対称

になり，機能回復に応じて対称性が改善することが一般的

に知られている．実験では被験者 10名（男性 8名）につい

て，全特徴の真値に対する推定値の絶対誤差の平均値を，

各足について計算した．

4.1 歩行位相分割と足跡検出

提案手法による歩行位相分割結果とそれに基づいて生成

された，足跡と楕円モデルの当てはめ結果の成功例（図. 2）

と失敗例（図. 3）をに示す．左右の足部位置系列に対し

て直線近似が行われ，単脚支持期（反対側の遊脚期），両

脚支持期の位相分割できたことが図. 2(a) からわかる．

位相分割が適切に行われた場合，尤もらしい足跡検出お

よび楕円モデルの当てはめがなされていることがわかる

(図. 3(b)，図. 3(c))．一方で足部の重心位置系列が乱れ

ている被験者においては，尤もらしい直線近似が行われて

いない図. 3(a)．それに伴い足跡検出，モデル当てはめに

も影響をしていることが失敗例（図. 3(b)，図. 3(c)）．

4.2 歩容特徴

各被験者および被験者全体における四つの歩容特徴の絶

対推定誤差の平均値と標準偏差を表. 2に示す．

単脚支持時間の推定誤差は，健常歩行で 0.06± 0.06s，疑

似片麻痺歩行で 0.07± 0.07sとなった．被験者 3，4などの

健常歩行データで誤差が大きくなっているのは，図. 3(a)

のような足部位置系列の乱れによるセグメンテーション

誤差の影響である．また疑似片麻痺歩行では全体的に右足

データ（図. 2(a)）において，推定値が真値よりも長く推定

される傾向が見られ，特に被験者 4，7，10で顕著であっ

た．これは左側の実際の遊脚時間が最短線分長 lminよりも

短かった，つまり右単脚支持時間が短かったことで，真値

よりも大きく推定されたことが原因と考えられる．また他

の要因として，つま先の引きずりで足部位置の変化が緩や

かになったことで，立脚期と遊脚期の判別の基準がより複

雑化していることが挙げられた．

両脚支持時間では，健常歩行で 0.04 ± 0.04s，疑似片麻

痺歩行で 0.05± 0.05sの誤差がみられた．健常歩行データ

では，被験者 3において推定誤差が特に大きく表れた．こ

れは足部位置系列の形状が乱れによる位相分割の推定誤差

が原因であると考えられた．疑似片麻痺歩行データにおけ

る被験者 4，10については，単脚支持時間が真値よりも長

く推定された影響で，両脚支持時間が短く推定されたと考

えられた．

つま先角の推定では，健常歩行で 5.1 ± 2.7deg，疑似片

麻痺歩行で 4.5± 3.7degとなった．健常歩行データにおけ

る被検者 1，2や疑似片麻痺歩行データにおける被験者 7，

8などでは 7から 11deg程度の誤差を示した．また疑似片

麻痺歩行においては，麻痺側である右側で推定誤差が大き

くなる傾向が見られた．右単脚支持時間が真値よりも長く

推定されたことで，実際にはつま先を引きずっている時間

のつま先エッジも床平面に投票され，足跡として検出され

たことが楕円モデル当てはめの誤差を大きくしたと考えら

れる．

表. 2 に示すように，ステップ長の誤差は健常歩行

0.03 ± 0.06m と疑似片麻痺歩行 0.03 ± 0.02m となった．

図. 4(c)の健常歩行データの被験者 4において，大きな誤

差を示すデータが見られた．これは前述したように，足部
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位置系列の形状に依存するセグメンテーション誤差が要因

と考えられた．疑似片麻痺歩行データについては，健常歩

行データと比較してバラツキが小さい結果となった．ただ

し被験者 4を除けば，健常歩行データの方が誤差とバラツ

キが小さくなるため，つま先角の推定と同様に足跡検出の

精度の影響を受けたと考えられる．

Latorreら [43]は，Kinectが自動抽出する骨格情報を用

いたステップ長，遊脚時間（反対側の単脚支持時間），両脚

支持時間の計算手法を提案し，健常者と片麻痺患者の歩行

解析を行っている．我々と同様にビデオベースでの解析を

真値として，精度を比較している．健常者と片麻痺患者そ

れぞれについて，ステップ長は 0.02mと 0.01m，単脚支持

時間は 0.06sと 0.09s，両脚支持時間は 0.06sと 0.07sと報

告している．実験環境が異なるため直接的な比較はできな

いが，Kinectが自動追跡する骨格情報をベースとした計算

方法よりも，提案手法の方が高い精度で歩容特徴を推定で

きる可能性を示唆した．また彼らの研究では足の向きにつ

いての特徴には述べられていないが，Kinectのように距離

画像からパタン認識ベースで骨格情報を推定する場合，つ

ま先のように床面と深度値が近い領域については推定精度

が低下することが一般的な問題として知られている．提案

手法では RGBDデータを直接的に解析することで，5度程

度の誤差の範囲内でつま先の向きを推定することが可能と

なった．

5. おわりに

本論文では，相互拘束条件を加えた時間セグメンテー

ションによる歩行位相分割および足跡検出手法を提案し，

提案手法を用いた歩容特徴の推定精度について報告した．

健常歩行と疑似片麻痺歩行における歩容特徴の推定におけ

る平均絶対誤差に大きな差はなく，片麻痺のように非対称

な歩容に対する頑健性を示すことができた．また，つま先

角のように従来手法では推定が難しかった特徴量について

も，提案手法により推定が可能となった．一方で，つま先

の引きずりなどによる入力信号の形状変化によって，時間

セグメンテーションによる位相分割のタイミングがずれ，

結果として歩容特徴の推定精度に影響を与えることが分

かった．今後は位相分割アルゴリズムの改良を行い，より

片麻痺患者の歩容に頑健な手法を開発する．また提案手法

を用いて，片麻痺患者の歩容変化の定量的評価に向けた実

用化も進める．
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