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同時翻訳のためのConnectionist Temporal

Classificationを用いたニューラル機械翻訳

帖佐 克己1,a) 須藤 克仁1,b) 中村 哲1,c)

概要：同時翻訳は文の入力が終了する前にその文の翻訳を開始するタスクである．このタスクでは翻訳精
度と訳出までの遅延時間がトレードオフの関係にあり，システムを構築する際には翻訳を行うタイミング

を適切に決定する必要がある．本研究では，ニューラル機械翻訳においてこの訳出タイミングを適応的に

決定する方法を提案する．提案手法では目的言語側の語彙に訳出を行わない代わりに出力するためのメタ

トークン‘<wait>’を追加し，損失関数として Connectionist Temporal Classification（CTC）と呼ばれ

るアルゴリズムを目的関数に導入する．CTCによって 縮約すると正解系列と一致するような‘<wait>’

を含む系列全て に対して最適化を行うことで翻訳モデルと訳出タイミング制御を同時に最適化することが

でき，さらに訳出タイミングを適応的に決定することも可能となる．また，このモデルを英語から日本語

への同時翻訳タスクに対して適用し，その翻訳結果の精度や問題点について検討する．

1. はじめに

同時翻訳は文の入力が終了する前にその文の翻訳を行う

タスクである．同時翻訳は話し言葉による講演や会話など

に求められる発話理解のリアルタイム性を実現する助けと

なり，円滑なコミュニケーションを推進することができる．

従来の機械翻訳システムでは文の終端が入力されるまで

翻訳を行わない．しかし，話し言葉ではしばしば文境界が

明らかでない場合があり，文を統一的な処理単位としよう

とすると文同定の不整合が生じやすい．この結果として複

数文が結合されたものや不完全な文が翻訳器への入力とし

て与えられる場合があり，文単位かつ文の終端まで入力さ

れることを仮定している従来の機械翻訳システムでは学習

時と異なった環境で翻訳を行うこととなるために精度の減

少を招く．これらの問題に対して，従来の自動同時翻訳手

法では文を小さいチャンクに分割して翻訳することにより

翻訳結果が得られるまでの遅延時間を削減する試みが行わ

れてきた [1]．しかし，逆に遅延を小さくすればするほど

訳出の際に参照できる文内文脈が限られてくるため，翻訳

精度が下がってしまうという問題も発生する．このことか

ら，同時翻訳システムを構築する際には翻訳を行う単位を

適切に決定し，遅延と翻訳精度との間のトレードオフを調
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節する必要がある．また，英語と日本語のような語順が大

きく異なる言語対での翻訳は特に遅延が大きくなる傾向に

あるため，自動同時翻訳において翻訳精度を落とすことな

く遅延を小さくすることが難しい．

これら問題を解決するニューラル機械翻訳（Neural Ma-

chine Translation; NMT）モデル [2, 3]としていくつかの

手法が提案されている．Guら [4]は既存の翻訳モデルに対

して 1単語を入力するREAD と 1単語を訳出するWRITE

の２つのアクションを定義し，各タイムステップにおいて

モデルがどちらのアクションを行うべきであるかを決定す

る分類器を強化学習によって学習する手法を提案してい

る．この手法は一定の翻訳精度を保ったまま遅延を削減す

ることに成功しているが，翻訳器が文の部分的な情報から

翻訳することに対して最適化されていないという問題があ

る．また，Maら [5]は “Wait-k”モデルと呼ばれる非常に

シンプルなモデルが提案している．このモデルは原言語側

の文の入力に対して常に kトークン遅れた状態で翻訳文の

生成を行う．k単語のみの遅延では訳出に必要な語句がま

だ入力されていない状況が起こり得るが，そうした場合で

も強制的に訳語を予測し生成することになる．この方法に

より翻訳を行う機構と単語の予測を行う機構の両方を統合

して扱うことが可能になり，それを End-to-Endで学習す

ることができる．この手法は非常にシンプルにも関わらず

英語からドイツ語，中国語から英語の同時翻訳タスクにお

いて高い精度を達成している．また，kを変化させること

で遅延の大きさを直感的に調整することができるという利
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点もある．しかし，この手法では遅延を適応的に調節する

ことが出来ないため，英語と日本語のような語順が大きく

異なる言語対では１つのフレーズの長さが kよりも大きい

場合などに翻訳を失敗してしまうということが我々の以前

の研究によって判明している [6]．

これらの問題に対して，本研究では目的言語側の語彙に

新たなメタトークン<wait>を追加し，訳出するべきでな

いタイミングではモデルがそのメタトークンを出力する

ことで訳出タイミングを適応的に決定する手法を提案す

る．また，<wait>をどのタイミングで出力すべきである

かという正解データが無いという問題を解決するために

Connectionist Temporal Classification (CTC)[7]と呼ばれ

るアルゴリズムを損失関数として導入する．CTCは発話

音声の音素予測のような出力タイミングが不定な系列のモ

デリングなどに用いられる誤差関数であり，この誤差関数

を用いることによって<wait>を含む正解系列に対して最

適化を行うことが可能となる．さらに，英語から日本語へ

の同時通訳タスクに対してこの手法を適用し，その翻訳結

果の精度や問題点について分析・議論する．提案手法によ

り訳出タイミングを適応的に決定することで，日本語と英

語のような語順が大きく異なる言語対における同時翻訳タ

スクで一定の遅延を保ったまま翻訳精度を向上させること

が期待できる．

提案手法の評価を行うため，英語から日本語への自動同

時翻訳タスクでの実験を行った．実験には比較的短い文

で構成されている small parallel enjaと長い文で構成され

ている ASPECの 2種類のコーパスを用いた．実験結果よ

り，提案手法は訳出タイミングを適応的に決定することが

可能であり，比較的短い文においては非常に小さな遅延で

一定の翻訳精度を実現できることが分かった．

2. “Wait-k”モデルによる同時翻訳

はじめに，背景知識として NMTによる機械翻訳モデル

[2, 3]および “Wait-k”モデル [5]について説明する．

原言語文（入力系列）X および目的言語文（出力系列）

Y を以下のように定義する．

X = {x1,x2, ...,xI},

Y = {y1,y2, ...,yJ}.

ここで，xi ∈ RS×1 は i番目の入力単語を表す one-hotベ

クトル，I は入力文の長さ，yj ∈ RT×1 は j 番目の出力単

語を表す one-hotベクトル，J は出力文の長さを表す．

このとき，原言語から目的言語への翻訳という問題は以

下の文に対する条件付き確率を最大化する目的言語文 Ŷ を

求めることによって解くことができる．

Ŷ = arg max
Y

p(Y |X) (1)

一般に，この条件付き確率は原言語文 X と時刻 j までに

生成した目的言語文 y<j から単語 yj に対する条件付き確

率の積の形として分解される．従来の NMTモデルにおい

ては式（2）のように分解されるのに対して，“Wait-k”モ

デルでは文の先頭のみが入力された状態から訳出を行う必

要があることから式（3）のように定義される．

p(Y |X) =

J∏
j=1

pθ(yj |y<j , X) (2)

p(Y |X) =

J∏
j=1

pθ(yj |y<j ,x<g(j)) (3)

ここで，x<g(j) は時刻 g(j)までに入力された入力文を表

す．また，g(j)はDecoderが時刻 jまでトークンを生成し

たときに Encoderによって処理されているトークン数を表

し，以下のように定義される．

g(j) =

k + j − 1 (j < I − k)

I (otherwise)
(4)

このとき，k は目的言語文の生成が原言語文の入力より

も k トークン遅延していることを表すパラメータであり，

“Wait-k”モデルでは固定の値を取る．

モデルはEncoder (§2.1)とAttention+Decoder (§2.2)の
2つの機構から構成され，そのどちらも Recurrent Neural

Network(RNN)を用いて構成される．

2.1 Encoder

Encoderは原言語文X を入力として受け取り，RNNを

通じて順方向の隠れ状態ベクトル
−→
hi(1 ≤ i ≤ I)を返す．

−→
hi = RNN(

−−→
hi−1,xi). (5)

従来の機械翻訳モデルでは入力文を逆順に並べたものを

同様に入力することで逆方向の隠れ状態ベクトルを計算す

るが，同時通訳タスクでは文末が確定しない状況で文を処

理する必要があるため，順方向のベクトルのみを利用する

こととなる．

2.2 Attention+Decoder

Attention+Decoder では Encoder で計算された入力文

の隠れ状態ベクトルから翻訳文の単語を 1 つずつ生成す

る．Decoder の RNN は隠れ状態と過去の出力系列から

自己再帰的に単語を生成する．出力単語 yj の生成確率

pθ(yj |y<j ,x≤g(j))は以下のように定義される．

pθ(yj |y<j ,x≤g(j)) = softmax(Wsb̃j), (6)

b̃j = tanh(Wc[cj ;dj ]), (7)

dj = RNN(dj−1,yj−1). (8)

ここで，Wc,Wpは学習されるパラメータである．また，cj
は文脈ベクトルである．この cj を求めるために Attention
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と呼ばれる機構を用いる．Attention機構では，入力文の各

隠れ状態ベクトル
−→
hi に対応する時間ステップ j における

重み αij を計算し，その重みとその隠れ状態ベクトルとの

重み付き平均を取ることで cj が以下のように求められる．

cj =

g(j)∑
t=1

αij
−→
hi, (9)

αij =
exp(dT

j

−→
hi)∑g(j)

t′=1 exp(d
T
j

−→
ht′)

. (10)

3. CTCを用いた同時翻訳モデル

本研究では，目的言語側の語彙にメタトークン<wait>

を追加し，訳出することのできないタイミングではモデル

が<wait>を出力することにより訳出タイミングを適応的

に決定する手法を提案する．

本節では，提案手法を実現するために用いた 2つの誤差

関数について説明する．はじめに機械翻訳における一般

的な誤差関数である Softmax Cross-Entropyについて説明

し（§3.1），その後 Connectionist Temporal Classification

(§3.2)，Delay Penalty (§3.3)について説明する．

3.1 Softmax Cross-Entropy

Softmax Cross-Entropy(SCE)は機械翻訳などの多クラ

ス分類問題に対して一般的に用いられる誤差関数であり，

以下のように定義される．

ℓent = −
J∑

j=1

K∑
k=1

yjk log pθ(yjk|y<j ,x<g(j)). (11)

ここで yjk は目的言語文の j 番目の単語に対応する 1-hot

ベクトルの k番目の要素を表し，p(yjk|·)は yjk の生成確

率を表す．

SCEをNMTの誤差関数として用いる場合には出力系列

に対して 1対 1で対応付けられる正解系列が必要となるが，

提案手法においては<wait>をどのタイミングで訳出する

べきであるかが明らかでないため，SCEを提案手法にシン

プルに適用することが出来ない．この問題に対して本研究

では，<wait>を出力可能なタイムステップ t (t ≤ g(I))，

すなわち原言語文が入力されている間に<wait>が出力さ

れた場合にはトークンに対する誤差を 0とすることとした．

3.2 Connectionist Temporal Classification

前述の SCE では<wait>を訳出する正解タイミングが

わからないことから<wait>にかかる誤差を 0 としたた

め，<wait>の生成に関しては学習が行われないという問

題がある．これに対して，我々は Connectionist Temporal

Classification(CTC)[7]と呼ばれる誤差関数を用いて系列

単位での学習を行うことにより解決を試みた．

CTCでは，<wait>などのトークンを挿入，もしくは各

記号が連続して出力されることを許すことにより，パス π

と呼ばれる出力の系列を長さ T に拡張する．パス π は全

てのトークンの繰り返しと<wait>を消去することによっ

て元の出力系列 y = Ω−1(y)が復元される．CTCの損失

関数は π ∈ Ω(y)の全てのパスの確率の和として以下のよ

うに定義され，forward-backwardアルゴリズムによって計

算される．

ℓctc =
∑

π∈Ω(y)

p(π|X)

=
∑

π∈Ω(y)

T∏
t=1

p(πt|π<t,xg(t)). (12)

ここで，πt は πの時刻 tの出力である．

3.3 Delay Penalty

さらに，直接的に遅延の大きさを調節するために我々は

Delay Penaltyを導入した．Delay Penaltyは以下のように

定義され，出力されたトークンが遅延を発生させる場合，

すなわち<wait>または直前と同じトークンが出力された

場合にのみ計算を行った．

ℓdel =

J∑
j=1

log(1− wj) (13)

wj = p(<wait>|y<j ,x<g(j)) + p(yj−1|y<j ,x<g(j))

(14)

3.4 Loss Function

本研究では，これまで紹介した 3つの誤差関数を組み合

わせた以下の誤差関数を最適化の際に用いた．

ℓ = ℓent + ℓctc + αℓdel (15)

ここで αは遅延の大きさを調整するためのハイパーパラ

メータである．

4. 実験

提案モデルの評価を行うために英語から日本語への同時

翻訳タスクでの実験を行い，その翻訳結果の精度や問題点

について検討した．

4.1 実験設定

モデルの実装には PyTorch*1 を用いた．また，Encoder

と Decoderの RNNはそれぞれ 2層の単方向 LSTM[8]と

し，input feeding[2]を行った．単語埋め込みベクトルや

隠れ状態ベクトルの次元数は 512とし，ミニバッチのサイ

ズは 64とした．最適化アルゴリズムには Adam[9]を使用

し，learning rateは 10−3，gradient clippingは 50に設定

して学習を行った．ドロップアウトの確率 pは 0.3とし，

*1 https://pytorch.org
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表 1 実験に用いたコーパスに関する情報．

Corpus
Number of Sentence

Train Valid. Test

small parallel enja 50k 500 500

ASPEC 964k 1790 1812

learning rateには各 epochごとに validation lossが減少し

ない場合にのみ 1/
√
2を掛けることによって減衰を行った．

また，テストは最も小さい validation lossを記録したモデ

ルによって行った．

英語から日本語への同時翻訳タスクでの実験を行うにあ

たり，パラレルコーパスとして small parallel enja*2 およ

び ASPEC[10] を使用した．この small parallel enja は小

規模なコーパスで，4単語から 16単語までの一般的なドメ

インの文から構成されている．また，ASPECは中規模の

コーパスで，比較的長文で専門用語が多いなどの特徴があ

る複雑な文章から構成されている．表 1にコーパスの詳細

情報を示す．

英語および日本語の入力単位はサブワード [11, 12]とし，

Sentencepiece*3 を用いてトークナイズを行った．語彙は

原言語と目的言語でそれぞれ別に用意し，語彙サイズは

small parallel enjaでは 4000, ASPECでは 8000としてそ

れぞれ作成を行った．また，文の長さが 60トークンを超

えるもの，文の長さの比が 9を超える対訳ペアに関しては，

そのペアを学習データから削除を行った．

ベースラインには単方向 LSTMによる Attention-based

Encoder-Decoder による全文からの翻訳（Full sentence）

および “Wait-k”モデルを用いた．翻訳精度の評価尺度に

は，機械翻訳の自動評価尺度として一般的に使用されてい

る BLEU[13] および RIBES[14] を使用した．評価の際の

トークナイズには kytea[15]を用いた．

4.2 実験 1: small parallel enja

初めに，比較的短い文でのモデルの性能を確認するため

に small parallel enjaをコーパスとして用いて実験を行っ

た．“Wait-k”モデルの遅延トークン数 kは 3および 5，提

案手法のハイパーパラメータ α = {0, 0.01, 0.03, 0.05}に設
定した．

small parallel enjaでの実験における自動評価尺度およ

び遅延の大きさによる評価結果を表 2に示す．Full sentence

のスコアをモデルの取りうる評価の上界だと考えると，提

案手法はほぼ同じ性能で小さな遅延を実現できていること

がわかる．また，平均遅延が同程度の “Wait-k”モデルと提

案手法を比較すると，少し精度が減少しているもしくは同

程度の精度が得られていることがわかる．この精度の減少

は，“Wait-k”モデルでの遅延が固定で分散が 0であるのに

対して提案手法では訳出タイミングを適応的に決定できる

*2 https://github.com/odashi/small_parallel_enja
*3 https://github.com/google/sentencepiece

表 2 small parallel enja における自動評価尺度および遅延の大き

さによる評価結果．遅延はトークン数の平均および標準偏差で

表されている．

モデル 遅延 BLEU RIBES

Full sentence [2] 9.75 (± 2.69) 34.53 84.03

Wait-k [5] k=3 3.00 (± 0.00) 31.06 82.46

k=5 5.00 (± 0.00) 33.29 83.45

Ours α=0.00 4.32 (± 3.14) 28.01 81.78

α=0.01 4.29 (± 3.16) 30.42 82.60

α=0.03 2.88 (± 2.95) 26.47 80.51

α=0.05 0.80 (± 1.96) 22.60 77.86

ことから，遅延の分散が生じて遅延が少ない文での翻訳精

度が減少しているのではないかと考えられる．

4.3 実験 2: ASPEC

次に，長文かつ 1つのフレーズが非常に長いものとなる

状況でのモデルの性能を確認するため，ASPECをコーパ

スとして用いて実験を行った．“Wait-k”モデルの遅延トー

クン数 k は 5 および 7，提案手法のハイパーパラメータ

α = {0.03, 0.05, 0.1}に設定した．

表 3 ASPECにおける自動評価尺度および遅延の大きさによる評価

結果. 遅延はトークン数の平均及び標準偏差で表されている．

モデル 遅延 BLEU RIBES

Full sentence [2] 29.81 (± 14.30) 32.22 80.17

Wait-k [5] k=5 5.00 (± 0.00) 21.53 71.40

k=7 7.00 (± 0.00) 23.20 73.21

Ours α=0.03 23.03 (± 14.08) 24.86 72.59

α=0.05 21.96 (± 13.88) 22.45 70.60

α=0.1 17.13 (± 12.69) 23.66 72.27

ASPECでの実験における自動評価尺度および遅延の大

きさによる評価結果を表 3に示す．実験結果より提案手法

での遅延が “Wait-k”モデルと比較して非常に大きいもの

になっていることがわかる．これは，ASPECのドメイン

が科学技術論文でありデータ中に長いフレーズが多く含ま

れていることが原因ではないかと考えられる．名詞句など

の長いフレーズを訳す際にはフレーズ全体を入力される必

要があることが多いが，“Wait-k”モデルでは遅延の大きさ

が固定なので予測をするなどして無理やりにでも訳出を行

うために遅延を小さく保つことができる．それに対して，

提案手法では CTCによってフレーズ全体が入力されるま

で遅延を発生させるパスも探索可能であるため，その結果

<wait>などがが出力されやすくなり遅延が大きくなるの

ではないかと考えられる．

4.4 考察

以上の実験結果より，提案手法は長文では遅延が大きく

なる傾向にあるが，訳出タイミングを適応的に決定するこ
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とが可能であり，文全体を入力するよりも小さな遅延にお

いて一定の翻訳精度を実現できることがわかった．

表 4に small parallel enjaにおける翻訳結果の例を示す．

Example (1) では，提案手法で訳出タイミングを適応的に

決定することにより正しく翻訳出来ている例を示してい

る．この例では原言語文で文末に入力される”swimm ing”

という単語が参照訳では「水泳」という単語として非常に

早い段階で訳出されている．先行研究である “Wait-k”モ

デルでは遅延の大きさが固定であるため，この例のような

語順の入れ替えの幅が kを超える場合にうまく訳出するこ

とができなくなってしまうので間違った翻訳を出力してし

まう．それに対して，提案手法では”swimm”が入力される

まで<wait>を出力して訳出タイミングを調整することに

よって，「泳ぐ」という単語を訳出することが出来ている．

一方で，提案手法の翻訳結果には Example (2)のような

文の入力まで<wait>を出力し続けるようなものが多く見

られる．この例では，遅くともピリオドが入力されたタイ

ミングで何かしらの訳出が行えるはずであるのにも関わら

ず<wait> を出力している．これは，英語・日本語のよう

な語順が大きく異なる言語対では遅延を出力することに対

するペナルティよりも全文から翻訳を行って SCEや CTC

での誤差を小さくする方が誤差関数全体としては誤差が小

さくなるようなことがあるからではないかと考えられる．

特に，現状学習や評価に用いているコーパスは一般の機械

翻訳タスクに用いられているものであり同時翻訳に最適化

されたものでない．そのため，人間の同時通訳者の翻訳文

などに見られる原言語文と語順が大きく変わらない参照訳

を学習データとして学習を行うことでこの問題を緩和でき

るのではないかと考えられる．

5. まとめ

本研究では，NMTを用いた自動同時翻訳において語順

の大きく異なる言語間では必須となる適応的な訳出タイ

ミングの決定を行うことができる方法を提案した．提案

手法では NMTの目的言語側の語彙に新たなメタトークン

<wait>を追加し，訳出を行わない代わりに<wait>を出力

することで訳出タイミングの決定を行う．また，従来のトー

クン単位で誤差を計算する Softmax Cross-Entropyに加え

て系列単位で誤差を計算することのできる Connectionist

Temporal Classificationを用いることによって，正解デー

タのない<wait>の出力タイミングに対して最適化を行う

ことを試みた．また，提案モデルを英語から日本語への自

動同時翻訳タスクに対して適応し，その翻訳結果の精度や

問題点について分析・議論を行った．その結果，比較的短

い文に対する自動同時翻訳に関しては先行研究と同程度の

精度を達成し，また訳出タイミングを適応的に決定できて

いることがわかった．また，長い文に対する自動同時翻訳

に関しても，遅延が大きいという問題が残るが，一定の翻

訳精度を達成した．

今後の課題としては，翻訳結果から遅延の大きさ別に翻

訳精度を計算するなどの分析を行うことや遅延をトークン

数ではなく実際の音声入力の時間で評価する，原言語文と

の語順が大きく変化しないデータでの学習などが考えら

れる．
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