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事前訓練済みBERTエンコーダーを再利用した
ニューラル機械翻訳

今村 賢治1,a) 隅田 英一郎1

概要：本稿では，事前訓練済みの BERT (Bidirectional Encoder Representations from Transformer)モデ

ルを Transformerベースのニューラル機械翻訳 (NMT)に適用する．単言語のタスクと異なり，NMTの

場合，BERTのモデルパラメータ（訓練済み）に比べ，デコーダー（未学習）のパラメータ数が多い．そ

こで，まず BERTエンコーダーのパラメータを固定して，未学習パラメータのみを訓練し，その後，全体

を微調整する 2段階最適化を行う．実験では，直接微調整したときには BLEUスコアが極めて低くなった

のに対して，2段階最適化では訓練が成功した．その結果，Transformerの基本モデルや，モデル構造が同

じ事前訓練なしの Transformerに比べても BLEUスコアが向上することが確認された．また，少資源設定

で，より効果が高いことが確認された．

Neural Machine Translation that Recycles Pre-trained BERT Encoder

1. はじめに

Bidirectional Encoder Representations from Transform-

ers, BERT [6]は，言語表現モデルである．大規模な単言

語データで事前に訓練されたモデルであり，基本的には

それを微調整 (fine-tuning) [8], [16]することで，所望のタ

スクに合わせる．BERTを用いたシステムは，The Gen-

eral Launguage Understanding Evaluation (GLUE) ベン

チマーク [19] や，Stanford Question Answering Dataset

(SQuAD)を用いた機械読解 (reading comprehension)ベン

チマーク [12]など，さまざまなタスクで高い精度を達成し

ている [6]．しかし，BERT が使われているタスクは，主

に自然言語理解に関連するものであるため，基本的に単言

語である．

一方，BERTの考え方を多言語に拡張したモデルも提案

されている（cross-linugual language models; XLMと呼ば

れている）[10]．このモデルは複数の言語で事前訓練され

ており，これをエンコーダー，デコーダーと見なして，機

械翻訳を実現することもできる．

本稿では，事前訓練済みのBERTエンコーダーを，Trans-
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former [18]ベースのニューラル機械翻訳 (NMT)に適用す

る．具体的には，NMTのエンコーダー部分を BERTに置

き換える．BERTを用いたシステムや XLMに基づく教師

あり機械翻訳は，タスクデータによる微調整で訓練される．

しかし，本稿のシステムは，未学習であるデコーダーのパ

ラメータ数が非常に多く，単純に微調整を行うと発散して

しまうなど，安定した訓練が難しい．そこで本稿では，未

学習パラメータの訓練と微調整の 2段階で訓練する．

実験では，直接微調整したときには BLEUスコアが極め

て低くなったのに対して，2段階訓練では訓練が可能だっ

た．その結果，Transformerの基本モデルや，モデル構造

が同じ事前訓練なしの Transformerに比べても BLEUス

コアが向上した．このように，他の目的（この場合，言語

理解）に訓練されたネットワークでも，訓練を未学習部分

の訓練，微調整の 2段階にすると，別の目的（この場合，

機械翻訳）に再利用することができる．その意味で，本稿

は，ネットワーク再利用の一例となると考える．

以下，第 2節では，BERTについて簡単にレビューする．

第 3節では，提案方式である BERT利用機械翻訳のモデル

および訓練法を説明する．第 4節では，実験を通じて提案

方式の特徴を調査する．第 5節では，関連研究や，逆翻訳

とモデル再利用について議論し，第 6節でまとめる．
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2. 関連研究

2.1 BERT

BERT [6] は，Bidirectional Encoder Representations

from Transformers の略である．モデルの形式としては，

Transformerベースのエンコーダーで，単語列を入力とし，

各単語に対応する分散表現 (representations)を出力する．

内部では，マルチヘッドの自己注視機構により，入力の文

脈を考慮した符号化が行われている．

BERTは，大規模コーパスから事前訓練された状態で配

布されている．配布されているものは，12層か 24層と，

Transformerの基本モデル（6層）より深い．ユーザ（シス

テム開発者）はモデルに，自分のタスクに合わせたネット

ワークを追加し，タスクデータで微調整することで，様々

なシステムを構築する．たとえば文書分類タスクに使用す

る場合，BERTにクラス分類用の生成層（線形変換＋ソフ

トマックスから構成）を追加することで，分類器を構築す

る．同様に，固有表現抽出器を作る場合，各単語を分散表

現から固有表現タグに変換する生成層を加え，微調整する．

事前訓練は，マスク言語モデルタスクと次文予測タスク

の 2種類で行われている．どちらも言語モデルとしての予

測性能を上げるように訓練されている．

マスク言語モデルタスクでは，入力の一部を特殊単語

[MASK]または他の単語に置き換え，元単語を予測するよう

に訓練する．たとえば，“my dog is hairy”という文に対

しては，“my dog is [MASK]”という入力を与え，[MASK]

部分の単語が hairy であったことを予測する．予測には

前方文脈と後方文脈の両方が使われる．

次文予測タスクでは，2文を入力し，その 2つが連続した

2文かどうかを学習する．2値分類タスクを Transformer

で実現するため，入力の先頭に特殊単語 [CLS]を付与し，

そこに対応する出力で分類する．また，文区切りは特殊単

語 [SEP]で表す．

BERTは，The General Launguage Understanding Eval-

uation (GLUE) ベンチマーク [19]や，Stanford Question

Answering Dataset (SQuAD)を用いた機械読解 (reading

comprehension)ベンチマーク [12]など，さまざまなタス

クで高い精度を達成している．しかし，これらは自然言語

理解 (NLU)に関するものであるため．基本的に単言語で

ある．

2.2 多言語モデル

BERTの考え方を多言語に拡張したモデル (cross-lingual

language models; XLM)も提案されている [10]．XLMも

形式的には Transformerモデルであるが，複数言語の単言

語コーパスで訓練されている．また，対訳文を接続して入

力することで，1つの Transformerモデルの中で対訳関係

も学習する．

XLMは，事前訓練された 2つのモデルをエンコーダー，

デコーダーとみなし，機械翻訳も実現することができる．

本稿で述べる，BERTエンコーダーを使った NMTは，基

本的にはエンコーダーのみ XLMを用いた機械翻訳と同じ

ものである．ただし，我々の方式は，異なるシステムを接

続して，効果を上げることを主眼においているため，モデ

ル再利用 [13]を BERTエンコーダーと Transformerのデ

コーダーで行ったものともみなせる．

XLMによる機械翻訳を含む，多くの事前訓練システム

は，微調整のみでシステムを訓練する [6], [10] ．しかし，

事前訓練モデルのパラメータに比べ，未訓練パラメータが

多い場合，壊滅的忘却 (catestrophic forgetting)[9]と呼ば

れる現象により事前訓練のパラメータが破壊され，その結

果，訓練が発散する場合がある*1．この問題を抑制し，安

定的に訓練を行う必要がある．

3. BERT利用NMT

本節では，BERTエンコーダーを使った NMTについて

説明する．

3.1 モデル

本稿の NMTは，基本的には Transformerモデルを用い

たエンコーダー・デコーダーである．図 1に構成を示す．

これに対し，BERTも Transformerエンコーダーの一種な

ので，我々はそのまま NMT のエンコーダーとして利用

する．BERT によって符号化された各単語毎の分散表現

(encoder representations)は，Transformerデコーダーの文

脈注視機構に入力され，翻訳文が生成される．なお，本稿

では，BERTではない従来のエンコーダーを Transformer

エンコーダーと呼称する．また，Transformerデコーダー

は 6層に固定する．

BERTエンコーダーは，決められた前処理で事前訓練さ

れているため，機械翻訳に利用する際も，BERTトークナ

イザーで単語分割する必要がある．このトークナイザーは

WordPiece [20]に基づくサブワード化を含んでいる．入力

は，このトークン列の先頭に特殊単語 [CLS]，最終に文区

切り記号 [SEP]を付加したものになる．

今回，デコーダーには Transformerを使用するが，再帰

ニューラルネットワークベースの NMT [1], [17]でも適用

可能と考えている．

3.2 訓練

通常，事前訓練済みの BERTを使ってシステムを構築す

る際は，タスク特有のネットワークを追加して，タスク特

*1 初期値やハイパーパラメータの設定次第では，通常の訓練でも発
散する場合があるが，われわれの実験では，BERT 利用 NMT
でこの現象が顕著に発生した．
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図 1 BERT エンコーダーを使った NMT の構成

Fig. 1 Structure of NMT Using BERT Encoder

有のデータで微調整するだけでよい．これは，追加したパ

ラメータが十分に少なく，微調整で追加部分が学習できる

ためである．

本稿ではデコーダーが追加部分に相当するが，パラメー

タ数は非常に多い．実際，4節の実験で使用するモデルの

パラメータ数は，BERTエンコーダーが約 1.1億個である

のに対し，Transformerデコーダーは約 8千万個あり，微

調整だけでは学習させることができない．そこで，本稿で

は，デコーダー訓練と微調整の 2段階で学習する．

3.2.1 デコーダー訓練

この段階では，訓練データに対して，エンコーダーパラ

メータを固定 (freeze) し，デコーダーのパラメータのみを

更新する．

具体的には，通常の翻訳器の訓練と同様に，対訳コーパ

スで訓練を行うが，誤差逆伝播はデコーダーのみにとど

め，エンコーダーへの伝播を行わない．このため，BERT

エンコーダーは，逆伝播用の入出力の保存と，勾配計算

が必要なくなり，モデルが巨大であっても比較的小さな

メモリで訓練することができる．また，ドロップアウト

は，Transformerデコーダーのみに適用し，BERTエンコー

ダーには適用しない．

なお，訓練の終了条件は，最終的には開発セットにおけ

る損失が最低になったときであるが，微調整と組み合わせ

たときにどの程度デコーダーを訓練する必要あるのか，4.3

節で議論する．

3.2.2 微調整

微調整段階では，BERTエンコーダーのパラメータも通

常どおり更新し，end-to-endの全体最適化を行う．

デコーダー訓練時に，開発セットの損失が最低になるま

で学習済みだとしても，エンコーダーのパラメータも更新

表 1 実験データのサイズ

Table 1 Sizes of Experimental Data

タスク セット 文数 トークン数

（英語）

WMT-2014 訓練 4,468,840 1.16 億

英独翻訳 newstest2013 3,000 6.6 万

newstest2014 2,737 6.3 万

newstest2015 2,169 6.8 万

IWSLT-2015 訓練 133,317 270 万

英越翻訳 tst2012 1,553 3.4 千

tst2013 1,268 3.4 千

可能にした場合，デコーダーに合わせてエンコーダーが学

習されるため，さらに最適化が行われる．なお，この段階で

は，ドロップアウトは BERTエンコーダー，Transformer

デコーダー両方に適用する．

微調整段階では，すべての層の逆伝播計算を行うので，

大きなメモリを消費する．

4. 実験

4.1 実験設定

4.1.1 データ

本稿では，Stanford NLP グループが前処理を行った，

共有タスクデータ*2を使用した．データサイズを表 1 に

示す．

一つめのタスクは，Workshop on Statistical Machine

Translation (WMT-2014) [2] の英独ニュース翻訳タスク

(En-De)である．訓練データの他に，newstest2013 - 2015

ののべ 4セットが公開されている．本稿では，newstest2013

を開発セットとし，newstest2014, 2015 をテストセットと

して使用した．

*2 https://nlp.stanford.edu/projects/nmt/
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また，小規模データを対比させるため，International

Workshop on Spoken Language Translation (IWSLT-

2015)[3] の英語・ベトナム語翻訳タスク (En-Vi) も使用

した．こちらは，tst2012を開発セットとし，tst2013をテ

ストセットとした．

これらデータの目的言語は，バイトペア符号化 [15]を用

いて，1.6万のサブワードに分割した．原言語（英語）に関

しては，Transformer エンコーダーを使う場合は 1.6万サ

ブワード，BERTエンコーダーを使う場合は，BERTトー

クナイザーに従い，3万のサブワードに分割した．

4.1.2 BERTモデル

本稿では，GitHubで公開されている事前訓練済みモデ

ル*3を使用した．今回使用したモデルは，BERT基本モデ

ルと呼ばれているもので，大文字小文字区別なし入力, 12

層，隠れ状態 768ユニット，12ヘッド，パラメータ数は

約 1.1億である．このモデルは，BooksCorpus [22]と英語

Wikipedia（合わせて約 33億語）で訓練されている．

なお，このモデルは，TensorFlowライブラリ用に訓練さ

れたものなので，ツール*4を用いて PyTorchライブラリ用

に変換して使用した．

4.1.3 翻訳システム

ベースとなる翻訳システムは，fairseq　*5を使用した．

fairseq は，PyTorch 上に構築された NMT システムで，

Transformerモデルを含む．このエンコーダー部分をBERT

に置き換え，デコーダー部分は fairseqをそのまま使用した．

デコーダーモデルは，6層 Transformerであるが，エン

コーダー出力を文脈注視機構で混合するため，隠れ層のサ

イズやヘッド数は，エンコーダーと同じに設定した．

4.1.4 ハイパーパラメータ

表 2に設定を示す．微調整時のハイパーパラメータは，

学習率とウォームアップ以外はデコーダー訓練と同じ設定

を使用した．

4.1.5 評価

評価は，BLEU [11]で行った．また，検定は，ブートス

トラップ再サンプリングに基づくMultEvalツール [5]*6 を

使用し，危険率は p < 0.05とした．

4.2 システム比較

本節では，WMT-2014データでシステム比較を行う．

今回は，文献 [18]の Transformer基本モデルをベースラ

インとし，それとの比較で提案法を評価する．また，参考

として，エンコーダーのモデル構造を BERTモデルと同等

にした場合 (Transformer BERT サイズモデル; つまり 12

層，隠れ状態 768ユニット，12ヘッド)も示す．これは，

*3 https://github.com/google-research/bert
*4 https://github.com/huggingface/pytorch-pretrained-BERT
*5 https://github.com/pytorch/fairseq
*6 https://github.com/jhclark/multeval

表 2 ハイパーパラメータ設定

Table 2 Hyperparameter Settings

種別 オプション名 値

デコーダー バッチサイズ 約 500 文

訓練 最適化方式 Adam

β1 = 0.9, β2 = 0.99

学習率 0.0004

ウォームアップ 約 5 エポック

学習率減衰 逆平方根

ラベル平滑化 0.1

ドロップアウト 0.15

損失関数 ラベル平滑化クロスエントロ

ピー

微調整 学習率とウォームアップを除き，デコーダー訓練

と同じ

テスト ビームサイズ 10

長さペナルティ 1.0 固定

モデルの表現力による翻訳精度の影響を確認するためのも

のである．

提案法（BERT利用 NMTと呼ぶ）は，まず開発セット

(newstest2013)の損失が最低になるまで，デコーダー訓練

を行い，その後微調整した．微調整の際の学習率は，デコー

ダー訓練時の 1/10から 1倍に変化させて，その影響をみ

た．なお，ウォームアップも学習率に合わせて 1/N倍して

いる．結果を表 3に示す．表中の開発 PPLは開発セット

(newstest2013)のパープレキシティ，BLEUの年号は，そ

れぞれ newstest2013, 2014, 2015の BLEUスコアを表す．

まず，ベースライン同士を比較する．Transformer基本

モデルに比べ，Transformer BERTサイズモデルは，開発

セットのパープレキシティが低下しており，良質なモデル

が学習できている．しかし，BLEU スコアでは若干低下

（有意差なし）しており，エンコーダーのパラメータ増加

が，必ずしも翻訳品質に繋がっていないことがわかる．

次に，Transformer基本モデルと BERT利用 NMTを比

較する．デコーダー訓練をまったく行わず，直接微調整し

た場合，訓練そのものは収束したが，BLEUスコアは著し

く低下し，モデルが壊れていることが示唆されている．単

言語タスクにおける BERTの利用方法とは異なり，BERT

エンコーダーを利用する機械翻訳では，直接微調整を行う

のは難しい．

一方，提案方式では，デコーダー訓練した直後（微調整

前）は，ベースラインに比べ開発 PPLは高く，BLEUス

コアは低い．BERTエンコーダーは，今回の訓練データと

は異なるデータで訓練されているため，データの不整合か

ら十分な学習ができいない．

しかし，微調整後は，開発 PPLは低くなり，それに伴い

BLEUスコアは向上する．Transformer基本モデルに比べ

ると，BLEUスコアはほぼすべてのケースについて有意に

向上している．Transformer BERTサイズモデルと比べて
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表 3 システム比較結果

Table 3 Results of System Comparison

太字は，全システムでの最良値を表す．(+)(-) は，Transformer 基本モデルに比べ，それぞれ有意に向上，有意に悪化（p < 0.05）を表す．

BLEU ↑
システム 開発 PPL ↓ 2013 2014 2015 備考

ベースライン Transformer 基本モデル 4.23 26.29 27.22 29.48 検定用ベースライン

Transformer BERT サイズモデル 4.04 26.15 27.09 29.32

BERT 利用 NMT 直接微調整（学習率=8e-5） 4.28 0.13 (-) 0.10 (-) 0.12 (-) 33 エポックで収束

提案方式：デコーダー訓練直後 4.76 24.13 (-) 23.62 (-) 25.74 (-) 65 エポックで収束

+微調整（学習率=4e-5） 3.93 27.14 (+) 28.27 (+) 30.68 (+) 21 エポックで収束

+微調整（学習率=8e-5） 3.92 27.05 (+) 28.90 (+) 30.89 (+) 9 エポックで収束

+微調整（学習率=1.2e-4） 3.93 27.03 (+) 28.50 (+) 30.51 (+) 11 エポックで収束

+微調整（学習率=1.6e-4） 3.94 26.64 28.59 (+) 30.51 (+) 11 エポックで収束

+微調整（学習率=2.0e-4） 3.95 26.89 (+) 28.67 (+) 30.24 (+) 12 エポックで収束

+微調整（学習率=4.0e-4） 学習が発散したため，測定せず

も，開発 PPLは低下しているため，これはモデルパラメー

タが増えたためではなく，学習性能の差と言ってよい．

微調整時の学習率 (LR)を 4e-5から 4.0e-4まで変化させ

た場合，4.0e-4（デコーダー訓練時の学習率と同じ）では

学習が発散してしまい，訓練できなかった．それ以外の学

習率では，開発 PPL，BLEUスコアともに大きな差はない

が，学習率 8e-5の時，9エポックで収束し，学習が最も早

かった．以降の実験では，微調整の学習率は 8e-5で固定

する．

4.3 デコーダー訓練のエポック数

提案方式では，まずデコーダー訓練を収束するまで実施

して，そののちに微調整する．しかし，この方法は，デコー

ダー訓練に時間がかかるため，効率はよくない．実際，前

節の実験では，デコーダー訓練に 65エポックかかった．本

節では，デコーダー訓練を収束前に停止し，そこから微調

整を行うことで，デコーダー訓練の効率化の可能性を調査

する．

表 4は，デコーダー訓練のエポック数を変えて微調整

したときの結果である．表の最下行（収束するまで訓練）

をベースラインとし，デコーダー訓練を途中で中断して微

調整したときの開発 PPL，BLEUスコアの変化を示して

いる．なお，デコーダー訓練 0エポックとは，デコーダー

訓練を行わず，直接微調整を行った場合で，表 3の再掲で

ある．

デコーダー訓練のエポック数を減らしてゆくと，微調整

の収束速度が遅くなり，開発 PPLも増加する傾向がある

が，BLEU スコアはほとんど変化しない．実際，デコー

ダー訓練 65エポックと有意な差が出たのは，3箇所だけで

ある．

どこまでデコーダー訓練を行うべきか，おそらくデータ

やハイパーパラメータによって異なるため，明確な基準を

示すことはできないが，少なくとも本稿のデータでは，以

下の結果となった．

( 1 ) 最も訓練時間を短くするためには，デコーダー訓練を

3エポック程度行うと，微調整にかかる時間との総和

が短い（3 + 18 = 21エポック）．

( 2 ) 最も良いモデル（開発 PPLが最低のモデル）がほし

い場合は，デコーダー訓練を 20エポック程度行うと

十分である．

4.4 小規模データ実験

次に，IWSLT-2015の英語・ベトナム語データ (約 13万

文）で実験を行い，少資源設定での BERTエンコーダーの

効果を確認する．コーパス以外の実験設定は，4.1節と同

じである．結果を表 5に示す．

小規模データにおいては，BERTエンコーダーを適用し，

デコーダー訓練を行うだけで，ベースラインに比べ，開発

PPLは低下するが，BLEUスコア上は，悪化する．これ

は，大規模データ（4.2節）と同じ傾向である．

一方，微調整を行うと，開発 PPL，BLEUスコアともに

ベースラインから大きく向上し，BLEUスコアは tst2013

で+3.45向上している．表 3の実験では，同じ設定（Trans-

former基本モデルと BERT利用 NMT（微調整，学習率

8e-5）の差）で newstest2015は+1.41であったので，BERT

エンコーダーは少資源設定における翻訳品質向上に，より

効果的である．

5. 議論

5.1 逆翻訳との対比

単言語コーパスを用いて，翻訳器の性能を上げる技術の

一つに，逆翻訳がある [14]．これは，目的言語の単言語コー

パスを，機械翻訳で原言語に翻訳し，疑似対訳文を作成，

他の対訳文と混合して原言語→目的言語の翻訳器を学習す

る技術である．一方，今回用いた BERTエンコーダーは，

原言語の単言語コーパスから学習するものなので，逆翻訳
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表 4 デコーダー訓練のエポック数を変えた場合の開発 PPL と BLEU スコアの変化

Table 4 Changes of Dev. PPL and BLEU Scores when Number of Epochs in Decoder

Training Change

デコーダー訓練 微調整 BLEU ↑
エポック 開発 PPL ↓ エポック 開発 PPL ↓ 2013 2014 2105 備考

0 — 33 4.28 0.13 (-) 0.10 (-) 0.12 (-) デコーダー訓練なし（直接微調整）

1 33.05 34 4.23 26.67 28.77 30.16 (-)

2 11.47 20 4.20 26.80 28.58 30.82

3 8.12 18 4.10 27.41 28.93 30.78

5 6.69 18 4.02 27.20 28.43 (-) 30.80

10 5.50 15 3.96 27.33 28.59 30.42

20 5.08 18 3.91 27.00 28.87 30.92

30 4.89 10 3.92 27.18 28.39 (-) 30.70

40 4.86 12 3.91 27.01 29.04 30.70

50 4.81 11 3.91 27.02 28.65 30.77

65 4.76 9 3.92 27.05 28.90 30.89 デコーダー訓練を収束するまで行った場合．

検定用ベースライン

表 5 IWSLT-2015 データにおける実験結果

Table 5 Results of IWSLT-2015 Data

BLEU ↑
システム 開発 PPL ↓ 2012 2013

ベースライン Transformer 基本モデル 11.54 24.03 26.12

BERT 利用 NMT 提案法：デコーダー訓練直後 11.45 21.77 (-) 23.23 (-)

微調整（学習率=8e-5） 8.98 26.77 (+) 29.57 (+)

を補完する技術と位置づけられる．

しかし，必要とする対訳コーパスの量に関しては，両者

に若干の違いがある．BERTエンコーダー自体は，その学

習に対訳コーパスは必要ないので，対訳が入手しにくい言

語対でも適用することができる．ただし，単言語コーパス

サイズは大規模なものが必要となるので，英語のような資

源が豊富な言語から，少資源言語への翻訳に適用するのが

効果的である．

一方，逆翻訳方式は，目的言語→原言語に翻訳する逆翻

訳器を作成するために，対訳コーパスが必要である．対訳

コーパスサイズが少なすぎると，逆翻訳した結果自体が信

頼できなくなるため，ある程度のサイズは必要である [7]．

中規模以上の資源を持つ言語対に適用するのがよい．

なお，2.2節で述べた XLMは，単言語コーパスを用い

て，原言語→目的言語→原言語へのオートエンコーダーと，

目的言語→原言語→目的言語のオートエンコーダーを訓練

し，両者をエンコーダー・デコーダー形式で接続すること

によって，教師なし機械翻訳を実現する枠組みを持つ．そ

のため，逆翻訳も含んでいるとみなすこともできる．もと

もと逆翻訳は，デコーダーを強化するための技術であるの

で，事前訓練に含めるのもリーズナブルである．

5.2 原言語コーパスを用いたNMT

原言語コーパスを用いて，機械翻訳の性能を上げる試み

には，XLM以外には以下のものがある．

文献 [21] は，原言語コーパスで語順変換モデル，対訳

コーパスで翻訳モデルをマルチタスク学習する方法を提案

している．文献 [4]は対訳コーパスによる訓練と同時に，

原言語コーパス，目的言語コーパスでそれぞれオートエン

コーダーを訓練した．どちらの方法も，訓練時に対訳コー

パスと単言語コーパスを併用する必要がある．

本稿の設定は，原言語コーパスでエンコーダーを事前訓

練し，対訳コーパスでデコーダー訓練と微調整を行うの

で，訓練手順は明確に段階づけられている．つまり，大規

模な単言語コーパスは，事前訓練だけに適用され，デコー

ダー訓練，微調整時には対訳コーパスだけ使用する．その

ため，非常に大規模な単言語コーパスよるメリットを享受

しやすい．

5.3 事前訓練と再利用

今回用いた BERTモデルは，元々自然言語理解 (NLU)

に適したように訓練されており，機械翻訳は目的外使用で

ある．その意味では，事前訓練モデルを適用したというよ

り，自然言語理解用モデルを機械翻訳に再利用したと言っ

た方が適切だと考えている．

事前訓練と再利用の境界は，未学習のパラメータ数で

判断される．今回の実験に用いたモデルのパラメータ数

は，BERTエンコーダーが約 1.1億個，Transformerデコー
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ダーが約 8千万個である．未学習のパラメータが 8千万個

もあると，微調整だけでは最適化できない．その場合，モ

デル再利用と位置づけ，本稿のような 2段階最適化が有効

となる．

いずれにしても，本稿の研究は，モデル再利用の一例と

なると考えている．

6. おわりに

本稿では，BERTエンコーダーを組み込んだ NMTを構

築した．事前訓練済みのモデルパラメータに対して，未学

習パラメータが多かったため，デコーダー訓練と微調整の

2段階最適化を行い，対訳データのみから学習した NMT

より高品質の機械翻訳を構築した．提案システムは，小資

源設定でより効果を発揮することを確認した．さらに，デ

コーダー訓練の適切なエポック数について調査し，数エ

ポックから数十エポックで十分であることも確認した．

今後は，さまざまなシステムのハイブリッドについても

調査したい．
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