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時間周波数再帰型ニューラルネットワークを用いた
スペクトログラムの低ランク近似のための基礎検討

丹治寛樹1,a) 鎌田弘之1

概要：時間周波数領域における音響信号処理において観測信号のスペクトログラムを低ランク近似する手
法が広く用いられている．さまざまな近似手法のうち，観測信号のスペクトログラムの振幅またはパワー
を基底スペクトルと非負の重みに分解する非負値行列因子分解（nonnegative matrix factorization; NMF）が
低ランク近似を得るために最もよく利用される．NMFの一つの派生として，本稿では，観測信号のスペク
トログラムから NMFにおける基底および重みを推定する再帰型ニューラルネットワーク（recurrent neural
network; RNN）を提案する．提案するネットワークはスペクトログラムを周波数方向に走査して基底を出
力する frequency-RNNと時間方向に走査して重みを出力する time-RNNの 2つの独立した RNNにより構
成されており，これらの RNNの出力の線形結合を用いて観測信号のスペクトログラムを再現する．本稿
では encoder-decoderモデルおよび variational autoencoderに基づく 2つのネットワーク構造を検討し，簡
単な近似例を示す．

Towards low-rank approximation of spectrograms using time-frequency recurrent
neural network

1. はじめに
非負値行列因子分解（nonnegative matrix factorization;

NMF） [1]は入力された非負の観測行列の低ランク近似を
得るための枠組みであり，音響信号処理においては，音源
の振幅またはパワースペクトログラムをモデリングするた
めによく利用される [2, 3]．音響信号のスペクトログラム
に NMFを適用することで，その信号を構成するスペクト
ルのパターンと混合重みを教師なしで獲得できる [4]ため，
ニューラルネットワークと組み合わせた半教師あり音源強
調においても活用されている [5, 6]．
ニューラルネットワークとスペクトログラムの低ランク

近似との融合が進む一方，NMFの最適化問題をニューラ
ルネットワークに基づいて解く試みもなされている [7–9]．
例えば文献 [7]では，NMFの重みを RNNを用いて学習す
る手法が提案されている．この手法では，与えられたスペ
クトログラムに対して NMFを適用し，得られた基底を固
定して RNNを学習する．音響信号処理において，観測信
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号は調波構造を持つことが多く，観測信号のスペクトログ
ラムに NMFを適用して得られた基底および重みはそれぞ
れスパース性および連続性を持つことが期待される [10]．
そのため，RNNを用いることで重みの連続性を再現しよ
うとするアプローチは有効である．文献 [7]ではこの手法
により半教師あり信号分離に有益な重みが得られることが
報告されているが，NMFの基底を出力する RNNは明らか
になっていない．
そこで，本研究ではスペクトログラムを入力として与え

たとき NMFの基底および重みを出力するニューラルネッ
トワークの構築を目指す．とりわけ，本稿ではニューラル
ネットワークの構成について検討を行う．
基底および重みを学習するために，本稿では，スペクトログ

ラムを周波数方向に走査して基底を出力する frequency-RNN
（F-RNN）と時間方向に走査して重みを出力する time-RNN
（T-RNN）の 2つの独立したRNNを用いる．これらのRNN
の出力のを用いてスペクトログラム近似を得て，観測信号
のスペクトログラムとの乖離度を計算することで RNNを
学習する．スペクトログラムの近似を得るために，本稿で
は encoder-decoderおよび variational autoencoder（VAE）に
基づく 2つのモデルを検討する．
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図 1 Encoder-decoder ネットワークの構成

2. 関連研究
再帰ユニットの出力を周波数方向および時間方向の双方

に伝搬させる RNNを用いてスペクトログラムを解析する
手法がいくつか提案されている [11–13]．文献 [11, 12]で
は，周波数方向の long short-term memory（LSTM）[14]に
よって獲得したスペクトログラムの特徴量を時間方向の
LSTMに入力するネットワークを提案し，それぞれ音声認
識や音高推定に適用している．また，文献 [13]では，時間
方向および周波数方向に別の RNNを構築するのではなく，
時間方向および周波数方向の双方に出力や状態を伝搬でき
る再帰ユニットが提案されている．

3. 非負値行列因子分解
本節ではNMFの定式化について述べる．NMFでは，観測

信号の振幅またはパワースペクトログラムY ∈ RM×N
+ をK

個の基底スペクトルW ∈ RM×K
+ と重み行列H ∈ RK×N

+

の積で近似する．Y の要素を ymnとすると，その近似 ŷmn

は ŷmn =
∑K

k=1 wmkhkn で与えられる．ここで，wmk お
よび hkn はそれぞれW およびH の要素である．ŷmn の
要素を並べた行列 Ŷ は Ŷ = WH のように求められる．
観測信号の複素スペクトログラムが複素正規分布に従う

と仮定すると，NMFは複素正規分布の分散の最尤推定問
題として定式化される [15]．この定式化に基づけば，NMF
の推定問題は次式で表される Itakura-Saito（IS）divergence
規範に基づく評価関数の最適化問題に帰着する．

fIS(W ,H) =
1

MN

∑
m,n

(
ymn

ŷmn
− log

ymn

ŷmn
− 1

)
(1)

4. 提案モデル
本稿では，ネットワークの入力にスペクトログラムを与

え，出力からスペクトログラムの近似を得るネットワー

図 2 VAE の構成

クを構築する．そこで，図 1に示すような encoder-decoder
ネットワークと同様のモデルを考える．このネットワーク
は周波数方向および時間方向に 2つの双方向 RNNをもっ
ており，それぞれの RNNは入力されたスペクトログラム
を周波数方向および時間方向に走査する．RNNの出力は
全結合層に入力され，全結合層は基底および重みの推定値
を出力する．図 1において，ニューラルネットワークは Y

のコーディングW，H を得る encoder，W とH の線形
結合を求める部分は Y を再構成する decoderとみなせる．
図 1に示すネットワークの学習手順は以下の通りである．

( 1 ) 観測信号のスペクトログラム Y に NMFを適用し，基
底WNMF および重みHNMF を得る

( 2 ) F-RNNおよび T-RNNを独立に学習する
• WNMF を固定して T-RNNのみ学習する
• HNMF を固定して F-RNNのみ学習する

( 3 ) F-RNNおよび T-RNNの出力を用いて F-RNNおよび
T-RNNを同時に学習する

NMFにおける基底と重みのスケールの任意性を解決するた
めに，F-RNNの後段の全結合層の出力wmkが

∑
m wmk = 1

を満たすように正規化する．
図 1のモデルに VAE [16]で用いられているような生成

モデルを導入することもできる．図 2に生成モデルを導入
したネットワークの構成を示す．VAE [16]では，潜在変
数モデルにおける潜在変数の分布の母数をニューラルネッ
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トワークで与える．図 2では，基底および重みの潜在変数
zW
m ，zH

n が正規分布に従うと仮定し，RNNの後段の全結
合層で正規分布の母数を得る．得られた母数を用いて zW

m

および zH
n をサンプリングし，基底および重みを出力する．

VAEにおいて最大化する評価関数は次式で与えられる．

fVAE =
1

MN
Eq(zW

m |Y )q(zH
n |Y )[log p(ymn|zW

m , zH
n )]

+
1

M
Eq(zW

m |Y )

[
log

q(zW
m |Y )

p(zW
m )

]
+

1

N
Eq(zH

n |Y )

[
log

q(zH
n |Y )

p(zH
n )

]
(2)

ここで，Ep(x)[x]は分布 p(x)の xについての期待値である．
この式において対数尤度関数 log p(ymn|zW

m , zH
n ) は ymn

および ŷmn についての IS divergenceと定数項を除いて等
しい．また，q および pはそれぞれ潜在変数の事後分布お
よび事前分布で，zW

m および zH
n の各要素 zWmj，zHnj につ

いて以下の正規分布を設定する．

p(zW
m ) =

∏
j N (zWmj ; 0, 1) (3)

p(zH
n ) =

∏
j N (zHnj ; 0, 1) (4)

q(zW
m |Y ) =

∏
j N (zWmj ;µ

W
mj , σ

2
mj

W
) (5)

q(zH
n |Y ) =

∏
j N (zHnj ;µ

H
nj , σ

2
nj

H
) (6)

式 (2)において 1項目の期待値の計算に必要な積分は解析
的に計算できないため，文献 [16]で述べられているモンテ
カルロ積分を用いて近似する．
以下のように図 2のネットワークを学習する．

( 1 ) 観測信号のスペクトログラム Y に NMFを適用し，基
底WNMF および重みHNMF を得る

( 2 ) F-RNNおよび T-RNNを独立に学習する
• WNMF を固定して T-RNNのみ学習する
• HNMF を固定して F-RNNのみ学習する

( 3 ) すべてのニューラルネットワークのパラメータを固定
し，潜在変数のみ最適化する

潜在変数の最適化にはmajorization-minimizatioin（MM）ア
ルゴリズム [17]を用いる．アルゴリズムの詳細は付録 A.1
に示す．

5. 近似例
図 1および図 2のネットワークによりどのような近似結
果が得られるか確認するために，本節では RWC音楽デー
タベース [18]に収録されたクラリネット音（311CLNOM）
およびピアノ音（011PFNOM）から生成した 3重音のスペ
クトログラムを低ランク近似する．観測信号のスペクト
ログラムを図 3(a)および図 4(a)に示す．観測信号のサン
プリング周波数は 11025 [Hz]である．短時間フーリエ変
換（STFT）のフレーム長およびフレーム周期はそれぞれ
1024 [point]，256 [point]であり，窓関数には Hamming窓

図 3 3 重音の近似例（Clarinet，311CLNOM）

図 4 3 重音の近似例（Piano，011PFNOM）

を用いる．また，観測信号のパワースペクトログラムを得
た後で，パワースペクトログラムの最大値が 1になるよう
に正規化する．再帰ユニットには LSTM [14]および gated
recurrent unit（GRU）[19]を用いる．基底の数は 3とし，再
帰ユニットの隠れ状態の次元は 30，VAEにおける潜在変数
の次元は 15とする．また，モンテカルロ積分に用いるサ
ンプル数は 10とする．このシミュレーションでは，正確
な近似を得るために式 (2)の 1項目のみを用いてパラメー
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タの勾配を計算する．
RNNの学習を効率化させるために，スペクトログラムの
次元を圧縮したものを RNNに入力する．本節では，対数
パワースペクトログラム Ỹ に対して特異値分解を適用し，
Ỹ = XFΣX>

T のように分解する．XF およびXT から寄
与率の大きなベクトルを 3つ取り出し，それぞれ F-RNN，
T-RNNの入力に用いる．
図 3および図 4にそれぞれクラリネット音，ピアノ音

の近似結果を示す．これらの図において，図 3(b)および
図 4(b)は複素正規分布に基づく NMF（IS-NMF） [17]の
結果である．NMFでは基底および重みがスパースになる
ような結果が得られる．しかし，提案モデルに基づく手法
ではこのスパース性が緩和され，図 4(d)のように推定され
る重みはより連続性を持つようになる．基底の推定値にお
いてはスペクトルのピーク形状が広がる傾向にあるため，
今後，さらなる改善が求められる．

6. おわりに
本稿では，RNNを用いてスペクトログラムを低ランク近

似するためのモデルを構築した．シミュレーションでは，
3重音の近似問題を通して提案したモデルに基づいてどの
ような近似表現を得られるか確認した．今後は大量の音楽
音響データを用いたネットワークの学習や提案モデルに基
づく音声強調や自動採譜のアルゴリズムの開発を行う．
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付 録

A.1 潜在変数の最適化
本節では，REF.において潜在変数 zW

m ，zH
n を最適化す

る方法を述べる．手順 (2)においてニューラルネットワー
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クのパラメータが得られた後，手順 (3)では推定された変分
事後分布 qを用いて次式を最大化する zW

m ，zH
n を求める．

F(zW
m , zH

n ) =
1

MN

∑
m,n

log p(ymn|zW
m , zH

n )

+
1

M

∑
m

log q(zW
mj) +

1

N

∑
n

log q(zH
nj)

(A.1)

式 (A.1)の 1項目は損失関数，2項目および 3項目は罰則
項とみなせる．したがって，1項目を最大にする潜在変数
を求めた後で，求められた潜在変数に 2 項目および 3 項
目の近接作用素 [20]を適用することで式 (A.1)を最大化で
きる．
式 (A.1)の 1項目は IS divergenceと等価であることから，

式 (A.1)の 1項目を最大にする wmk は以下の反復更新式で
与えられる [17]．

wmk ← wmk

√√√√ ∑
n

ymnhkn

ŷ2
mn∑

n hkn/ŷmn
(A.2)

wmkを出力する全結合層の重みをΩW，バイアスをbW とす
ると，wm = [wm1, . . . , wmK ]>はwm = softplus(ΩW zW

m +

bW )のように求められる．ここで，softplus(x)は softplus
関数で，関数の値は入力ベクトルの要素ごとに計算される．
softplus関数の逆関数 softplus−1を用いれば，式 (A.1)の 1
項目を最大にする zW

m は次式で与えられる．

zW
m = (ΩW )+(softplus−1(wm)− bW ) (A.3)

ここで，(ΩW )+ は ΩW の一般逆行列である．式 (A.3)で
求めた zW

mj に log q(zWmj)の近接作用素を適用する．すなわ
ち，zWmj は次式によって更新される．

zWmj ←
γµW

mj + σ2
mj

W
zWmj

γ + σ2
mj

W
(A.4)

ここで γ は正の定数である．zH
n についても同様にして最

適化できる．
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