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音楽音響信号に対するラベル・テクスチャ分離型
変分自己符号化器を用いた半教師ありコード推定

呉益明1,a) Tristan Carsault2,b) 中村栄太1,c) 吉井和佳1,d)

概要：
本稿では，正解コードラベル付きの音楽音響信号（教師ありデータ）に加えて，ラベルが付与されていな

い音響信号（教師なしデータ）を同時に利用するための，深層ニューラルネットワーク (DNN)に基づく
コード推定法について述べる．従来の DNNに基づく識別的アプローチは，大量の教師ありデータを用い
ることで優れた推定精度を達成できるが，コードラベルの付与には多大な労力が必要であり，精度向上に

は限界があった．一方，隠れマルコフモデルなどの確率モデルに基づく生成的アプローチは，原理的に半

教師あり学習が可能であるものの，モデルの表現力の貧弱さから，推定精度の面で劣っていた．これらの

問題を解決するため，本研究では，高い表現力を持つ DNNに基づく深層生成モデルと，償却型変分推論
法に基づく半教師あり学習法を提案する．具体的には，まず，コードラベル系列と音響テクスチャ系列を

潜在変数とし，音響的特徴量を観測変数とする生成モデルを定式化する．観測変数が与えられた際に，潜

在変数の事後分布を推定するため，音響的特徴量からコードラベル系列を推定する識別モデルと，音響的

特徴量とコードラベル系列から音響テクスチャ系列を抽出する推論モデルを導入する．与えられた音楽音

響信号に対して，教師ラベルの有無に関わらず，変分自己符号化器の枠組みでこれら三つの深層モデルを

同時最適化することができる．実験の結果，教師なしデータに対しても，コードラベル情報と音響テクス

チャ情報が適切に分離された表現学習を行うことができること，半教師あり学習を行った識別モデルが，

教師ありデータのみで学習した識別モデルよりも高い認識精度を実現できることを確認した．

1. はじめに

自動コード推定の研究は，音楽音響信号からコードラベ

ル系列を推定する過程を数理モデルで再現することを目指

している．音楽音響信号の構造は複雑で，離散的な記号形

式で定義されるコード進行との繋がりも非自明的な部分

が多く，数理モデルを明示的に記述することが難しい．こ

れまでの研究では，主に統計的機械学習の手法を用いて，

データ駆動型アプローチで問題の解決を試みられてきた．

従来の研究では，コード記号系列から音響特徴量系列へ

の「演奏過程」を確率的生成モデルとして定式化するアプ

ローチが主に用いられてきた [1–4]．コード推定を行う際

は，観測された音響特徴量の生成確率（尤度）が最大にな

るようなコードラベル系列を逆算する逆問題を解く．これ

らの研究では生成モデルの学習を容易にするため，音響モ
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デルを音響信号から低次元な音響特徴量（主にクロマベク

トル [5]）を抽出して観測値として扱っており，その音響モ

デルの設計も主な研究課題である [2, 6]．生成的モデルは

解釈性が高く，モデルを拡張したり制約を課すことで生成

過程に音楽的なドメイン知識を反映させることができる．

また，理論的に半教師あり・教師なし学習が可能であると

いう利点もある．一方，効率的にコード推定が実行可能な

モデルはほぼ隠れマルコフモデル (HMM)に基づいたもの

に限られており，モデルの表現力も限定的であるため，認

識精度は高めるのは困難だった．

一方，近年では，観測された音響特徴量からコードラベ

ル系列の事後確率を直接推定する識別的アプローチに基づ

く手法が注目されており，特に深層ニューラルネットワー

ク (DNN)モデルに基づいた教師あり学習法が多く提案され

ている．十分な量の学習データ（音響信号と正しいコード

ラベル系列のペアデータ）を強力な表現力を持つ DNNに

学習させることで，未知データに対して比較的高い精度で

事後確率を推定する認識モデルを獲得することに成功して

いる．しかし識別的モデルの性能はアノテーションが存在

する音響信号の質・量に強く依存しており，アノテーショ
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図 1 本論文が提案する，深層生成モデル・深層コード識別モデルと

深層テクスチャ推論モデルを組み合わせた変分自己符号化器

(VAE)の概観図．点線は reparametrization trickによるサンプリ

ングを表す．

ンが無い音響信号から学習ができない．また，コードラベ

ル系列に関するドメイン知識の反映も容易ではない．

本研究では，両アプローチの限界を克服するため，深層

生成モデルの半教師あり学習法を提案する．本モデルは，

潜在変数であるコードラベル系列と音響テクスチャ系列か

ら，観測変数であるクロマベクトル系列が生成される過程

を表現する．ここで，音響テクスチャとは，クロマベクト

ルを表現するうえで必要となる，シンボリックなコードラ

ベル以外の音響的な情報，例えば，コード区間に含まれる

各音符の音量や経過音の存在などを示していると考えられ

る変数であり，便宜的に多変量標準ガウス分布に従うこと

を仮定する．また，コードラベル系列は，フレームレベル

での過剰な遷移を防ぐため，高い自己遷移確率をもつ一次

マルコフモデルに従うことを仮定している．

さらに，クロマベクトル系列からコードラベル系列の事

後確率を推定する深層識別モデルと，クロマベクトル系列

とコードラベル系列から音響テクスチャ系列を推定する

深層推論モデルを導入する．これらを深層生成モデルと統

合することで，変分自己符号化器 (VAE) [7]を構成できる

（図 1）．この統合モデルは，一部だけ教師データが存在す
る音楽音響データを用いて半教師あり学習することができ，

コードラベルと音響テクスチャを適切に分離した推論・生

成モデルを獲得することができる．

本研究の主な貢献は，強力な表現力と柔軟性を持つ深層

生成モデルをはじめて自動コード推定モデルの研究に導入

したことである．また，識別的・生成的モデルを統合した

VAEを初めて自動コード推定モデルに応用し，半教師あり

学習によるコード識別モデル精度が向上することを示す．

技術面では，VAEを学習する際，コードラベル系列の事前

分布をマルコフモデルで定義し，識別モデルの出力を正則

化することで、コードラベル系列の時間的継続性を明示的

に反映できることを示す．

2. 関連研究

本章では，音楽音響信号に対するコード推定と，生成的・

識別的アプローチの統合の関連研究について述べる．

2.1 統計的コード推定

統計的コード推定の核心は，音響特徴量系列Xからコー

ドラベル系列 Sを採譜する過程を事後確率 p(S|X)で表現

することである．モデル p(S|X)を定式化する方法は，生

成的・識別的アプローチの二種に大別される．

生成的アプローチでは，隠れマルコフモデル (HMM)に

基づく定式化が主流である [3, 8]．この手法では，潜在変

数系列 Sがマルコフモデルに従う p(S)という仮定に基づ

き，観測系列Xの生成過程 p(X|S)を定式化する．Xが与

えられたときに p(S|X)を最大化する Sは，ビタビアルゴ

リズムで効率的に求めることができる．Mauchら [2]は，

HMMの枠組みを拡張し，拍・調・コードおよび低音の状

態を潜在変数とした動的ベイジアンネットワーク (DBN)

を提案している．Niら [3]も，コードラベル系列・転置状

態・調を潜在変数とした DBNを提案している．ほかには，

周波数域が異なる複数のクロマ特徴系列をマルチストリー

ム HMMでモデリングする [6, 9]，コードの持続時間を明

示的に考慮したセミマルコフモデルを用いる [4]などの拡

張が提案されている．

一方識別的アプローチでは，Humphreyと Bello [10]が

初めて畳み込みニューラルネットワーク（CNN）に基づく

コード推定モデルを提案して以来，DNNに基づいた手法が

多数提案されている．DNNモデルの特徴は，その深層構

造によって入力データの高次な特徴が自律的に学習される

ことである．この特徴を活かし，自動コード推定のタスク

においても，明示的な音響モデルによる処理を経ず、CQT

スペクトログラムなどの低次な表現から高い精度でコード

の事後確率を推定することに成功している [11]。そのほか

に，タスクに適したな中間表現を DNNの学習によって獲

得する手法 [12, 13]も提案されている．

正確なコード推定を行うためには，各時点（フレーム）

における正確な事後確率の推定のほかに，コードラベル系

列自体の時間特性を考慮する必要がある．HMMに基づく

生成的アプローチでは，潜在変数であるコードラベル系列

がマルコフ過程に沿うことを明示的に仮定しており，ビタ

ビアルゴリズムで最尤なコードラベル系列を推定する過程

でその時間特性（ラベル遷移確率）が反映される．一方識

別的アプローチでは，フレーム単位の事後確率を「言語モ

デル」と統合し，後処理の段階でコードラベル系列の時間

特性を反映させる推定手法が提案されている [14, 15]．ま

た，リカレントニューラルネットワーク (RNN)による分類

器を用いて，ニューラルネット自身に一定の時間特性を学
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習させることも可能である [13, 16]．

2.2 生成的・識別的アプローチの統合

DNNに基づく生成的モデルと識別的モデルを統合する

手法は，主に半教師あり・教師なし機械学習の文脈で検討

されている．与えられたラベルと分離した潜在表現を学習

する手法として，変分自己符号化器 (VAE)の拡張である条

件付き変分自己符号化器 (CVAE) [17,18]の有効性が示され

ている．Makhzaniら [19]が提案した半教師あり学習法で

は，敵対的学習を用いて表現の分離を促進している．音声

認識の研究では，音声をテキストに変換する音声認識モデ

ルと，テキストから音声を合成する音声合成モデルを統合

することで，少ないペアデータを用いてより高精度な音声

認識モデルを獲得する手法が提案されている [20]．

生成的・識別的モデルは，自動コード推定のタスクにお

いても相補的な性質を持つと思われる．本研究では，その

相補性を活かすために，二つのモデルを統一的に最適化す

る手法を提案し，識別的モデルの認識精度を保つと同時に，

半教師あり学習が可能なコード推定モデル学習機構を実現

する．この手法の特徴は，コード状態と分離した表現であ

る「音響テクスチャ」を潜在変数として，深層生成モデル

に導入したところで，これにより CVAEに類似した手法で

モデルの最適化を行うことが可能になる．

3. 提案手法

本章では，提案手法である深層生成モデルに基づいた自

動コード推定モデルの定式化・学習方法について述べる．

3.1 問題の定式化

音楽音響信号のフレームレベルの特徴量系列を X =

{x1, · · · ,xN}とする．xn ∈ [0, 1]D は D 次元の非負ベク

トルで，N は総フレーム数である．xn は，各フレームの

低域，中域，高域の音高クラス状態を三つのクロマベクト

ル (D = 36) で表し，あらかじめ DNNに基づく特徴抽出

器 [13]で音響信号から獲得しておく．Xのコードラベル系

列を S = {s1, · · · , sN}とする．sn ∈ {0, 1}K はサイズ K

のコード語彙のうちの一つを表す，K 次元の one-hotベク

トルである．本研究では，コード語彙は 6種類のトライア

ドコード (maj, min, dim, aug, sus2, sus4)に加え，no-chord

ラベルを含むため，K = 73である．もう一つの潜在変数

系列を Z = {z1, · · · , zN}とする．zn ∈ RL はフレーム n

における特徴ベクトルの音響テクスチャを表す L次元のベ

クトルである (L = 8)．

本研究の目標は，学習データに対して識別モデル p(S|X)

を学習し，未知の特徴量系列が与えられたときに，対応す

るコード系列を推定するために用いることである．通常，

p(S|X)は，人手によるアノテーションで作成されたXと

Sのペアデータを用いて教師あり学習される．一方，本研

究では，ペアデータのほかに，教師データが存在しない音

響信号も用いて，p(S|X)を半教師あり学習する．

3.2 モデルの定式化

潜在変数であるラベル系列 Sおよびテクスチャ系列 Z

と，観測値であるクロマベクトル系列 Xからなる確率的

生成モデルを定式化する．

p(X,S,Z) = p(X|S,Z)p(S)p(Z) (1)

ここで，p(X|S,Z) は S,Z に条件付けられた X の尤度，

p(S)と p(Z)はそれぞれ Sと Zの事前分布である．標準的

な HMMは p(X,S) = p(X|S)p(S)で与えられるが，本研
究では，Xのをより精緻にモデル化するため，明示的に潜

在変数 Zを導入した．具体的には，p(X|S,Z)は深層生成
モデルとして定式化される．

pθ(X|S,Z) =
N∏

n=1

D∏
d=1

Bernoulli(xnd|[ωθ(S,Z)]nd) (2)

ωθ(S,Z)は，パラメータは θを持ち，Sと Zを入力にとる

再帰型ニューラルネットワーク (RNN)の，次元数が ND

の出力であり，[A]ij はAの ij 番目の要素を指す．

事前分布 p(S)と p(Z)は，それぞれ潜在変数 Sと Zの

特性を反映するように定義する．まず，コードラベル系列

Sは時間的な連続性を持つことから，Sは一次マルコフモ

デルに沿うと仮定する．

pϕ(S) = p(s1)
N∏

n=2

p(sn|sn−1)

=
K∏

k=1

ϕs1k
k

N∏
n=2

K∏
k′=1

K∏
k=1

ϕ
sn−1,k′snk

k′k (3)

ここで，ϕk はコード kの初期確率，ϕk′k はコード k′ から

コード kへの遷移確率を指しており，自己遷移確率 ϕkk が

高くなるよう設定する．VAEの枠組みで，潜在変数の事前

分布にマルコフモデを用いたのは本研究が初めてである．

一方，テクスチャ系列 Zは抽象化な表現であるので，一般

的な VAEと同様に，標準ガウス分布に従うものとする．

p(Z) =

N∏
n=1

N (zn|0L, IL) (4)

ここで，0L は L次元のゼロベクトル，IL はサイズ Lの単

位行列である．

3.3 教師なし変分推論

X が与えられたうえでの事後分布 p(S,Z|X) は解析的

に求めることが困難なため，償却型変分推論法 (amortized

variational inference) [21]を用いる．具体的には，DNNを

用いてパラメタライズされた変分事後分布 q(S,Z|X)を導

入し，p(S,Z|X)と q(S,Z|X)の Kullback-Leibler距離を最

c⃝ 2019 Information Processing Society of Japan 3

Vol.2019-MUS-124 No.5
2019/8/28



情報処理学会研究報告
IPSJ SIG Technical Report

小化する．これは，対数周辺尤度 log p(X)の変分下限を

q(S,Z|X)に対して最大化することと等価である．本研究

では，q(S,Z|X)に対して，以下の分解形を仮定する．

q(S,Z|X) = q(S|X)q(Z|X,S) (5)

ここで，q(S|X)と q(Z|X,S)は，それぞれ潜在変数 Sと Z

を推定する深層識別モデルと深層推論モデルであり，RNN

を用いて定式化する．

qα(S|X) =

N∏
n=1

Categorical(sn|[πα(X)]n) (6)

qβ(Z|X,S) =

N∏
n=1

N (zn|[µβ(X,S)]n, [σ
2
β(X,S)]n) (7)

ここで，πα(X)はXを入力とし，パラメータαをもつRNN

の NK 次元の出力，µβ(X)と σ2
β(X)はXと Sを入力と

し，パラメータ β をもつ RNNの NL次元の出力である．

このとき，イェンセンの不等式を利用して，log p(X)の

下限を以下のように導出できる．

log p(X) = log

∫∫
q(S,Z|X)

q(S,Z|X)
log p(X,S,Z)dSdZ

≥
∫∫

q(S,Z|X) log
p(X,S,Z)

q(S,Z|X)
dSdZ

= Eqα(S|X)qβ(Z|X,S)[log pθ(X|S,Z)]

+ Eqα(S|X)qβ(Z|X,S)[log p(Z)− log qβ(Z|X,S)]

+ Eqα(S|X)[log pθ(S)− log qα(S|X)]]

≈ 1

I

I∑
i=1

(
log pθ(X|Si,Zi)−KL(qβ(Z|X,Si)∥p(Z))

)
+ Entropy[qα(S|X)] + Eqα(S|X)[log pθ(S)]

△
= LX(θ, ϕ, α, β) (8)

{Si,Zi}Ii=1は分布 qα(S|X)qβ(Z|X,S)からの I個のサンプ

ルである．本研究では，標準的な VAEと同様に I = 1とす

るので，以降，添字 iは省略する．式 (8)の第一項から第三

項は解析的に求めることができる．Eqα(S|X)[log pθ(S)]は，

γ(st) = Eqα(S|X)[log p(s1:n)]とすると，HMMの前向きア

ルゴリズムに似た方法で再帰的に計算することができる．

γ(s1) = log p(s1) (9)

γ(sn) =
∑
sn−1

qα(sn−1|X)
(
γ(sn−1) + log p(sn|sn−1)

)
(10)

Eqα(S|X)[log pθ(S)] =
∑
sN

qα(sN |X)γ(sN ) (11)

期待値を計算するため，reparametrization trickを用いて

確率変数 Sと Zのサンプルを以下のように求める．

ϵsn ∼ Gumbel(0K ,1K) (12)

sn = softmax(log[πα(X)]n + ϵsn)/τ) (13)

ϵzn ∼ N (0L, IL) (14)

zn = [µβ(X,S)]n + ϵzn ⊙ [σβ(X,S)]n (15)

ここで，1K はK 次元の 1値ベクトル，⊙は要素ごとの乗
算をあらわし，τ > 0は snの特性を調整するパラメータで

ある（ここでは τ = 0.1とする）．

教師なし学習の目標は，モデルパラメータ θ, ϕ, α, β に

関する関数 LX(θ, ϕ, α, β)を最大化することである．モデ

ルパラメータは Adamアルゴリズムを使い，勾配降下法で

最適化される．

3.4 教師あり・半教師あり変分推論

Xと Sが既知の場合は，qα(S|X)の教師あり学習が可能

である．同時に，qβ(Z|X,S)と pθ(X|S,Z)の学習も行え
る．この場合では，以下のように log p(X|S)の変分下限を
求め，最大化する．

log p(X|S) = log

∫
qβ(Z|X,S)

qβ(Z|X,S)
p(X,Z|S)dZ

≥
∫

qβ(Z|X,S) log
p(X,Z|S)
qβ(Z|X,S)

dZ

≈ 1

I

I∑
i=1

log pθ(X|S,Zi)−KL(qβ(Z|X,S)∥p(Z))

△
= L′

X,S(θ, ϕ, β) (16)

{Zi}Ii=1は分布 qβ(Z|X,S)からのサンプルである．コー

ド推定モデル学習の核心である識別モデルの項 qα(S|X)が

式 (16)に含まれていないため，CVAEの手法にならい，目

標関数は式 (16)の変分下限とコード推定モデルの識別モデ

ル項を足し合わせたものとする。

LX,S(θ, ϕ, α, β) = L′
X,S(θ, ϕ, β) + log qα(S|X). (17)

半教師あり学習，つまり一部の音楽音響信号にしか正解

コードラベル系列が与えられていない場合，目標関数は式

(8)と式 (17)を足し合わせたものとする．

L(θ, ϕ, α, β) △
=

∑
X only

LX(θ, ϕ, α, β) +
∑

X with S

LX,S(θ, ϕ, α, β)

(18)

実際に学習を行う際は，まず式 (18)の第二項を教師あり学

習で収束するまで最適化してから，式 (18)全体を教師あ

り・教師なしデータを用いて最適化する．

4. 評価実験

本章では，提案する半教師あり学習法の有効性を検証す

るために行ったコード推定実験の結果を報告する．
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図 2 異なる教師ありデータ比率での平均コード認識精度グラフ．

4.1 実験条件

本研究では，正解コードラベルのアノテーションを持つ

四つの公開データセット（計 1215曲）を用いた．

• 220曲（主にビートルズの作品）を含む Isophonicsデー

タセット [22]

• 100 曲の日本語・英語歌詞のポピュラー音楽を含む

RWC-MDB-Pデータセット [23]

• 187曲の英語歌詞のポピュラー音楽を含む uspop2002

データセット [24] *1

• 708曲の音楽を含むMcGill Billboardデータセット [25]

これらのデータに対して 5分割交差検証を行うことで，コー

ド推定精度を評価した．各分割の学習データ部分（計 972

曲）のうち，ランダムに選らばれた 50・100・200・300・

500曲を教師ありデータ，残りを教師なしデータとし，提

案した半教師あり学習法を実行した．コード推定結果は各

楽曲ごとにテキスト形式に書き出してから，mir evalライ

ブラリ [26]でアノテーションを基準に重み付き精度を計

算した．認識結果の成否基準は，メジャー・マイナートラ

イアドのみ（計 25種）を考慮する majmin基準と，提案モ

デルが対応するすべてのトライアド (計 73種)を考慮する

triads基準を用いた．いずれも mir evalライブラリに実装

されている．評価セット全体の精度は，各楽曲の長さで重

み付き平均した認識精度で示す．

各深層モデルは多層双方向 LSTMネットワークで実装

した．層数は 3とし，各隠れ層は 256個の LSTMセルを，

順方向・逆方向にそれぞれ持つ．各時間ステップ nでは，

Xnが qα(S|X)に入力され，znと snの連結ベクトル，Xn

と sn の連結ベクトルがそれぞれ pθ(X|Z,S)と qβ(Z|X,S)

に入力される．式 (3)の遷移確率は，ここでは ϕkk = 17
89 と

し，ϕは学習過程では固定値として扱った．

4.2 実験結果

図 2に，教師あり・なしデータの比率を変化させて学習

*1 RWC-MDB-P および uspop2002 データセットのアノテーショ
ンは，Cho によって配布されたものを用いている．https:
//github.com/tmc323/ChordAnnotations から入手でき
る．

図 3 (a) クロマベクトル系列 X．(b) 正解コードラベル系列 S と，

p(Z) からサンプルした Z を入力した場合の pθ(X|Z,S) の期
待値．(c) 正解コードラベル系列 S と，qβ(Z|X,S) からサン

プルした Z を入力した場合の pθ(X|Z,S) の期待値．(d)p(Z)

からサンプルした Z を固定し，異なる S を入力した場合の

pθ(X|Z,S)の期待値．いずれの図も，ωθ(Z,S)の真ん中の 12

次元のみを表示している．

したモデルのコード推定精度を示す．教師ありデータの量

が多いほどコード推定精度は高くなった．また，データの

比率によらず，半教師あり学習を行ったモデルは教師あり

学習のみを行ったモデルよりも高い認識精度を達成してい

る．教師なしデータの比率が大きいほど精度の差が顕著で，

比率が小さくなるにつれ差が縮まった．この結果から，提

案した半教師あり学習法の有効性を示された．

我々はさらに，Sと Zが分離された表現であるかを確

認するために，定性的な実験を行った．図 3 は，生成モ
デル pθ(X|Z,S)に異なる Sと Zが入力された時の期待値

ωθ(Z,S)を可視化したものである．同じ Sから生成され

た図 3(b)と図 3(c)は，いずれも Sのコードの構成音を強

調する傾向がみられた．しかし qβ(Z|X,S)からサンプリ

ングした Zを入力とする図 3(b)は，事前確率 p(Z)からサ

ンプリングした Zを入力とする図 3(c)よりも，元の特徴

量 X(図 3(a))に近い値が生成された．また，Zを固定し，

Sのみを変化させると，図 3(d)のようにコードの構成音に

従って特徴量が生成された．これらの生成結果は，Sと Z

は分離された表現であり，それぞれ生成モデルにコード構

成音とテクスチャ情報を与えていることを示唆している．

4.3 深層生成・識別モデル同時学習の有効性

通常，識別モデルの教師あり学習では，ペアデータに対

する分類損失関数が利用されるが，生成モデルに基づく識

別モデルの半教師あり学習では，生成モデルが識別モデル

を改善するため評価関数の役割を担うことが期待されてい

る（生成モデル自身も同時に更新される点に注意）．提案

手法において，深層生成モデル pθ(X|Z,S)が期待通りに機
能しているか確認するために，我々は提案モデルを使い，

以下の手順で学習を試みた．

( 1 ) LX,Sを最大化するようパラメータ βと θを更新する．

( 2 ) パラメータ β と θを固定し，LX を最大化するよう識
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別モデルのパラメータ αのみを更新する．

この手順により，疑似的に，識別モデル qα(S|X)を教師

なし学習させたことになる．5分割交差検証を行った結果，

疑似的な教師なし学習で得られたコード推定モデルの精度

は，majminと triad基準でそれそれ 66.2%と 61.2%だった．

これはアノテーションを用いた教師あり学習で得られたモ

デルの精度である 81.1%と 75.3%には及ばないものの，学

習済みの生成モデルがある程度 qα(S|X)の評価関数として

機能していることが示された．

5. おわりに

本研究では，DNNに基づくコード推定モデルの半教師あ

り学習法を提案した．音響特徴ベクトル系列 Xからコー

ドラベル系列 Sとテクスチャ系列 Zを推定する深層推論

モデル q(S,Z|X)と，Sと ZからXを確率的に生成する深

層生成モデル p(X|S,Z)を組み合わせた変分自己符号化器
(VAE)を構成し，正則化のため，Sと Zに適切な事前分布

を与えることで，これらのモデルを一挙に同時最適化でき

ることを示した．

本手法は，主にポピュラー音楽で構成されたデータセッ

トを用いて有効性を確認しているが，多様な音楽データを

用いてモデルの汎化性能を改善し，コード推定精度をさら

に向上することが課題である．また，現在のフレーム単位

のコードラベル系列モデルの代わりに，拍単位・記号単位

のコード言語モデルを事前分布に導入することで，音響特

徴量の曖昧さを解消した音楽的に妥当なコード推定を実現

することも重要な課題である．我々は提案した枠組みをさ

らに拡張し，調・拍・音符などの音楽要素を潜在変数とし

て導入し，階層的な生成モデルを定式化することで，総合

的な音楽採譜システムの実現を目指したい．
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