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メモリアクセスデータを用いた機械学習による
アプリケーションの類型化

土川 稔生1,2,a) 遠藤 敏夫1,2 大山 洋介1 野村 哲弘1 近藤 正章3,4 松岡 聡4,1,2

概要：ポストムーア時代の計算機アーキテクチャの開発のためには，様々なアプリケーションを用いて，
システム構成やパラメータの異なる大量のケースを評価・解析する必要がある． しかし，世の中の全ての

アプリケーションを詳細に解析することは不可能なため，性能特性を代表するアプリケーションを選定す

ることが望ましい．そこで本研究ではアプリケーション群を代表するアプリケーションの選定と特性解析

を行うために，アプリケーションの特徴量として Reuse Distanceを用いてメモリアクセスデータのトレー

スを取得し，機械学習のクラスタリングを用いた手法によるアプリケーションの類型化を行った．また，

アプリケーションのアルゴリズムの特性とクラスタリング結果の関係について検証した．

1. はじめに

2020年代に，半導体の微細化によりプロセッサの性能・

コスト比を改善することが難しくなる「ポストムーア時代」

が到来すると予想される．その時代に向けて，高性能な

スーパーコンピューターを構成するためには，デバイス・

ハードウェア・システムソフトウェア・プログラミング・

さらにはアルゴリズムまで考慮したコ・デザインが必要と

なる．そのためには様々なアプリケーションを用いて，シ

ステム構成やパラメータの異なる大量のケースを評価・解

析する必要がある．しかし世の中全てのアプリケーション

を詳細に評価・解析することは困難である．

またコンピューターシステムは近年のアプリケーション

のデータ要件を満たすために，膨大な量のメモリを管理す

る必要がある．そのため，キャッシュの使い方などを分析

するためにアクティブなメモリアクセスの様子を計測する

必要がある．

そこで，様々なコンピューターシステムで評価・解析で

きるアプリケーションの選定には，特定のハードウェアに

依存することなく，メモリアクセスの様子を計測できる特

徴量がふさわしいと考えられる．

本研究ではこれらの条件を満たす特徴量である Reuse

Distanceを用いてメモリアクセスの様子をデータ化し，さ

らにそれらを機械学習のクラスタリング手法を用いること
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でアプリケーションを類型化した．また，それらの結果と

アプリケーションのアルゴリズムの Reuse Distanceにお

ける特性の関係について検証した．アプリケーションを類

型化できるとアーキテクチャシミュレーションを用いて

様々なメモリ構成で相関関係を検証することができ，コン

ピュータアーキテクチャの開発に役立てることができる．

2. 背景

2.1 Reuse Distance

プログラムが順次実行されると仮定すると，メモリや

キャッシュへのアドレスアクセスも時間的に順次に行わ

れる．そのようなアドレスへのアクセスを考えた時，同じ

アドレスにアクセスする間にアクセスされた重複を除い

たアドレスの数を Distanceとして定義することで Reuse

Distance [1]を定義する．また最初にアクセスされるアド

レスは以前にアクセスされたデータがないため，Reuse

Distasnceは無限大として定義する．こうして定義された

Reuse Distanceはアプリケーション固有の特徴量であり、

キャッシュやメモリの構造に依存しない．そのためアプリ

ケーションの局所性を定量的に評価することができる．ま

たアプリケーション全体の局所性を測定するために，ヒス

トグラムの形式で使用されることが多い．Reuse Distance

の計算例が図 1となる．

2.2 Reuse Distance計算の効率化

アプリケーションのメモリアクセスは多大な回数行わ

れるため，Reuse Distanceを計算するには，多大なデータ

数を処理する必要があり長い時間を必要とする．そのた
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図 1: Reuse Distanceの計算例．Reuse Distanceを rdと

して表記した．また A,B,Cはそれぞれアドレスの種類を

示す．
　

め Reuse Distance Analyticsの論文 [2]と同種の手法を用

いて，Reuse Distance計算のアルゴリズムの計算量を削減

するために 3つの手順で実装する．最初に各アドレスの最

後のアクセスのみをトレースに残し，その前に使用したア

ドレスのセルを空にする．例えばアドレス Aが B の前に

複数回アクセスされている場合は最後のアクセスのみがト

レースに残る．この時 Bの Reuse Distanceは 2つの Bの

参照間の空でないセルの数になる．2つ目の手順として，

空でないセルの数をより早く数え上げるため，トレースを

一定サイズM のセグメントに分割する．各ブロックはそ

れぞれの空でないセルの総数を保持する．こうすることで

空のセルを数え上げる際，セルではなくブロックを調べる

ことになる．最後にブロックを調べる際B− treeの構造を

用いる．こうすることでN個のアドレスのトレースを考え

たとき計算量を O(NMlogN)に抑えることが可能になる．

2.3 クラスタリング手法

クラスタリングは，分類対象の集合を内的結合と外

的分離が可能な部分集合 (クラスタ) に分割する手法で

KMeans [3,4]や VBGMM(Variational Bayesian Gaussian

Mixture) [5]などの手法がある．

KMeansは最初にクラスタの数 kを指定する．その後ク

ラスタごとの代表点を選択し，与えられたデータを一番近

い距離のクラスタに配置する．割り当てが終了したらそれ

らのクラスタの重心点を求め，そこを新たなクラスタの代

表点として設定する．その後また新たな代表点との距離で

与えられたデータの割り当てを繰り返し，代表点に変化が

なくなるまで続ける．VBGMMは KMeansと同じ作業を

ガウス分布を用いて行うが，クラスタ数の指定せず，クラ

スタ数はベイズ分布で推定する．

3. 提案手法

メモリアクセスの取得には Intelの Pinツール [6]を用い

た．これを用いて取得したアドレスのトレース情報を 2.2

節の Reuse Distanceを求めるアルゴリズムに適用するこ

とによってアドレスのトレース数と同数の Reuse Distance

情報が取得できる．Reuse Distance のデータは各アプリ

ケーションによって大きさが異なるため，機械学習に適用

するためにヒストグラムの形式に変形し前処理を行う．

3.1 入力データの整形

クラスタリングの入力データを作成するにあたり，最初

に Reuse Distanceに対する頻度によってベクトルを整形

する．すると図 2のヒストグラムが描ける．ヒストグラ

ムを図示する場合は見やすさのため初回アクセスに対応

する Reuse Distanceが無限大のデータは省略する．しか

し，アプリケーションごとに無限大を除いた最大の Reuse

Distanceが異なるため，Reuse Distanceを小さい順に並べ

た後，分割数が等しくなるようにヒストグラムの階級を分

け，それらに対する頻度のベクトルに整形する．また，ヒ

ストグラムを確認すると頻度は非常に大きいため，対数を

とった数値を各ベクトルの要素とする．このベクトルの最

後の要素に無限大扱いである，前に参照がなかったトレー

スの頻度に対数を取ったものをベクトルの要素として加え

る．これが一つのアプリケーションから生成されたトレー

スの特徴量のベクトルとなる．これらのベクトルをアプリ

ケーションの数だけ用意した行列がクラスタリングの入力

データになる．
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図 2: 入力データ整形後のヒストグラムの例
　

3.2 使用したアプリケーションとクラスタリングモデル

クラスタリングの対象として，HPC分野で多用されて

いるアプリケーションから表 1 に示すアプリケーショ

ンを選択し用いた．NPB [7](NAS Parallel Benchmark)

は NASAが提供し，BOTS [8](Barcelona OpenMP Task

Suite)は Barcelona Supercomputing Centerが提供する並

列コンピューティング用のアプリケーション群である．ま

た，Rodinia [9, 10]はバージニア大学が提供し，ECP [11]

は Exascale Computing Projectのプロジェクトが提供す

る並列コンピューティング用のアプリケーション群であ

る．これらのうちいくつかのアプリケーションは入力サイ

ズを変更して実験を行った．またクラスタリングのモデル

は scikit-learn [12, 13]の clusterと mixtureからそれぞれ

KMeansと VBGMMの手法を試した．
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表 1: 使用したアプリケーションの種類と特性
名前 特性 言語

NPB

BT 3 重対角行列のソルバー Fortran

CG 共役勾配法 Fortran

DC データキューブへの負荷 Fortran, C

EP モンテカルロ法 Fortran

FT 3 次元 FFT Fortran

IS 整数のソート Fortran

LU LU 分解 Fortran

MG マルチグリッド法 Fortran

SP 5 重対角行列のソルバー Fortran

UA 非構造適合格子 Fortran

Alignment 動的計画法 C

FFT 高速フーリエ変換 C

Floorplan フロアプランの最適化 C

Fib フィボナッチ数 C

BOTS Health 医療システムシミュレー

ション

C

Sort マージソート C

Strassen 密行列演算 C

Rodinia pathfinder 2 次元最短経路探索 C++

ECP
miniFE 有限要素法 C++

miniTri 行列のトライアングル探索 C++

4. 評価

4.1 実験環境

実装の実験環境として，国立研究開発法人 産業技術総合

研究所の ABCI [14]を使用した．表 2に ABCIの実験時

のハードウェア構成とソフトウェア構成を示す．

表 2: 実験環境 (ABCI計算ノード)

CPU Intel(R) Xeon(R) Gold 6148 × 2

周波数 2.4 GHz

コア数 20

スレッド数 40

L3 キャッシュ 27.5 MB

メモリ 384 GiB

インターコネクト InfiniBand EDR × 2

バンド幅　 100 Gbps

C コンパイラ gcc 4.8.5

Pin version 3.7

4.2 実験結果

実験は表 1に示したアプリケーションと一部入力サイズを

変更したものを別のアプリケーションとして用いた．NPB

における入力サイズに対応するクラスはSを選択するととも

に，一部のベンチマークではより大きな入力となるクラスW

も選択し実験を行った．BOTSアプリケーション群はFibを

除いてデフォルトで設定されている入力サイズで実験を行っ

た．Fibはデフォルトの入力が小さすぎたため，デフォルト

の 3倍の入力サイズで実験を行った．Rodiniaの pathfinder

は入力サイズを 100 100と 1000 1000を用いて実験を行っ
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図 3: Floorplanのヒストグラムと累積比率
　

た．ECP の miniFE は入力サイズ 8 8 8 と 16 16 16 と

32 32 32 を用いて miniTri は Matrix Market [15] にある

5つの行列 can 24,dw2048,fidapm05,jgl009,saylr3を用い

て実験を行った．今後アプリケーションは (アプリケーショ

ンの名前 入力サイズ)で表記する．例えばNPBの btアプ

リケーションの入力サイズ S については bt Sとなる．実

験には合計で 30種類のアプリケーションを用いた．また

プロセス数とスレッド数はそれぞれ 1つで実験を行った．

4.2.1 ヒストグラムの作成

はじめに，アプリケーションの実行ファイルとPinツール

の中の pinatrace.soをリンクしてアプリケーションを実行

するとアドレスの Read/Write情報が取得できる．これら

のアドレスのトレース情報をReuse Distanceに変形したも

のをヒストグラムの形に変形して視覚的に Reuse Distance

がどのような値になっているか，例として Floorplanアプ

リケーションを用いて，累積比率と共に図 3に表す．

このヒストグラムは無限大の扱いとなる初回アクセス

となるアドレスについては省略してあり，x 軸の Reuse

Distanceの最大値は無限大を省いたものの最大値となって

いる．アドレス情報のトレースはプログラムのコードの長

さ，問題サイズの大きさによって大きく異なるためヒスト

グラムの最大値はそれぞれ大きく差がある．これらのデー

タをクラスタリングモデルに適用するために 3.1節の入力

データの整形で述べたように等しい数で分割してベクトル

の大きさを揃えていく．図 3のヒストグラムは 30個の分

割数でデータを分割している．実験ではヒストグラムにあ

るデータを 99個に分割しそれらの Reuse Distanceに含ま

れるデータの頻度の対数をそれぞれのベクトルの要素と

し，無限大の扱いである初回アクセスとなるアドレス情報

の数に対数を取ったものをベクトルの最後の要素として追

加し，合計で 100の要素数のベクトルを 1つのアプリケー

ションの入力サイズとして実験した．

4.2.2 クラスタリング結果

図 4は KMeansを用いた時のクラスタリング結果であ

る．クラスタの数は 5class で，各 marker の種類と色が
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classの種類を示す．また 100次元のベクトルをもつアプリ

ケーションのクラスタリング結果を視覚的に確認するため

に scikit-learnの t-SNE(t-distributed Stochastic Neighbor

Embedding) [16]を用いて 2次元のベクトルに圧縮した．

また VBGMM を用いた 5class のクラスタリング結果が

図 5である．2つの図は markerの種類と色は異なってい

るが miniFE 16 16 16のクラスタリング結果を除いて他

のアプリケーションは同じクラスタに分類されていること

がわかる．また一部のアプリケーションで同じ markerに

も関わらず，図上で離れて表示されているアプリケーショ

ンがあるが，これは 100次元のベクトル同士では近い距離

に存在するが，t-SNEで 2次元に圧縮したため，2次元上

では離れて図示されている．
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図 4: KMeansによる 5classのクラスタリング結果
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図 5: VBGMMによる 5classのクラスタリング結果
　

5. 考察

5.1 クラスタリング結果について

図 4 と 図 5 で 近 く に 分 類 さ れ て い る fib と

pathfinder(100 100)のアプリケーションについて詳しく考

察する．fibはフィボナッチ数を計算するアプリケーショ

ンであり，アルゴリズムは以下となる．

Listing 1: fibのアルゴリズム (一部)

1 define n;

2 if (n<2);

3 return n;

4 x = fib(n-1);

5 y = fib(n-2);

6 return x + y;

このプログラムについて Reuse Distanceについて考え

ていくと，最初 writeされる nのアドレスは前に参照がな

いため Reuse Distanceは無限大となる．また 4,5行目に

ついては Reuse Distanceのオーダー O(1)で前のアドレス

を readするので fibのアルゴリズムの Reuse Distanceは

O(1)付近か無限大に分布するという特徴がある．実際に

fibのヒストグラムと累積比率を図 6で確認すると 0付近

に大きく値が偏っていることがわかる．
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図 6: fibのヒストグラムと累積比率
　
次に 2次元経路探索の pathfinderのアルゴリズムは以下

となる．

Listing 2: pathfinderのアルゴリズム (一部)

1 wall[cols][rows] = rand() % 10;

2 dst = wall [0][ rows];

3 src = int[cols];

4 for (int t = 0; t < rows -1; t++) {

5 tmp = src;

6 src = dst;

7 dst = tmp;

8 for(int n = 0; n < cols; n++){

9 tmp = Min(src[n-1], src[n], src[n+1]);

10 dst[n] = wall[t+1][n]+min;

11 return dst;
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入力サイズを cols= N，rows= N とした時，このアル

ゴリズムの Reuse Distanceについて考えていくと，1行目

は初回のアクセスであるため無限大である．2行目は 1行

目で writeしたものを readするため O(N2)である．この

アルゴリズムで特徴的な部分は 9行目の srcの readと 10

行目の wallの readである．オーダーはそれぞれO(N)と

O(N2)だが srcの readの方が回数が多いため，このプロ

グラムの Reuse Distanceについては O(N)の影響が強く

なると考えられる．
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図 7: pathfinder(100 100)のヒストグラムと累積比率
　

図 7を確認すると pathfinerのReuse Distanceのヒスト

グラムと累積比率では O(N)と 0付近に固まっており，fib

のアルゴリズムと似たような特徴を持つといえる．この 2

つのアプリケーションはその他のアプリケーションのヒス

トグラムと比べ 0付近に Reuse Distanceの特徴が大きく

出るアルゴリズムであるため，クラスタリング結果が近く

なっていると考えられる．また pathfinderで入力サイズを

変更したアプリケーションや miniTriで入力の行列の種類

を変更したアプリケーションも同じアルゴリズムをもつア

プリケーションであるため，それぞれ同じクラスタに分類

されていることがわかる．しかし，この考察ではminiFEの

入力サイズが異なるアプリケーションも同じクラスタに分

類されるべきだが，問題サイズが大きい miniFE 32 32 32

のアプリケーションは異なるクラスタに分類されているこ

とがわかる．ここでminiFE 16 16 16とminiFE 32 32 32

のアプリケーションについて詳しく考察する．まずヒスト

グラムはそれぞれ図 8と図 9になる．またこれらのヒス

トグラムは見やすさのため初回アクセスに対応する Reuse

Distanceが無限大のデータは省略し，30個の階級に分割

している．

これらのヒストグラムの特徴として，それぞれ 0付近の

階級の頻度が高い他に，図 8では 250K付近，図 9では 2M

付近に頻度が高い階級が存在する．この 2番目に高い階級

あたりについて，実際にクラスタリングの入力に使用した

100個の階級に分割したデータを用いて詳しく確認してい
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図 8: miniFE(16 16 16)のヒストグラムと累積比率
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図 9: miniFE(32 32 32)のヒストグラムと累積比率
　

く．これらのデータに関して miniFEで使用した 3つの入

力サイズを用いて表 3に示した．

表 3: miniFEの入力サイズごとの頻度の比較
入力サイズ 1 番目に頻度が高い階級 2 番目に頻度が高い階級

8 8 8 0∼7101 28407∼35509

16 16 16 0∼9734 253096∼262829

32 32 32 0∼30066 1954340∼1984406

表 3 の 2 番目に頻度が高い階級に注目すると，Reuse

Distanceの大きさが，入力サイズが 8 8 8から 16 16 16に

増加すると Reuse Distasnceの大きさが約 9倍増加し，入

力サイズが 16 16 16から 32 32 32に増加すると約 8倍増

加していることがわかる．入力サイズの変化は 8 倍であ

り，2番目に頻度が高い階級の増加の割合と大体同じであ

る．これは有限要素法で 3次元のデータへのアクセスが順

に行われていくようなメモリアクセスの特徴量が設計でき

れば解析できると考えられるが，現時点では実験データ数

が少ないため今後の課題とする．

6. 関連研究

Hashimotoらの研究 [17]では，パフォーマンスチューニ

ングをする際に最適なチューニング方法を検索できるよう
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に計算集約型アプリケーションのパフォーマンス履歴から

チューニング方法と期待される効率をデータベース化した．

最初に経験豊富なエンジニアがアプリケーションのループ

カーネルのパフォーマンス改善を行いアプリケーションの

分類を行う．さらにループカーネルの予測を行うために，

Fortranで書かれた parserを使いカーネルの分類器を構築

することで Fortran言語のアプリケーションの分類をした．

一方で本研究で分類をするためのデータを集める際に用い

る Pinツールは Fortranに限らず，様々な言語のトレース

を取得し分類することが可能である．

Malakarらの研究 [18]では HPCで用いられるようなア

プリケーションのパフォーマンスモデリングを 11種類の機

械学習の教師あり学習の手法を用いて，3つのベンチマー

クと 4つのハードウェアで実験し，機械学習の精度につい

て検証した．実験は 3つのアプリケーションのプロセス数

と入力サイズを変更したものを入力とし，出力結果を予測

した．その結果，一つの機械学習モデルだけではなく，複

数のモデルを組み合わせるバギングやブースティングを用

いたモデルの方が良い結果が出たこと，DNNを用いると同

じアプリケーション内で他のハードウェアで実験した学習

内容を転用して活用することで限られたデータで予測精度

が向上することできること，機械学習モデルのアルゴリズ

ムと計算は複雑ではあるが，最近のハードウェアによって

推論時間，精度に大きな影響を与えないことなどを示した．

Carringtonらの研究 [19]ではMPIアプリケーションの

トレースを用いてアプリケーションを分類し，アプリケー

ションのパフォーマンスの予測を行った．分類には独自の

ツールを利用し，通信，バンド幅，レイテンシなどの様子

を追跡し，そのアプリケーションの計算なのかメモリバン

ド幅なのか通信なのか，どこが律速になっているのかを分

類する．この時，異なる数のネットワーク構成で実験した

際のパフォーマンスを予測する．このモデルを構築するに

はアーキテクチャ固有の知識が必要となることが多く，プ

ロセッサによっては独自の情報の収集が難しいこともあ

る．一方で本研究で用いる Reuse Disrtanceはアーキテク

チャに依存することがないため，幅広いアーキテクチャへ

のモデルの適用が可能となる．

7. まとめと今後の課題

本研究ではアプリケーションを選定するためにメモリに

関する特性に着目し，様々な HPCアプリケーションのメ

モリアクセスのトレースを Reuse Distanceを用いて取得

した．また，これらのトレースを機械学習のクラスタリン

グ手法を複数適用し，似たReuse Distanceの特徴をもつア

ルゴリズムのアプリケーションは近いクラスタになること

がわかった．しかし，同じアルゴリズムでも入力サイズを

変更すると違うクラスタリング結果になるアプリケーショ

ンも存在しているため，今後は Reuse Distanceの他にも，

アプリケーション選定にふさわしい特徴量を増やし，アプ

リケーションの特徴を差別化し，より正確なクラスタリン

グを目指す．また今回はプロセス数，スレッド数を固定し

て実験を行ったが，これらの値を動かした時にアプリケー

ションのクラスタリングがどのようになるかも検証してい

く．また本研究では HPCアプリケーションだけではなく，

他の様々な言語のアプリケーションにも適用できるため，

今後スーパーコンピューターなどで使われていくであろう

AIアプリケーションのクラスタリングも行う．
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