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概要：近年，計算機システムの大規模化にともない，システムの消費電力は運用上の課題の一つとなって
いる．システムの最大消費電力を前提に施設等が設計されている場合は消費電力はさほど大きな問題とな
らないが，施設等の消費電力の上限がシステムの最大消費電力よりも低く設定されている場合は，ジョブ
実行時の消費電力を考慮して運用を行う必要がある．ジョブ毎の消費電力を考慮してジョブスケジューリ
ングを行う場合，ジョブが実行される前にそのジョブの消費電力を推定し，スケジューリングを行う必要
がある．これまで，投入されたジョブの要求資源やジョブスクリプトから得られる情報をもとにジョブ毎
の時系列の消費電力を推定する手法を検討してきた．今回，「京」で実行されたジョブのデータを用いて
ジョブ毎の時系列の消費電力を推定し評価を行ったので報告する．

1. はじめに

近年，計算機システムの大規模化，高性能化にともない

計算機システムの消費電力は増大の傾向にある．現在，理

化学研究所が中心になって開発を行っているスーパーコン

ピュータ「富岳」でも消費電力は重要な課題の一つであり，

効率のよいシステム電力の運用が必要とされている [1]．

理化学研究所が運用しているスーパーコンピュータ「京」

[2]の消費電力は，無負荷時で約 10MW，Linpackなど高負

荷ジョブ実行時には 14MWを超える場合もある．これま

でに開発された「京」を含めた多くのシステムでは，設計

段階から最大消費電力を上限としてシステムおよび施設が

作られている．しかし，計算機システムの大規模化にとも

なう最大消費電力の増加に，同じ手法で対応することは難

しくなってきている．そのため，施設等の最大消費電力を

計算機システムの最大消費電力よりも低く設計し，計算機

システムの消費電力が施設の最大消費電力を超過しないよ

うに運用するといった対応が求められつつある．これは，

通常の運用では計算機システムで消費される電力は最大消

費電力よりも低い場合が多いという点を利用したものであ

る．これらの運用を実現するために，オーバープロビジョ

ニングや電力制約適応型システムといった方式を用いたシ

ステム電力を制限内で最大限に活用する手法が提案されて

いる [3][4]．これらの方式では，ジョブ実行時の CPUやメ

モリなどの消費電力を動的に管理し，システム全体の消費
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電力が許容範囲内に納まるようジョブの実行を制御する．

しかし，ジョブの実行効率の観点から見た場合，CPUの周

波数等の操作はなるべく行うことなく実行できることが望

ましい．

ジョブの実行効率を下げることなく電力制限内でジョブ

を実行する方法として，我々はジョブの消費電力の変動を

考慮したジョブスケジューリングを検討している．本手法

では，ユーザがジョブを投入した時点でそのジョブの消費

電力を推定する．これまでに，投入されたジョブスクリプ

トから得られる情報をもとにジョブ毎の時系列の消費電力

を推定する手法を検討してきた [5][6]．今回，「京」で実行

されたジョブのデータを用いてジョブ毎の時系列の消費電

力を推定し評価を行ったので報告する．

2. 消費電力の変動を考慮したジョブスケ
ジューリング

我々が提案する消費電力の変動を考慮したジョブスケ

ジューリングでは，ジョブが投入された時点でジョブの消

費電力を推定しジョブ毎の消費電力の変動を考慮したスケ

ジューリングを行う．

図 1に我々が提案するジョブスケジューリングの概要を

示す．本手法では，ユーザが投入したジョブの消費電力を

過去の実行結果から推定し，システムの消費電力が上限値

に近くなるようにスケジューリングを行う．このフレーム

ワークは，消費電力推定，ジョブスケジューリング，資源

管理の 3つのモジュールで構成される [7]．各モジュール

の機能概要は以下の通りである．

消費電力推定モジュール ジョブの実行結果に基づいた電
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図 1 消費電力の変動を考慮したジョブスケジューリングの概要

力データベースの構築と，ユーザが投入したジョブの

消費電力推定を行う．

ジョブスケジューリングモジュール システム電力の範囲

内で効率よく計算ノードを利用できるようにスケジュー

リングを行う．

資源管理モジュール システム全体の消費電力を監視し，

上限値を超えないように制御を行う．

3. ジョブの消費電力の推定

消費電力の変動を考慮したジョブスケジューリングを行

うためには，ジョブ投入時点でジョブ毎の消費電力を推

定する必要がある．ジョブ投入時に得られる情報（以下，

ジョブ投入時情報と呼ぶ）は，ジョブパラメータやジョブ

スクリプト，過去の実行実績等である．例えば「京」の場

合，ジョブスクリプトにはユーザが指定したノード数や

ジョブの実行時間，ジョブが使用するファイル名（ステー

ジング情報），ロードモジュール（LM）のファイル名，ジョ

ブ内の処理内容などが記載されている．これまでに，これ

らジョブ投入時情報をもとに，ジョブで実行されるアプリ

ケーションを推定する手法を確立した [5]．「京」で実行さ

れたジョブで評価したところ，約 90%の精度でジョブ投入

時情報からアプリケーションを推定することが可能であっ

た．また，過去の実行実績には，実行された LMの情報，

消費電力の情報等といった情報が含まれる．

ジョブ毎の消費電力を推定するには，ジョブ投入時情

報と過去の実行実績（消費電力）を紐付ける必要がある．

「京」で実行されたジョブについて，ジョブ投入時情報とそ

のジョブの消費電力の関係を調査したところ，ユーザはほ

ぼ同じ特性のジョブを繰り返し実行することが多く，その

場合の消費電力は類似していることが判った [6]．しかし，

ジョブ投入時の指定パラメータ等が全く同一のジョブの場

合でも，その消費電力が全く同じになるわけではない．こ

れは，実行されるノードが毎回同じとは限らないうえ，同

時に他で実行されているジョブの影響を受ける場合がある

からである．そのため，消費電力データのクラスタリング

を行う．

3.1 消費電力データのクラスタリング

膨大なデータを分析する際，データに含まれる特徴を抽

出する手法として，対象となるデータのクラスタリングを

行う．特に，時系列データのクラスタリングは，様々な分

野で複雑かつ膨大なデータから意味のある特徴を抽出する

のに使用されている [9]．時系列データのクラスタリング

では，分類の手段として対象となるデータの類似性を利用

することが多い．今回のジョブの消費電力の時系列データ

では，クラスタリングに時系列データの形状および総消費

電力量を利用した．形状の類似性のみ利用した場合，単純

に拡大または縮小された波形の比較で類似性が高く評価さ

れてしまうという問題が起こりうる．これを防ぐために，

総消費電力量も比較に用いることにした．

今回の評価で使用した「京」の消費電力データは 5分ま

たは 10分間隔で計測されたものである．計測のタイミン

グはジョブの開始時刻からではなく，システム全体の経過

時間を基準にしているため，仮に全く同じ消費電力データ

だとしても計測結果は異なる場合がある．また，消費電力

データの比較を行う際，対象点数が多い複雑なデータの比

較は計算量が増えるという問題もある．さらに，ジョブス

ケジューリングの観点からは細かい間隔でのデータはそれ

ほど必要とされないこともあることから，一定区間の平均

値を計算しデータの簡略化を行うことにした．「京」では，

30分間隔の消費電力が閾値を超えないようにジョブの実行

を制御している（超過が予測された場合は，実行中のジョ

図 2 計測データと平均値データ
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表 1 クラスタリングに使用したジョブ投入時情報

名称 説明

ユーザ ID ユーザ ID

ノード数 ジョブ投入時に指定されたノード数

指定経過時間 ジョブ投入時に指定された経過時間

アプリケーション種別 ジョブスクリプトから推定したアプリケーションの種類

ブを停止して消費電力を削減する）[8]．そこで，今回の評

価も 30分間隔の平均値とした．図 2に 30分毎の平均値

に変換した結果を示す．今回は平均値を使用したが，目的

に合わせて最大値や平均 +3σ 等を利用することも考えら

れる．

時系列データの形状比較の手法にはいくつかあるが，今

回は以下の 2手法を使用した．

• ユークリッド距離
• 動的時間伸縮法 (DTW:Dynamic Time Warping)

ユークリッド距離は，対象となる 2点の距離を求めるこ

とで類似度を比較する．消費電力の時系列データをデータ

数の次元のベクトルとみなし，2点間の距離を計算する．

消費電力データ pと qを比較する場合の計算式は以下のよ

うになる．計算結果が 0に近い方が類似度が高い．

d(p, q) =
√∑

(pi − qi)2

動的時間伸縮法 (DTW) は，形状の類似度を比較するた

め，時間または大きさの異なる形状でも比較できるという

特徴がある．DTWでは，時系列データの各点に対して総

当たりで距離を計算し，要素が各点同士の距離となる行列

を作成する．そして，始点から終点まで通る経路のうち，

行列の要素の合計が最小となる経路を探索し，その経路の

要素の合計を対象データの距離とする．結果が 0に近い方

が類似度が高い．

なお，今回の比較では，計算量を削減するため実経過時

間の差が 1時間以内の場合を比較対象とし，不足側のデー

タの当該区間の消費電力は 0として処理している．

4. 評価

今回提案する手法について評価を行った．今回の評価で

は，2016年 8月から 2017年 3月までに「京」上で実行さ

れたジョブを使用した．評価では前述の手法で作成した 30

分間間隔の平均消費電力の時系列データを使用するため，

ジョブの実行時間が 1時間以上のジョブを対象とした．ま

た，消費電力はノード単位の平均値を使用した．

4.1 消費電力データのクラスタリング

分類手法よる分類結果への影響を評価した．クラスタリ

ングを行うには分類の基準となる閾値を決める必要があ

る．クラスタ内での各データの距離を計算し最適な閾値を

求めるといった手法も提案されているが，今回はジョブ投

入時情報のみを利用した分類結果をもとに各分類手法を用

いた場合の標準偏差を求め，それを基準に閾値を求めるこ

とにした．ジョブ投入時情報のうち，アプリケーション種

別，ノード数，指定経過時間，ユーザ IDを使用して分類

を行った (表 1)．

図 3 入力時情報でクラスタリングした場合の各手法の標準偏差

図 3に，ジョブ投入時情報を用いて分類し，各クラスタ

に属するデータとクラスタの平均データとの距離の標準偏

差を求めた結果を示す．それぞれでクラスタを標準偏差の

小さい順にソートしているため，DTWとユークリッド距

離の累計割合は異なっている．DTWとユークリッド距離

の結果を比較すると，同じクラスタでも DTWの距離はば

らつきが少ないことがわかる．図 4に，ジョブ投入時情報

で分類した場合の，分類されたクラスタの平均総消費電力

図 4 入力時情報でクラスタリングした場合の総消費電力量の誤差
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図 5 各分類条件におけるケース毎の標準偏差

量に対するそのクラスタに属するジョブの総消費電力量の

誤差の割合を示す．約 50%のジョブが 10%以下の誤差，約

70%のジョブが 20%以下の誤差であった．誤差が 20%以

上のジョブを調査したところ，同一クラスタに分類された

ジョブ数が少なく，かつ，それらの総消費電力量の差が大

きいため，平均値との差が大きくなっていた．

今回使用した閾値を表 2に示す．これらは，図 3の結果

から全ジョブ数の 8割が含まれる場合の標準偏差を基準に

決定した．

表 2 クラスタリングに用いた閾値

分類手法 (1) (2) (3)

ユークリッド距離 0.001035 0.01035 0.1035

動的時間伸縮法 0.004 0.04 0.4

これらの閾値用いて消費電力の時系列データを分類した．

表 3に各パラメータで分類した場合のクラスタ数を示す．

閾値を下げることで細分類化されていることがわかる．

表 3 分類結果

分類手法 (1) (2) (3)

ユークリッド距離 29,795 3,754 45

動的時間伸縮法 23,755 2,685 65

図 5に各条件で分類した場合の標準偏差を，図 6に分類

した各グループ毎にノード単位での消費電力を求め各ジョ

ブ毎の消費電力との相対誤差を計算した結果をそれぞれ示

す．クラスタは標準偏差の小さい順にソートしている．図

中の d,eはそれぞれDTW，ユークリッド距離を表し，1か

ら 3の数字は使用した閾値を示している．閾値を下げるこ

とで細分類化されたため，相対誤差が小さくなり，電力誤

差も小さくなっている．これらの結果から，DTWもユー

図 6 各分類条件における総消費電力量の誤差

クリッド距離も閾値を適切に設定することで同様の振る舞

いを得ることができると思われるが，計算量の観点からは

ユークリッド距離が有利と考えられる．

4.2 機械学習による消費電力推定

次に機械学習を用いて，ジョブ毎の時系列消費電力の推

定を行った．予測モデルの入力パラメータとして，ユーザ

ID，指定経過時間，ノード数，アプリケーション種別を使

用し，出力パラメータを消費電力データの分類結果とした．

消費電力データの分類方法別に推定結果を評価した．機

械学習のアルゴリズムには Random Forest[10] を使用し

た．Random Forestは複数の決定木を用いて，その結果を

平均化する集団学習アルゴリズムの一種であり，様々な機

械学習手法の中でも良く知られている手法である．「京」で

実行されたジョブのデータをもとに前述のクラスタリング

手法に基づいてデータセットを作成した．作成したデータ

セットからジョブ ID順に 20,000件のデータを抽出し，こ

のうち 16,000件を学習データに，4,000件をテストデータ

にランダムに選択して評価した．期間中の全てのデータで
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はなく，20,000個を抽出したのは評価環境の制限によるも

のである．評価指標には，推定した分類結果の正解率と，

ジョブ全体の消費電力の誤差の 2つを用いた．図 7に分類

結果の正解率を，図 8にジョブ全体の消費電力の誤差をそ

れぞれ示す．閾値を大きくした場合，同一クラスタに分類

されるジョブ数が多くなるため正解率は高い．一方，図 6

の結果からもわかるように，閾値を大きくした場合は総消

費電力の誤差は大きくなり，推定消費電力の誤差も大きく

なる．推定精度を改善するには，クラスタに分類した際の

誤差を小さくし，かつ，分類結果の正解率も改善する必要

がある．

図 7 各分類条件における推定結果

図 8 各分類条件における推定誤差

クラスタリングをジョブ投入時情報のみで行うことで

分類結果の正解率を高くすることが可能である．これは，

ジョブ投入時情報で一意にクラスタを決定することができ

るからである．一方，分類に消費電力データは考慮されな

いため，同一クラスタ内での消費電力データの誤差は大き

くなる（図 4）．これを改善するために，クラスタリング

にジョブ投入時情報とユークリッド距離の両方を使用し

た．今回の評価では，ユークリッド距離の閾値は表 2の

(2) 0.01035 を使用した．図 9に推定消費電力量の誤差を

図 10に正解率をそれぞれ示す．ジョブ投入時情報とユー

クリッド距離の両方を使用してクラスタリングを行うこと

で，ジョブ投入時情報のみを使用した場合より正解率は下

がるものの，推定消費電力の誤差は改善できていることが

わかる．今回の推定では，ジョブ投入時情報のみで推定を

行っているが，ジョブ実行開始直後の電力データを推定に

使用することで，更に精度を上げることができると考えて

いる．

図 9 ジョブ投入時情報とユークリッド距離でクラスタリングを行っ

た場合の推定誤差

図 10 ジョブ投入時情報とユークリッド距離でクラスタリングを

行った場合の正解率

4.3 システム全体の消費電力推定

提案手法を用いて，システム全体の消費電力の推定を

行った．クラスタリングには，ジョブ投入時情報とユーク

リッド距離を使用した．学習データとして 2017年 1月か

ら 2月の間に 1時間以上実行されたジョブ 12,250件を使

用し，2017年 3月に 1時間以上実行されたジョブ 7,560件

の消費電力データの推定を行った．図 11にシステム全体

の消費電力の測定値と推定値，推定値の誤差を示す．対象

期間中の平均誤差は約 31%であった．推定値と測定値が大

きく乖離しているジョブについて調査を行った．図 12に

ジョブ毎のノード数別の 30 分あたりの推定誤差を示す．

一部ノード数で誤差率が大きい場合があるが，全体的に誤

差率に大きな差は見られない．一方，推定誤差量はノード

数に比例して大きくなっていることがわかる．これは，今

回の消費電力をノード単位で推定していることによるもの

と考える．

そこで，ジョブ単位の消費電力を同じ推定手法で推定し

た．図 13にジョブ単位で推定したシステム全体の消費電

力の測定値と推定値，推定値の誤差を，図 14にジョブ毎

のノード数別の 30分あたりの推定誤差を示す．ノード単

位で推定した場合と比べて推定値は改善され，対象期間中
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図 11 システム全体の消費電力の測定値と推定値および測定誤差（ノード単位で推定）

図 12 ジョブ毎のノード数別の推定誤差（ノード単位で推定）

図 13 システム全体の消費電力の測定値と推定値および測定誤差（ジョブ単位で推定）

図 14 ジョブ毎のノード数別の推定誤差（ジョブ単位で推定）

の平均誤差は約 19%となった．

他に，推定誤差が大きくなる原因として，ある特性の

ジョブが学習データに含まれずテストデータにのみ含まれ

る場合がある．今回は，学習データとテストデータを分け

て推定を行ったため，テストデータにのみ含まれるジョブ

の推定誤差は大きくなる可能性が高い．この問題について

は，ジョブ実行毎に学習を行うことで改善できるものと考

えている．

5. おわりに

本稿では，投入されたジョブの消費電力を推定しジョブ

毎の消費電力の変動を考慮したスケジューリングを行うた
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めに，ジョブの時系列電力変動の推定を行った．

ジョブ毎の消費電力の時系列データの推定では，ユーザ

がジョブを投入した際に得られる情報と過去に実行された

ジョブのデータをもとに投入されたジョブの消費電力を推

定する．推定にあたり，ジョブの消費電力データのクラス

タリングを行うが，消費電力データとジョブ投入時情報を

用いることで精度を改善できることを確認した．「京」で

実行されたジョブ情報を用い消費電力を推定したところ，

誤差が大きくなる場合もあるが，平均で 19%程度の誤差

であった．今回の評価では，ジョブ投入時情報のみを利用

したが，推定精度を向上させるためには，さらなる情報を

利用する必要があると考えている．例えば，ジョブ実行開

始直後の電力データを利用することで，実行中のジョブの

消費電力の推定精度を改善することが可能になると考えて

いる．

今後は，推定手法を改良するとともに推定した時系列消

費電力データを用いたジョブスケジューリングでの評価を

行っていきたいと考えている．
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