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概要：2019 年 5 月 12 日から 17 日にかけて，英国ブライトンにて IEEE 主催の国際会議 ICASSP2019

(The 44th IEEE International Conference on Acoustics, Speech and Signal Processing) が開催された．
ICASSPは Interspeech と並んで音声言語処理分野におけるトップカンファレンスであるが，ICASSPはよ
りスコープが広く信号処理分野全体を包含する懐の深さが特色である．本稿では音声言語処理に関する 5

分野に注目し，ICASSP2019の採択論文を中心に最新の技術動向および注目すべき発表について紹介する．
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1. はじめに

2019年 5月 12日から 17日にかけて，英国ブライトン

にて IEEE主催の国際会議 ICASSP2019 (The 44th IEEE

International Conference on Acoustics, Speech and Signal

Processing)が開催された．ICASSPは Interspeech と並ん

で音声言語処理分野におけるトップカンファレンスである

が，ICASSPはよりスコープが広く信号処理分野全体を包

含する懐の深さ・投稿件数の多さが特色である．本年の論

文の投稿数は 3,150件あり，うち 1,725件が採択された (採

択率 49.1%)．本稿では音声言語処理に関する 5分野に注

目し，本 ICASSPの採択論文を中心に最新の技術動向およ

び注目すべき発表について紹介する*1．（太刀岡）

2. 音源分離・音声認識

音源分離および音声認識の関連技術に関する発表を紹介

する．2.1では音源分離の研究を概観し，2.2で，音声認識

のフロントエンドに関する取り組みをいくつか紹介する．

2.3では，音声認識の関連技術として，キーワード・スポッ

ティング (Keyword spotting; KWS)の研究を紹介する．

2.1 音源分離

セッション名に separation を含む音源分離に関するセッ

ションは合計で 9セッションあり，盛んに研究が行われてい
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*1 著者は 50 音順である．

た．研究動向としては，従来からのマルチチャネル (MC)信

号に基づく研究 (e.g., Independent Component Analysis)

に加えて，モノラル信号を対象とした深層学習ベースの

手法 (e.g., Deep Clustering (DC), Permutation Invariant

Training) に関する研究が多く見られた．ここでは，上記深

層学習ベースの手法を，以下の 4つの観点から，紹介する．

1) 位相推定　近年の深層学習技術の活用によって，音

源分離における振幅成分の推定精度が大きく向上し，モ

ノラル音源分離においても高い分離精度 (e.g., Signal-to-

Distortion Ratio) が達成可能となった．そういった状況の

中で，更なる分離精度の向上を目指し，位相成分の改善を

目指す研究に関心が集まっていた．例えば文献 [37]では，

混合信号の各振幅成分が既知と仮定すると，対応する位相

成分を陽に解くことができ，結果として 2つの位相候補が

得られる点に着目し，位相推定における回帰問題を 2つの

位相候補に対する識別問題へと変換する手法を提案した．

振幅の推定精度が十分に高いという前提条件はあるもの

の，現時点で state-of-the-artの時間領域で波形推定をする

手法 (e.g., TasNet [23]) と同程度の分離精度を，時間周波

数領域の枠組みで達成することに成功している．

2) オンライン (低遅延) 化　従来，分離性能の向上の

ため，深層学習モデルとして未来の情報も予測に利用す

る non-causal なモデル構造 (e.g., BLSTM) が活用されて

いた．そういった状況の中で，実時間性が重要となる応用

(e.g., リアルタイム音声認識) への拡張を目指し，分離手法

のオンライン (低遅延) 化を目指す研究が複数発表されて

いた．例えば文献 [7]では，Deep Attractor Networkの枠

組みで，各信号源に対応する attractor をフレーム毎の移

動平均に基づき逐次更新する手法を提案している．実験に

より提案法は，フレーム毎に処理する causalなモデル構造

ながら，発話単位で処理を行う従来の non-causal なモデル
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構造と同程度の分離精度を達成し得ると報告されている．

3) MC学習　従来，音源分離モデルの学習に際し，単

一話者の音声信号を混合した模擬データの利用が標準的

であった．そういった状況の中で本 ICASSPでは，実観

測信号を学習に利用することを目指した研究が，複数の研

究機関から報告されていた．上記研究に共通するアイデア

は，モノラル音源分離モデルの学習のために，MC信号を

活用することである．例えば，文献 [31]では，DC の枠組

みにおいて，学習の際に必要となる時間周波数ビン毎の各

信号源の割り当て (e.g., バイナリ時間周波数マスク) を，

MC信号から得られる時間周波数ビン毎の位相差特徴量を

k-means クラスタリングした結果から作成する方法を提案

している．実験によって提案法は，模擬データを利用した

従来法と同程度の分離精度を，MCの実観測信号のみを用

いた学習によって達成し得ることを報告している．

4) 目的話者抽出　音源分離の派生研究である「目的話

者抽出」に関する研究も散見された．「目的話者抽出」は，

事前情報なしに混合信号を各信号源へと分離する「ブライ

ンド音源分離」とは異なり，事前情報として目的話者の情

報 (e.g., 事前録音された発話) を活用することで，混合信

号から目的話者の音声のみを抽出する枠組みである．例え

ば文献 [26]では，目的話者の情報として，音声情報ではな

く動画情報を活用する枠組みに関する研究に取り組んでい

る．入力顔画像からの特徴抽出手続きにおいて，画像分野

で古くから研究されているランドマーク検出器を活用する

ことで，GRIDコーパスのような小規模なデータセットに

おいても，動画情報に基づいた目的話者抽出が実現可能で

あることが実験によって確認されている．(落合)

2.2 フロントエンドと音響モデルの一体型学習

フロントエンドと音響モデルを同時に学習することによ

り，認識率が向上することが知られており，本 ICASSPで

もいくつかの発展的な取り組みが提案されていた．

文献 [24] では，1ch の雑音下音声認識をタスクとし，

ニューラルネットワーク (NN)による音声/雑音マスクの

推定と Parametric Wiener Filter (PWF)を組み合わせる

手法が提案された．実験では，特に PWFの雑音推定に，

NNによる雑音マスクを用いることが効果的であることを

示した．一方で NNによる音声マスクを単純に音声にかけ

るだけでは，たとえ音響モデルとの一体型の学習を行って

も精度劣化が生じることも確認された．比較的単純な手法

ながら 10%以上の誤り削減が得られている点は興味深い．

文献 [9]は，残響除去として広く音声認識への有効性が

知られている Weighted Prediction Error (WPE) を音響

モデルと同時最適化する試みが提案されていた．WPEで

は雑音抑圧後の Power Spectral Density (PSD)の推定値

が重要な役割を持つため，PSDをNNによって逐次推定す

る方法が過去に提案されていた [8], [14]．提案法はこの従

来法を，音響モデルと同時に学習するように拡張したもの

に相当する．実験では，逐次推定で残響抑圧を行う場合に

特に有効であること，また提案法の枠組みでは PSD推定

部はランダムな初期値からでも学習可能であり，このこと

から学習に実データを用いることができる点を示した．

文献 [15] はマイクロホンアレイでの音声認識のための

MCビームフォーマと音響モデルの一体型学習が提案され

ていた．ここでのポイントは，ビームフォーマに相当する

パラメータの初期値を特定のアレイ配置，特定の方向に

ビームを形成するように設定することである．様々なアレ

イ配置，様々な方向にビームを向けた形で初期化された複

数のネットワークブロックを配置してから一体型学習をす

ることで，そのモデルを利用する際にも複数のアレイ配置

に対応でき，さらにほとんどの場合で単一のアレイ配置だ

けで学習した場合よりも精度が向上することを示した．

最後に筆者らの研究 [12]についても簡単に紹介する．こ

こではマイクロホンアレイでの音声認識を指向し，MC音

声を受け付ける入力部と 1ch入力を受け付ける入力部の 2

つの入力部を持つ音響モデルを提案した．MC入力部が音

響モデルと同時学習されるフロントエンドの役割を担うの

に対し，1ch入力部は別個のフロントエンドから得られる

音声を受け付けることができる．2種類のフロントエンド

が相補的に働き，高い認識精度が得られることを示した．

当該モデルは CHiME-5 と AMI それぞれのデータセット

において最高精度を達成している [11], [12]．（神田）

2.3 キーワード・スポッティング (KWS)

本 ICASSPでは，スマートスピーカーなどの音声 UIにお

ける音声認識のトリガーとして広く用いられている KWS

についてもいくつか発表があった．KWSは計算資源が限

られたデバイスで利用されることが多い．近年では低演算

量で高精度にKWを検出することを目指した研究が盛んに

おこなわれており，本 ICASSPでも関連した取り組みが報

告されていた．例えば文献 [1]では，音響特徴量から特徴

表現を抽出する encoderと，特徴表現をKWまたは非KW

に分類する decoderの 2つの DNNで構成される KWSシ

ステムにおいて，全結合層を低ランクの行列で近似する構

造に置き換えることで演算量を削減する方法を提案してい

た．さらに，encoderと decoderを 1つの DNNとみなし

て同時に学習することで，従来のモデルの 20%程度の演算

量で誤棄却を 60%程度削減できると報告している．

学習済みのモデルの精度を改善するための取り組みもい

くつか報告されていた．文献 [35]は，既存のシステムが誤

検知，または，誤棄却しやすい adversarial examplesを生

成し，モデルを再学習する方法を提案しており，誤棄却を

45%削減できることを示している．文献 [17]は，モデルの

学習環境と利用環境のミスマッチの影響を解消するため

に，クライアント上に置かれたユーザデータを用いてモデ

ルを更新する federated learningを，KWSの枠組みで動か

すためのアルゴリズムを提案している．文献 [17]の著者ら
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は，クラウドソーシングで収集したデータセット*2を公開

しており，学術・研究目的であれば利用できる．(大町)

3. End-to-End音声認識

本 ICASSPでは，End-to-End音声認識に関してオーラ

ル 2セッション、ポスター 3セッションが開催され，本研

究テーマの注目度の高さが伺えた．

3.1 Transformer

本 ICASSPでは，ニューラル機械翻訳の分野で 2017年初

出の Transformerを応用した End-to-End音声認識の検討

がいくつか見られた．Transformerは条件付きの自己回帰

生成モデルとして表される Encoder-Decoderモデルの 1種

であり，特に Encoder部分に強みを持つモデル化である．

具体的には，Self-Attentionと呼ばれる機構を用いること

で，入力系列の長距離の関係性を精緻に捉えたベクトル埋

め込みを行うことができ，RNNに基づくEncoder-Decoder

よりも高い性能を実現できることが報告されてきている．

文献 [45]では，Transformerに基づく End-to-End音声

認識の改良が検討されている．Encoderにおける音響特徴

量系列のサブサンプリングの工夫，Exposure Bias問題を

緩和するための Scheduled Samplingの改良，そしてトー

クン頻度の不均衡問題を緩和するための Focal Lossの適用

を検証することで，相対誤り改善率 10-20%を達成できる

ことを報告している．

Transformer は通常条件付きの自己回帰生成モデルを

意味するが，その他の End-to-End 音声認識のモデル化

にも知見を適用する検討がなされている．文献 [6]では，

TransformerのEncoderブロックとConnectionist Tempo-

ral Classification (CTC)を組み合わせが検討されており，

EncoderにRNNを用いたCTCと比較して，同等または上

回る性能が報告されている．また文献 [29]では，Recurrent

Neural Aligner の Encoder に Transformer の Encoder ブ

ロックを用いた Self-Attention Aligner を提案しており，

Recurrent Neural Alignerと比較して，大幅な性能改善が

報告されている．

3.2 新しい系列変換モデル

また，Transformer以外では，文献 [27]において，CTCや

Attention-based Encoder-Decoderとは異なる新しい系列

変換モデルが提案されている．系列変換モデルでは入力

(t)・出力 (n)で異なる時刻をどのようにモデル化するかが

問題となる．提案手法は二次元 LSTMを用いて一時刻前

のラベル wn−1と encoderの出力 htから，状態ベクトルの

漸化式 st,n を次のように求める．

st,n = 2DLSTM([ht, wn−1], st,n−1, st−1,n) (1)

認識時には全ての入力時刻における状態ベクトル s1:T,n−1

*2 http://research.snips.ai/datasets/keyword-spotting

の Max Poolingにより，次時刻の出力単語列の事後確率

p(wn|wn−1,h1:T )を求める．本手法は計算量に問題を抱え

るものの，Switchboardタスクにおいて，Attention-based

Encoder-Decoderと同等の性能を達成している．

3.3 学習方法の工夫

さらに，End-to-End音声認識の学習方法に工夫を入れ込む

検討も増えてきている．文献 [20]では，敵対的生成ネット

ワーク (GAN)を用いて，End-to-End音声認識の出力ラベ

ル系列がより自然に生成されるよう補正する手法が提案さ

れている．より具体的には，Criticizing Language Model

(CLM)と呼ばれる音声認識結果と実際のテキストデータの

識別器と，End-to-End音声認識（生成器と見なされる）を

交互に学習することにより上記の補正を実現する．通常の

GANと同様，本手法は音声・書き起こしのペアデータを必

要とせずに音声認識性能を向上することができる（もちろ

ん End-to-End音声認識自体の学習には十分なペアデータ

が必要である）．実験には Libirspeechの 100時間ペアデー

タサブセットと 360/860時間相当の書き起こしを用いた半

教師あり学習タスクが用いられた．100時間ペアデータの

みを用いたモデル及び，360/860時間相当の書き起こしを

用いて学習された言語モデルを併用する従来手法から，相

対的に 10％以上の誤り削減を達成している．（増村，渡部）

4. 音声合成

リアルタイム波形生成モデルと End-to-End音声合成に

向けた取り組みについて紹介する．

4.1 リアルタイム波形生成モデル

2016年のWaveNetの登場以来，波形直接生成モデルの研

究が盛んに行われている．本 ICASSPでも，音声合成はも

ちろん，AASPのセッションにおいては，符号化や帯域拡

張，また，音声認識での音声データ拡張にもWaveNetや

FFTNetを用いた発表があった．本項では，従来の自己回

帰型WaveNetでの生成時間問題を解決した，リアルタイ

ム波形生成モデル 3件を報告する．

1) 自己回帰モデル　 1件目は，LPCNet [32]と呼ばれる

方式で，WaveRNNの発展系モデルである．WaveRNNは

過去の波形サンプルから次の波形サンプルをリアルタイム

に推定する自己回帰モデルであるが，LPCNetでは過去の

波形サンプルとその線形予測係数から次のサンプルの「予

測残差」を推定するモデルである．予測残差を用いること

により，µ-law量子化誤差に頑健になり，モデルサイズが小

さい場合でもWaveRNN(µ-law量子化版)よりも高品質な

生成をリアルタイムで実現できる．WaveRNNと同様，ス

パース化することにより，モバイル端末でもリアルタイム

な生成が可能となる．学習 (TensorFlow)および生成 (C言

語)のソースコードが公開されていることも重要である*3．

*3 https://github.com/mozilla/LPCNet/
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2) パラレル生成型モデル　後の 2件は，LPCNetのよう

な自己回帰モデルではなく，Parallel WaveNetのように全

ての波形を同時に生成するパラレル生成型モデルである．

Neural source-filter (NSF) [36]は，従来のソースフィルタ

ボコーダで用いられる基本周波数 fo とメルケプストラム

を入力とし，foに対応する高調波を含んだ正弦波とホワイ

トノイズから多段の変数変換によって音声波形を出力する

モデルである．また，WaveGlow [28]は，Flow型画像生成

モデルGlowのアフィン変換部分にWaveNetを導入し，メ

ルスペクトログラムとホワイトノイズを入力とし，可逆演

算可能な多段の変数変換によって音声波形を生成可能なモ

デルである．NFSでは，周波数領域のパワーロスのみで学

習が可能であり，WaveGlowでは，学習時は音声波形を入

力としてホワイトノイズを出力するモデルを学習し，生成

時はその逆変換によりホワイトノイズから音声を出力する

革新的モデルである．Parallel WaveNetは自己回帰型の教

師モデルを学習する必要があったが，これらのモデルはパ

ラレル生成モデルを直接学習できることが最大のポイント

である．両モデル共に，自己回帰型WaveNetと同等の高

品質な音声波形を GPU演算によりリアルタイムで生成可

能である．それぞれソースコードが公開されている*4 *5．

4.2 sequence-to-sequence音声合成モデル

音声合成モデルとしては，End-to-End音声合成に向けた

モデルとして提案された，attention(注意機構) を用いた

sequence-to-sequenceモデルの応用が主なトピックであっ

た．特に Tacotronおよび Tacotron2のモデル構造を用い

た研究が多く見られた．Yasuda らの研究では Tacotron

の日本語音声合成への有効性が検討された [40]．英語の

End-to-End音声合成では，テキストの文字列から直接単語

の発音やストレスを推定できることが報告されているが，日

本語の場合，漢字など文字の多様性の問題やアクセントが

テキスト中に明記されないなどの問題があり，End-to-End

モデルを学習することは困難である．この研究では音素と

アクセント型の系列を入力として学習するネットワークを

提案している．実験ではアクセント型を入力に加えること

でMOSの値が上昇することが示されたが，一方で従来法

の LSTM-RNNに基づく音声合成の性能には至っていない

ことが報告された．またこの研究では，並列計算が可能で

あり長時間の情報を考慮した変換の可能な self-attention

の利用が検討されMOS値が向上するという結果を得た．

機械翻訳で提案された self-attentionの音声合成への適

用は文献 [22], [39]でも検討された．文献 [22]では，中国

語のテキストが与えられたときの韻律語や単語の境界の

推定において self-attentionが有効であることを示してい

る．self-attentionは長期間の情報を考慮できるが，位置情

報が構造に含まれないため，隣接する音素やフレームの情

*4 https://github.com/nii-yamagishilab/project-
CURRENNT-scripts

*5 https://github.com/NVIDIA/waveglow

報を重要視できないという問題点がある．そこで文献 [39]

では，self-attentionに明示的に相対位置情報を加えること

で，入力に絶対位置情報を与える場合に比べ，合成音声の

品質が向上することを示している．

また，End-to-End音声合成の学習には，クリーンな音

声とその書き起こしが大量に必要になるという問題点があ

る．文献 [3]では，Tacotronのエンコーダとデコーダを，

テキストと音声のペアを用いずに，個別に事前学習する手

法が提案されている．Tacotronを一から学習した場合と

比べ，データが数十分程度であれば品質が大きく向上する

ことを示している．(郡山、岡本)

5. Human Language Technology (HLT)

音声翻訳に用いられる手法と音声認識における言語処理

に関して述べる．

5.1 音声翻訳

音声翻訳に関しては，音声認識と機械翻訳を接続したカ

スケード型の手法ではなく，翻訳元言語の音声と翻訳先

言語のテキストのみによる，教師なしの手法が提案され

ている [4]．本手法では，翻訳元音声の speech embedding

と翻訳先テキストの word embeddingをそれぞれ独立に学

習したのち，これらの embedding space間の対応関係を構

成する．入力音声に対しては，セグメンテーション後の各

音声区間について speech embeddingへの変換および word

embeddingへの写像を行い，この空間上で写像先と近接す

る単語を翻訳候補として得る．最近傍の単語が正しいとは

限らないので，候補の単語に言語モデルを適用してスコアを

計算することで翻訳結果を決定する．また，あらかじめノ

イズを加えたデータにより作成した denoising autoencoder

を用いて，翻訳結果の訂正を行う．LibriSpeechの英仏翻

訳における実験では，教師あり学習によるカスケード型の

システムとおおむね同等の BLEU値を得ている．

[10]では End-to-End音声翻訳モデル学習のために以下

の二つの半教師あり data augmentation手法を提案してい

る．(1) 事前学習された機械翻訳モデルを用いて翻訳元言

語テキストを翻訳先言語テキストに変換する．(2) 事前学

習された音声合成モデルを用いて翻訳元言語モデルテキス

トを翻訳元言語音声データに変換する．これら二つの手法

で増強された翻訳元音声データと翻訳先言語テキストの

ペアデータを用いて End-to-End音声翻訳モデルの学習を

行う．英語音声からスペイン語テキストへの自然発話音声

翻訳タスクにおいて，in-domainデータに対する評価で 60

弱，out-of-domainデータに対する評価で 26強と，非常に

高い BLEU値を達成している．

5.2 音声認識における言語処理

近年では音声認識結果単語の信頼度推定も NNを用いて行

われるようになってきている．[18]では，従来，1-best音声
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認識結果に対して行っていた bidirectional RNN (BiRNN)

を用いた信頼度推定を，confusion network (CN)及び lat-

tice形式の音声認識結果に対しても行えるようにしている．

その際の主な課題は，音声認識仮説の分岐点における隠れ

状態ベクトルの伝搬をどのように行うかである．本研究で

はこの課題を標準的な forward-backward algorithmと同様

の方法で効率的に解き，実験によりその有効性を示してい

る．1-best音声認識結果は誤認識単語を多く含む可能性が

あり，N-bestは音声認識結果の表現形式としては冗長であ

る．このため音声認識結果の効率的な表現形式である CN

又は lattice上の単語の信頼度を高精度に推定できれば，後

段の音声認識アプリケーションの品質を向上させられる．

本 ICASSPでは句読点挿入 (punctuation)が複数報告さ

れていた．音声認識結果に対して句読点を自動挿入する手

法は以前から検討があるが，今回は attention機構を用い

た枠組みが 2件報告されていた [13], [41]. [41]では multi-

head self-attentionによる層を重ねて，[13]では BiRNNの

各層にmulti-head attentionをそれぞれ加えて，NNを構成

している．いずれも IWSLTの英語 TED講演データセッ

トを使用して評価しており，これまでの RNNによる手法

に対して性能の改善を（特に [41]が）実現している．

言語モデルに関しては，今回 HLTとしての報告は多く

なく，また特定の傾向もみられなかったが，ニューラル言

語モデルについて知識蒸留 [30]，汎化性能のための活性化

関数の拡張 [16]，RNNモデルにおける学習アルゴリズム

(SGD)の拡張 [42]などが報告されていた．(秋田、小川)

6. 話者認識・話者識別

話者認識・話者識別については，オーラル 3セッション，

ポスター 2セッションで合計 53件の発表が行われた．

6.1 話者エンベディング

X-vector をはじめとする NNを用いた話者エンベディン

グに関しては，学習時の工夫による精度の改善が、同時多

発的に報告された [2], [19], [38], [43]．これらは，N 名の

話者を識別する NNを学習し，その softmax層に入力され

るベクトルを話者エンベディングとして用いる．提案手法

では，学習時にマージンを設定することで，同じ話者が空

間のより狭い部分に集中するよう学習している．この手法

はもともと顔画像認識の分野で提案され高い効果が知られ

ており [5], [34] ，本 ICASSPにおいて、話者認識にも有効

であることが明らかになった．また [44]では，話者エンベ

ディング法について，アクティベーション関数や構造の違

いによる性能の違い，そして性能改善に不可欠なデータ拡

張の方法など様々なトリックが紹介されている．

6.2 話者認識のアプリケーション

例年あまり見られないタイプの研究として，話者認識のア

プリケーションに関する発表が注目されていた [33]．本研

究では，ユーザがウェブインタフェースを通じて話者認識

システムを簡単に体験できるプラットフォームが提案さ

れている．これはユーザが自分の音声をアップロードする

と，ユーザに似た話者を YouTubeから検索し，類似度が

最も高い順に５名表示するというシステムである．バック

エンドは旧来の i-vectorと PLDAに基づくオーソドックス

な手法だが，テスト運用の結果では精度，速度，使用感全

てにおいて使用者から高評価を得ており，話者認識手法の

可能性を感じさせる研究であった．

6.3 Speaker spoofing

Speaker spoofingに関する研究も例年通り多くの発表が見

られた．本分野特有の特徴量として，話者認識ではあまり

用いられない位相情報が replay attackの検出に有効であ

ることを示す発表が複数あった [21], [25]．[21]ではラッピ

ングの問題を相対位相を用いることで解消し, さらに適応

的な重み付けを行うことで，従来のパワーに基づく特徴量

と相補的な性能が得られることを示した．一方，[25]では，

瞬時周波数を離散コサイン変換することでラッピングの問

題を解消している．さらに，生音声の位相特徴量を事前に

ディクショナリとして学習しておき，評価音声から生音声

の成分を取り除くことで，再生音声特有の歪成分を強調で

きることを示した．（俵，鈴木）
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ing 2D Sequence-to-sequence Models for Speech Recog-
nition, ICASSP, pp. 5671–5675 (2019).

[28] Prenger, R., Valle, R. and Catanzaro, B.: WaveGlow:
A Flow-based Generative Network for Speech Synthesis,
ICASSP, pp. 3617–3621 (2019).

[29] Salazar, J., Kirchhoff, K. and Huang, Z.: Self-Attention
Networks for Connectionist Temporal Classification in
Speech Recognition, ICASSP, pp. 7115–7119 (2019).

[30] Shi, Y., Hwang, M.-Y., Lei, X. and Sheng, H.: Knowl-
edge Distillation for Recurrent Neural Network Language
Modeling with Trust Regularization, ICASSP, pp. 7230–
7234 (2019).

[31] Tzinis, E., Venkataramani, S. and Smaragdis, P.: Un-
supervised deep clustering for source separation: Di-
rect learning from mixtures using spatial information,
ICASSP, pp. 81–85 (2019).

[32] Valin, J.-M. and Skoglund, J.: LPCNet: Improving
Neural Speech Synthesis Through Linear Prediction,
ICASSP, pp. 5826–7830 (2019).

[33] Vestman, V., Soomro, B., Kanervisto, A., Hautamäki,
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