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変調スペクトルに着眼した
DNN音声合成の学習過程に関する分析

川上 大智1,a) 齋藤 大輔1,b) 峯松 信明1,c)

概要：DNN音声合成等の統計的音声合成では，合成音声のパラメータ系列が自然音声のパラメータ系列と

比較して過度に平滑化される傾向にある．そこで，パラメータ系列の変調スペクトルに着眼しながら DNN

の学習過程を分析した．その結果，従来手法では DNNの過学習とされる学習回数で，変調スペクトルが

自然な音声に近づき，より自然な音声が合成できるという知見が得られた．

1. はじめに

任意のテキストに対応する音声を人工的に生成する技術

のことをテキスト音声合成（text-to-speech synthesis; TTS

synthesis）又は単に音声合成という．音声合成の代表的な

手法には，言語特徴量と音響特徴量の対応付けを，データ

をもとに学習する統計的音声合成や，大規模な音声データ

ベースから音声素片を接続する素片選択型音声合成等があ

る [1, 2]．

2010年代に入り，ディープニューラルネットワーク（deep

neural network; DNN）等の深層学習を利用した手法が画

像処理をはじめとして様々な分野で高い性能を示してい

る．音声合成の分野においても DNNを利用した手法の高

い性能が認められ，深層学習に基づく統計的音声合成の利

用が盛んになっている [3]．特に音響モデルに DNNを用

いた手法は，隠れマルコフモデル（hidden Markov model;

HMM）に基づく音声合成と比較して高い性能を示してい

る [3,4]．しかし，HMMや DNNのような統計モデルを用

いると，人間が発話する自然な音声に含まれる微細な振動

成分が損なわれ，合成音声が過剰に平滑化されてしまうと

いう問題がある．

そこで，合成音声が平滑化されているかどうかの基準

として，パラメータ系列の変調スペクトル（modulation

spectrum; MS）に着眼する [5]．統計的な音声合成手法で

は，自然音声のパラメータ系列の変調スペクトルと比較し

て，合成音声のパラメータ系列の変調スペクトルが高域で
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減衰してしまうことが示されている [5]．深層学習を利用

した音声合成についても，DNNによって出力されるパラ

メータ系列の変調スペクトルが減衰することになるが，こ

れは中間層における出力パラメータ系列の時系列挙動と深

く関連していると考えられる．

しかし，DNN音声合成に用いられるモデルアーキテク

チャの内部で，入力の言語特徴量がどのように中間層を経

て出力の音響特徴量まで伝播していくのかということに

関しては，未だ十分な議論がなされていない．本研究では

中間層の変調スペクトルに着目し，DNNの各中間層にお

いて入力パラメータ系列がどのように伝播し出力されて

いくのかを分析するとともに，変調スペクトルに着眼して

DNNの学習を行うことで，より良い音声合成の実現可能

性を探る．

2. 変調スペクトル

変調スペクトルの理論的な導出方法とその実装，及び変

調スペクトルに関する先行研究について述べる．

2.1 理論

まず，変調スペクトルの理論的な導出方法を述べる．フ

レーム数 T のパラメータ系列 f，及びそれらの離散フーリ

エ変換 Fを，

f = [f0 , · · · , ft , · · · , fT−1 ] (1)

F = [F0 , · · · ,Fk , · · · ,FT−1 ] (2)

と定める．このとき，

Fk =

T−1∑
t=0

fte
−i 2πkt

T (0 ≤ k ≤ T − 1) (3)

である．パラメータ系列の振幅スペクトルをAとすると，
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A = [A0 , · · · ,Ak , · · · ,AT−1 ] (4)

Ak = |Fk| =
√

Re (Fk )
2
+ Im (Fk )

2
(5)

また，変調スペクトル sを次のように定義する．

s = [s0 , · · · , sk , · · · , sT
2 −1 ] (6)

sk = log10 (Ak)
2

(
0 ≤ k ≤ T

2
− 1

)
(7)

変調スペクトルでは，元のパラメータ系列に含まれる位

相成分を考慮せず振幅成分のみを考慮しているが，これは

元のパラメータ系列にどの程度の微細な時系列変動成分を

成分として持っているかということが主な着眼点ゆえで

ある．

2.2 実装

次に，パラメータ系列から変調スペクトルを求める実装

について述べる．

まず，パラメータ系列から無音区間を除いた値の平均を

0にする．次に，FFTを行うため，フレーム数が 2のべき

乗となるようにする．本研究ではフレーム数 N を 4096と

した．このフレーム数N の値は，理論的にはスペクトルの

概形にほとんど影響しない（後述）．また，本研究で設定し

た N は，用いた発話データセットのパラメータ系列の長

さよりも十分大きい．さらに，これらの分散を 1にする．

ここで，パラメータ系列の平均，分散に関する正規化操

作について，妥当性を示す．まず，Parsevalの等式より，

N−1∑
t=0

|ft|2 =
1

N

N−1∑
k=0

|Fk|2 (8)

が成り立つ．両辺をフレーム数 N で割るとパラメータ系

列の平均が 0，分散が 1であるから

1

N

N−1∑
t=0

|ft|2 = 1 =
1

N2

N−1∑
k=0

|Fk|2 (9)

したがって，フレーム数 N は 4096 と，一定の値である

から，

N−1∑
k=0

|Fk|2 =

N−1∑
k=0

A2
k = N2 = const. (10)

となる．式 (10) はパワースペクトルの総和が一定になる

ことを示している．

パワースペクトルの総和は一定となるため，ある変調周

波数でパワースペクトルを大きくすると，別の変調周波数

でパワースペクトルを小さくしなければならない．した

がって，2つのパラメータ系列に関して，パワースペクトル

を比較した場合，一方の高域が他方と比較して大きくなっ

ているような場合，その分だけ低域は小さくなる．

線形パワースペクトル領域では変調周波数ごとの特徴が

十分捉えられないため，対数パワー領域での変調スペクト

ルを考える．パラメータ系列の平均は 0であるから，

F0 =

T−1∑
t=0

ft = 0 (11)

となり，対数を定義することができないため，変調周波数

0の成分は考えない．

2.3 HMM音声合成での変調スペクトル

HMMによる出力パラメータ系列の変調スペクトルは自

然音声の変調スペクトルと比較して高域で大きく減衰して

いることが示されている [5]．また，出力パラメータ系列

の変調スペクトルを，自然音声の変調スペクトルに高域で

近付けるため，ポストフィルタを用いることで音声合成の

性能が向上することが示されている [5]．ポストフィルタ

は学習データを用いて事前に設計される．パラメータ系列

xに対する変調スペクトルを，

s (x) = [s (1)
⊤
, · · · , s (D)

⊤
]⊤ (12)

とすると，ポストフィルタの学習では自然音声のパラメー

タ系列から次の確率密度関数を学習する．

P (s (x) |λs) = N
(
s (x) ;µ(N),

∑(N)
)

(13)

た だ し ，N
(
·;µ(N),

∑(N)
)
は 平 均 µ(N) =

[µ
(N)
1,0 , · · · , µ(N)

D,T/2−1]
⊤ と対角共分散行列

∑(N)
=

diag

[(
σ
(N)
1,0

)2

, · · · ,
(
σ
(N)
D,T/2−1

)2
]
の正規分布，µ

(N)
d,m と(

σ
(N)
d,m

)
は sd (m)の平均と分散，λs は変調スペクトルの

確率密度関数パラメータセットを表す．同様に，HMM

音声合成で生成されたパラメータ系列から正規分布

N
(
·;µ(G),

∑(G)
)
を学習する．

生成部では，生成されたパラメータ系列 cの変調スペク

トルに対して次のポストフィルタを適用する．

s′d (m) = (1− k) sd (m)

+ k

[
σ
(N)
d,m

σ
(G)
d,m

(
sd (m)− µ

(G)
d,m

)
+ µ

(N)
d,m

]
(14)

ここで，µ(G)
d,m， σ

(G)
d,mは sd (m)の平均，標準偏差であり，

kはポストフィルタの強度係数である．このようにポスト

フィルタを用いると平滑された変調スペクトルが補償さ

れ，より自然な音声が合成できることが示されている．

3. 中間特徴量の分析

本節では，リカレント構造を持たない単純な 6層 feed-

forward 型 DNN を用いた中間特徴量の分析について述

べる．
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3.1 構成するDNNアーキテクチャ

使用したデータは，CMU ARCTIC [6]の女性話者 sltに

よる英語音声 1132発話である．データのサンプリング周

波数は 16kHzである．1132発話のうち a0001から b0407

の 1000発話を学習データ，b0408から b0473の 66発話を

バリデーションデータ，b0474から b0539の 66発話をテ

ストデータとした．音声の分析合成にはWORLD [7]を用

いた．分析のフレームシフトは 5msとした．DNNの入力

には，Festival [8]をフロントエンドとするHTS形式 [9]の

コンテキストラベルをもとに，当該フレームの音素情報等

に関する 416次元，及び継続長に関する 9次元の計 425次

元を言語特徴量として用いる．DNNの出力には，60次元

のメルケプストラム係数，対数 F0，及び 1次元の非周期

性成分と，これらの一次差分∆，二次差分∆∆，さらに有

声/無声フラグ（1次元）の計 187次元を用いる．合成を行

う際にはMLPG [10]により，一次差分 ∆，二次差分 ∆∆

を用いて静的成分を推定する．中間層の層数は 6層とし，

各層ノード数は 1024とした．各中間層で出力される特徴

量には，バッチ正規化を適用した後，活性化関数 tanhを

適用した．最終層の活性化関数は線形関数である．DNN

の最適化手法は adam [11]を用いた．adamのハイパーパ

ラメータについては論文内の推奨値を採用し，学習率を

0.001， β1 = 0.9, β2 = 0.999, ϵ = 1e− 8とした．損失関

数は二乗誤差を用いた．バッチサイズは 64であり，バッ

チ正規化におけるmomentumは 0.99， epsilonは 0.001と

した．このモデルの学習エポック数は，validation lossの

減少が安定した 40エポックとした．

3.2 中間層の順方向伝播

ある中間層での入力ベクトルを x，重み行列をWとす

ると，バッチ正規化，活性化をかける前の中間層の出力 y

は単純な線形変換

y = Wx (15)

として表される．さらに，バッチ正規化をかけた後の出力

を yn とし，学習された各ノードの平均，標準偏差のベク

トルを µ,σとすると，

yn =
y− µ

σ
=

Wx− µ

σ
(16)

となる．これは平均を 0，分散を 1に近づける線形変換な

ので，変調スペクトルはバッチ正規化前後で変化しない．

また，活性化関数を適用した後の出力を ya とすると，

ya = tanhyn (17)

となるため，活性化前後で変調スペクトルが変化する．

3.3 中間層での出力活性化前後の変調スペクトル

図 1は，中間層第 1層目のあるノードについて，活性化

図 1 中間層第 1 層直後の活性化関数前後の

パラメータ系列

図 2 中間層第 1 層直後の活性化関数前後の

パラメータ系列に関する変調スペクトル

関数である tanhの適用前後のパラメータ系列を示してい

る．活性化関数を適用する前は絶対値が 1より大きくなっ

ている部分が，活性化関数を適用することによって絶対値

1付近の値に集中している．これにより，活性化関数を適

用する前のパラメータ系列の情報が失われてしまい，変調

スペクトルは高域で減少すると考えられる．このことを確

認するために，このノードに関して，活性化関数前後の変

調スペクトルをテストデータ 66発話分求め，平均したも

のを図 2に示す．

図 2からは，変調スペクトルがほとんど変化していない

ことが見て取れる．第 6層までについても同様に活性化関

数前後で変調スペクトルがほとんど変化しないことが確認

できた．これは，活性化関数を適用する前に，絶対値が 1

より小さくなっている部分が，活性化関数を適用すること

によってほとんど変化しないことによる影響だと考えられ

る．パラメータ系列に活性化関数を適用すると，パラメー

タ系列の分散は小さくなる．変調スペクトルを求める際に

はパラメータ系列の分散を 1に正規化する線形変換を行う

ので，活性化関数適用後のパラメータ系列において，活性

化関数適用前に絶対値が 1より小さくなっている部分は，
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図 3 各層の変調スペクトルについて，変調周波数ごとの最大値

図 4 入力層，出力層，自然音声も含めた変調周波数ごとの最大値

活性化関数適用前と比較して変調スペクトルに与える影響

が大きくなる．これにより，活性化関数の適用前後で変調

スペクトルがほとんど変化しなかったと考えられる．

3.4 中間層の変調スペクトル

まず，中間特徴量のみを分析した．各層各ノードごとに

パラメータ系列の変調スペクトルの 66 発話平均をとり，

各層ごとに活性化関数を適用した後の 1024ノードから得

られる変調スペクトルについて変調周波数ごとの最大値を

とったものを図 3に示す．

第一層では他の層と比較して変調スペクトルが高域で小

さくなっている．第二層から第六層に関しては，ほとんど

変化が見られなかった．

また，中間層に加え，入力層，出力層，自然音声につい

て，同様に変調スペクトルの変調周波数ごとの最大値を

とったものを図 4に示す．

DNNの出力から得られる変調スペクトルは，中間層か

ら得られる変調スペクトルとほぼ同程度の大きさであっ

た．入力層，自然音声から得られる変調スペクトルと比較

すると，中間層，及び DNN出力の変調スペクトルは高域

で大きく減衰している．

図 5 6 層 feedforward 型 DNN を過学習させたときの loss

3.5 中間特徴量に関する考察

本節では単純な6層 feedforward型DNNを扱った．DNN

の入力である言語特徴量には，音素情報のような 2値情報

であるステップ入力となるものと継続長情報の連続値であ

る三角波入力となるものがあり，後者の変調スペクトルが

高域で大きな値をとる．しかし，DNNの中間層では三角

波の持つ高域の成分が，ステップ入力による成分と足し合

わされることにより，第一層から失われてしまうことにな

る．出力層までに適切に三角波の持つ高域の成分を伝播さ

せるためには，伝播の過程で三角波の情報が損なわれない

ようにする必要があると考えられる．

4. 過学習モデル

DNNの出力パラメータ系列が自然音声のパラメータ系

列と比較して過度に平滑化されるのは，DNNの汎化作用に

よるものであると考えられる．そこで，本研究では DNN

の過学習について考える．DNNを過学習させた場合，出力

パラメータ系列は学習データに特化していく．このとき，

出力パラメータ系列の変調スペクトルはどのように変化す

るのか分析する．

4.1 6層 feedforward型DNNの過学習

まず前節と同様の構成の単純な 6層 feedforward型DNN

を 100 エポックずつ学習させていき，得られる出力パラ

メータ系列の変調スペクトルについて分析した．1000エ

ポック学習を回して得られた lossを図 5に示す．validation

lossは徐々に増加し，モデルが過学習をしている．エポッ

ク数を変化させて学習した各モデルから得られる，学習

データ，テストデータそれぞれの出力の変調スペクトルに

ついて，変調周波数ごとの最大値をとり，自然音声のもの

とユークリッド距離をとって比較したものを図 6に示す．

学習が進むにつれ，出力の変調スペクトルは自然音声に

近づいている．300エポックから 400エポック程度学習を

回すと，ユークリッド距離はある程度まで小さくなり，こ

れ以降ほとんど減少しなくなる．
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図 6 6 層 feedforward 型 DNN を過学習させたときの出力の変調

スペクトルと自然音声の変調スペクトルのユークリッド距離

図 7 6 層 feedforward 型 DNN を過学習させた場合の変調スペク

トル

変調スペクトルがどのように自然音声のものに近づいて

いくのかを観察するため， 40エポック， 100エポック，

300エポック， 500エポック， 1000エポック学習したモ

デルからそれぞれ得られる出力パラメータ系列の変調スペ

クトルについて図 7に示す．

学習エポック数を増やすごとに，変調スペクトルは高域

で増加している．300エポック程度学習したあたりで，出

力パラメータ系列から得られる変調スペクトルは高域でほ

とんど増加が見られなくなる．また， 1000エポックと十

分に過学習をしても，高域では入力パラメータ系列から得

られる変調スペクトルより小さい．

過学習を行った DNNから出力される中間特徴量の変調

スペクトルについて述べる．図 3と同様に，1000エポック

学習したモデルから得られる中間特徴量についての変調ス

ペクトルを図 8に示した．第一層から第三層まで変調スペ

クトルが高域で減衰し，その後第六層までは変調スペクト

ルが高域で増加している．また，図 4と同様に，入力層，

出力層，自然音声も含めて比較したものを図 9に示す．中

間特徴量の変調スペクトルはいずれも入力，出力の変調ス

ペクトルと比較して，高域で減衰している．

図 8 1000 エポック学習を行った DNN 各層の変調スペクトルにつ

いて，変調周波数ごとの最大値

図 9 1000 エポック学習を行った DNN について入力層，出力層，

自然音声も含めた変調周波数ごとの最大値

図 10 40 エポック，300 エポック，1000 エポック学習した 3 種類

のモデルによる合成音声に関する主観実験結果

4.2 主観実験

過学習したモデルによる出力系列から得られる音声が，

より自然になっているかどうかを分析するため，主観実験

を行った．主観実験では 3種類のモデルを用いてそれぞれ

合成した音声を被験者に提示した．3種類のモデルについ

て，学習させたエポック数はそれぞれ，従来通り 2乗誤差

の validation lossが最小になっている 40エポック，自然

音声の変調スペクトルと合成音声の変調スペクトルのユー

クリッド距離が大きく減少している 300エポック，ユーク

リッド距離はさらに減少しているが，さらに過学習してい

る 1000エポックである．被験者は男性 7名，女性 5名の計
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12名であり，全員が大学生である．テストデータ 66発話

を 22発話ずつ 3セットに区切り，それぞれのセットで 3種

類の音声の中から 2種類の音声を選んで分けた．被験者は

ランダムな順番で提示される 2種類の音声のうち，どちら

の音声がより自然に聴こえるかを選ぶ一対比較を行った．

主観実験の結果，40エポック学習したモデルによる合成

音声と，過学習を行った 2つのモデルによる合成音声の比

較では，全ての被験者が全ての音声の組に対して，過学習

を行ったモデルによる合成音声を，より自然に聴こえると

して選択している．また，図 10のように 300エポック学

習したモデルと 1000エポック学習したモデルによる合成

音声の比較では，前者がより自然に聴こえるという結果が

得られた．

4.3 過学習に関する考察

過学習を行うと，出力の変調スペクトルは，入力の変調

スペクトル程度まで高域で増加する．しかし，図 8，9から

確認できるとおり，これは入力の変調スペクトルがそのま

ま出力まで伝播しているわけではない．入力では高域で大

きい変調スペクトルが，中間層を経て，一度高域で減衰し

てから出力にかけて増加している．これは，中間層での特

徴量が一度平滑化され，出力に近くなるにつれて微細な振

動成分を獲得していくということを意味している．最も変

調スペクトルが高域で減衰しているのは第四層であり，40

エポック学習したモデルの中間特徴量の変調スペクトルと

比較すると，高域では同程度の値となっている．

単純な 6層 feedforward型 DNNを過学習したモデルに

よる合成音声の主観評価の結果，従来のように 2乗誤差を

最小化するように学習したモデルと比較して，過学習した

モデルによる合成音声が，より自然な音声に聴こえるとい

う結果が得られた．これは，変調スペクトルを高域で増加

させることが，自然な音声の合成に重要であることを示し

ている．また，自然音声の変調スペクトルと，合成音声の

変調スペクトルのユークリッド距離がほとんど減少しなく

なった後は，さらに学習を行うと，音声の自然さが低下す

ることが確認できた．validation lossが大きくなると，テ

ストデータに対するパラメータ推定の精度が低下するた

め，音声の自然さが低下したと考えられる．

5. まとめ

本研究では，DNN音声合成の出力パラメータ系列から

得られる変調スペクトルの高域を自然音声の変調スペクト

ルに近づけることで，より自然な音声が得られるという視

点で DNNの各層における特徴量系列の分析，検討を行っ

た．その結果，合成音声の変調スペクトルを変調スペクト

ルを自然音声のものに近づけるようにモデルを過学習する

ことで，より自然な音声が合成できることが示された．

本研究では DNNの入力として，自然音声の変調スペク

トルと比較して，変調スペクトルが高域で小さい言語特徴

量の情報を用いた．また，言語特徴量に含まれる継続長情

報である三角波入力の変調スペクトルは，音素情報等であ

るステップ入力の変調スペクトルと比較して高域で大き

い．今回構成した DNNを過学習すると，得られる出力パ

ラメータ系列の変調スペクトルは，入力パラメータ系列か

ら得られる変調スペクトルと比較して，高域で同程度の値

をとる．そこで，入力として，三角波入力から得られる変

調スペクトルよりも高域でさらに大きい変調スペクトル

が得られる入力パラメータ系列を用いることで，出力パラ

メータ系列の変調スペクトルもさらに高域で大きくなる可

能性がある．今回用いた三角波入力を非線形変換してこの

ような入力パラメータ系列を新たに作成する等，入力パラ

メータ系列の作成手法を今後検討できるといえる．
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