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混合複素ガウスモデルに基づく深層ベイズ音源分離

坂東 宜昭1,a) 佐々木 洋子1 吉井 和佳2

概要：本稿では，多チャネル混合音のみを用いて，深層ニューラルネットワーク (DNN)に基づく音源分

離を教師なし学習する枠組みについて述べる．従来の深層音源分離は，高い性能を得るために大量の教師

データを必要とする． 一方，空間情報に基づく多チャネル音源分離は，学習データが不要だがパラメータ

の初期値依存性や方向の近い音源で性能が劣化する．提案法は，各音源の時間周波数 (TF)マスクと到来

方向 (DoA)を潜在変数にもつ混合複素ガウスモデル (cGMM)をコスト関数として，TFマスクを推定す

る分離 DNNと DoAを推定する定位 DNNを学習する．DoAを同時推論することで，空間モデルのパー

ミュテーション問題を統一的な枠組みで解決できる．さらに学習済みの分離 DNNは，単チャネル分離と

して動作するだけでなく，cGMMの多チャネル分離アルゴリズムに良い初期値を与えることができる．シ

ミュレーション混合音を用いた評価により，従来の初期化法より信号対歪比が改善することを確認した．

1. はじめに

音源分離は，個別の音イベントを認識する音環境認識に

とって不可欠な機能の一つである [1–3]. 音声分離や音楽分

離といった特定のタスクにおいて，深層ニューラルネット

ワーク (DNN)が，圧倒的な性能を達成している [4–7]. 例

えば，パーミュテーション不変学習 (PIT) [5]は，各音源

信号の時間周波数 (TF)マスクを出力する DNNを学習す

る．このような学習の枠組みは，音源信号と混合音のペア

からなる教師データを大量に必要とする．日常生活下の音

イベントといった音源種類が無数に存在する条件では，事

実上そのような教師データの収集が困難なため，教師デー

タの不要な分離法が望ましい．

多チャネル録音信号に含まれる空間情報を用いることで，

教師データを用いずに音源を分離できる [8–11]. 例えば，

マイクロホン間の位相差とパワー差から，各音源の TF マ

スクを推定する手法が広く研究されている [10, 12, 13]．複

素混合ガウスモデル (cGMM) [10,14,15]は，そのような空

間情報を空間相関行列として表現し，各 TFビンをクラス

タリングすることで TFマスクを推定する．cGMMは，各

周波数ごとに独立して定式化されるため，周波数ごとに音

源インデックスが異なるパーミュテーション問題が存在す

る．この問題は，各音源の到来方向 (DoA)を用いて解決す

ることができ，DoAと TFマスクを一挙に推論する手法が

提案されている [10, 15]．また，方向情報を用いることで，
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混合音に含まれる音源数も同時推定できる [10]. しかし，

一般に多チャネル音源分離は，初期値により性能が大きく

左右されるうえ，到来方向の近い音源は性能が劣化する．

多チャネル混合音を用いて深層音源分離を教師なし学習

する枠組みが近年注目を集めている [16, 17]. 例えば，学

習データに多チャネル分離法を適用し，分離音を教師デー

タとする枠組みが提案されている [16–18]. この枠組みは，

多チャネル分離法の性能劣化が，直接ネットワークの学習

にも悪影響を与えうる．この問題を解決するため，Drude

ら [19]は，cGMMに基づく空間モデルの尤度関数を用い

て深層音源分離を直接学習した．彼らは，従来の多チャネ

ル分離法を学習済み分離 DNNで初期化することで，高い

分離性能が得られることを示した．この学習法では，パー

ミュテーション問題を TFマスクの周波数間の相関を用い

て揃える処理で解決するため，混合音に含まれる音源数を

事前に与える必要がある．そのため，音源数が一般に未知

である日常生活下の音源分離への適用は難しい．

本稿では，多チャネル混合音のみの学習データから，深

層音源分離を教師なし学習する．本手法は，TFマスクを推

定する分離 DNNと，DoAを推定する定位 DNNを同時学

習することで，パーミュテーション問題を解決する．パー

ミュテーションの解決を単一の確率モデルの推論として扱

えるうえ，統一的な音源数の推定も期待できる. TFマス

クとDoAを潜在変数にもつ cGMM [10]に基づき多チャネ

ル混合音の生成モデルを定式化し，その変分下限を目的関

数として DNNを学習する．学習済みの分離 DNNは，単

体でも単チャネル音源分離として動作するうえ，多チャネ

ル分離アルゴリズムによい初期値を与えることができる．
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2. 深層ベイズ音源分離

多チャネル混合音からなる学習データに対し，cGMMに

基づく空間モデルを目的関数として，深層音源分離を教師

なし学習する．本稿では，Otsukaら [10]が提案した各音

源の TFマスクと DoAを潜在変数にもつ潜在ディリクレ

配分 (LDA) モデルと呼ばれる cGMMに基づき目的関数

を導出する．目的関数は対数周辺尤度の下限を用いて導出

され，その最大化は DNNの出力とモデルの事後分布間の

Kullback-Leibler (KL) 擬距離の最小化に対応する．

2.1 多チャネル混合音の確率的生成モデル

本稿で用いる混合音生成モデルでは，K個の音源 stfk ∈ C
を観測したM チャネル混合音 xtf ∈ CM を，TF領域にお

ける瞬時混合を仮定し以下のように表現する:

xtf =
∑
k

afkstfk. (1)

ただし，afk ∈ CM は，音源 kのステアリングベクトルで

ある．また，各音源信号 stfk ∈ Cは，平均０の複素ガウス
分布 (NC)に従うとする:

stfk | λtfk ∼ NC (0, λtfk) . (2)

ここで λtfk ∈ R+は音源 kのパワースペクトル密度を表す．

cGMMではさらに，各 TFビンは高々 1つの音源信号のみ

含むとするスパース仮定を導入し，TFマスク ztfk ∈ {0, 1}
(
∑

k ztfk = 1)を用いて式 (1)を以下に置き換える:

xtf =
∑
k

ztfk (afkstfk) . (3)

TFマスク ztfk の各クラス kの出現頻度は，時間フレーム

ごとに大きく変化すると考えられるので，以下のカテゴリ

カル分布から生成されるとする:

[ztf1, . . . , ztfK ]T | πt ∼ Cat(πt1, . . . , πtK) (4)

ここで，πtk ∈ R+ (
∑

k πtk = 1)は，各時間フレームでの

音源 kの出現頻度を表すモデルパラメータである．

式 (3)の空間モデルは，周波数ビンごとに独立している

ため，パーミュテーション問題が生じる．そこで LDAモ

デル [10]では，各音源の DoAと TFマスクを同時推論す

ることでパーミュテーション問題に対処する．この同時推

論は，潜在的な DoA d ∈ {1, . . . , D}を考え，方向 dのス

テアリングベクトル afd ∈ CM を用いて式 (3)を置き換え

た以下の空間モデルを用いて行う：

xtf =
∑
k,d

ztfkwkd (afdstfk) . (5)

ここで，wkd ∈ {0, 1} (
∑

d wkd = 1)は，各音源の方向の割

り当て変数で，以下のカテゴリカル分布に従い生成する:

[wk1, . . . , wkD]T | ϕ ∼ Cat(ϕ1, . . . , ϕD). (6)

ただし，ϕd ∈ R+ (
∑

d ϕd = 1)は DoAが dとなる頻度を

表すパラメータである．本稿では，潜在的な DoAとして，

水平方向に 5◦ 間隔で分割した D = 72方向を考える．

観測混合音 xtf の尤度関数は，式 (2)および (5)から，多

変量混合複素ガウス分布として表現できる:

xtf |λtfk,Hfd,ztf ,wk∼
∏
k,d

NC (0, λtfkHfd)
ztfkwkd (7)

ただし，Hfd = E[afdaHfd]は，方向 dの空間相関行列を表

す．本稿では，Hfdを方向 dに制約しながら推定するため

に，以下の複素逆ウィシャート分布を仮定する:

Hfd | ν,Gfd ∼ IWC (ν, (ν −M)Gfd) (8)

ここで，ν ∈ R+ とGfd = bfdb
H
fd + ϵIは，ハイパーパラ

メータである．ただし，bfd ∈ CM は事前に準備する方向

dのステアリングベクトルで，ϵはGfd を正定値行列にす

るために加算する．本稿では，ϵ = 1.0× 10−2 とし，平面

波を仮定した幾何計算により bfd を得る．

2.2 変分推論

本稿の教師なし学習と多チャネル音源分離は，TFマスク

ztfk と DoA wkd の事後分布 p(Z,W|X,H,Θ)を推定する

枠組みである．ただし，Θ = {λ,π,ϕ}はモデルパラメー
タを表す． TFマスク ztfk と DoA wkd の事後分布は解析

的に計算困難なので，以下の独立性を仮定した変分事後分

布を用いて，事後分布 p(Z,W|X,H,Θ)を近似推論する:

p(Z,W|X,H,Θ) ≈ q(Z)q(W). (9)

この近似推論は，以下で定義される周辺尤度 p(X|H,Θ)の

変分下限 Lq を最大化することで行われる:

Lq = Eq [p(X | λ,H,Z,W)]

−KL [q(Z)|p(Z|π)]−KL [q(W)|p(W|ϕ)] . (10)

変分下限の最大化は，モデルの真の事後分布と変分事後分

布の間の KL擬距離の最小化に対応する．この下限 Lq は，

具体的には以下で計算できる:

Lq = −
∑

t,f,k,d

ẑtfkŵkd

(
1

λtfk
xH
tfG

−1
fd xtf

)
+
∑
t,f,k

ẑtfk log
πtfk

ẑtfk
+
∑
k,d

ŵkd log
ϕd

ŵkd
+ const. (11)

ただし，ẑtfk は q(ztfk = 1)で，ŵkdは q(wkd = 1)である．

モデルパラメータ Θは最尤推定で求め，空間相関行列

Hは事後確率最大推定で求める．これらも直接計算困難な

ので，変分下限 (式 (10))を用いて以下のように更新する:

Hfd ←
Gfd +

∑
t,k ẑtfkŵkd

1
λtfk

xtfx
H
tf

ν +
∑

t,k ẑtfkŵkd +M
, (12)

λtfk ←
1

M

∑
d

ŵkdx
H
tfH

−1
fd xtf , (13)

πtk ←
1

F

∑
f

ẑtfk, ϕd ←
1

K

∑
k

ŵkd. (14)

変分事後分布とパラメータは，収束するまで交互更新する．
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2.3 償却変分推論による事前学習

事前学習では，N 個のM チャネル混合音 x
(n)
tf を用い

て，それぞれTFマスク ztfkとDoA wkdを推定する 2つの

DNNを教師なし学習する．ただし，以降では個々の x
(n)
tf

について議論するので，添字 (n)を省略する．TFマスクを

推定する分離 DNN (以下，gtfk)は，単チャネルスペクト

ログラムを入力とし，音源 kが時間 t周波数 f で選択され

る確率 q(ztfk = 1)を出力するように学習する:

qg(ztfk = 1) = ẑtfk = gtfk(log |X|) (15)

ここで，log |X| ∈ RT×F は単チャネルの対数振幅スペクト

ログラムとし，本稿ではm = 1番目のマイクロホンの観測

とする．一方，DoAを推定する定位 DNN(以下，hkd)は，

音源 kの到来方向が dとなる確率 qh(wkd = 1)を予測する:

qh(wkd = 1) = ŵkd = hkd (ω) (16)

ここで，ω = {ωkd}k,d ∈ RK×D は，定位 DNNの入力とな

る空間情報を表す特徴量である．複素数を扱う DNNの学

習は難しいので，以下の混合ガウス尤度を特徴量とする:

ωkd =
∑
t,f

ẑtfk logNC (xtf ;0,Gfd) . (17)

本稿の事前学習では，学習データの各混合音に対する対

数周辺尤度 log p(X|H,Θ)の変分下限 Lq (式 (10))を最大

化することで，DNN gtfk と hkd を学習する．ただし，λ

とHfd は簡単化のためそれぞれ 1
TFM

∑
t,f x

H
tfxtf および

Gfd に固定する．分離 DNN gtfk と定位 DNN hkd は，具

体的には以下の３ステップを繰り返すことで学習する:

1) DNN gtfkと hkdを用いて，ミニバッチの各混合音 xtf

に対する TFマスク ẑtfk と DoA ŵkd を推定する

2) モデルパラメータ πtk および ϕd を更新する (式 (14))

3) 変分下限 Lq を計算し，確率的勾配法 (SGD)を用いて

DNNgtfk と hkd のパラメータを更新する

このような学習は，事前の学習データを用いて確率モデル

の事後分布を予測する DNNを学習するため，償却変分推

論 (AVI)と呼ばれる [20–22]．

2.4 EMアルゴリズムよる多チャネル音源分離

事前学習した分離 DNN gtfk は，単体でも単チャネル音

源分離ができるが，推定マスクを初期値として多チャネル

expectation-maximization (EM)アルゴリズムに与えれば，

より高い性能が得られる．本稿で述べた cGMMモデルの

EMアルゴリズムを説明する．まず，マスク変数 ẑtfk およ

び DoA ŵkd を変分下限 Lq を最大化するよう更新する:

ẑtfk ←
πtfk

∏
dNC (xtf ;0, λtfkHfd)

ŵkd∑
k πtfk

∏
dNC (xtf ;0, λtfkHfd)

ŵkd
(18)

ŵkd ←
ϕd

∏
t,f NC (xtf ;0, λtfkHfd)

ẑtfk∑
d ϕd

∏
t,f NC (xtf ;0, λtfkHfd)

ẑtfk
(19)

次に，式 (12)–(14)に従い，モデルパラメータΘと空間相

関行列 H を更新する．本アルゴリズムは，これらの変数

を収束するまで交互更新するので，局所解に陥いらないよ

う慎重な初期化が不可欠である．

TFマスク ẑtfk の初期値は，分離 DNN gtfk を用いて初

期化する．一方，DoA ŵkd の初期化には，学習データの

空間的偏りに過学習している可能性があるため定位 DNN

hkd は使用せず，以下を用いて初期化する:

ŵkd ∝ exp

−∑
t,f

ẑtfkx
H
tfG

−1
fd xtf

 . (20)

3. 評価実験

インパルス応答を数値シミュレーションして生成した混

合音を用いて，評価実験を行った．

3.1 データセット

WSJ0-2mix データセット [4] に含まれる音源信号にイ

ンパルス応答を畳み込んで多チャネル混合音を生成した．

WSJ0-2mixデータセットは，単チャネル音源分離の評価

で広く利用されている [4, 5, 23]. このデータセットの混合

音は，WSJ0コーパスに含まれる K = 2発話をランダム

に選び，信号対雑音比 (SNR)を −5 dBから +5dBの範囲

でランダムに変動させて生成されている．本稿では，鏡像

法 [24]に基づく数値シュミレーション*1を用いてインパル

ス応答を生成した．シミュレーションする部屋の大きさは

5m × 5m × 3mから，10m × 10m × 4mまで各混合音

ごとにランダムに変動させた．この部屋の中央に直径 8cm

のM = 4チャネル円形マイクアレイを配置し，2つの音

源を室内のランダムな位置に配置した．残響時間 (RT60)

は，0.2秒から 0.5秒の範囲でランダムに変動させた．生

成したデータセットは，学習セットとバリデーションセッ

トを持ち，それぞれ 2万個と 5千個の混合音からなる．ま

た，評価セットは 3千個の混合音からなり，本セットは他

のセットと話者が独立している．本稿では，計算量削減の

ため，これらの信号を 8 kHzサンプリングで生成した．

3.2 実験設定

分離 DNN gtfk と定位 DNN hkd は，以下で示すアーキ

テクチャにより構成した．まず，分離 DNN gtfk は，時間

方向に前向きと後向きの双方向を持つ長短期記憶型の再帰

ニューラルネットワーク (BiLSTM)を 3層もつ．各 LSTM

は 600のユニットから成り，BiLSTM層に続き 1層の全結

合層を経て log ẑtfk を出力する．一方，定位 DNN hkd は，

方向ごとの偏りを学習しないように，方向 dを軸とする 1

元次畳込み層 (1D-conv)で構成した．本稿では，1D-conv

3層の後に入力と残差接続し log ŵkd を出力する．

*1 https://github.com/ty274/rir-generator
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表 1 評価セットに対する音源分離性能 (教師あり学習は灰字)

手法 初期化
マイク数

反復回数
SDR

学習 評価 [dB]

EM-cGMM gtfk 4 4 100 9.1

EM-cGMM gtfk 4 4 50 9.4

EM-cGMM gtfk 4 4 10 9.1

EM-cGMM gtfk 4 4 5 8.0

EM-cGMM (21)–(22) – 4 100 8.3

EM-cGMM (21)–(22) – 4 50 8.6

EM-cGMM (21)–(22) – 4 10 8.4

EM-cGMM (21)–(22) – 4 5 7.5

AVI-cGMM – 4 1 – 4.4

AuxIVA+ – – 4 200 7.7

AuxIVA – – 2 200 4.4

PIT – 1 1 – 7.4

DPCL – 1 1 – 6.5

分離 DNN gtfk と定位 DNN hkdは，SGDの１つである

Adam [25]を用いて学習した．Adamの学習率は 1.0×10−3

とし，学習データに対するコストが直前のエポックより大

きくなる度に 0.7倍した．スペクトログラム xtf は，窓幅

512サンプルでシフト幅 128サンプルの短時間フーリエ変

換を用いて得た．ハイパーパラメータ ν は 10.0とした．

提案法は，独立ベクトル分析法 (AuxIVA) [26]と，教師あ

り分離法である PITおよび deep clustering (DPCL) [4]と

比較した．AuxIVAは，音源数Kとマイク数M が一致する

決定条件を仮定するため，M = 2チャネル混合音で動作す

る．全 4マイクを使用するため，仮想的にM = K = 4個の

音源が存在するとしてAuxIVAを実行し，その後K = 2と

なるよう分離音をクラスタリングする手法 (AuxIVA+) [27]

を評価した．PITとDPCLで使用したDNNは提案法の分

離 DNN gtfk と同じ設定である．DPCLの潜在変数の次元

Dは 20とした．また，EM-cGMMを学習済みの分離DNN

gtfk で初期化する効果を評価するため，Otsukaら [10]に

よる初期化法で分離した場合を評価した．この手法は，ま

ず音源数K を多く準備し，方向 d = 1, . . . , DをK 個に分

割して，方向ごとに TFマスクを割当て初期化する:

ŵkd ∝

{
1 (k − 1)DK ≤ d < kD

K

0 otherwise,
(21)

ẑtfk ∝ exp

(
−
∑
d

ŵkdx
H
tfG

−1
fd xtf

)
. (22)

本稿では，K = 6 とした．分離性能は，信号対歪比

(SDR) [28,29]を用いて評価した．

3.3 実験結果

分離音の評価結果を表 1に示す. まず，事前学習したネッ

トワーク gtfkで単チャネル音源分離した結果 (AVI-cGMM)

は，M = 2チャネルで動作する AuxIVAと同程度の性能
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R 
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図 1 音源間の DoA 差と SDR の関係を表す散布図

となった．EM-cGMMを用いた多チャネル分離法は，同

じチャネル数で動作するAuxIVA+より高い性能となった．

さらに，gtfk を用いて初期化した場合は，従来の初期化法

(式 (21)–(22))に比べ，約 0.8 dB程度 SDRが改善した．た

だし，反復回数が 50回を超えるとどちらの場合も SDRが

低下しているが，これは残響下ではスパース仮定が成り立

たないためと数値誤差による影響と考えられる．

図 1に，音源間隔であるDoA差と各分離音の SDRの関

係を示す．式 (21)–(22)で初期化した EM-cGMMは，DoA

差が 60◦ 以下になると急激に SDRが低下している．gtfk

を用いて初期化した場合は，そのような方向に依存する性

能劣化が改善されている．一方，SDRが −3dBから 0dB

付近となる分離結果が方向によらず増加している．gtfk は

単チャネルスペクトログラムを入力とするので，同性の音

声の混合音といった，スペクトル特徴から分離が難しい混

合音で性能が下がっていると考えられる．教師あり学習を

行う PITや DPCLは，教師なし学習する AVI-cGMMに

比べ 3dB程度性能が高く，ネットワークの表現力の観点で

は改善の余地がある．償却変分推論時にパワースペクトル

密度 λtfk と空間相関行列Hfd も同時推論すれば，分離精

度の改善が期待できる．

4. おわりに

本稿では，多チャネル混合音のみを用いて，深層音源分

離を教師なし学習する枠組みについて述べた．本学習法

は，TFマスクと DoAを潜在変数にもつ cGMMの一種で

ある LDAをコスト関数として，TFマスクを推定する分

離DNNとDoAを推定する定位DNNを学習する．シミュ

レーション混合音を用いた評価により，従来の初期化法よ

り信号対歪比が改善することを確認した．本稿で述べた学

習アルゴリズムによって，パーミュテーション問題を 1つ

の確率モデルの中で解決しながら，深層音源分離を教師

なし学習できるようになった．今後は，空間相関行列とパ

ワースペクトル密度の同時推定による高精度化と，方向情

報に基づく音源数推定を行う．
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