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k最近傍法を用いた構造予測向け
配列アラインメント生成手法の高速化

成井 政人1,a) 牧垣 秀一朗1 石田 貴士1

概要：ホモロジーモデリング法は立体構造既知のタンパク質を元に立体構造を予測する手法であり、配列
アラインメントの精度が立体構造予測の精度に大きく影響する。Makigakiらは k最近傍法を用いて配列ア

ラインメントの精度を改善し、ホモロジーモデリング法の精度を向上させることに成功した。しかしなが

ら、この手法は多くの k最近傍法計算が必要なために計算コストが高い問題があった。

本研究では k最近傍法を用いた配列アラインメント生成手法を高速化する方法を提案した。既存の近似 k

最近傍法高速化手法に対し、配列アラインメント生成用のデータセットを用いて速度と精度を評価した。

結果として、最適なアルゴリズムとハイパーパラメータを特定し、精度の低下を抑えながら速度を 47倍に

高速化した。
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Acceleration of sequence alignment generation method for structure
prediction using k nearest neighbor method

Abstract: Homology modeling is a method for predicting a three-dimensional structure of a protein based
on three-dimensional structures of other proteins and their sequence alignments. In the method, the accu-
racy of the sequence alignment greatly affects the accuracy of the three-dimensional structure prediction.
Recently, Makigaki et al. proposed a method to improve the accuracy of sequence alignment using the k-
nearest neighbor method (k-NN) and succeeded to improve the accuracy of the homology modeling. However,
the method had a problem of high computational cost because the method requires huge number of k-NN
predictions. In this research, we proposed a method to accelerate the sequence alignment method using k-NN
. We tested several fast but approximate k-NN acceleration methods and evaluated both computing time
and accuracy for a dataset for the sequence alignment generation. Finally, we found optimal algorithm and
the hyperparameters, and the speed of search was increased approximately 47 times while suppressing the
decrease in accuracy.

Keywords: k Nearest neighbor, Sequence alignment, Acceleration

1. 序論

1.1 タンパク質立体構造予測

タンパク質は生化学の分野で非常に重要な生体高分子で

あり、その機能を解明することで創薬などに役立てること

ができる。タンパク質の機能はその立体構造が大きく関

わっており、立体構造の決定は生命科学における重要な研
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究の一つになっている [1]。

タンパク質立体構造を実験的に求める主な手法として X

線結晶解析や核磁気共鳴法を用いた方法などがあるが、X

線結晶解析は 1つのタンパク質の構造を決定するために結

晶化するだけで数年を要する場合があるなどどちらも時間

的コストが大きく、実験機材も高価で金銭的なコストも大

きい。そのため、タンパク質の立体構造のデータベースで

ある Protein Data Bank（PDB）[2]に登録されている立体

構造のデータ数は 148,268件（2019年 1月現在）[3]に留

まっている。
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一方でタンパク質のアミノ酸配列は次世代シーケンサー

の登場などにより高速な解析が可能となったため多くの情

報が蓄積されるようになり、アミノ酸配列のデータベース

であるUniversal Protein Resource（Uniprot）[4]には多く

のアミノ酸配列の情報が記載されている。Uniprotのデー

タ数は 139,694,261件（2019年 1月現在）[5]であり、PDB

のデータ数に対して非常に大きなものになっている。

このような現状を踏まえ、コンピュータを用いてタンパ

ク質のアミノ酸配列からタンパク質立体構造を予測する手

法が研究されてきた。

1.2 ホモロジーモデリング法

コンピュータでの計算によりタンパク質の立体構造を予

測する手法の一つとしてホモロジーモデリング法 [6]があ

る。アミノ酸配列が類似しているタンパク質は立体構造も

類似しているという性質があり、ホモロジーモデリング法

はこの性質を利用した手法である。ホモロジーモデリング

法では、まず立体構造既知のタンパク質が登録されたデー

タベースに対し、クエリと配列類似性をもつタンパク質を

検索する。次に検索で見つけたタンパク質の立体情報と配

列アラインメントを用いてクエリの立体構造を予測する。

この手法は相同性のあるタンパク質がデータベース中にあ

る場合は高精度の予測が可能な手法である。

1.3 k最近傍法を用いた配列アラインメント生成手法

Makigakiらはこの配列アラインメントを改良するため、

機械学習に基づいた生成手法 [7][8]を提案した。配列アラ

インメントを作成する際の残基置換スコアの計算には通常

BLOSUM62などの置換行列が用いられる。しかし、置換

行列ではなく教師付き機械学習を用いてスコア付けを行う

ことでよりホモロジーモデリング法に適したアラインメン

トを生成することができる。

図 1 は彼らの手法の概略図である。この手法では、ト

レーニングデータセットのラベルを生成するために、構造

の類似したタンパク質間の構造アラインメントを使用す

る。そのため、この手法により生成された配列アラインメ

ントは構造アラインメントを行なった場合と似たアライン

メントとなり、ホモロジーモデリング法に適したアライン

メントが生成されることが期待される。特徴量としては 2

つのタンパク質の PSSMが用いられ、残基ペアの一致を予

測するために標的残基とその周辺の PSSMが使用される。

1.3.1 残基置き換えスコア予測モデルの作成

( 1 ) 正解となる構造アラインメントを生成するために構造

的に類似したタンパク質の情報を SCOPデータベー

ス [9]から取得する。

( 2 ) 取得したデータから TM-align[10]により構造アライ

ンメントを生成する。

( 3 ) PSSM を作成するために UniRef90 データベース [4]
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図 1 k最近傍法を用いた配列アラインメント生成手法（[7]を改変）

に対して 3イテレーションの PSI-BLAST[11]を実施

する。

1.3.2 データセットの定義

機械学習を行うためにこの情報を数値ベクトルにエン

コードする。

(Q,T )をクエリ、ターゲットのベクトルとし、Qi を Q

の i番目の要素とする。すると、特徴ベクトル Vx,y はクエ

リとターゲットの特徴ベクトルの結合で表され、式 1で定

義される。

Vx,y = (Pquery
x ,Ptarget

y ) (1)

アミノ酸の種類を 20, タンパク質の長さを N とする時、

PSSMの長さは 20×N である。P は PSSM行の連結であ

り式 2で定義される。

Pi = (pi−w
2
, . . . , pi, . . . , pi+w

2
) (2)

ここで、wはウインドウ幅であり、pi は i番目の PSSM

要素である。また、iは式 3を満たす。

x− w

2
≤ i ≤ x+

w

2
, y − w

2
≤ i ≤ y +

w

2
(3)

i ≤ 0で定義される “パディング”領域については，|Q| > i

と |T | > i，pi を 0に割り当てる．

また、Qx と Ty におけるラベル Lx,y を式 4のように定

義する。

Lx,y =



1, if Qx matches Ty

0, otherwise
(4)

図 2はラベル定義の概略図である。

1.3.3 配列アラインメントの計算

作成されたスコアから Smith-Waterman法 [12]を用い

て配列アラインメントを生成する。Smith-Waterman法で

はダイナミックプログラミングにより残基置き換えスコア

が最大となるようなアラインメントを生成することがで

きる。
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1.4 Makigakiらの手法の問題点

BLOSUM62を用いる場合に比べ、k最近傍法を用いる

場合は予測のたびに残基置換スコアを生成するため予測時

の計算コストが大きい。結果としてアプリケーション全体

として計算時間が長いという問題がある。Makigakiらの

手法では長さが Qと T である 1組のアミノ酸配列のアラ

インメントを生成するために QT 回の k最近傍法の予測が

必要である。線形探索の計算量は探索対象のベクトル長が

N、ベクトル次元がDの場合はO(ND)であるため、全体

の計算量は LR回の k最近傍法の計算量であるO(NDQT )

となる。このため大量の配列アラインメントを生成する場

合や、生成されたアラインメントに基づきデータベースを

検索する際の k最近傍法の予測回数は膨大になり、計算量

も大きくなる。

1.5 研究の目的

本研究ではMakigakiらの手法の実行時間の大部分を占

めるアミノ酸残基置換スコアの計算を高速化することで計

算コストを抑えることを目的とする。k最近傍法には既存

の高速化手法があり、Makigakiらの手法に使われている k

最近傍法にも適用が可能である。既存手法を吟味し、適切

な k最近傍法高速化手法を適用することでアミノ酸残基置

換スコア計算の高速化を行う。

2. 提案手法

2.1 概説

本研究ではMakigakiらの立体構造予測手法の高速化を

行う。その手法として実行時間の大部分を占めるアミノ酸

残基置換スコアの計算を高速化した。アミノ酸残基置換ス

コアの計算に用いられる k最近傍法の高速化には既存の高

速化手法を複数検討し、立体構造予測手法の性質やデータ

セットに合ったものを適用することで実現した。
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図 3 データセットの軸ごとの分散

2.2 アプリケーションで用いられる kNNの特性

Makigakiらの手法では長さがM と N である 1組のア

ミノ酸配列のアラインメントを生成するためにMN 回の k

最近傍法による予測が必要である。このため、データベー

スに対し大量のクエリを計算する場合では、k最近傍法の

予測回数は膨大なものになる。一方で、学習はデータベー

スに対して 1度行えばよく、k最近傍法の予測回数に対し

学習回数がかなり少なくなる。そのため、学習にかかる時

間は重視せず予測にかかる時間が短いアルゴリズムを特定

することを目的にする。

2.3 k最近傍法高速化手法の検討

k最近傍法高速化手法として、ライブラリが提供されてお

り有力な手法である kd-tree[13]、randomized kd-tree[14]、

hierarchical kMeans-tree[15]を検討する。

2.3.1 kd-tree

今回のデータセットは 200次元とそこまで高次元でない

ことや、木構造を用いるアルゴリズムで最も基本的なもの

であることを踏まえ、このアルゴリズムを採用する。

2.3.2 Randomized kd-tree

通常の kd-treeでは分割する軸に分散が最大の軸を選ぶ

ことが多い。しかし、多くのデータセットでは分散が最大

の軸と 2番目以降の軸で分散に大きな差がないことが多く、

最大の軸を選び続けることが最善の戦略とは限らない。こ

の考えを元に、軸の選び方を変えた複数の木構造を用いる

ようにしたのが randomized kd-treeである。

図 3はMakigakiらの手法で使われるデータセットの軸

ごとの分散を示した図である。図の作成に用いたデータ

セットは計算時間の都合から 10,000分の 1にランダムサ

ンンプリングしたものを用いている。

図 3 より今回のデータセットも分散が最大の軸と 2 番

目以降の軸で分散に大きな差がないことから randomized

kd-treeが有効と考え、この手法を採用した。
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データ数 2,355,695

次元 200

正例の割合 7.479%

表 1 データセットの詳細

2.3.3 Hierarchical kMeans-tree

検討は、ホモロジーモデリングの精度を低下させない

ために、近似近傍探索による精度低下が AUC 0.05 程度

に収まる範囲で行う。Mujaらの研究 [15]より近似による

精度低下が AUC 0.05以内では、randomized kd-treeより

hierarchical kMeans-tree が良い性能を示す可能性がある

ので hierarchical kMeans-treeを実験対象に含めた。

2.4 データセット

Makigakiらの手法で使われているアミノ酸残基置換スコ

アを予測するデータセットを使用する。これは Makigaki

らの手法では 10分の 1にランダムサンプリングしたもの

を使用しているが、計算時間の関係から検討には 100分の

1にランダムサンプリングしたサブセットを用いる。デー

タセットはスパースではなく、各値は整数値である。また、

ラベルは構造アラインメントにより得られた配列アライン

メントで中心残基が一致するなら 1、そうでないなら 0に

なるように付与されている。

100分の 1にランダムサンプリングしたデータセットの

詳細を表 1に示す。

2.5 評価

データセットをランダムに 10-fold cross validation を

行った上で検討を行い、その平均値を結果として使用する。

また、今回 k最近傍法の二値分類の結果は利用せず、近

傍 k個の内ラベルが 1であるものの割合をスコアとして利

用している。本来はMakigakiらの手法全体の速度で計測

をすべきだが、k最近傍法に比べDPの計算は高速で、k最

近傍法にかかる時間が 99％以上を占めるため、本研究で

は k最近傍法の予測にかかった時間のみを C++標準ライブ

ラリ chronoを用いて計測した。

精度評価は後述する AUC を使用した。これはデータ

セット中に含まれるデータの正例と負例の割合が非常に

偏っているためである。

3. 実験

3.1 実験環境

実験環境を表 2に示す。また、実験に用いたソフトウェ

アのバージョンを表 3に示す。

プログラムは計算機のノードを占有して実行した。ま

た、データはメモリに展開され、予測中はディスクアクセ

スが行われない状態で実験を実施した。

計算機 TSUBAME3.0 f node

CPU

Intel Xeon E5-2680 V4 Processor

（Broadwell-EP, 14 コア, 2.4GHz）

× 2

メモリ 256GB

OS SUSE Linux Enterprise Server 12 SP2

表 2 計算機環境

ソフトウェア バージョン

gcc 5.5.0

python 2.7.15

scikit-learn 0.20.1

表 3 ソフトウェアのバージョン

3.2 実装

各アルゴリズムの実装は FLANN 1.9.1を使用した。

FLANN[15]は近似 k最近傍法のライブラリである。k最

近傍法のライブラリは多数あるが、近似近傍探索が可能で

あることや、実装されているアルゴリズムの多彩さ、拡張

しやすさから FLANNを採用した。

今回の実験では FLANNのソースコードから gccコンパ

イラでビルドしたものを使用した。ビルドにはライブラ

リの提供する cmakeファイルを用いた。コンパイルオプ

ションも cmakeファイルに準じるが、C++コンパイラのオ

プションとして-std=c++11を追加している。

また、Makigakiらの手法で用いられる k最近傍法の kの

値は 1000であるので、以下の実験では k = 1000であるも

のとする。

3.3 ハイパーパラメータ探索

k最近傍法ライブラリ FLANNの Python実装を使用し

て scikit-learn準拠の識別器モデルを作成した。この識別

器モデルを用いて scikit-learnの GridSearchCVにてハイ

パーパラメータ探索を行った。データセットは Makigaki

らの手法で使われているアミノ酸残基置換スコアを予測す

るデータセットを 1000分の 1にランダムサンプリングし

たサブセットを用いる。

1000分の 1データセットに対して線形探索を行った結果

は探索時間が 1,826秒で AUCが 0.701であった。この結

果から、今回は AUC 0.05程度の性能低下を許容し、AUC

0.695を達成するまでにかかった探索時間が最も短いパラ

メータを最適なパラメータとする。

3.3.1 kd-tree

kd-treeでは以下のパラメータを GridSearchCVを用い

て調節した。

• 探索ノード数の上限（checks）[512, 1024, 2048, 4096,

8192, 16384, 32768]

結果は図 4のようになった。

実験結果から、checks = 32768を最適なパラメータと判

断した。
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図 4 kd-tree におけるハイパーパラメータ探索の結果

図 5 Randomized kd-treeにおけるハイパーパラメータ探索の結果

3.3.2 Randomized kd-tree

Randomized kd-tree では以下のパラメータを Grid-

SearchCVを用いて調節した。

• 探索ノード数の上限（checks）[512, 1024, 2048, 4096,

8192]

• 構築する kd-treeの数（trees）[1, 4, 8, 16, 32, 64]

結果は図 5のようになった。

実験結果から、checks = 4096、trees = 64 を最適なパラ

メータと判断した。

3.3.3 Hierarchical kMeans-tree

Hierarchical kMeans-treeでは以下のパラメータをGrid-

SearchCVを用いて調節した。今回は構築時間を重視しない

のでkMeansクラスタリングの初期化にはk-means++法 [16]

を用い、イテレーション回数はMujaらの研究 [15]を元に

余裕を持たせ 50とした。

• 探索ノード数の上限（checks）[512, 1024, 2048, 4096,

8192]

• 分割を中止する閾値と kMeansクラスタリングのクラ

スタ数（branching）[16, 32, 64, 128, 256, 512, 1024]

結果は図 6のようになった。

実験結果から、checks = 8192、branching = 1024 を最

適なパラメータと判断した。

図 6 Hierarchical kMeans-tree におけるハイパーパラメータ探索

の結果

アルゴリズム 探索時間 [sec] AUC

Brute Force 47,226 0.721

kd-tree > 86, 400 -

Randomized kd-tree 998 0.716

Hierarchical kMeans-tree 2,510 0.715

表 4 100 分の 1 データセットの探索結果
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図 7 Randomized kd-tree の ROC

3.4 k最近傍法の高速化手法の検討

最適化されたハイパーパラメータを用いて、既存の k最

近傍法の高速化手法に対し予測速度と精度を評価する。

100分の 1データセットに対して実験を行った結果は表

4のようになる。kd-treeに関しては計算機の実行時間制限

である 24時間以内に計算が終了しなかっため、AUCは計

測できなかった。

最も良好な結果を示した randomized kd-treeの 10-fold

cross validationの各分割の ROC曲線を重ねると図 7のよ

うになり、ほぼ一致することがわかった。

3.5 結果の考察

探索するノードの上限が増加するにしたがって探索時間

が増加することが予測されるが、いくつかのケースで上限

が増加した時に探索時間が減少した。これは探索するノー
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アルゴリズム 探索時間 [sec] AUC

Brute Force 1826 0.701

kd-tree 1341 0.701

Randomized kd-tree 82.31 0.698

Hierarchical kMeans-tree 60.28 0.696

表 5 1000 分の 1 データセットの探索結果

ドが増えたことで探索の早い段階で良い解が見つかりその

後の探索で探索範囲の枝刈りがうまくいった可能性が考

えられる。また、探索するノードの上限が増加するにした

がって精度が向上することが予測されるが、これに関して

も探索するノードが増えた時に精度が減少する場合があ

る。これに関しては k最近傍法の探索精度と AUCとの相

関が想定より小さいためと考えられる。

100分の 1データセットに対して行った実験結果である表

4より、既存の k最近傍法の高速化手法のうち、randomized

kd-treeが 100分の 1データセットに対しては最も適して

いたと言える。

一方で、1000分の 1データセットに対して行ったパラ

メータ探索に注目すると、hierarchical kMeans-treeが顕著

に良い性能を示していることがわかる。実験と同様にして

10000分の 1データセットでハイパーパラメータ探索をし、

最良パラメータで 1000分の 1データセットに対して探索を

行った結果を表 5に示す。なお、hierarchical kMeans-tree

についてパラメータ探索により得られた最適な訪問ノード

数は 2048であったが、AUCが 0.691と低い値になったの

でノード数は 4096で計測した結果を用いた。この結果よ

り 1000分の 1データセットでは hierarchical kMeans-tree

が最適なアルゴリズムであると言える。

以上から、データセット数によって最適なアルゴリズム

が異なることがわかる。Makigakiらの手法で用いられる

データセットは 10分の 1にランダムサンプリングしたデー

タセットであるため、より近い 100分の 1データセットの

結果を採用し、randomized kd-treeが最も適切なアルゴリ

ズムとした。

4. 結論

4.1 本研究の成果

本研究では既存の k 最近傍法の高速化手法を検討し、

最良の結果であった randomized kd-treeを用いることで

Makigakiらの立体構造予測手法に用いられる k最近傍法

部分を高速化し、立体構造予測手法全体での計算時間を短

縮した。

今後の課題としては、randomized kd-treeを今回使用し

たデータセットに対して最適化させるなどが考えられる。

最適化の手法としては、PSSMを連結したデータセットに

適切な距離関数を定義するなどが考えられるだろう。ま

た、k最近傍法の精度がMakigakiらの手法の精度に与える

影響を調べ、適切な近似度合いを評価、適用し、手法全体

として高速化することなどが挙げられる。
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